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融合双编码与元学习的小样本输电线异物检测

陈哲煊,高雪莲,宋佳宇,刘　 毅
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摘　 要:输电线作为电力传输的重要设施,其异物检测是电网巡检维护的重要环节。 然而,受限于输电线巡检数据的可获得性和

输电线所处环境的复杂性,复杂背景下的小样本数据集输电线异物检测依然是一个挑战。 就此提出一种由主编码 Swin
 

Transformer 网络和次编码卷积神经网络(CNN)构成的基于两阶段元学习训练策略的双编码目标检测网络(ML-DCTDN),该网络

的创新点在于:一方面主编码 Swin
 

Transformer 网络通过 2 个阶段的元学习训练获得泛化特征提取能力,即第 1 阶段学习输电线特

征,第 2 阶段学习异物特征,提高其在小样本数据集的目标检测任务中的表现;另一方面该双编码网络分别采用红绿蓝图像和灰

度图像的输入方式,通过分层融合模块(LFM)和特征金字塔网络(FPN)模块实现红绿蓝图像和灰度图像的多模态特征融合,既利

用了红绿蓝图像丰富的色彩和纹理信息,又借鉴了灰度图像对光线和细节纹理的鲁棒特性,强化了模型在复杂背景下的抗干扰能

力与检测能力。 消融实验表明,元学习训练策略明显提高了模型平均准确率(mAP),灰度图像输入方法将 mAP 提高了至少 4% ;
与 SSD、Faster

 

RCNN、YOLOv5 以及 YOLOv8 算法的对比实验表明,小样本数据集的输电线异物检测任务中借鉴元学习策略和双编

码网络结构,能明显提高复杂背景下模型的目标检测精度,mAP50 和 mAP75 值分别提高到 98. 6%和 64. 7% 。
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Abstract:Foreign
 

body
 

detection
 

is
 

a
 

critical
 

component
 

of
 

power
 

grid
 

inspection
 

and
 

maintenance,
 

as
 

it
 

plays
 

an
 

essential
 

role
 

in
 

power
 

transmission.
 

However,
 

detecting
 

foreign
 

objects
 

in
 

transmission
 

lines
 

with
 

small
 

sample
 

data
 

under
 

complex
 

environmental
 

conditions
 

remains
 

a
 

challenging
 

task.
 

This
 

paper
 

proposes
 

a
 

Meta-Learning-based
 

Double
 

Coding
 

Target
 

Detection
 

Network
 

( ML-DCTDN ),
 

combining
 

a
 

Swin
 

Transformer
 

Network
 

and
 

a
 

Convolutional
 

Neural
 

Network
 

( CNN).
 

The
 

innovation
 

of
 

this
 

network
 

lies
 

in
 

two
 

key
 

aspects:
 

firstly,
 

the
 

Swin
 

Transformer
 

network
 

enhances
 

its
 

generalization
 

feature
 

extraction
 

ability
 

through
 

a
 

two-stage
 

meta-learning
 

process.
 

In
 

the
 

first
 

stage,
 

it
 

learns
 

transmission
 

line
 

features,
 

while
 

in
 

the
 

second
 

stage,
 

it
 

focuses
 

on
 

foreign
 

object
 

features,
 

improving
 

performance
 

for
 

target
 

detection
 

tasks
 

on
 

small
 

sample
 

datasets.
 

Secondly,
 

the
 

double
 

coding
 

network
 

uses
 

both
 

RGB
 

and
 

grayscale
 

images
 

as
 

inputs,
 

and
 

employs
 

a
 

Layered
 

Fusion
 

Module
 

(LFM)
 

and
 

a
 

Feature
 

Pyramid
 

Network
 

(FPN)
 

to
 

achieve
 

multi-modal
 

feature
 

fusion.
 

This
 

approach
 

leverages
 

the
 

rich
 

color
 

and
 

texture
 

information
 

of
 

RGB
 

images
 

while
 

also
 

utilizing
 

the
 

robustness
 

of
 

grayscale
 

images
 

against
 

lighting
 

variations
 

and
 

fine
 

details.
 

The
 

model′s
 

anti-interference
 

and
 

detection
 

capabilities
 

are
 

thus
 

strengthened
 

in
 

complex
 

backgrounds.
 

Ablation
 

experiments
 

reveal
 

that
 

the
 

meta-learning
 

strategy
 

significantly
 

improved
 

the
 

Mean
 

Average
 

Precision
 

( mAP),
 

with
 

grayscale
 

image
 

input
 

increasing
 

the
 

mAP
 

by
 

at
 

least
 

4% .
 

Comparative
 

experiments
 

with
 

SSD,
 

Faster
 

RCNN,
 

YOLOv5,
 

and
 

YOLOv8
 

algorithms
 

demonstrate
 

that
 

the
 

proposed
 

meta-learning
 

strategy
 

and
 

double
 

coding
 

network
 

structure
 

greatly
 

enhance
 

detection
 

accuracy
 

in
 

foreign
 

body
 

detection
 

tasks
 

for
 

transmission
 

lines
 

with
 

small
 

sample
 

datasets.
 

The
 

mAP50
 

and
 

mAP75
 

values
 

achieved
 

were
 

98. 6%
 

and
 

64. 7% ,
 

respectively.
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0　 引　 　 言

　 　 输电线是电力系统输送电能的重要设施,其安全稳

定的运行对保障电网正常运转至关重要[1-2] 。 输电线架

设环境通常很复杂,受自然环境和各种人为因素的影响,
输电线常常会面临异物侵扰的问题,这些异物包括鸟巢、
树枝、风筝等。 这在很大程度上会影响输送电能的效率,
甚至引起短路、断线等严重事故,对电网安全造成威胁。
因此,输电线路异物检测技术就显得尤为重要,它可以快

速准确地发现和识别输电线路上潜在的异物风险,以便

及时采取维护措施,保证输电线路的可靠性和稳定性[3] 。
传统的输电线异物检测方法依赖人工巡视,这种方

式不仅效率低、耗时耗力,而且在恶劣天气或复杂地形条

件下极具挑战性。 近年来,随着人们对计算机视觉任务

的广泛关注和人工智能技术的飞速发展[4] ,越来越多的

研究者开始探索输电线异物检测技术。 通过搭载在无人

机或固定监控设备上的摄像头[5] ,收集输电线路图像并

通过深度学习算法进行处理和分析,以实现对异物的自

动检测和识别[6] 。
已发表文献中,很多目标检测模型采用卷积神经网

络( convolutional
 

neural
 

network, CNN ) 提取目标特征,
例如经典的目标检测模型—基于区域的卷积神经网络

(regions
 

with
 

CNN,RCNN) [7] 首先生成目标候选区域,再
进行分类和边界回归。 倪晨[8] 将 Faster

 

RCNN ( faster
 

region-based
 

convolutional
 

neural
 

networks) 应用到输电线

路故障识别与检测的任务中, 利用区域选取 ( region
 

proposal
 

network,RPN)和软化非极大值抑制算法改进检

测模型。 和上述双阶段目标检测算法相比,YOLO( you
 

only
 

look
 

once)模型在提取特征后直接进行分类与边界

回归,大大缩短训练时长,是单阶段目标检测网络的代表

性算法[9] 。 Han 等[10] 将 YOLO-v3 主 干 网 络 改 进 成

Darknet53,在航拍图像的绝缘子定位任务中取得了明显

突破。 Liu 等[11] 提出单阶段多头检测算法( single
 

shot
 

multibox
 

detector, SSD ) 算法, 通 过 将 Faster
 

RCNN 的

Anchor 策略融入 YOLO 算法,进一步提高了目标检测速

度和准确率。 Xu 等[12] 将 SSD 网络应用于航拍绝缘子检

测任务中,并取得比 Faster
 

RCNN 更好的检测效果。
在目标检测任务中,输入方式的选择对模型性能和

应用效果的影响至关重要。 大多数以 CNN 网络为底层

架构的主流目标检测算法采用红绿蓝图像作为输入,例
如 Faster

 

RCNN[13-14] 和 YOLO 系列[15-17] 。 红绿蓝图像能

够提供丰富的颜色信息和细节,有助于提高对目标的识

别能力及准确性。 这种多通道的输入方式使得模型能够

更有效地提取和学习具有显著视觉特征的目标,例如具

有特定颜色或纹理的物体。 然而,红绿蓝图像输入需求

的计算资源较高,在图像数据集较小的情况下,还可能会

面临过拟合的风险。 相对于红绿蓝图像输入而言,也有

模型选择灰度图像作为输入以降低计算复杂度,这种方

式在处理低光照或复杂背景时显示出良好的抗干扰性。
Yao 等[18] 研究证明灰度图像因其降低了色彩变异性的干

扰,能更有效地突出形状和运动信息,从而提升了目标检

测的准确性和处理速度。
为提高模型目标检测性能,弥补单一模态输入的劣

势,一些研究人员采用双编码模型,通过两个并行编码支

路,分别处理不同模态的输入数据。 Gupta
 

等[19] 通过将

红绿蓝图像和深度图像分别输入到卷积神经网络中进行

特征提取,从而提高了目标检测性能。 赵轩等[20] 为减小

光照变化等因素的影响利用红绿蓝图像与深度图像的多

模态融合进行目标检测。 蒋亭亭等[21] 提出了一种双分

支检测网络,通过输入红绿蓝图像和红外图像进行特征

融合互补,使检测结果更加准确。 然而,这些方法通常在

样本量和计算量上存在较大限制,并且对计算机的硬件

条 件 要 求 较 高, 因 此 依 然 存 在 一 定 的 局 限 性。
姜国权等[22] 将红绿蓝图像和灰度图像作为输入,设计了

一个双编码目标检测网络,通过融合红绿蓝图像的颜色

特征和灰度图像的纹理信息,提升了行人识别任务的性

能。 然而,该双编码分支均为 ResNet-50,在特征提取性

能上稍显不足,另外模型没有实现多模态信息的多尺度

有效融合,其目标检测精度较差。
近年来,一些研究人员开始将注意力机制和自注意

力模型引入计算机视觉任务。 在这一背景下,基于自注

意力机制的 Transformer 模型应运而生,主要因为该模型

能够处理数据之间的长距离依赖问题,并且拥有并行处

理的能力。 视觉 Transformer(vision
 

transformer,VIT)作为

首个引入 Transformer 结构进行图像分类任务的模型,凭
借自注意力机制取得了显著的成果,证明了自注意力机

制在计算机视觉中的重要性[23] 。 VIT 将图像块作为输

入,利用自注意力机制来捕获图像内部各个部分之间的

关联性。 然而,在大尺寸图像和多尺度目标任务中 VIT
受限于计算复杂度和局部感知能力,Swin

 

Transformer 应

运而生[24] 。 Swin
 

Transformer 引入了分区注意力机制,在
处理大尺寸图像时,将图像分割为多个可平移窗口,成为

目前在计算机视觉领域中的热门选择。
虽然 Swin

 

Transformer 已成功地应用于目标检测中,
但 Swin

 

Transformer 的性能在很大程度上取决于样本的

数量。 Swin
 

Transformer 的良好表现是以大量数据的公共

数 据 集 训 练 为 代 价 的。 对 于 小 样 本 数 据, Swin
 

Transformer 的训练效果会大幅降低,进而降低目标检测

的准确性。 因此, 在小样本训练中, 需要针对 Swin
 

Transformer 进行优化,确保其训练效果。 Han 等[25] 采用

迁移学习方法冻结网络的下层结构,并使用小样本对模
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型的上层结构进行微调,以提高 Transformer 在小样本中

的训练效果。 Zhang 等[26] 将一种坐标重建注意机制嵌入

多尺度卷积中,帮助双编码 Swin
 

Transformer 提取局部特

征,使其更适合于小样本训练任务。
在输电线异物目标检测任务中,输电线异物出现概

率较低,收集到的数据量往往有限。 通常而言,解决数据

集局限性问题的主要技术是数据增强和迁移学习。 在样

本数量过少的情况下,数据增强可能会导致样本偏差变

大。 传统迁移学习的源任务与目标任务之间存在一定的

相似性,但是在小样本学习场景中,源任务与目标任务可

能差异较大,导致迁移的特征泛化能力较弱,从而影响模

型的性能。 在此背景下,元学习( meta-learning,ML)作为

一种有效的小样本学习策略受到广泛关注。 Thrun 等[27]

将元学习概念引入深度学习网络。 Kang 等[28] 设计了一

种基于元学习策略的目标检测模型,通过从大样本基类

数据中学习元特征,在小样本新类数据上调整检测网络,
证明了元学习在小样本目标检测任务中的有效性。

本研究输电线异物检测问题,就输电线检测而言,其
特征非常显著[29] :输电线本身颜色单一,且具有方向性

和延续性,传输架、绝缘子以及其它输电线配件有固定的

结构特征。 在大多数背景下,例如森林、草地、建筑物等,
输电线以及其配套结构较容易与背景分割开,考虑到计

算时间的优化问题,只采用灰度图像就可以较好的体现

输电线与背景的特征差异。 就输电线异物检测而言,传
输线通常狭长且具有方向性,因此异物的颜色特征与输

电线的特征差异明显,但在复杂背景下,这些异物颜色特

征容易与背景中的其他元素混淆。 此时红绿蓝图像更能

弥补灰度图像可能失去的特征差异,便于复杂背景下的

目标检测任务。
综上所述,输电线异物检测面临着数据量小、背景复

杂两大问题。 针对这两个问题,设计了一种基于元学习

的双编码目标检测网络 ( double
 

coding
 

target
 

detection
 

network
 

by
 

meta-learning,
 

ML-DCTDN)。 对于带异物的输

电线图像数据匮乏的问题,利用元学习的思想,使用大量

无人机航拍图像对主编码 Swin
 

Transformer 网络进行元

训练,使其充分学习输电线以及背景的泛化特征,从而降

低主编码 Swin
 

Transformer 网络对小数据量样本的训练

难度。 对于背景复杂问题,首先,利用灰度图像对复杂背

景和光照变化具有较好的抗干扰能力的特点,将小样本

数据灰度化之后输入次编码 CNN 网络; 然后, 利用

红绿蓝图像对目标的颜色和纹理特征进行更精确的捕

捉,从而提升对小目标的识别能力和区分能力;最后,利
用分层融合模块( layered

 

fusion
 

module,
 

LFM)实现次编

码网络对主编码网络的特征修正和特征融合,凸显主次

双编码网络的结构优势。

1　 基于元学习的训练策略

　 　 元学习就是学会学习的学习[30] 。 其核心原理是识

别并理解任务之间的共通性和差异性,通过前一个任务

的学习成果来辅助新任务的快速学习。 元学习模型为了

获得通用的策略或先验知识,需要在多个任务上接受训

练,最终能够凭借很少的样本快速适应变化的、乃至未见

过的任务。 本研究采用基于元学习的两阶段训练策略,
如图 1 所示。

两阶段元学习训练的目的在于解决 Swin
 

Transformer
网络难以适用于小样本目标检测任务的问题,主要思想

就是首先利用大数据集训练 Swin
 

Transformer 网络使其

可以识别输电线, 再利用小样 本 数 据 集 训 练 Swin
 

Transformer 网络使其可以识别异物。 该训练策略利用大

量无人机航拍图像训练出泛化能力较强的特征提取网

络,在此基础上,可以实现对小样本数据集的微调训练,
从而增强模型对新目标的适应能力。 具体步骤为:

第 1 阶段将大量无人机航拍图像划分为不包含输电

线的数据集(S)和包含输电线的数据集( T),将其作为基

类数据集(S+T)进行分类标注。 其中,不包含输电线的

数据集(S)从 VisDrone2019 公共数据集中选取。 为了确

保基类数据集可以训练出更准确的模型,选取的图片需

和包含输电线的数据集( T)图片风格相似。 通过式(1)
可以计算出图片间的风格相似度 ℓ。

ℓ = 1
2 ∑

h,w
(Gamm(S) h,w - Gamm(T) h,w) 2 (1)

其中, S 表示不包含输电线的数据集中的图像数据,
T 表示包含输电线的数据集中的图像数据,Gamm(S) h,w

表示为S在 h,w位置的内积,即Gamm(S) h,w =∑
c
ShcSwc,

h,w,c 对应图片的高、宽和通道, Gamm(T) h,w 同理。
利用式(1)计算出 VisDrone2019 公共数据集中的图

片与包含输电线的数据集图片风格损失,选取损失最小

的图片制作不包含输电线的数据集( S),作为基类数据

集(S+T)的负样本。 对基类数据集(S+T)执行随机采样

以形成支持集 1,训练元学习模型使其可以区分两个类

别,即是否包含输电线。 查询集 1 是从除去支持集 1 的

基类数据集( S+T)中随机选取而成,以确保类别均匀分

布。 在每次迭代中,主编码 Swin
 

Transformer 网络先使用

支持集 1 进行训练,通过优化模型的权重和偏置参数,从
而提高模型在支持集 1 上对输电线与非输电线这两个类

别的识别能力。 然后在查询集 1 上测试模型性能,并基

于测试结果进行参数优化。 第 1 阶段的目标是利用足够

大的基类数据集(S+T)学习具有代表性的输电线图像特

征,从而在第 2 阶段元学习训练中能够迅速适应小样本

带异物输电线数据集的训练。
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图 1　 基于元学习的两阶段训练策略

Fig. 1　 Two-stage
 

training
 

strategy
 

based
 

on
 

meta-learning

　 　 在第 1 阶段基类数据集( S+T)的基础上,第 2 阶段

将小样本带异物输电线数据集( SS)作为新类( SS)加入

基类数据集(S+T)。 从第 2 阶段基类(S+T)加新类( SS)
数据集中随机选择样本构成新的支持集 2,以使模型适

应新类别的检测,查询集 2 由输电线异物数据集中未被

选为支持集 2 的样本组成。 将第 1 阶段训练出的最优特

征提取网络作为第 2 阶段的元学习训练编码器,构建元

学习任务。 通过元学习使特征提取网络具有从少量样本

中学习并泛化的能力,最终让模型能辨别输电线有无

异物。
元学习阶段完成后,将训练好的特征提取网络迁移

到双编码目标检测网络的主编码网络中。 冻结主编码网

络参数后,对双编码目标检测网络其他模块进行训练,提
高模型检测性能,实现对小样本输电线异物检测数据集

的目标检测。

2　 双编码目标检测网络

　 　 ML-DCTDN 包含主编码 Swin
 

Transformer 网络、次编

码 CNN 网络、 LFM、 特征金字塔网络 ( feature
 

pyramid
 

network,
 

FPN) 以及检测头( head),网络结构如图 2 所

示。 元 学 习 后 特 征 提 取 网 络 迁 移 至 主 编 码 Swin
 

Transformer 网络,使其可以充分学习输电线以及背景特

征,提高了训练效率,实现对小样本红绿蓝图像进行特征

提取;次编码 CNN 网络可直接对小样本灰度图像数据进

行特征提取;再由 LFM 实现主次编码网络的特征修正和

融合,由 FPN 实现多尺度的特征融合,最后通过检测头

输出检测结果。
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图 2　 基于元学习的双编码目标检测网络

Fig. 2　 Double
 

coding
 

target
 

detection
 

network
 

by
 

meta-learning

2. 1　 主编码 Swin
 

Transformer 网络

　 　 Transformer 模型在自然语言处理领域取得了巨大成

功,但针对图像处理问题,特别是处理大尺寸图像时,传统

的 Transformer 结构面临着效率和性能方面的挑战。 为了

应对这一问题,微软亚洲研究院提出了 Swin
 

Transformer 结
构,它是一种专门处理大尺寸图像和长距离依赖关系的

Transformer 架构。 本质上,Swin
 

Transformer 模型就是一种

基于滑动窗口(shifted
 

windows)的分层视觉 Transformer 模

型。 换言之,Swin
 

Transformer 模型对大尺寸图像进行分层

处理,利用图像窗口作为模型输入,使用基于移动窗口的

自注意力机制进行信息交互。
主编码 Swin

 

Transformer 网络结构如图 3 所示。 通

过 Patch
 

Partition 将输入图像划分为固定大小的图像块

(patch),例如将维度为 h × w × 3 的图片分为
h
4

× w
4

×

48 的 patch,再经
 

Linear
 

Embedding 将每个 patch 映射为

一个 c 维的特征向量( c 为 96),为后续的特征提取和处

理提供了基础。
ST-block ( Swin

 

Transformer
 

block ) 是主 编 码 Swin
 

Transformer 网络的核心部分。 主编码 Swin
 

Transformer
网络的每一层计算过程要经过 2 次 ST-block。 第 1 个

ST-block 中采用窗口多头自注意力机制( window
 

based
 

multi-headed
 

self
 

attention,WMSA),其 ST-block 计算过程

如式(2)、(3)所示。

图 3　 主编码 Swin
 

Transformer 网络结构

Fig. 3　 The
 

main
 

network
 

structure
 

with
 

Swin
 

Transformer

　 　 χ̂ t = WMSA(LN(χ t -1)) + χ t -1 (2)
χ t = MLP(LN( χ̂ t)) + χ̂ t (3)

其中, χ̂ t 和 χ t 分别表示 WMSA 模块和多层感知机

(multi-layer
 

perceptron,MLP)模块的输出特征。
WMSA 计算过程为:

Attention = SoftMax(QKT / d + B)V (4)
其中,Q、K 与 V 为分别为注意力机制的 Query、Key 与

Value 矩阵,B 为位置编码, d为缩放因子,W是权重矩阵。
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WMSA 结构如图 4 所示。

图 4　 窗口多头自注意力机制 WMSA
Fig. 4　 Window

 

based
 

multi-headed
 

self
 

attention
 

of
 

WMSA

图 4 中, WMSA 在标准多头自注意力机制 ( multi-
headed

 

self
 

attention,MSA)基础上引入 M × M × c 大小的

子窗口,即图 4 中的 A′,共将 A 切割成
h
M

× w
M

个子窗

口。 通过对子窗口的 Q、K、V 矩阵加权计算,使得自注意

力机制计算量大大减少,计算量的计算过程为:
ρ(MSA) = 4hwc2 + 2(hw) 2c (5)

ρ(WMSA) = (4M2c2 + 2M4c) × h
M

× w
M( ) =

4hwc2 + 2M2hwc (6)
将 h、w 和 M 代入式(5)和(6)后,MSA 与 WMSA 的

计算量可差几十甚至上百倍,本研究中 h、w 都为 640,当
M 为 7 时,2 种计算量相差 1

 

700 倍。 WMSA 很好的解决

了内存和计算量的问题,但由于各个窗口之间无法通信,
限制了它的全局建模能力。 因此在第 2 个 ST-block 中使

用移动窗口多头自注意力机制 ( shifted
 

window
 

based
 

multi-headed
 

self
 

attention,SWMSA),计算过程如式(7)、
(8)所示。

χ̂ t +1 = SWMSA(LN(χ t)) + χ t (7)
χ t +1 = MLP(LN( χ̂ t+1)) + χ̂ t +1 (8)

其中, χ̂ t +1 和 χ t +1 分别表示 SWMSA 模块和 MLP 模

块的输出特征。 SWMSA 对图像各个窗口进行位移并组

合,再利用 Mask 掩码屏蔽掉不相连部位的注意力计算,
即将图 5 中灰色部分 Mask 掩码为负无穷,最后将图像窗

口还原。
Patch

 

Merging 阶段将经过 2×2 采样后的图像块进行

合并,维度由
h
4

× w
4

× c采样合并为
h
8

× w
8

× 4c, 利用

卷积操作将 4c 维度降为 2c 维度,保持与次编码 CNN 网

络每层通道数一致。
Swin

 

Transformer 作为主干网络提取特征,解决了传

统 Transformer 模型面对大尺寸图像时的计算复杂性和内

图 5　 SWMSA 窗口移位

Fig. 5　 SWMSA
 

window
 

shift

存消耗问题。 同时,WMSA 提高了模型的感知能力,从而

提高捕获图像特征信息的能力。 SWMSA 有效解决了窗

口间无法建立联系的问题,使得局部特征和全局特征得

以交互,从而有效地捕获完整图像中的信息。
2. 2　 次编码 CNN 网络

　 　 输电线路所处的自然环境多变,从光照、天气到背景

干扰,都可能对算法的检测性能带来影响。 针对这一问

题,灰度图像因其对复杂背景和光照变化具有较好的抗

干扰能力成为一种可行的解决方案。 灰度图像相较于红

绿蓝图像的三通道颜色而言,前者通道更加简化,减少了

需要处理的数据量,提高了算法的效率。 另外,灰度图像

更侧重于目标的纹理和结构信息,而非颜色信息,这使得

灰度图像可以去除颜色信息的干扰,突出图像的轮廓和

细节,有助于在复杂背景中区分目标。 进一步而言,灰度

图像对光照变化的鲁棒性较强,即使背景光照变化较大,
也不会对目标的亮度信息产生很大影响,有助于减少因

光照变化引起的检测误差。
次编码 CNN 网络结构如图 6 所示。

图 6　 次编码 CNN 网络结构

Fig. 6　 Sub-network
 

with
 

conventional
 

neural
 

network

次编码 CNN 网络的灰度图像输入由彩色图像的

RGB 值经加权平均得到,如式(9)所示。
gray = 0. 299 × R + 0. 587 × G + 0. 114 × B (9)
次编码 CNN 网络与主编码 Swin

 

Transformer 网络一

样,都采用 4 层结构和多尺度输出。 每层结构由 CBS
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(convolution、batch
 

normalization、sigmoid
 

linear
 

unit) 模块

和 C2F( cross
 

stage
 

partial
 

bottleneck
 

with
 

2
 

convolutions)
模块构成。 CBS 模块由卷积层(convolution,

 

Conv)、批量

归一 化 层 ( batch
 

normalization,
 

BN ) 和 SiLU ( sigmoid
 

linear
 

unit)激活函数组成。 卷积层提取特征,批量归一

化层用于减少内部协变量偏移,SiLU 激活函数在保持非

线性的同时,可以让网络学习更复杂的特征表示。 C2F
模块中的 Bottleneck 模块是一种残差学习模块,在卷积层

提取特征的同时, 通过跳跃连接将输入直接添加到

Bottleneck 模块的输出,避免了深度网络中常见的梯度消

失问题,提升了网络的训练稳定性和性能。 经过 4 层

CNN-Stage 模块后,加入 SPPF
 

( spatial
 

pyramid
 

pooling-

fast)模块。 SPPF 模块通过多层池化操作提取特征图中

不同区域的信息,并将这些信息合并为一个特征向量,增
强了特征在不同尺度下的表达能力。
2. 3　 分层融合模块 LFM
　 　 LFM 模块实现了主编码 Swin

 

Transformer 网络和次

编码 CNN 网络的多层次特征互补。 LFM 在不同层次,
整合主次 2 个编码网络的特征,并将次编码 CNN 网络

捕捉到的纹理细节特征嵌入主编码 Swin
 

Transformer 网

络获得的特征中,最终使模型获得既包含高层语义也

包含丰富细节的全面特征描述,这对于识别不同尺寸

和复杂背景下的目标而言至关重要。 LFM 结构如图 7
所示。

图 7　 LFM 结构

Fig. 7　 LFM
 

structure

　 　 在图 7、式(10) 和(11) 中, x 与 y 分别代表主编码

Swin
 

Transformer 和次编码 CNN 网络的输出,通过 3×3 卷

积核将其通道数变为原来的 1 / 3。 对卷积后的 y 使用

SoftPool 池化策略来获得次编码网络的通道权重数,通过

线性层和激活函数后,与卷积后的 x 相乘,最后将 3 个特

征相连接,形成 LFM 的输出,通道数恢复为 c。
z = Conv(x) 

Sigmoid(Linear(SoftPool(Conv(y)))) (10)
LFM = Conv(x)  z  Conv(y) (11)
通过 LFM 的方式,克服了单一模型在处理多尺度、

多样性目标时的缺点,相互补充了红绿蓝图像和灰度图

像在复杂背景、光线、日照等条件下的图像信息,修正并

融合了主编码网络和次编码网络的特征,增强了模型在

复杂背景下的特征表达和检测能力,进而提高了目标检

测任务的整体性能。
2. 4　 特征金字塔网络 FPN 模块

　 　 双编码网络通过分层结构提取不同尺度的特征,
其语义信息表征能力和空间几何细节特征抓取能力

成反比,也就是说小尺度特征图的语义信息表征能力

强,感受野比较大,但是特征图的分辨率低,会造成几

何信息细节的缺乏,大尺度特征图与此相反,这就造

成了使用单一尺度的特征图对不同尺度目标进行检

测,其表征能力会明显弱化。 所以,将多尺度特征进

行融合可以进一步提升模型在目标检测任务中的表

现和效果。
FPN 是一种自上而下的网络结构[31] ,可以将小尺

度特征图与大尺度特征图横向连接并通过卷积融合在

一起,从而实现多尺度特征的融合。 如图 8 所示,FPN
的输入为双编码网络经过 LFM 后输出的 4

 

个特征图,
通道数分别为 96、192、384、768。 首先,利用 1 × 1 卷积

将通道维度均调整为 256。 然后,构建自顶向下的通

道,经过上采样操作,将高层特征图与相对应的底层特

征图连接融合。 其次,在每个尺度的特征融合后,添加

一层 3×3 卷积,用于减少上采样产生的混叠效应,同时

平滑特征。

2. 5　 检测头 Head 模块

　 　 检测头 Head 模块结构如图 9 所示。 首先,对 FPN
输出的各尺度特征图进行采样并按通道维度进行相加。
然后,得到的特征图经过 CBS 模块提取重要特征,模块

中的批归一化和激活函数使得特征表示更为丰富和有

效。 然后,处理后的特征图输入 2 条路径,一条路径经过

一个 3×3 卷积和一个 1×1 卷积操作生成物体的分类结

果,另一条路径同样经过卷积操作生成边界框回归的
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图 8　 FPN 结构

Fig. 8　 FPN
 

structure

图 9　 检测头 Head 模块

Fig. 9　 Head
 

module
 

structure

结果。 通过这种设计,模型能够同时获得分类得分和边

界框参数,并分别计算分类损失函数和回归损失函数,以
便提升目标检测的整体性能。

3　 实验与分析

　 　 本章通过算法对比和消融实验,验证模型在复杂背

景下小样本输电线异物目标检测的可行性和有效性。

3. 1　 实验数据集

　 　 本研究选取 VisDrone2019 数据集( S)和输电线巡检

数据集(T)作为元学习基类数据集( S+T),输电线异物

巡检数据集(SS)作为元学习新类( SS)和目标检测训练

数据集。 数据集分布如表 1 所示。 VisDrone2019 数据集

由天津大学机器学习和数据挖掘实验室 AISKYEYE 团队

收集。 该数据集由无人机摄像头采集得到,包含多种场

景和不同的天气、光照条件下的图片。 为了让主编码网

络可以有效的从复杂背景中提取输电线路及配套设施的

特征,本研究从 VisDrone2019 数据集中选取了 2
 

484 张

与输电线巡检数据集场景和风格类似的图片,两者一起

作为元学习第 1 阶段的基类数据集(S+T)。 输电线异物

巡检数据集( SS)包含 2 类异物图片,即 230 张悬挂物图

片和 200 张鸟巢图片。 所有图片像素调整为 640×640,
扩充后按 8 ∶ 1 ∶ 1的比例划分训练集、测试集和验证集。

表 1　 数据集分布

Table
 

1　 Data
 

set
 

distribution

数据集 数量 背景 输电线 悬挂物 鸟巢

VisDrone2019 数据集(S) 2
 

484 √

输电线巡检数据集(T) 2
 

484 √ √
输电线异物巡检数据集

(悬挂物,SS-1)
230 √ √ √

输电线异物巡检数据集

(鸟巢,SS-2)
200 √ √ √
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3. 2　 实验环境与参数设置

　 　 实验代码在
 

Pytorch 开发框架下实现。 硬件环境为:
A800 显卡,32 G 内存,80 G 显存,32 核 CPU。 实验环境

如表 2 所 示。 另 外, 本 研 究 使 用 随 机 梯 度 下 降 法

(stochastic
 

gradient
 

descent,
 

SGD)完成模型训练,初始学

习率设置为 0. 01,权重衰减为 0. 000 1。

表 2　 实验环境配置

Table
 

2　 Experimental
 

environment
 

configuration

运行环境 详细配置

显卡 A800

内存 32
 

GB

显存 80
 

GB

CUDA 版本 11. 1

开发语言 Python
 

3. 6

深度学习框架 PyTorch1. 8. 1

3. 3　 模型评价指标

　 　 采用平均准确率(mean
 

average
 

precision,
 

mAP)来评

判模型的检测性能。 mAP 由各类目标识别准确率

(average
 

precision,
 

AP) 取均值得到。 AP 能够体现模型

对某一类别目标的检测性能,该指标由精确度 P、召回

率 R 计算得到。 计算公式为式(12) ~ (15)。

P = TP
TP + FP

(12)

R = TP
TP + FN

(13)

AP = ∫1

0
P(R)dr (14)

mAP =
∑AP

N
(15)

式(12) ~ (15)中,TP
 

表示预测框与真实框匹配的数

量;FP
 

表示预测框与真实框不匹配的数量;FN
 

表示未检

测出的真实框数量。 判断成功匹配的标准为交并比 IOU
(intersection

 

over
 

union)阈值,当检测框与真值框的 IOU
高于阈值时视为成功检测到异物。 将交并比 IOU 阈值设

为 0. 5 和 0. 75,对应平均准确率为 mAP50、mAP75。
3. 4　 消融实验结果与分析

　 　 为验证本研究所提出的基于元学习的小样本训练策

略和双编码目标检测网络在输电线异物检测任务中的有

效性,本节对模型以及训练策略进行消融实验。
在对 Swin

 

Transformer 网络进行小样本输电线异物

检测训练时,发现其损失函数无明显下降趋势,为使 Swin
 

Transformer 网络在小样本输电线异物检测任务中发挥优

势,设计了基于元学习的小样本训练策略。 对基于元学

习的小样本训练策略进行消融实验,其结果如表 3 所示。

表 3　 元学习消融实验结果

Table
 

3　 Ablation
 

experiment
 

results
 

of
 

meta-learning
(% )

模型 mAP50 mAP75

DCTDN 39. 3 13. 2

DCTDN+ML1 74. 6 44. 1

ML-DCTDN:DCTDN+ML1+ML2 98. 6 64. 7

　 　 表 3 中,DCTDN 是将未经元学习训练的双编码目标

检测网络直接进行小样本的目标检测训练。 由于训练样

本较少,主编码 Swin
 

Transformer 网络在训练时损失函数

收敛较慢,经过多轮次迭代后 mAP50 也仅有 39. 3% ,验
证了 Swin

 

Transformer 网络自身对小样本学习的不适应

性。 DCTDN+ML1 为主编码网络经过第 1 阶段元学习训

练后迁移到目标检测网络中, 并将其冻结。 相较于

DCTDN,其 mAP50 与 mAP75 均有较大提升, 分别为

74. 6%和 44. 1% 。 本研究模型 ML-DCTDN(即 DCTDN +
ML1

 

+ML2)为主编码 Swin
 

Transformer 网络经过两阶段

元学习训练后迁移到目标检测网络中, 其 mAP50 与

mAP75 相较于 DCTDN+ML1 均有约 20% 的提升,分别达

到了 98. 6%和 64. 7% 。 可以看出主编码 Swin
 

Transformer
网络结构复杂、参数量大,应用于小样本数据集时训练困

难,而经过两阶段的元学习训练后,主编码网络可以提取

到较为泛化的特征,这可以明显减小训练压力,显著提升

后续的小样本学习任务的准确率。
为验证双编码目标检测网络各模块对目标检测效果

的影响,对模型各模块做消融实验,结果如表 4 所示。
表 4 中,单编码网络 1 只使用次编码 CNN 网络,输

入为红绿蓝图像;单编码网络 2 只使用次编码 CNN 网

络,输入为灰度图像;单编码网络 3 只使用主编码 Swin
 

Transformer 网络,输入为红绿蓝图像。 由单编码网络 1
与单编码网络 2 可知,次编码 CNN 网络中,输入灰度图

像比输入红绿蓝图像的 mAP50 提高了 4% ,mAP75 提高

了 4. 9% 。 双编码网络 1 与双编码网络 2 使用主编码

Swin
 

Transformer 网 络 和 次 编 码 CNN 网 络, 即 使 用

ML-DCTDN 模型,前者双编码网络的次编码网络采用红

绿蓝图像作为输入,后者次编码网络采用灰度图作为输

入,前者比后者的 mAP 值均有 4% 左右的提高。 可见灰

度图像排除了光线、噪声等影响,强化了边缘细节,有效

提高了仿真效果。 表 4 中使用双编码网络的模型比仅使

用单编码网络的模型的 mAP
 

均有较大提升,本研究方法

的 mAP50 高达 98. 6% ,mAP75 达到 64. 7% 。 由此可见,
具有异物的输电线图像采用双编码的模型进行检测,利
用红绿蓝图像和灰度图像两种输入方式,对复杂背景
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　 　 　 　 表 4　 ML-DCTDN 各模块消融实验结果
Table

 

4　 Ablation
 

experiment
 

results
 

of
 

each
 

module
 

in
 

ML-DCTDN

模型
主编码 Swin

 

Transformer 网络
次编码 CNN 网络

(红绿蓝图像)
次编码 CNN 网络

(灰度图像) LFM mAP50 / % mAP75 / %

单编码网络 1 √ 89. 4 53. 9

单编码网络 2 √ 93. 4 58. 8

单编码网络 3 √ 91. 2 60. 4

双编码网络 1 √ √ √ 94. 1 60. 9

双编码网络 2(本研究模型) √ √ √ 98. 6 64. 7

具有较好的抗干扰能力,既确保模型的多模态信息捕获,
又丰富了模型的特征表示,提升了目标检测的性能。
3. 5　 主流模型对比

　 　 为了验证本研究模型优势,将其与目前主流的几种
目标检测模型进行性能比较, 即 SSD、 Faster

 

RCNN、
YOLOv5、YOLOv8,仿真结果如表 5 所示。

表 5　 主流模型对比实验结果

Table
 

5　 Comparison
 

of
 

experimental
 

results
 

of
 

mainstream
 

models (% )

模型 mAP50 mAP75

SSD 87. 2 52. 5

Faster
 

RCNN 91. 1 62.
 

7

YOLOv5 93. 6
 

60. 2

YOLOv8 94. 1 62. 5

YOLOv8+两阶段元学习策略 93. 9 62. 8

ML-DCTDN 98. 6 64. 7

　 　 由表 5 可知,SSD 的
 

mAP50 和 mAP75 仿真效果都低

于其他模型,主要原因在于 SSD 固定尺寸的锚框设计无法

　 　 　 　

完全适应目标的实际大小,且特征图之间的融合不足,导
致对小物体的检测性能相对较弱,从而影响了整体检测效

果。 Faster
 

RCNN、YOLOv5、YOLOv8 和本研究方法 ML-
DCTDN 的 mAP50 均达到 90% 以上,其中 ML-DCTDN 的

mAP50 最高,达到了 98. 6%;它们的 mAP75 也达到 60%以

上,其中 ML-DCTDN 的 mAP75 高达 64. 7%。 ML-DCTDN
相较于 Faster

 

RCNN 和 YOLOv5 而言,mAP50 分别提升了

7. 5%和 5%,mAP75 分别提升了 2% 和 4. 5%。 YOLOv8 经

过两阶段元学习策略后再进行目标检测训练,其 mAP 与未

经过元学习的 YOLOv8 相比,并无明显差距,说明 YOLOv8
在小样本目标检测训练中,已充分提取了特征,因此元学

习增强 YOLOv8 特征提取网络的效果并不明显。 对比

YOLOv8,ML-DCTDN 的 mAP50 提高了 4. 5%,mAP75 提高

2. 2%,分别达到了 98. 6% 和 64. 7%。 进一步证明了 ML-
DCTDN 中的主编码分支经过元学习策略后,充分发挥了

Swin
 

Transformer 在目标检测上的优势,达到了比 YOLOv8
模型更高的准确率。

图 10 与图 11 为主流算法检测效果图,其中虚线框

为真值框,实线框为模型检测框。

图 10　 主流算法检测效果图(鸟巢)
Fig. 10　 Detection

 

effect
 

of
 

mainstream
 

algorithm
 

detection(nest)
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图 11　 主流算法检测效果图(悬挂物)
Fig. 11　 Detection

 

results
 

of
 

mainstream
 

algorithm
 

detection(hanging
 

object)

　 　 由于 YOLOv8 是否增加元学习策略,算法效果影响

不大,因此本研究选择了两者中效果最好的进行对比。
由图 10(a) 和 11(a) 可知,SSD 是通过预设的多尺度锚

框进行检测,其锚框设计存在一定局限性,在捕捉小目标

和复杂场景目标的能力上表现稍弱;图 10( b)和 11( b)
Faster

 

RCNN 的检测准确性高度依赖于候选区域质量,而
且在小样本数据集训练方面也弱于元学习训练策略,进
而影响最后的检测效果;从图 10、11( c) 和( d) 可看出,
YOLOv5 与 YOLOv8 作为单阶段检测器,在检测速率上有

天然优势,但在处理复杂背景或小尺度目标时效果欠佳;
由图 10(e)和 11(e)的检测效果可看出 ML-DCTDN 的检

测效果最好。 ML-DCTDN 一方面利用元学习策略改善

Swin
 

Transformer 的小样本学习能力,另一方面利用双编

码网络结构充分发挥红绿蓝图像和灰度图像的互补信息

优势,提高模型在复杂背景下的检测性能,使其在小目标

与复杂背景情况下的检测效果均好过其它模型。

4　 结　 　 论

　 　 本研究提出的基于两阶段元学习策略的双编码目标

检测网络,旨在解决小样本、复杂背景下的输电线异物检

测任务。
针对数据库样本量不足的实际问题,模型采用两阶

段元学习的训练策略,结合 Swin
 

Transformer 网络,利用

大样本数据库,先识别是否包含输电线,再利用小样本输

电线异物数据库,检测是否有异物。 提升了模型处理新

类别小样本时的快速适应性和泛化能力,在小样本数据

集上有优秀表现;消融实验也表明,元学习的引入使模型

的 mAP 均有明显提升,证明了两阶段元学习策略在小样

本目标检测中的有效性。
针对复杂背景下的目标检测问题,设计双编码网络

结构,弥补了单一模型在处理多尺度和复杂目标时的缺

陷;利用红绿蓝图像丰富的色彩信息和纹理细节信息以

及灰度图像对光线和细节纹理的抗干扰性与鲁棒性,让
主编码 Swin

 

Transformer 网络采用红绿蓝图像作为输入,
让次编码 CNN 网络采用灰度图像作为输入,通过 LFM
对这两种网络提取的不同特征表达进行互补和融合,增
强了双编码模型在复杂背景下的特征表达和检测能力,
进而提高了目标检测任务的整体性能。 灰度图像输入方

法的引入可以使 mAP50 和 mAP75 至少提高了 4% 左右。
本研究方法与 SSD、Faster-RCNN、YOLOv5 与 YOLOv8 算

法相比,mAP 均有明显提升,mAP50 和 mAP75 值分别提

高到 98. 6%和 64. 7% 。
本研究为解决小样本数据集应用于复杂背景下的输

电线异物检测提供了一种可行的解决方案,未来工作可

以考虑模型轻量化以及提高检测速率,探索其在实时检

测方面的应用。
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