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摘　要：针对现有车辆假牌套牌各种检测方法存在计算复杂度高、检测精度低、鲁棒性欠缺等问题，提出一种基于多任务的高速
区域卷积神经网络（ＦａｓｔｅｒＲＣＮＮ）车辆假牌套牌的检测方法。首先利用时空约束得到疑似套牌车辆，接着用 ＦａｓｔｅｒＲＣＮＮ定
位分割出车辆前脸部分图像，然后对疑似套牌车辆的车脸公脸部分（车辆的基本特征）的特征进行比对；在此基础上再对高仿

套牌车辆的车脸私脸部分（车检标）的细微特征进行检测比对。这种分层次的、从车辆宏观特征到微观特征的视觉检测方法，

具有检测速度快、鲁棒性高、泛化能力强、实施部署方便、检测精度高等优点。实验研究表明，在 ＶｅｈｉｃｌｅＩＤ数据集和杭州卡口
数据集中分别取得了９９．３９％、９９．２２％的检测精度。
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０　引　　言

随着汽车的保有量的急剧增长，所带来一系列交通

问题也日益突出，套牌、假牌等机动车违法乱纪现象更是

屡禁不止，随之带来的交通事故、法律纠纷势、走私犯罪

给社会造成极大的不稳定因素。虽然公安、交管等部门

花费大量人力财力进行整治，但是收效甚微。目前对车

辆套牌车的检测研究中主要有如下两大类方法。

一类是先对查询车辆进行车牌号识别［１２］，通过车牌

号从数据库中读取车型信息，然后与检测识别到的车型

做比对，从而判断是否为套牌车。文献［３］提出了一种
多特征组合的车脸特征匹配方法，通过对车脸特征细微

差别的强化实现了一种新的车辆识别方法，这种舍弃特
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征单一冗余的车体区域，强调特征丰富的车脸区域，对外

观相似度较高的套牌车检测具有一定的意义。文献［４］
将统一放缩后的输入图像分割成１６个模块组件，分别利
用方向梯度直方图（ｈｉｓｔｏｇｒａｍｏｆｏｒｉｅｎｔｅｄｇｒａｄｉｅｎｔ，ＨＯＧ）
进行特征提取，最后利用支持向量机（ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａ
ｃｈｉｎｅ，ＳＶＭ）进行分类。由于引入了机器学习模型在分
类精度上有了较大的提高，但是由于ＨＯＧ方法对噪声敏
感，在环境复杂、车外观相似的条件下很难获取到真正有

区分性的特征。文献［５］利用区域卷积神经网络（ｒｅｇｉｏｎｓ
ｗｉｔｈｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ，ＲＣＮＮ）模型对车体不
同的区域组件分别进行位置的检测，然后通过卷积神经

网络（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ，ＣＮＮ）进行各组件的特
征提取最后实现融合，由于涉及到多个模型、多个车体组

件，因此该方法存在着较高的计算复杂度。此外，上述方

法都是基于识别分类后进行套牌车的鉴定，对于高仿真

车辆和从未训练过的车辆，这类方法将失效。

另一类套牌识别方法，主要是依托大数据技术，通过

判断同一车牌号车辆在不同监控点视频中出现的时间关

系，结合不同监控点的位置关系，根据其时间空间逻辑一

致性原则来判断是否为套牌车。文献［６］提出了一种交
互式套牌车可视识别分析系统，通过设定相应的规则和

筛选条件对卡口数据进行分析得出套牌车检测结果。文

献［７］从时间、空间和属性３个部分对路口交通数据进行
了分析。文献［８］提出了一种基于融合策略的套牌车识别
方法，通过时空特性的约束，充分融合路径、速度、交通状

况等多种信息对疑似车辆进行可信度评估，从而确定其中

是否存在套牌。但是，受地理位置，车速流量的影响，这类

方法时空约束复杂、数据量大、车速估计不精准，要想实现

对套牌车的精确锁定，仍存在较大的难度，实用性欠缺。

套牌车检测的难点在于同一车牌号同一款型的高仿

车的检测。鉴于此，本文将车脸进一步分为公有脸和私

有脸两个部分。

所谓公有脸是指车辆颜色、车辆类型、车辆款式、车

辆大小等一系列车体宏观特征。这些属性特征相对容易

模仿。所谓私有脸主要包括车检标、车挂件、摆件等一系

列人为添加的车脸属性特征，车检标的粘贴国家有明文

规定，《中华人民共和国道路交通安全法》第９５条和《中
华人民共和国道路交通安全法实施条例》第１３条都明确
规定，道路行驶的机动必须放置检验合格标志、保险标

志，并且应当粘贴在机动车前窗右上角［９１０］。车检标完

全是由人工粘贴，并且相对固定；所以每辆车的车检标在

数量上的、顺序上的、间隔上都会存在着一些细微差异。

然而根据这些细微差异来甄别高仿套牌假牌车辆是具有

一定挑战性的研究工作。

要比较车脸上车检标的细微差异，完全取决于车辆

图像的分割定位以及车检标图像的分割定位。在深度卷

积神经网络技术出现以前，要从抓拍的图像中准确定位分

割出车辆图像以及车检标图像是一项极其困难的事情［１１］。

近年来深度学习的研究取得了重大突破，从

ＲＣＮＮ［１２］到 ＦａｓｔＲＣＮＮ［１３］再到 ＦａｓｔｅｒＲＣＮＮ［１４］，具体
表现为进一步精度提升、加速、端到端及更实用化，几乎

覆盖了从分类到检测、分割、定位各个领域。

一种优秀的套牌假牌车的检测方法，必须同时兼顾

实时性、鲁棒性和准确性。为此，本文提出了一种基于多

任务ＦａｓｔｅｒＲＣＮＮ车辆假牌套牌的检测方法。让车检标
分割定位、车辆公有脸的特征提取和车辆私有脸的特征

提取都共享一个 ＦａｓｔｅｒＲＣＮＮ网络，这样能显著降低整
个检测任务的复杂度，同时利用时空约束条件和逐层比

对筛选的方式降低了计算量的同时，也有效提升了检测

的实时性。

本文在现有ＦａｓｔｅｒＲＣＮＮ的基础上，设计了一种能
同时进行多任务、多层次特征提取功能的网络，利用共享

卷积层，实现了网络多任务联合训练，联合特征提取的功

能。提出了一种分层次的、从车辆的宏观特征到微观特

征套牌假牌车视觉检测方法，兼顾了检测的实时性、鲁棒

性和准确性，能有效检测出高仿套牌车。利用有限的数

据集对网络进行训练，通过比对车脸的公有脸和私有脸

的特征向量来甄别假牌套牌车辆，使得系统具备较好的

泛化能力，能实现对未训练车辆类型的特征提取与比对。

１　多任务ＦａｓｔｅｒＲＣＮＮ车辆假牌检测整体
架构

　　为了降低车辆假牌套牌的计算复杂度，提高检测精
度，增强检测的鲁棒性，本文提出了一种分层次的、从车

辆的宏观特征到微观特征假牌套牌车视觉检测方法。根

据时空约束条件得到在某一个区域范围内（区域范围可

以由用户设定）同一个的车牌号的疑似假牌套牌车辆图

像。首先，从这些图像中分割定位出车辆对象部分图像，

然后对这些车辆的宏观特征（车脸的公有部分）进行比

对，稽查出低仿真的假牌套牌车辆；剩余的还需通过车辆

的微观特征（车脸的私有部分）比对，进一步排查和比对

高仿真的假牌套牌车辆，当然前提是能从车辆对象部分

图像中精准的分割定位出车检标对象部分图像。

整体设计框架如图１所示，主要包括３个部分。第１
部分实现了车辆的分割定位，使得能够从道路背景环境

中分割出车辆图像；第２部分对应图１中的Ａ区域，该部
分主要实现车辆整体基本特征（车辆公有脸）的提取；第

３部分对应图１中的 Ｂ区域，该部分完成了车检标的检
测定位和特征提取即车辆私有脸特征的提取。整个网络

架构中，Ａ和Ｂ两部分通过共用卷积层实现卷积权值共
享，此外，两部分也有各自独立的全连接层和损失层。
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图１　多任务卷积神经网络结构
Ｆｉｇ．１　Ｓｔｒｕｃｔｕｒｅｏｆｍｕｌｔｉｔａｓｋｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋｓ

１．１　车辆对象的分割

通过时空约束条件提取到的同一车牌号的疑似套牌

车辆包含了复杂的道路背景环境，如何从这些不确定的

环境中精准地分割出车辆目标区域是极其重要的一步，

传统的图像分割方法多数是基于区域、边缘的分割方

法［１５１６］。ＦａｓｔｅｒＲＣＮＮ本身具备良好的目标定位分割检
测功能，一般条件下可以直接从背景中检测出目标区域

实现分割；但是直接从这种大范围背景下同时对车辆对

象和车检标对象进行定位分割显然会影响到检测的效率

与精度，因此本文通过网络级联方式来实现目标区域的

分层次的定位分割。首先实现车辆的分割定位，在此基

础上再进行车检标的分割定位，这种分层次的区域分割

相对容易实现，且具有较高的鲁棒性。对于车辆对象的

分割现有的基于深度神经网络的方法已实现了较高的精

度，具备了较高的实时性，参见文献［１７１８］。由于本文
主要关注车辆的宏观特征车辆基本特征（公有脸）和微

观特征车检标（私有脸）的比对，关于车辆分割定位的详

细内容篇幅关系不再赘述。

１．２　多任务检测网络设计

车辆的宏观特征车辆基本特征（公有脸）和微观特

征车检标（私有脸）的比对主要依托于对这些特征的有

效提取，这两个任务间组成了一个典型的多任务学习检

测机制。

多任务学习（ｍｕｌｔｉｔａｓｋｌｅａｒｎｉｎｇ，ＭＴＬ）是一种归纳迁移
机制，基本目标是提高泛化性能。在多个任务共享卷积层

的基础上同时保持损失层独立。这种相互制约相互协同

的学习方式，提高了系统的泛化能力，进而改善了因样本

不足而造成的系统泛化能力弱的问题。在细粒度分类［１９］、

面部关键点检测［２０］等领域都取得了不错的效果。此外，多

个任务的同时进行在很大程度上提高了网络的处理效率，

因此本文将利用该网络实现多层次特征的并行提取。

如图１所示，分割定位好车辆对象后，进入共享卷积
层，由于这部分的设计和ＦａｓｔｅｒＲＣＮＮ的卷积层一样，因
此这里只做简单介绍。以ＶＧＧ１６［２１］的卷积层为例，首先
输入一张任意尺寸的图片，通过第一部分的卷积１＿１，卷
积１＿２两次卷积后输出６４个特征图经过最大池化输出
给第２部分的卷积层；同样第二部分卷积经过卷积２＿
１，卷积２＿２后得到１２８个特征图；以此类推，最后到第
５部分的卷积５＿３后输出５１２个特征图，到此为止网络
完成了所有的卷积操作。通过如此的层层卷积池化使

得输入图像一步步抽象，从而在最大化保留图片特征

信息的同时减小了数据的计算量，提高了网络的泛化

能力。

共享卷积层后，网络开始出现分支。图像经过５部
分卷积后生成的特征图首先进入 Ａ区域，该区域主要实
现车辆公有脸特征向量的提取。这一部分主要包括兴趣

区域（ｒｅｇｉｏｎｏｆｉｎｔｅｒｅｓｔ，ＲＯＩ）池化层、全连接层（ｆｕｌｌｙｃｏｎ
ｎｅｃｔｅｄｌａｙｅｒｓ，ＦＣ）以及损失层。由于输入的图像尺寸不
固定而最后全连接层的输出的维数唯一，因此必须在

ＦＣ６层前实现特征图大小的统一，所以在 ＦＣ６层前增加
了ＲＯＩ池化层。所谓的 ＲＯＩ池化就是一种专门针对感
兴趣区域的池化，由于 Ａ区域的主要功能是为了完成车
辆整体基本特征的提取，因此 ＲＯＩ的坐标范围直接给定
整幅车辆对象图片。要获取对应特征图上的坐标，首先

要将ＲＯＩ中的坐标映射到卷积后的特征图上，映射规则
就是把各个坐标除以输入图片尺寸与特征图尺寸的比

值，得到特征图上的包围框（ｂｏｕｎｄｉｎｇｂｏｘ，Ｂｂｏｘ）坐标。
然而由于输入图片大的小并不是唯一的，所以这里需要

对Ｂｂｏｘ区域使用空间金字塔池化处理［２２］。该方法可以

把任何尺度图像的卷积特征转化成相同的维度，从而满

足输出维数的一致性。

网络的另一个分支是 Ｂ区域，该部分主要实现了车
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检标的位置检测和特征提取。和前面的介绍相类似，该

部分也包含了一个ＲＯＩ池化层，不同的是，该部分的ＲＯＩ
已经不再是车辆对象的整体区域，而是车检标对象的区

域；因此需要借助区域建议网络（ｒｅｇｉｏｎｐｒｏｐｏｓａｌｎｅｔｗｏｒｋ，
ＲＰＮ）［１４］产生车检标的建议框（见图１ＲＰＮ中虚线框），
再通过后面的位置回归不断对这些建议框坐标做出新的

调整，使得矩形框位置一步步接近真实区域位置（车检标

对象位置）。ＲＰＮ网络将一个任意尺度图像作为输入，
输出矩形目标建议框的集合，每个框包含４个位置坐标
变量和一个得分变量。为了生成区域建议框，在卷积５＿
３生成的特征图上进行多尺度的卷积操作，在每一个滑
动窗口的位置使用３种尺度和３种长宽比的卷积核。卷
积时以当前滑动窗口中心为中心，并对应一种尺度和长

宽比的卷集核，在原图上映射得到９种不同尺度的候选
区域，如对于长宽为ｗ×ｈ的特征图，则总共有 ｗ×ｈ×９
个候选区域。最后分类层输出 ｗ×ｈ×９×２个候选区域
的得分，即对每个区域是目标／非目标两种情况的估计概
率，回归层输出 ｗ×ｈ×９×４个参数，即候选区域的坐标
参数。

１．３　多任务网络训练

相对单任务网络多任务网络之间的约束更加复杂，

同时各个任务训练时收敛的速度也存在较大的差异，因

此训练的难度会更大，对参数的合理性要求会更高。训

练部分主要包含 ＲＰＮ网络的训练、特征提取网络的训
练。其中特征提取网络又包含了车辆基本特征提取网络

和车检标特征提取网络，在训练时这两个网络存在密切

的联系。

训练ＲＰＮ网络时，给每个候选区域分配一个二进制
的标签，以此来标注该区域是不是目标。对于正标签候

选区域规定为任意某个真正目标区域（ｇｒｏｕｎｄｔｒｕｔｈ，ＧＴ）
包围框有大于 ０．７的交并比（ｉｎｔｅｒｓｅｃｔｉｏｎｏｖｅｒｕｎｉｏｎ，
ＩｏＵ）。对于负标签候选区域规定为 ＧＴ包围框的 ＩｏＵ比
率低于０．３。对于ＩｏＵ介于两者之间的统一舍弃。

训练车检标特征提取的网络包含了分类损失函数和

位置回归损失函数，分别对应分类任务和检测任务。因

此，总的损失函数用式（１）表示。
Ｌ（｛ｐｉ｝，｛ｔｉ｝）＝

１
Ｎｃｌｓ∑ｉ Ｌｃｌｓ（ｐｉ，ｐ


ｉ）＋λ

１
Ｎｒｅｇ∑ｉ ｐ


ｉＬｒｅｇ（ｔｉ，ｔ


ｉ） （１）

分类损失函数由式（２）表示。
Ｌｃｌｓ（ｐｉ，ｐ


ｉ）＝－ｌｏｇ［ｐ


ｉｐｉ＋（１－ｐ


ｉ）（１－ｐｉ）］

（２）
区域回归损失函数由式（３）定义。
Ｌｒｅｇ＝（ｔｉ，ｔ


ｉ）＝Ｒ（ｔｉ－ｔ


ｉ） （３）

其中，Ｒ是鲁棒的损失函数ｓｍｏｏｔｈＬ１，用式（４）表示。

ｓｍｏｏｔｈＬ１（ｘ）＝
０．５ｘ２， ｜ｘ｜＜１
｜ｘ｜－０．５，{

其他
（４）

式中：ｐｉ是候选区域是第 ｉ类的概率。若候选区域的标
签为正样本（目标区域）ｐｉ ＝１，如果候选区域标签为负
样本（背景区域）ｐｉ ＝０。ｔｉ向量表示预测的包围框的４
个参数化坐标，ｔｉ 是对应的ＧＴ包围框的坐标向量。Ｎｃｌｓ
和Ｎｒｅｇ分别为分类损失函数与位置回归损失函数的归一
化系数，λ为两者之间的权重参数。

由于车辆整体基本特征提取网络中目标区域坐标已

知（整张车辆对象图片），因此在训练时不存在位置回归

任务，只需要定义一个分类损失函数ｓｏｆｔｍａｘ，由式（５）给
出。Ｐ由式（６）给出。

Ｌ（θ）＝－１Ｎｂ
［∑

ｍ

ｉ＝１
∑
ｋ

ｊ
１｛ｙ（ｉ） ＝ｊ｝ｌｏｇｐ（ｙ（ｉ） ＝

ｊ｜ｘ（ｉ）；θ）］ （５）

ｐ（ｙ（ｉ） ＝ｊ｜ｘ（ｉ）；θ）＝ ｅθ
Ｔ
ｊｘ
（ｉ）

∑
ｋ

ｌ＝１
ｅθ

Ｔ
ｊｘ
（ｉ）

（６）

式中：θ是训练模型参数，Ｎｂ表示每批次训练样本的个
数，ｙ（ｉ）表示类别标签，ｘ（ｉ）表示输入特征。其中，概率 ｐ
表示将ｘ分为类别ｊ的概率。

结合多任务网络总损失函数可以表示为：

Ｌ（ｗ（ｉ））＝Ｌ（｛ｐｉ｝，｛ｔｉ｝）＋λ′Ｌ（θ） （７）
式中：λ′为多任务的损失权重，主要为了解决不同网络
任务之间收敛不一致的问题。

１．４　分层次特征提取与比对

车辆特征比对规则的设计直接影响到最后输出的精

度，能否充分利用已提取得到的车辆宏观特征及微观特

征进行分层次特征比对是提高甄别假牌套牌车辆精度的

关键。

本文利用是车辆 Ａ和车辆 Ｂ的（公有脸和私有脸）
特征向量之间的夹角余弦实现逐层比对，几何中夹角余

弦可用来衡量两个向量方向的差异，夹角余弦越大表示

两个向量的夹角越小，夹角余弦越小表示两向量的夹角

越大，该方法在图片的比对和人脸识别验证上都得到了

广泛的应用［２３］。式（８）为比较两个特征向量的计算方
法。

ｃｏｓ（θ）＝ ＡＢ
Ａ Ｂ （８）

式中：Ａ为车辆 Ａ的（公有脸和私有脸）特征向量，Ｂ
为车辆 Ｂ的（公有脸和私有脸）特征向量，ｃｏｓ（θ）为车
辆Ａ和车辆Ｂ的（公有脸和私有脸）特征向量之间的夹
角余弦。在比对过程中，两个特征向量之间的夹角余

弦值大于某个阈值就判定为车辆 Ａ和车辆 Ｂ具有相似
性。

在测试过程中，通过多任务网络分别获取疑似套牌
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车辆的公有脸、私有脸检测网络的 ＦＣ７层的特征向量。
全连接层的一个作用是实现高维到低维度的变化，同时

保留了有用的信息；另一个作用是隐含语义的表达，把原

始特征映射到各个隐语义节点。对于最后一层全连接而

言，就是分类的显示表达，由于本文只进行特征的比对，

因此无需将ＦＣ７层映射到相应的类别上，而只进行特征
的抽取。

提取特征向量后，首先用式（８）对公有脸进行余弦
距离的计算得到比对疑似套牌车辆的相似度，如果相似

度小于设定的第１个阈值，则认为基于公有脸的比对方
法已经能够判定两辆车身份不一致，直接输出比对假

牌套牌结果；否则，进一步排查高仿套牌车，用式（８）对
车辆私有脸进行余弦距离的计算得到比对疑似套牌车

辆的相似度。如果经过私有脸比对的相似度小于设定

的第２个阈值则认为两辆车身份不一致，即为高仿套
牌车，大于设定的第２个阈值则判定为两幅车辆图像
为同一辆车。

在实际情况中多数套牌车公有脸都存在一定的差

别，少量外观高度一致的高仿套牌车在车检标上也存在

较为明显的差异，因此通过这种层次性的比对方式可以

满足所有套牌车快速排查的要求。

最终，系统判定输出结果表达式如下，式（９）表示疑
似套牌车辆的公有脸的比对输出结果，式（１０）表示疑似
套牌车辆的私有脸的比对输出结果。

Ｏ＝
０， ｓ１ ＜ｔ１
ｐ， ｓ１≥ｔ{

１

（９）

ｐ＝
０， ｓ２ ＜ｔ２
１， ｓ２≥ｔ{

２

（１０）

式中：Ｏ表示系统的最终判定的输出结果，１表示两幅图
像中的车辆为同一辆车，０表示两幅图像中的车辆为非
同一辆车，ｓ１、ｓ２分别为两幅车辆图像中的车辆公有脸和
私有脸特征向量比对的相似值，ｔ１为公有脸比对时所设
定的相似度阈值，ｔ２为私有脸比对时所设定的相似度阈
值。

通过上述分层次的车辆特征比对能有效的检测出套

牌假牌车辆，但是最终要确定那一辆是套牌假牌车辆还

需要车主的配合。只要真车主将自己车辆上的年检标拍

摄图像传输给管理部门，管理部门利用本文研制的私有

脸比对方法进行检测，就能快速地锁定套牌或假牌车辆。

２　实验结果与分析

主要涉及硬件环境的介绍、训练和测试数据集的介

绍以及评价指标的设定等内容，最终通过大量的测试数

据对本文的提出的方法和常用方向梯度直方图（ｈｉｓｔｏ
ｇｒａｍｏｆｏｒｉｅｎｔｅｄｇｒａｄｉｅｎｔ，ＨＯＧ）、尺度不变特征变换

（ｓｃａｌｅｉｎｖａｒｉａｎｔｆｅａｔｕｒｅｔｒａｎｓｆｏｒｍ，ＳＩＦＴ）、ＣＮＮ等车辆特
征提取的方法进行了对比分析。

为了评估基于多任务ＦａｓｔｅｒＲＣＮＮ车辆假牌套牌的
检测方法的检测精度，本文分别在 ＶｅｈｉｃｌｅＩＤ［２４］数据集
据集和杭州卡口数据集上进行了实验验证。

２．１　实验环境

在深度学习框架的选择与搭建上，目前可选择的环

境有Ｃａｆｆｅ、Ｔｏｒｃｈ、Ｔｈｅａｎｏ和 ＴｅｎｓｏｒＦｌｏｗ。考虑到到 Ｃａｆｆｅ
环境与Ｐｙｔｈｏｎ语言的绑定，具有良好训练或调整前馈模
型，ＦａｓｔＲＣＮＮ和 ＦａｓｔｅｒＲＣＮＮ内部有 Ｃａｆｆｅ，便于配置
等优点，本文最终选择了Ｃａｆｆｅ环境。实验环境如表１所
示。

表１　实验环境
Ｔａｂｌｅ１　Ｅｘｐｅｒｉｍｅｎｔａｌｅｎｖｉｒｏｎｍｅｎｔ

名称 参数

系统 ＬＩＮＵＸ６４Ｕｂｕｎｔｕ１４．０４

框架 Ｃａｆｆｅ

语言 Ｐｙｔｈｏｎ，Ｃ＋＋

ＣＰＵ Ｉｎｔｅｌ ＣｏｒｅＴＭｉ７２６００３．４ＧＨｚ×８

ＧＰＵ ＴＩＴＡＮＸ（Ｐａｓｃａｌ）

ＲＡＭ ８．００ＧＢ

２．２　数据集

本文主要在ＶｅｈｉｃｌｅＩＤ数据集和杭州卡口数据集进
行了相关的训练和测试。ＶｅｈｉｃｌｅＩＤ数据集包含了
２６２６７辆车，每辆车包含的图片张数不固定，总共包含
２２１７６３张图片。图片采集的角度、光照大小比较统一，
如图２（ａ）所示。为了更好考察模型的泛化能力，本文未
进行大规模数据集的训练而是选取了其中部分图片张数

较多的车辆类，通过剔除车辆非正面图片，最终获得 １
７２５辆车１９２０６张图片的数据集。

图２　数据集示例
Ｆｉｇ．２　Ｅｘａｍｐｌｅｓｏｆｄａｔａｓｅｔ
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杭州卡口数据集主要来源杭州各个卡口不同时间段

高清摄像头抓拍的图片，经过分割归类，最终包含６２１辆
车８２１５张图片。由于来自实地的拍摄，相对标准数据集
在光照、角度、清晰度都存在明显的差异，如图２（ｂ）所示。

训练集测试集的划分本文遵循如下述约定：对于

ＶｅｈｉｃｌｅＩＤ数据集训练集设定１２１５辆车１５９３５张车辆
图片，测试集设定５１０辆车３２７１张车辆图片。对于卡口
数据集训练集设定４７０辆车６３１２张车辆图片，测试集设
定１５１辆车１９０３张图片。与一般数据集划分不同的是，
由于对车辆进行成对比对分析，因此测试图片必须成对

存在。具体地，将测试图片随机组成正负样本对（Ｖｅｈｉｃｌｅ
ＩＤ测试集３２７１对，杭州卡口数据集１９０３对），正样本
对表示两张测试图片为同一辆车（不属于同一张图片），

负样本对表示两张测试图片为不同辆车，测试集中正负

样本对各一半。

为了进一步考查算法对高仿套牌车的判别能力，在负

样本对的构成上，又规定了普通负样本和高仿负样本（外

观一样的不同辆车）各为一半，最终测试集构成如表２所
示。另外，为了衡量系统对未曾训练类别的比对能力，实

验中所设定的测试集都是未参加训练的全新车辆类。

表２　测试样本的构成
Ｔａｂｌｅ２　Ｔｅｓｔｉｎｇｓａｍｐｌｅｓ

测试集 正样本对
负样本对

普通 高仿
合计

ＶｅｈｉｃｌｅＩＤ １６３６ ８１８ ８１７ ３２７１

卡口 ９５１ ４７６ ４７６ １９０３

２．３　实验设计与分析

传统基于车辆公有脸的提取主要依赖ＨＯＧ、ＳＩＦＴ等

特征提取算法，在识别分类中这些方法结合 ＳＶＭ得到了
广泛的应用［２５２６］，并且取得了不错的效果，近些年来随着

深度学习的兴起，基于 ＣＮＮ、ＲＣＮＮ的方法也在车辆的
识别检测上有了一定的突破［２７２８］。本文将结合这些特征

提取算法与所提出的方法进行相关的对比分析。为了更

好地比对实验结果，定义如下评价指标。

１）比对精度，比对精度是指在最佳阈值条件下，系统
判断正确的样本数占总样本数的比例，比对精度越高表

明系统可靠性越大。

２）距离差，距离差是指测试集中所有正样本相似度
的平均值与负样本相似度的平均值的差，由式（１１）定
义。

Ｄ＝ ∑
ｍ

ｉ
ｓｉ／ｍ－∑

ｎ

ｊ
ｓｊ／ｎ （１１）

式中：ｍ、ｎ分别表示正负样本对数，ｓ表示样本比对的相
似度，Ｄ表示正负样本平均距离差。由式（１１）可知，距离
差值越大表明正负样本间的平均距离越大，系统的鲁棒

性越强。

３）系统最终精度，系统最终精度是利用本文分层算
方法后最终得出的比对精度，由于本文中的公有脸、私有

脸比对检测是互相独立的，因此系统的最终精度可以近

似表示为式（１２）。
Ａｃｃｓ＝１－（１－ＡｃｃＰ）（１－Ａｃｃｃ） （１２）

式中：Ａｃｃｓ表示系统最终检测精度，Ａｃｃｐ和Ａｃｃｃ分别表示
私有脸和公有脸的检测精度。

实验中利用传统的ＨＯＧ、ＳＩＦＴ特征提取方法以及基
于深度神经网络的多组件 ＣＮＮ［５］、单任务 ＦａｓｔｅｒＲＣＮＮ
方法分别对车辆的公有脸进行了比对分析，同时进一步

实验了本文提出的基于多任务网络的公有脸、私有脸的

方法，实验结果如表３所示。

表３　对比实验
Ｔａｂｌｅ３　Ｃｏｍｐａｒｉｓｏｎｅｘｐｅｒｉｍｅｎｔｓ

方法
ＶｅｈｉｃｌｅＩＤ数据集 杭州卡口数据集

距离差 精度／％ 阈值 距离差 精度／％ 阈值

ＨＯＧ ０．１１４ ６８．２４ ０．５１ ０．０６９ ６２．７９ ０．４９

ＳＩＦＴ ０．２０２ ７７．２５ ０．１５ ０．０９９ ６８．６３ ０．１３

多组件ＣＮＮ ０．３８５ ８０．３４ ０．７１ ０．２５１ ７４．７２ ０．５４

ＦａｓｔｅｒＲＣＮＮ ０．４１６ ８２．１５ ０．７１ ０．３９２ ８２．８１ ０．６８

本文＋公有脸 ０．５１７ ９０．８０ ０．７１ ０．４７２ ９０．６４ ０．７２

本文＋私有脸 ０．５２３ ９３．４３ ０．３４ ０．５１４ ９１．６９ ０．４９

　　由表３可知，无论是在正负样本的距离差上还是在
比对精度上本文公有脸算法明显优于 ＨＯＧ、ＳＩＦＴ算法，
尤其是在不够标准的卡口数据集上，传统特征提取算法

表现的极其糟糕。相比较文献［５］中多组件ＣＮＮ方法以
及单任务ＦａｓｔｅｒＲＣＮＮ方法本文算法也有较大提高。另
外利用本文私有脸算法比本文公有脸的比对结果精度提
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高了３％左右，距离差也略有提高，这种精度上的提高、
鲁棒性的增强得益于私有特征的唯一性，面对测试集中

存在的高仿的套牌车，基于公有脸的比对方法已经力所

不及，但是私有脸比对没有因此受到束缚，依然能表现出

良好的比对能力。

结合两个数据集作进一步分析发现，利用深度卷积

神经网络的方法对数据集的适应能力更强，即使是复杂

的卡口数据集在距离差和精度上也未出现太大的差异，

这说明卷积神经网络的泛化性能极强。

通过表３中数据可知，本文公有脸的比对方法在两
个数据集上的检测精度分别为９０．８０％和９０．６４％，私有
脸的检测精度分别为９３．４３％和９１．６９％。利用式（１２）
计算得到系统的最终精度分别为 ９９．３９％和 ９９．２２％。
实验结果表明，引入分层比对后，使得“漏网之鱼”大大

减少，精度上有了较大的提升。

为了直观地分析各种算法的优劣，根据 ＶｅｈｉｃｌｅＩＤ
数据集上的实验结果绘制了正负样本相似度的分布直方

图，如图３所示。图中浅色区域表示正样本对，深色区域
表示负样本对，横坐标表示相似度（０．０～１．０），纵坐标
表示某个相似度区间上（共１５０个区间）样本对存在的个
数。由图３可知，两曲线交点的横坐标即对应系统的最
佳阈值，两曲线的波峰距离近似上文中提出的样本距离

差。理想情况下，深色浅色区域的重叠面积（错误率）越

小波峰距离（鲁棒性）越大算法的性能越好。

图３　相似度分布
Ｆｉｇ．３　Ｓｉｍｉｌａｒｉｔｙｄｉｓｔｒｉｂｕｔｉｏｎ
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　　图３与表３中的实验结果相吻合，传统特征的提取
方法的缺点显而易见，尤其是ＨＯＧ特征提取方法深色区
域基本上和浅色区域已经重合，导致误识别率极高。由

图３（ｅ）可以看出本文＋公有脸的方法对正样本对（浅色
区域）的判别能力非常强，阈值选取０．７１时可以达到较
高的准确率，但是对负样本（深色区域）的判别能力明显

的减弱，相似度可以达到０．８以上，这也是公有脸比对精
度低的根本原因。

图３（ｆ）对应本文提出的私脸比对方法，从图中可以
明显看出私有脸比对方法的错误率要小于公有脸比对的

方法，虽然在正样本的比对上效果略差，但是对于负样本

的比对效果有了非常大的改善。

文献［５］中多组件ＣＮＮ网络在虽然分类上有着较好
的表现，但是由图３（ｃ）可以看出在本文测试集上却不够理
想，它和图３（ｄ）中单任务ＦａｓｔｅｒＲＣＮＮ缺点类似，对高仿
车辆判别能力较弱，往往会得出较高的比对相似度，表现

在图中右半轴深色区域数量有明显的上升。本文的多任

务算法利用私有脸、公有脸两个任务之间的约束，使得整

个网络一直朝着私有特征方向上优化，虽然训练难度增

加，但是效果突出，如图３（ｅ）所示。同样是基于公有脸的
检测方法，本文方法对应的图中右半轴深色区域数量并没

有明显的上升，表现出了对高仿车辆良好的分辨能力。

本文又提出了分层比对的方法，通过公有脸和私有

脸的多级筛选，逐层比对，使得检测精度得到明显提高。

比对效率，在实际应用中有着及其重要的意义。本

文利用同一对图片对几种算法进行了效率测试，如表４
所示。相比较于传统的识别方法，本文算法有了较大的

提高；相比较单任务ＦａｓｔｅｒＲＣＮＮ，本文基于多任务的特
征提取方法在效率上并没有出现太大差别，如果不采用

多任务网络而是利用单任务网络依次进行公有脸、私有

脸两次单独的特征提取，这样时间几乎要增加一倍；多组

件ＣＮＮ虽然单个网络简单规模小，但是由于采取了多网
络模型分别对每个车体组件进行特征提取，在效率上的

优势被大大弱化。

表４　速度对比实验
Ｔａｂｌｅ４　Ｃｏｍｐａｒｉｓｏｎｏｆｏｐｅｒａｔｉｎｇｓｐｅｅｄ

方法 比对速度／ｓ
ＨＯＧ ２．１９３
ＳＩＦＴ ０．８５７

多组件ＣＮＮ ０．５３１
ＦａｓｔｅｒＲＣＮＮ＋公脸 ０．８２４
ＦａｓｔｅｒＲＣＮＮ＋私脸 ０．７１２
本文多任务网络 ０．７２３

此外，由于本文采用了分层的比对方式，在私有脸比

对时只是一些外观一致的车辆参与比对，在比对的图像

数目上已经所剩无几，这样也提升了系统的比对效率，实

现了比对精度和效率的完美统一。

为了进一步考查本文提出的方法对高仿套牌车的实

际比对的情况，收集了４对外观完全一样的高仿套牌车，
运用ＶｅｈｉｃｌｅＩＤ数据训练模型进行私有脸的比对分析；
实验结果如图４所示，图中的方框为本文算法实际检测
到的车检标。如果不根据车检标部分进行比对，人眼几

乎不能判断真伪，但运用本文提出的检测方法能有效快

速地检测出假牌套牌车辆。

图４　负样本测试结果
Ｆｉｇ．４　Ｔｅｓｔｉｎｇｒｅｓｕｌｔｓｏｆｎｅｇａｔｉｖｅｓａｍｐｌｅｓ
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图４（ａ）负样本对应的车辆外观一样，但是车检标有
较大的不同，利用本文算法比对的相似度非常低，轻易得

出正确的结果；图４（ｂ）由于图片模糊反光等干扰，即使
是具有个性化特征的车检标也显得十分相似，通过本文

算法最后得出的相似度分为 ０．１７１远小于最佳阈值
０．３４。图４（ｃ）车检标的个数非常少，包含的信息较少，
即使在这种细微的差别上本文算法也有着不错的表现。

图４（ｄ）只是在车检标的排列顺序上有略微的差异，对应
的比对的相似度也略有提高，即便如此相似度也远小于

０．３４。
在正样本图像的比对上，基于私有脸的比对方法也

有着不错的表现，如图５所示。对同一辆车出现在不同
卡口被抓拍的车辆图像进行了比对排查，图５（ａ）的私有
脸比对相似度为０．６９２、图５（ｂ）的私有脸比对相似度为
０．８２０、图５（ｃ）的私有脸比对相似度为０．７３１，每对正样
本实验图像的比对相似度都远大于最佳阈值０．３４。

图５　正样本测试结果
Ｆｉｇ．５　Ｔｅｓｔｉｎｇｒｅｓｕｌｔｓｏｆｐｏｓｉｔｉｖｅｓａｍｐｌｅｓ

综上所述，以上几种对比方法的不足主要体现在以

下两点。

１）常规的特征提取方法对噪声大、干扰强、外观区分
度不高的车辆对象没有行之有效的特征提取能力，如

ＨＯＧ、ＳＩＦＴ方法。
２）利用深度神经网络的方法对特征提取能力有了较

大改进，但是只是基于公有脸的方法进行特征的提取对

于本文关注的高仿套牌车依然存在较大不足，如多组件

ＣＮＮ、ＦａｓｔｅｒＲＣＮＮ方法。
本文提出的多任务分层比对方法主要针对以上两点

不足进行了改善，多任务卷积神经网络强化了对目标对

象的特征提取能力，而私有脸车检标特征比对的引入进

一步解决了高仿套牌车的问题。在私有脸比对上，几乎

不受环境条件的约束，已具备较强的实战能力，可运用于

跨域的套牌假牌车的排查中。

另外，由于车脸的私脸部分具有较高的唯一性，因

此，本文提出的公有脸 ＋私有脸的比对稽查方式对无
牌车、不能识别车牌号的车辆同样具有强大的甄别能

力。

３　结论与展望

本文首先提出了一种基于多任务ＦａｓｔｅｒＲＣＮＮ车辆
假牌套牌的检测方法，相对于传统基于图像逐个获取车

辆信息的方法对其他约束条件的依赖性更低、鲁棒性更

强、精确性更高、实时性更好。利用有限的数据集对检测

网络进行训练，通过比对车辆公有脸和私有脸的特征向

量来甄别套牌假牌车辆，使得系统具备较好的泛化能力。

此外，采用了公有脸和私有脸的特征向量来描述车辆特

征使得每一辆车都具有了唯一的视觉特征，这对于无牌

车、无法识别车牌号的车辆也能进行跟踪与识别，可以

有效协助公安机关、刑侦部门对违法犯罪案件中的车

辆进行实时监控。双重车辆基本信息的比对方式有效

提升了检测的鲁棒性和准确性。这种利用时空特性和

车牌号码约束来缩小排查范围，用车检标精细比对方

法精准的比较相同车牌相同车辆的异同点，在提升了

排查效率的同时又提高了排查精度，实现了效率与精

度的完美统一。

本文提出的方法虽然较现有方法有了较大的改善和

提升，但是对于在车辆前窗右上角没有粘贴车检标的情

况，私有脸比对方法就会失效。对于这个问题，准备在今

后车检标识别时一并解决。
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