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摘　 要:故障诊断是工业系统健康监测的重要内容,现有的数据驱动故障诊断方法多是利用类别平衡的数据集进行建模的。 但

在实际应用中,工业系统往往产生大量类别不平衡的样本,给数据驱动故障诊断带来挑战。 这一问题受到了学术界和工业界的

广泛关注,围绕该方面的研究取得了丰硕的成果。 但是,目前针对不平衡分布的数据驱动故障诊断的研究进展综述相对较少,
因此无法明确现实的挑战以及未来的研究方向。 本文针对不平衡分布的约束问题,从数据驱动诊断方法和诊断应用场景这两

个方面综述了国内外的研究进展,并提出了面临的挑战及未来的展望,为故障诊断的研究与应用提供参考。
关键词:

 

不平衡分布;数据驱动;故障诊断;智能;工业系统

中图分类号:
 

TH11-2179　 　 　 文献标识码:
 

A　 　 国家标准学科分类代码:
 

410. 75

Research
 

progress
 

of
 

fault
 

diagnostics
 

driven
 

by
 

imbalanced
 

data
 

distribution

Li
  

Chuan1,2,Wu
  

Yifan1,3,Yang
  

Shuai1

(1. Research
 

Center
 

for
 

Systems
 

Health
 

Maintenance,
 

Chongqing
 

Technology
 

and
 

Business
 

University,
 

Chongqing
 

400067,
 

China;
 

2. College
 

of
 

Management
 

Science
 

and
 

Engineering,
 

Chongqing
 

Technology
 

and
 

Business
 

University,
 

Chongqing
 

400067,
 

China;
 

3. Department
 

of
 

Mechanical
 

and
 

Materials
 

Engineering,
 

Western
 

University,
 

London
 

N6A
 

3K7,
 

Canada)

Abstract:Fault
 

diagnosis
 

is
 

an
 

important
 

part
 

of
 

industrial
 

system
 

health
 

monitoring.
 

Existing
 

data-driven
 

diagnosis
 

methods
 

often
 

use
 

balanced
 

datasets
 

for
 

fault
 

modelling.
 

However,
 

in
 

practical
 

applications,
 

industrial
 

systems
 

often
 

produce
 

many
 

samples
 

with
 

imbalanced
 

distribution,
 

which
 

pose
 

challenges
 

to
 

data-driven
 

fault
 

diagnostics.
 

This
 

issue
 

receives
 

extensive
 

attention
 

from
 

the
 

academic
 

and
 

industrial
 

communities.
 

Many
 

results
 

have
 

been
 

achieved
 

in
 

this
 

area.
 

However,
 

there
 

have
 

been
 

a
 

few
 

reviews
 

on
 

the
 

imbalanced
 

data-driven
 

fault
 

diagnosis.
 

It
 

is
 

difficult
 

to
 

clarify
 

the
 

real
 

challenges
 

and
 

future
 

research
 

directions.
 

In
 

response
 

to
 

this
 

problem,
 

a
 

comprehensive
 

review
 

on
 

the
 

research
 

progress
 

in
 

data-driven
 

diagnostic
 

methods
 

and
 

diagnostic
 

application
 

scenarios
 

is
 

provided.
 

It
 

proposes
 

the
 

challenges
 

and
 

future
 

prospects
 

facing
 

the
 

field,
 

which
 

could
 

provide
 

a
 

reference
 

for
 

the
 

research
 

and
 

application
 

of
 

the
 

fault
 

diagnostics.
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0　 引　 　 言

　 　 工业设备在复杂的工况中长期连续工作,很容易发

生故障,引起设备异常甚至发生严重的生产事故。 因此,
对工业设备进行故障诊断,是系统健康维护的基本要求,

同时也是成本节约、提升生产效率的有效手段[1-2] 。 数据

驱动故障诊断采用数据分析的方法,对故障模式进行识

别,并从状态监测的传感器数据中提取有用的健康状态

信息[3-4] 。 当诊断模型的训练数据集内不同状态类别分

布不平衡时,需要采取有效方法确保每个状态都能够得

到有效诊断和识别,因此不平衡分布的数据驱动故障诊

断的研究越来越受到重视。
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随着现代工业的发展和传感技术的进步,故障诊断

的传感器数据已经非常容易获得,但这进一步增加了故

障诊断的复杂性。 数据驱动诊断模型是建立在充分的传

感数据分析基础上的。 训练样本数据越充足,故障类型

越丰富,越有利于提高故障诊断的准确性。 然而在实际

工程中,设备系统正常工作时间多,故障案例相对较少。
即使传感器可以不断地在系统运转过程中采集数据,大
部分采集到的数据也都是健康状态数据,而故障数据很

少甚至缺失某些故障类别的数据。 此外,工况的复杂性

还会产生大量不知故障类别的数据。 而若在实验室搭建

故障模拟试验台或者使用仿真软件模拟系统故障,存在

无法模拟复杂的工况以及和实际产生的数据区别大等问

题。 因此,不平衡分布样本的现实情况给数据驱动诊断

的模型训练带来严峻挑战,是学术界和工业界亟需研究

的重要方向。 直接使用不平衡数据进行故障诊断,往往

存在诊断精度低、泛化性能差的问题,难以满足故障诊断

的要求。
虽然不平衡数据在许多领域都是普遍存在的,但

是目前国内外关于不平衡分布的相关系统分析仍然较

少。 周玉等[5] 对不平衡数据集分类方法进行了综述,
李昂等[6] 和李蒙蒙等[7] 从算法原理出发,对不平衡数

据算法进行了分类和阐释,Zhang 等[8] 对不平衡数据驱

动诊断算法进行了具体阐释。 这些研究主要从算法层

面对各模型进行说明,但对这些方法的实际应用范围

和效果的说明不多,缺少对不平衡数据方法在故障诊

断中具体应用场景的详细梳理和系统总结。 随着新一

代人工智能的发展,不断有新技术被用于不平衡数据

的研究中,在促进诊断智能化的同时,还提供了新的不

平衡样本分布约束的解决思路。 因此,对现有不平衡

分布的数据驱动故障诊断的研究进展进行综述是非常

必要的,亟需总结本领域现有的成果,并探索未来的发

展方向。
鉴于此,本文面向工业系统故障诊断,通过回顾 10

多年来的相关文献,将不平衡数据驱动故障诊断方法进

行了分类,并重点介绍不平衡数据驱动故障诊断研究最

新成果。 从不平衡分布自身的特点出发梳理研究进展,
将不平衡数据驱动故障诊断划分为样本不均约束的故障

诊断、样本稀少约束的故障诊断、仅有部分标签约束的故

障诊断、新类识别约束的故障诊断等 4 个类别。 这不仅

使本综述具有更强的领域特征,对该领域的研究人员具

有更大的启发意义,而且还明确了不平衡数据的研究范

畴和应用场景,为不平衡分布的数据驱动故障诊断研究

提供了未来的发展方向。

1　 文献收集

　 　 为了全面了解不平衡样本分布下数据驱动故障诊断

的研究进展,按照文献学的方法,分别从中国知网(China
 

national
 

knowledge
 

internet, CNKI )、 知 识 网 ( Web
 

of
 

Knowledge)、工程索引(engineering
 

index)、美国电气与电

子工 程 师 学 会 数 据 库 ( the
 

institute
 

of
 

electrical
 

and
 

electronics
 

engineers,IEEE) 和斯高帕斯( Scopus) 数据库

中检索 2012 年~2022 年发表的相关文献。
检索结果显示,自 2012 年以来,已有越来越多关于

不平衡数据驱动故障诊断的论文发表。 由于研究对象是

工业系统的智能故障诊断,因此,通过人工检查剔除了文

本等自然语言的故障诊断。 在检索中,出现了不属于本

文研究范围内的文献,也人工进行剔除。 图 1 示出了

2012~ 2022 年发表的学术期刊论文和会议论文的时间分

布。 删除重复文献后,该研究领域在近 11 年共有 119 篇

中文文献和 423 篇英文文献发表。

图 1　 2012~ 2022 年发表的本领域论文的分布

Fig. 1　 The
 

distribution
 

of
 

the
 

related
 

articles
 

published
 

between
 

2012
 

and
 

2022

如图 1 所示,本领域的文献公开数量在 2018 年之前

比较平稳,表明还没有引起故障诊断领域的充分重视。
从 2019 年开始,不平衡分布的数据驱动故障诊断的研究

论文数量大幅增加,而且中文文献与英文文献的增加趋

势是一致的。 这表明越来越多的领域专家开始关注不平

衡数据分布对数据驱动故障诊断的约束作用,同时不断

有较多新的解决方案得以公开。 尤其是近 3 年,每年在

本领域发表的论文数量基本上以大约 50% 的速度增加,
表明不平衡数据驱动故障诊断方法已经成为近年来智能

故障诊断领域的研究热点。
不平衡数据驱动的故障诊断方法与工业应用结合紧

密,典型的不平衡数据驱动故障诊断的工业应用场景如

表 1 所示。 由表中可以看出,不平衡分布的故障诊断在
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机械系统、电气系统、精密仪器、其他系统等均有应用,表
明不平衡分布的故障诊断问题是普遍存在、亟需解决的

现实工程问题。

表 1　 不平衡分布的数据驱动故障诊断典型工业应用

Table
 

1　 Application
 

of
 

fault
 

diagnostics
 

driven
 

by
 

imbalanced
 

data
 

distribution

工业应用 典型文献

机械系统

风力涡轮机[9-12] 、高速列车制动系统[9,13] 、船舶柴油

机[14] 、动车组轴箱[15] 、车辆传动系统[16] 、全超导托

卡马克分子泵[17] 、炼油厂旋转机械[18]

电气系统
变压器[8,19-25] 、永磁同步电机[26] 、电力线路[27] 、高压

电机[28]

精密仪器 3D 打印机[29-30] 、工业机器人[31-32]

其他系统 冷水机组[33-34] 、暖通系统[35] 、空调[36]

2　 故障诊断的不平衡数据分布场景

　 　 故障诊断训练数据集由样本和标签组成,根据样本

不平衡或者标签不平衡,可以将不平衡数据驱动故障诊

断划分为样本不均约束的故障诊断、样本稀少约束的故

障诊断、仅有部分标签约束的故障诊断和新类识别约束

的故障诊断等 4 种类别。 其中,样本不均和样本稀少涉

及数据集中的样本不平衡,而仅有部分标签和新类识别

问题涉及数据集中标签的不平衡。 因此,本文总结的这

4 种类别在总体上具有显著的区分度。
一般来说,平衡数据集包含一类健康状态样本及 N

类故障样本,每类均有 M 个数据。 因此,样本集合表示

为 {S} = {S0,S1,S2,…,SN} 类样本集可表示为:
S j = {(x i

j,y j) i = 1,2,…,M;j = 0,1,2,…,N} (1)
式中: x i

j 为第 j 类中第 i 组数据,y j 是样本的类别标签。
受到部件运行状态、实际工况、传感器质量的影响,

采集到的样本一般是不平衡的,第 1 个场景是样本数据

不均,也就是是指不同类别的样本数量不均等的数据集,
包括样本间极度不均衡的情况,可表示为:

∃a < M,
s. t. S j = {(x i

j,y j) i = 1,2…,a;j = 0,1,2,…,N} (2)
式中:a 是不平衡类别的样本数据数量。 第 2 个场景是

样本稀少,是指由于工业系统运转环境复杂,可用样本数

据少,甚至某类样本仅有一个的情况,表示为:
∀a ≤ aL

s. t. S j = {(x i
j,y j) i = 1,2…,a;j = 0,1,2,…,N} (3)

式中:aL 表示稀少的样本数据数量(例如故障样本数少

于 30 个)。 第 3 个场景是部分标签,指的是样本集中包

含了有标签样本和无标签样本,可表示为:
∃y j ∈ Ø,

s. t. S j = {(x i
j) i = 1,2,…,a;j = 0,1,2,…,N} (4)

式中:Ø 表示部分空集。 第 4 个场景是新类识别,指的是

测试集中含有训练集中未包含的新类别样本,并且其不

属于训练集中已知标签的任何一类,这是区别于训练集

中出现的样本标签的一类新样本,可表示为:
∃SM+1 ⊄ S,

s. t. SM+1 = {(x i
M+1,yM+1) i = 1,2,…,M} (5)

近年来报道的典型文献如表 2 所示,下面分别对这

些不平衡数据故障诊断的场景进行介绍。

表 2　 不平衡分布的数据驱动故障诊断典型文献

Table
 

2　 Literatures
 

of
 

fault
 

diagnostics
 

driven
 

by
 

imbalanced
 

data
 

distribution

位置 具体不平衡场景 典型文献

样本不

平衡

样本不均约束

的故障诊断

文献 [ 6-12, 14-15, 17, 19-20, 23-
25,27,32-34,37-54]

样本稀少约

束的故障诊断
文献[16,20,26,29,55-70]

标签不

平衡

仅有部分标签约

束的故障诊断
文献[22,71-73]

新类识别约束

的故障诊断
文献[30-31,74-78]

2. 1　 样本不均约束的故障诊断

　 　 张永宏等[79] 对滚动轴承进行故障诊断,设置了 3 种

单一故障和 1 种复合故障,其中正常样本为 2
 

400 个,故
障样本分别为 60 个,不均衡比例高达 1 ∶ 40,样本集极度

不平衡。 张笑璐等[20] 在滚动轴承故障诊断中设置了

4 种单一故障,其中一种故障数量为 50 个,其余类别数

量分别为 1
 

400 个。 王艳等[19] 对变压器进行故障诊断,
包括 6 类样本,其中正常样本为 400 个,故障样本最少为

84 个,最多为 144 个。 栗磊等[55] 对变压器故障进行诊

断,一般样本集数为 600,最少的样本集为 50。 刘云鹏

等[21] 对变压器进行故障诊断,样本集中包含 600 个正常

数据,7 种故障数据,其中故障数据数量最低为 62、最高

为 73。 Qian 等[9] 对风力涡轮机叶片开裂故障和高速列

车制动系统故障进行了诊断,其中风力涡轮机叶片数据

不平衡比分别为 17. 2 ∶ 1、20. 11 ∶ 1和 25. 09 ∶ 1,而高速列

车制动数据不平衡比为 56. 5 ∶ 1。
2. 2　 样本稀少约束的故障诊断

　 　 张笑璐等[29] 对滚动轴承进行故障诊断,设置了 1 类

正常样本和 4 类故障样本,每类样本仅 20 个进行了实

验。 又考虑了极端情况,即每类只有一个已知样本,进行
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了第二次实验。 李亮等[56] 对电力变压器故障进行诊断,
训练集中包括 150 组正常样本、4 类故障样本,每类样本

20 个。 Chen 等[71] 对轴承故障进行诊断,设置了不同工

况和故障下多个数据集,其中健康状态样本数均为 60,
故障状态样本数分别为 5、10 和 30。 Li 等[72] 对 3D 打印

机的重要零部件皮带和关节轴承进行故障诊断,将正常

样本和每一个故障仅提供一个样本对模型进行训练,分
别测试了 3 类皮带故障、4 类轴承故障和 7 类混合故障,
取得了出色的效果。 Xia 等[22] 对三缸泵进行故障诊断,
使用源域数据训练模型后,仅用目标域中一个样本对模

型进行微调,实现模型迁移学习。
2. 3　 仅有部分标签约束的故障诊断

　 　 在数据驱动故障诊断中,由于数据标签的获取代价

相对昂贵,因此存在大量无标签的数据,这种利用少量已

有标签数据识别大量无标签数据的情形也是不平衡数据

集的一类。 An 等[74] 使用迁移学习进行部分标签下轴承

故障和齿轮箱故障的诊断,其中源域为平衡数量的标签

样本,目标域训练集为不平衡数量的无标签样本,测试集

为平衡数量的无标签样本。 Zong 等[75] 在使用迁移学习

对轴承数据集进行故障诊断时,采用两个不同的基准数

据集,一个数据集作为源域,均为标签样本,另一个数据

集作为目标域,包含少量标签样本和大量无标签样本。
Yang 等[76] 选取基准齿轮箱数据集每类故障 30 个标签样

本作为源域,以自建试验台的齿轮箱无标签样本作为目

标域,对齿轮箱故障进行跨域迁移学习。
2. 4　 新类识别约束的故障诊断

　 　 Long 等[31] 对轴承及齿轮箱故障进行诊断,使用大量

的标签样本对模型进行元学习,使用少量和前样本集不

同类别的标签样本作为支持集,使用少量和前两个样本

集不同类别的无标签样本作为测试集。 赵晓平等[77] 对

轴承故障进行诊断,通过对已知标签的样本学习,完成对

未知标签样本的识别,其训练集和验证集的样本标签是

完全不同的。 张永宏等[78] 在 27 类基准轴承故障样本中

随机选取的 21 类故障样本作为训练集,剩余 6 类故障样

本作为测试集进行实验,共得到了 4 个数据集。 Pu 等[30]

对工业机器人齿轮进行故障诊断,共有 3 种故障模式,分
别使用仅健康状态样本和使用健康状态及其中一种故障

样本对模型进行训练,输入所有样本进行故障识别。 Xu
等[26] 使用 3 种有标签的单故障类型的轴承振动信号进

行训练,以识别无标签的四种复合的故障。 Xing 等[57] 训

练单一故障来识别轴承、行星齿轮箱的复合故障。 Li
等[37] 对 3D 打印机关节轴承和皮带的故障进行诊断,仅
使用健康状态样本训练模型,每个故障类型选取 2 个样

本作为验证集,每个故障类型选取 1 个样本作为测试集,
即测试集中包括大量健康状态样本及极少数故障样本。

3　 不平衡分布的数据驱动诊断算法

　 　 根据工业设备故障诊断的一般过程,不平衡数据驱

动故障诊断算法总体上包括基于重采样的故障诊断方

法、基于生成模型的故障诊断方法、基于特征学习的故障

诊断方法和基于分类器优化的故障诊断方法。 在模型构

建层面,可以将不平衡分布的故障诊断算法归类为基于

多模型学习的故障诊断方法,此外还有部分组合算法。
这些算法的内在关系如图 2 所示,下面分别进行介绍。
3. 1　 重采样算法解决不平衡数据分布的问题

　 　 重采样算法是应对不平衡数据最为基础的方法,也
是针对数据进行处理的方法。 通过重采样使数据集达到

平衡,再利用平衡后的数据集开展故障诊断训练建模。
常用的重采样方法分为欠采样和过采样,以及欠采样与

过采样相结合方法。
1)欠采样故障诊断

欠采样通过某种方法删除多数类中的一些样本,使
多数类样本规模减小,从而和少数类样本的数量达到平

衡。 在欠采样删除多数类样本方法中,最简单的是随机

欠采样,通过随机丢弃多数类中的样本,使数据达到平

衡。 但这种方法可能会导致多数类样本的重要特征丢

失,使得模型不能充分学习类别特征,降低了模型的识别

准确性。 因此,研究对在减少多数类样本的同时,保留其

内在特征的方法进行了研究。 王德成等[38] 提出了一种

通过计算多数类样本到少数类样本中心的距离来筛选多

数类样本的方法,该方法让远离最优分类超平面的样本

被剔除,从而使样本间达到平衡。 陶新民等[23] 先对正常

样本进行聚类,从聚类结果中根据样本到聚类中心的距

离选择合适的样本,剔除距离聚类中心远的样本,从而使

不同类别的样本达到平衡。 Qian 等[9] 使用聚类算法对

不平衡数据集进行聚类,得到聚类误差,使用柔性致动评

价(Soft
 

actor-critic,
 

SAC) 强化学习法确定决策边界,优
化采样过程,根据不平衡率确定采样权值。 Shi 等[24] 使

用一种基于线性判别分析( linear
 

discriminant
 

analysis,
 

LDA)的欠采样方法,将实际距离投影到 LDA 的分类方

向上,根据投影距离选取有代表性的多数类样本。 Jang
等[10] 使用一种非结构化边界自组织映射模型,通过部分

节点的连接确定整体数据的分布,从而提高边界数据的

权重,突出边缘区域的数据。
2)过采样故障诊断

过采样通过算法增加少数类中的样本,使少数类样

本数量增加,从而和多数类样本的数量达到平衡,再进行

故障诊断的方法。 在过采样算法中,一个代表算法是合

成少数类过采样技术 ( synthetic
 

minority
 

over-sampling
 

technique,
 

SMOTE)算法,它是在少数类相邻样本间通过
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图 2　 不平衡数据驱动故障诊断算法的基础类别

Fig. 2　 Different
 

classes
 

of
 

fault
 

diagnostics
 

driven
 

by
 

imbalanced
 

data
 

distribution

随机线性插值来合成一定数量的新样本,使少数类样本

与多数类样本在数量达到平衡。
由于传统的 SMOTE 算法使用随机插值的方法,容

易合成噪声样本,影响分类器学习,许多文献对 SMOTE
算法进行了改进。 为了 SMOTE 算法尽可能少受噪声

样本的影响,增加类内样本特征相似性和类间样本特

征差异性,一些学者认为,分类器需要更好地学习边

界,因此合成样本的数量和位置至关重要。 余松等[39]

使用托梅克链接移除( Tomek
 

link
 

removal,
 

TLR)和自适

应样本合成方法,首先通过 TLR 方法对少数类样本去

噪,然后将每个少数类样本找到其 K 近邻距离内的多

数类样本,以确定需要合成的样本数量,再使用 SMOTE
法对少数类样本数量进行扩充,这种方法使少数类和

多数类类别间的边界附近合成更多样本,而不是在少

数类别内部。 此外,刘云鹏等[21] 同样采取在类边界附

近合成样本的理念,采用支持向量机作为决策机制,对
少数类的支持向量样本选择 K 近邻,若 K 近邻都为多

数类样本,则该少数类样本为噪声样本,否则对其进行

插值,合成新样本。 陶新民等[80] 提出了一种精简集约

简上采样算法,同样采用支持向量机作为决策机制,针
对支持向量机依赖边界样本的特征,对少数类的边界

样本进行生成,其实验结果表明,相比于随机上取样方

法、SMOTE 方法,在不平衡比例逐渐增大时能够获得更

好的诊断效果。 Jiang 等[81] 结合 SMOTE 设计了一种改

进的过采样算法,考虑了数据过采样的时间依赖性和

样本之间的关系。

3)混合采样故障诊断

混合采样是一些将欠采样和过采样相结合方法。 李

亮等[56] 将 SMOTE 和欠采样方法结合起来,对少类样本

使用 SMOTE 增加样本个数,对多数类样本使用最近邻欠

采样减少样本个数,从而减少样本间的不平衡性。 实验

表明同时使用两种采样方式比只用一种采样方式,诊断

的准确率得到了提升。 孟宗等[82] 将随机欠采样用于多

数类数据集、滑动窗口法用于少数类数据集以重构数据。
Chen 等[71] 按重要性概率对原始数据集进行上下采样,上
采样在同类别少数类样本距离间生成一个新样本,位置

由两个父样本的接受率决定。 通过下采样丢弃边界样

本,保留接近类中心的样本。
4)重采样算法的发展

回顾已有文献,从 2012 年起,重采样算法就被用于

解决不平衡数据分布的故障诊断问题。 在 2014 年以前,
欠采样法作为主要方法用在不平衡分布的故障诊断研究

中。 2014 年,SMOTE 算法被用于不平衡数据下的故障诊

断研究[11,58] 。 此后,SMOTE 算法被广泛用于解决不平衡

数据分布的故障诊断研究,直到 2022 年,仍有相当文献

报道 SMOTE 算法解决不平衡诊断问题。
3. 2　 生成模型实现不同类别数据平衡化

　 　 近年来,以生成式对抗网络和变分自编码器为代表

的生成模型受到广泛研究,并成功用于数据驱动的故障

诊断中。 生成模型是通过深度神经网络生成新样本,与
原有样本进行对比学习,区别于传统的采样技术。 其应

用非常广泛,下面是典型的生成模型算法。
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1)生成对抗网络算法

生成式对抗网络是一种最常见的生成模型,在研究

过程中衍生出许多变体,但其主要结构包括一个生成器

和一个判别器,均由多层神经网络构成,具体如图 3
所示。

图 3　 生成对抗网络的基本结构

Fig. 3　 The
 

basic
 

architecture
 

of
 

generative
 

adversarial
 

networks

由图 3 可知,生成器 G(·)根据样本 X 的分布 px 取

一组随机数据 z,通过深度神经网络生成数据 xg;判别器

D(·)通过输出一个概率值判断生成数据 xg 和真实数据

xr。 生成器目的是生成一个以假乱真的数据,而判别器

的目的是分辨真实的数据和生成的数据,其目标函数表

示如下:
min

G
 

max
D

WG,D = Ex ~ px
[logD(x)] + Ez ~ px

[log(1 -

D(G( z)))] (6)
LG = Ez ~ px

[log(1 - D(G( z)))] (7)

LD =- Ex ~ px
[logD(x)] - Ez ~ px

[log(1 - D(G( z)))]

(8)
其中,LG 是生成器的目标函数,LD 是判别器的目标

函数。 由于生成器和判别器在对抗过程中存在性能不匹

配的问题,可能导致模型收敛速度慢或梯度消失,需要对

生成式对抗网络进行优化。
常见的优化方法包括神经网络优化、损失函数优化

以及目标函数优化。 梯度惩罚瓦瑟斯坦( Wasserstein)生

成对抗网络是一种对生成对抗网络的目标函数进行优化

的模型。 2019 年生成对抗网络率先被报道用于解决不

平衡分布的故障诊断问题,就采用了瓦瑟斯坦生成对抗

网络[59] 。 它是用瓦瑟斯坦距离替代詹森-香农( Jensen-
Shannon)散度,并且通过引入一个梯度惩罚系数帮助判

别器更加平滑,此方法可以解决生成器随判别器训练效

果增加而梯度消失的问题,是一种有效的不平衡样本故

障诊断生成式对抗网络[25,32,40-42,60] 。 2022 年开始,学者

们加强对 Wasserstein 生成对抗网络研究。 李慧芳等[33]

在 Wasserstein 生成对抗网络的基础上,针对样本不平衡

的问题,使用委员会查询法和多样性评价指标对生成器

生成的样本进行二次筛选,以增加某些类别的样本。 Pu
等[61] 在梯度惩罚 Wasserstein 生成对抗网络的基础上,采
用基于 Vapnik

 

V 矩阵的准则用于推广均方误差,并提出

了一种新的早期停止策略,在训练过程中跟踪最合适的

模型。 Yu 等[43] 在在梯度惩罚 Wasserstein 生成对抗网络

的基础上,提出了一种并行分类的架构,针对每个故障类

别分别使用独立的梯度惩罚 Wasserstein 生成对抗网络,
并使用皮尔逊(Pearson)损失函数和分离性(Separability)
损失函数来改进了模型损失函数,提高故障诊断能力。

此外,为了应对不平衡分布的故障诊断,还有对神经

网络和损失函数进行优化的生成对抗网络。 张笑璐

等[29] 将学习率设置为每 500 次训练衰减 5% ,以提高模

型训练速度,并在模型中添加退出( Dropout)层防止过拟

合。 李冬冬等[40] 在神经网络中加入退出( Dropout)层并

使用贝叶斯优化调整判别器超参数。 高学金等[44] 使用

最小二乘法替代传统的交叉熵法,减少类内距。 杨光友

等[45] 在生成式对抗网络的损失函数中引入自适应函数,
通过衡量生成器和判别器的性能调整生成器的权重,使
其性能相对稳定。

2)其他生成模型故障诊断算法

变分自编码器也是一种常见的生成模型,它是从标

准正态分布中抽取随机数,基于输入样本的均值和方差

生成隐藏变量,再解码为输出样本,通过不断训练缩小输

入样本和输出样本的差距。 张永宏等[79] 将变分自编码

器和生成式对抗网络相结合,将变分自编码器的隐藏变

量放入生成器中生成新样本,再将其放入判别器中对抗

训练。 Wang 等[62] 提出基于条件变分自编码网络-生成

式对抗网络的方法,利用条件变分自编码器的编码器网

络获取故障样本的分布,通过编码器网络生成故障样本

后,利用对抗性学习机制对生成器、鉴别器和分类器的参

数进行持续优化。 Zhao 等[63] 使用标准化条件变分自编

码器增强模型特征学习能力,并使用一种自适应的 Focal
损失函数重点训练难分类的样本,以提高不平衡数据集

的诊断能力。 Zhao 等[83] 提出将采集到的振动信号输入

深度拉普拉斯自编码器算法进行分层特征提取,将提取

的特征反向传播,输入分类器进行诊断,拉普拉斯正则化

项用于平滑编码器中数据的流形结构。 Li 等[84] 提出了

一种结合预测生成降噪自编码器( predictive
 

generative
 

denoising
 

autoencoder,
 

PGDAE) 和深度珊瑚网络 ( deep
 

coral
 

network,
 

DCN)的方法,其中 PGDAE 是由门控循环

单元构成,用于生成少数类样本,DCN 用于故障识别,由
具有相关对齐的深度卷积神经网络构成。 Liu 等[46] 提出

了一种基于深度遗憾分析的变分自编码器-生成式对抗

网络数据增强方法。 在生成式对抗网络中加入编码器提

高样本生成质量,将判别器与深度遗憾分析相结合,通过

对判别器施加梯度惩罚来避免模式崩溃。

3. 3　 特征学习解决数据分布不平衡问题

　 　 相比于采样法和生成模型法在数据层面增加或减少

样本达到平衡效果,特征学习是从数据中隐藏特征的层
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面提取和选择特征,使特征能够正确反应样本状况,从而

提升诊断性能。 2016 年,特征学习被用于解决数据分布

不平衡问题[64] 。 2018 年,深度学习被用于自动提取不平

衡数据内在特征[47] 。
卷积神经网络是不平衡数据集故障诊断中特征提取

的常用方法。 董勋等[48] 、曹洁等[49] 、张洪等[50] 、杜小磊

等[51]和吴耀春等[65]对卷积神经网络中的损失函数进行了

优化,通过增加某些类样本的权重实现不平衡数据集故障

诊断。 韩淞宇等[14]不仅优化了卷积神经网络中的损失函

数,还提取了卷积神经网络中多尺度特征,并通过自适应

权重单元对特征进一步选择。 康守强等[15] 提出一种基于

强化学习范式的残差网络提取振动信号深度特征。
2020 年,Wang 等[85] 将小波包分解与卷积神经网络

相结合,杜小磊等[51] 将小波变换与分形网络相结合用于

提取特征进行不平衡数据故障诊断,这是传统信号处理

方法与深度学习相结合的特征提取方法的开始。 此后,
王瑞涵等[66] 提取均方值、裕度、K 阶原点矩 3 个特征后,
构造概率拓扑图输入到图卷积神经网络中预测标签。
Wang 等[85] 使用小波包分解在频域挖掘时间和频率尺度

的信息,采用局部卷积和全卷积相结合的改进双层卷积

神经网络进行特征提取和故障检测。
除了传统信号处理和深度学习方法以外,宋志坤

等[67] 采用一种形状小波( Shapelets) 的信号分类方法应

用到不平衡数据集中,并结合机器学习方法优化目标函

数加快模型收敛,其实验结果表明该方法拥有高的分类

精度。

3. 4　 类别数据不平衡条件下的分类器优化

　 　 前面介绍了采样方法、生成模型方法和特征选择与

评价方法,但在不平衡数据的故障诊断中,大部分属于分

类任务。 因此,本节介绍对分类器优化的研究进展。 通

过提高分类准确率,提升不平衡数据约束的诊断性能。
在收集的文献中,相当部分研究使用支持向量机作为故

障的分类器。 即使在最早的文献中,支持向量机就用于

数据不平衡的故障诊断[16] 。 支持向量机是通过构造最

优线性分类超平面来划分样本类别的分类方法。 对于线

性不可分的样本问题,支持向量机通过非线性变换把样

本映射到高维空间,通过寻找最小超球体的方式确定最

优分类超平面,如图 4 所示。
假设对于给定数据集 {x i,y i},i = 1,2,…,N,y i ∈

{ - 1,1},x i ∈ RRn, 其目标函数可表示为:

min
1
2

‖w‖2 + C∑
N

i = 1
ξi( )

s. t.
 

y i(w·φ(x i) + b) ≥ 1 - ξi,ξi ≥ 0 (9)
其中,C 为惩罚因子,ξ 为松弛变量,B 为分类阈值,

 

图 4　 支持向量机示意图

Fig. 4　 The
 

illustration
 

of
 

support
 

vector
 

machines

W 为权重张量,φ(·)为非线性映射。
从 2012—2022 年间,支持向量机模型的发展主要

包括两个方面,具体为对目标函数的优化和距离计算

公式的改进。 自 2019 年以来,主要在对目标函数的系

数进行优化[52,59,68] ,增加少数类样本的权重,减少数据

不平衡带来的不利影响,从而提升模型的分类准确率。
例如,位晶晶等[68] 除了引入惩罚因子项外,还为每个样

本分配不同权重,以减少某些类样本被错误分类的概

率,抵消不平衡数据引起的分类边界偏差。 此外,还引

入改进粒子群优化算法为支持向量机找到最佳惩罚因

子及核函数参数。 陶新民等[17] 在目标函数中样本到球

心距离项增加了一个正则化项系数,防止分类边界向

多数类偏移。
3. 5　 多模型学习解决数据不平衡约束

　 　 1)集成学习算法

集成学习是不平衡数据故障诊断常见的方法,使用

多个弱分类器对数据集进行诊断,然后使用某种策略将

这些诊断结果组合起来作为最终的诊断结果。 集成学习

的思想是考虑到单一分类器可能鲁棒性不佳,故使用多

个分类器共同帮助故障诊断。 常见的集成学习有套袋

(Bagging)学习、提升( Boosting) 学习和堆积( Stacking)
学习。

套袋(Bagging) 学习是将数据集划分为若干个数据

子集,每个数据子集对应一个弱分类器,各个弱分类器互

不依赖,并行运行,如图 5 所示。 其代表是随机森林算法

和简易集成(Easy
 

Ensemble)算法。
Bagging 学习常常用于抽样策略的优化,例如针对极

端不平衡数据集,Bagging 学习在抽样时可能不会抽到某

些类样本的问题。 姜万录等[86] 采用了一种平衡随机森

林算法,在模型训练时根据不同类样本的数量取相同数

目的样本组成均衡的数据集,并在节点分裂时随机选取

一个属性作为分裂变量,优化了随机森林的参数选择。
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图 5　 Bagging 算法示意图

Fig. 5　 The
 

illustration
 

of
 

Bagging
 

algorithm

其结果表明比随机森林算法、SMOTE、随机森林组合算法

具有更高的分类精度。 Bagging 学习也可以和重采样法

相结合,对样本的选择进行优化。 例如 Xu 等[87] 提取样

本特征后,使用 Easy
 

Ensemble 算法对多数类样本进行欠

采样,构建平衡的多个训练子集分别训练,再将分类器集

成为最终的强分类器。
近年来,深度学习被广泛应用于不平衡数据分布的

故障诊断研究中,Bagging 学习也与深度学习相结合,具
体表现在使用深度网络作为基分类器。 例如,深度学习

拥有自助训练和有效处理高维数据的优点,但需要大量

数据进行训练。 张笑璐等[20] 针对这一问题,提出 Bagging
学习可以将在有限的数据下创造多个训练子集,可以解

决深度学习的不足。 将一维卷积神经网络作为弱分类

器,使用 Bagging 思想进行集成学习,在不平衡数据集上

得到 95%的诊断结果。
在集成学习的 3 大基本模型中,提升( Boosting)学习

在不平衡数据分布的故障诊断问题中应用最广泛。
Boosting 学习是将数据集依次放入不同的弱分类器中进

行迭代,每次迭代为样本和弱分类器增加不同的权重,最
终将各个分类器按权重不同组合成一个强分类器进行诊

断。 如图 6 所示,Boosting 学习中的弱分类器是串行的,
相互之间有依赖关系, 其代表算法有自适应提 升

(Adaboost)和 lightBGM 算法。 贾凯等[53] 对轻量梯度提

升机(light
 

gradient
 

boosting
 

machine,
 

lightGBM)算法进行

了优化,提出了一种基于代价敏感的 lightGBM 算法,在
弱分类器中引入误分类代价指标,以平均总代价最小化

为优化目标,在迭代中对不同类别赋予不同权重。 Jiang
等[88] 使用不同权重的弱分类器,即对弱分类器中损失函

数中少数类对应的项赋予较高的权重,以增强少数类样

本的影响力,构建基于偏置权重的 Adaboost。

图 6　 Boosting 算法示意图

Fig. 6　 The
 

illustration
 

of
 

Boosting
 

algorithm

2)迁移学习和联邦学习等算法

迁移学习是利用已有的知识来解决目标领域中知识

匮乏的问题,使用源域数据训练模型,再将模型迁移到目

标域中进行测试。 针对不平衡数据集,迁移学习通常是

对有标签的数据集进行训练,再将模型参数迁移到无标

签的数据集中进行测试,如图 7 所示。

图 7　 迁移学习示意图

Fig. 7　 The
 

structure
 

of
 

Transfer
 

Learning

迁移学习主要分为基于特征迁移、基于模型迁移和

基于样例迁移这 3 个基本类别[89] ,其中基于特征迁移和

基于模型迁移在不平衡数据分布下故障诊断研究中应用

较多。 Zheng 等[54] 在数据增强阶段,采用多尺度递进生

成对抗网络,通过迁移学习学习正常样本到故障样本的

分布映射关系,通过递进对抗训练稳定生成不同尺度的

故障样本,用于数据集增强。 Liu 等[27] 为了减少跨域诊

断困难,挖掘样本特征分布,构造了一种基于元数据的显

式权重自分配策略,用于样本权重的再平衡,以防止大类

别占主导地位和小类别过拟合。 这两个应用都属于基于

特征的迁移学习。 Xu 等[34] 将特征注意力增强机制应用

到迁移学习中,仅使用一种工况下不平衡样本进行训练,
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增强不平衡样本中域不变特征,将训练好的模型直接用

于其它工况的不平衡样本诊断,这是一种基于模型的迁

移学习。
针对不平衡数据,联邦学习作为一种多模型学习将

不同的本地数据集放入相同的模型中进行训练,再将训

练好的模型参数整合成中央模型,更新后的模型参数再

下发到本地进行训练。 通过迭代,每个本地数据集都能

获得较好的诊断结果,从而实现不平衡数据的故障诊断,
其原理如图 8 所示。 因为不涉及数据传输,联邦学习是

解决数据隐私性的一种途径。

图 8　 联邦学习算法示意图

Fig. 8　 The
 

schematic
 

of
 

federated
 

learning

2022 年,这种多模型学习法被提出用于解决不平衡

数据分布的故障诊断。 郭方洪等[12] 将电力变压器视为

不同本地数据集,使用联邦学习诊断故障,根据不同变压

器数据差异设置比例以减少非独立同分布数据集间的不

平衡性。 Sima 等[90] 提出一种基于迁移和联邦学习的边

缘云协作检测方法,该方法引入有标记数据集进行预训

练,将预训练的模型部署到每个变电站,并以联邦学习方

式进行微调,在云平台上进行全局聚合。
3. 6　 组合算法

　 　 除了上述方法以外,还有学者将上述两种或多种方

法组合使用以解决不平衡数据的故障诊断。 例如,将采

样和集成学习相结合,先通过采样平衡数据集,再应用集

成学习方法提高分类精度。 潘进等[91] 考虑到不同类别

的样本的分布密度不均, 对合成少数类过采样技术

(synthetic
 

minority
 

oversampling
 

technique,
 

SMOTE) 进行

了优化,使新合成的样本在密度集中的区域,避免合成噪

音数据,再将极端梯度提升( eXtreme
 

gradient
 

boosting,
 

XGBOOST)学习用于分类。 还有将特征提取和集成学习

相结合,黄子恒等[92] 将数据集小波变换重构去噪后,使
用经验模态分解将非平稳信号分解为若干个平稳信号,
提取时频特征后放入由 Focal 损失函数应用的 XGBOOST
算法和逻辑回归模型融合的极端梯度提升逻辑回归

(extreme
 

gradient
 

boosting-logistic
 

regression,
 

Xgblr) 模型

中进行分类。
3. 7　 诊断算法的场景适应性发展脉络

　 　 将不平衡分布的数据驱动故障诊断算法与不平衡分

布数据场景相对应,如表 3 所示。

表 3　 不平衡数据驱动算法的场景适应性典型文献

Table
 

3　 Literature
 

summary
 

of
 

data-driven
 

diagnosis
 

algorithms
 

and
 

applications
 

to
 

different
 

scenarios

算法模型 诊断场景 典型文献

多模型

学习

分类器

优化

生成模型

特征学习

重采样

组合方法

部分标签 文献[22,71-72]

新类识别 文献[74]

样本不均 文献[7,17,27,52-54]

样本稀少 文献[69]

样本不均 文献[37]

样本稀少 文献[16,66-67]

新类识别 文献[30-31,78]

样本不均 文献[6,11,25,32-33,40-45]

样本稀少 文献[29,55-56,58-63]

新类识别 文献[75-77]

样本不均 文献[14-15,46-51]

样本稀少 文献[64-65]

样本不均 文献[8-10,19-20,23-24,37-39]

样本稀少 文献[21,26,57,70]

样本不均 文献[12,34]

　 　 由表 3 可以看出,基于重采样的故障诊断方法主要

用于平衡样本不均的问题;而基于生成模型的故障诊断

方法、基于特征学习的故障诊断方法和基于多模型学习

的故障诊断方法用于解决标签的挑战。 除此之外,基于

多模型学习的故障诊断方法,特别是迁移学习,主要解决

仅有部分标签约束的故障诊断问题。 另外,基于重采样

的故障诊断方法、基于特征学习的故障诊断方法、基于特

征学习的故障诊断方法、基于生成模型的故障诊断方法

和基于多模型学习的故障诊断方法都可用于解决样本不

均的问题,而基于分类器优化的故障诊断方法主要解决

样本稀少故障诊断问题。
回顾 2012—2022 年间不平衡分布的数据驱动故障

诊断研究,总体上可以分为 3 个发展阶段:第 1 个阶段是

以支持向量机、重采样等为代表的浅层学习驱动的不平

衡诊断阶段;第 2 阶段是以自编码器、生成对抗网络等为

代表的全监督深度学习驱动的不平衡诊断阶段;第 3 阶

段是以新类识别为代表的研究标签缺失的半监督深度学

习的不平衡诊断阶段。 图 9 展示了不平衡分布的数据驱



190　　 仪　 器　 仪　 表　 学　 报 第 4 4 卷

动故障诊断研究发展脉络。 在具体的不同发展阶段,
Zhang 等[47] 于 2018 年在旋转机械不平衡数据故障诊断

中,使用了自编码器自动学习特征。 Cabrera 等[59] 和 Li
等[93]于 2019 年将生成对抗网络应用到不平衡数据故障

诊断研究中。 同年,Xu 等[28] 使用迁移学习解决不平衡

分布的故障诊断问题。 2021 年,Li 等[94] 提出了故障诊断

中新类识别的问题。

图 9　 不平衡分布的数据驱动故障诊断研究发展脉络

Fig. 9　 A
 

timeline
 

of
 

fault
 

diagnostics
 

driven
 

by
 

imbalanced
 

data
 

distribution

4　 主要的挑战

　 　 通过对不平衡数据驱动诊断场景及其算法的研究进

展进行分析,在不平衡数据驱动故障诊断领域,目前还存

在如下 5 个主要挑战。
1)

 

有效的诊断数据采集是不平衡数据驱动故障诊

断研究的基础性挑战。 在传统故障诊断数据采集的传感

器、数据传输网络等基础设施挑战的基础上,不平衡故障

诊断更多受到样本缺失或标签缺失的影响。 目前大部分

的研究中,虽然样本数量具有不平衡性,但样本标签基本

上是已知的。 然而在现实的故障诊断中,标签样本稀少

且难以获得。 不平衡数据往往带着样本标签的缺失,而
样本标签缺失导致模型识别更困难,诊断精度也更低。

2)
 

诊断精度和效果仍是不平衡数据驱动故障诊断

研究的主要挑战。 当前大部分不平衡样本约束的故障诊

断研究集中在样本不均上,甚至部分研究还停留在简单

的二分类阶段。 针对样本强不平衡甚至个别极端稀少的

样本,例如只有一个样本的情况,当前的研究仍然较少。
虽然这个挑战对其他故障诊断方法也很重要,但在数据

驱动故障诊断领域尤为突出。
3)

 

诊断模型可靠性的评价指标是不平衡数据驱动

故障诊断研究亟需解决的重点。 在大多数研究中,虽然

得出的实验结果精度较高,但是将数据集作为一个整体

统一诊断,未对不平衡数据中各类别的诊断精度分别进

行描述。 在实际生产中,不平衡数据集中一些类别的诊

断精度仍不高,这对平衡分布处理后的样本数据和样本

标签的可靠性提出了严峻的挑战。
4)

 

不平衡分布的数据驱动故障诊断模型的泛化能

力仍然存在挑战。 现有解决不平衡分布的诊断模型,主
要在测试集上进行测试,而测试集的选择本身具有一定

的局限性。 对于所建立的数据驱动的不平衡故障诊断模

型,由于缺乏与故障机理的有机联系,因此模型的可解释

性不足,导致诊断模型的泛化能力不确定或不明确。
5)

 

通用化的不平衡数据故障诊断模型仍具有挑战

性。 随着工业应用中各种不平衡诊断场景的涌现,需要

有效应对多模态、分布式、跨模型等需求。 未来的研究可

以更多地考虑通用化可裁剪的智能大模型,重点研究不

平衡故障诊断大模型的建模、训练、优化、裁剪、部署等关

键技术,进一步提升诊断通用性。

5　 展　 　 望

　 　 针对前述不平衡数据驱动故障诊断领域的主要挑

战,下一步的研究展望归纳如图 10 所示,具体描述如下。

图 10　 不平衡分布的数据驱动故障诊断的研究展望

Fig. 10　 Perspectives
 

of
 

fault
 

diagnostics
 

driven
 

by
 

imbalanced
 

distribution

1)
 

提升不平衡故障诊断的数据采集有效性。 随着

传感器技术的不断进步,可以利用多传感器数据采集更

全面的故障信息。 同时,为了解决不平衡数据带来的样
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本不平衡和标签不平衡问题,通过多模态融合技术将不

同类型的数据整合起来,以提供更充分的故障诊断信息。
此外,采用分布式计算技术可以实现跨多个设备和系统

的数据融合与处理,提高数据采集的效率和准确性。
2)

 

提高不平衡数据的故障诊断效率和诊断精度。
需要关注不平衡分布下故障诊断模型预处理复杂、训练

时间长、模型构建困难等问题,进一步研究,设计高效的

算法和模型结构,以降低计算成本和训练时间,并提高实

际应用中的效果。
3)

 

提升不平衡数据驱动故障诊断的可靠性。 首先,
模型要满足测试集的多样性,以覆盖各种真实工业场景,
提高泛化能力。 同时,要满足现实工业需求,将研究成果

有效地应用到实际故障诊断系统中。 此外,还需要应对

标签缺失和极少样本的挑战,研究如何在这些情况下构

建鲁棒性强的模型,以提高故障诊断的可靠性和鲁棒性。
4)

 

深入研究不平衡数据故障诊断的泛化能力及其

可解释性。 为了使模型的结果更容易理解和接受,增加

人们对模型的信任,需要研究模型的可解释性。 从此,人
工智能进入 3. 0 的时代。 同样,需要深入研究不平衡数

据故障诊断模型的可解释性。 为了提高不平衡数据故障

诊断的可解释性,需将数据驱动和机理驱动相结合,从而

更好地理解和解释故障诊断的结果。 同时,还应拓展泛

化能力的研究,以应对新的故障类型和未知情况下的准

确诊断。
5)

 

开展不平衡数据故障诊断的人工智能大模型研

究,进入不平衡数据故障诊断 4. 0。 为了进一步推动不

平衡数据下故障诊断的研究,可以开展人工智能大模型

的研究,将其应用于不平衡数据故障诊断领域。 这需要

构建通用化的诊断模型,解决内容生成模型在该领域的

适用性问题。 同时,还需要解决人工智能大模型的建模、
训练以及多模态、分布式、跨模型应用等技术问题,以推

动不平衡分布下数据驱动的故障诊断的进一步发展。

6　 结　 　 论

　 　 故障诊断是工业领域重要的研究内容,数据驱动的

故障诊断模型是工业系统可靠性和健康管理的有效手

段,随着科学技术的快速发展,不平衡数据驱动智能故障

诊断具有更高的研究价值。 通过对诊断算法和应用场景

两个方面对不平衡数据驱动故障诊断研究进展进行系统

的整理和总结,提出了目前研究面临的主要挑战,并对未

来的研究方向进行了展望,对数据驱动故障诊断的研究

与应用具有重要的参考价值。
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