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摘　 要:针对航空发动机螺栓存在背景复杂、目标小、且精细特征不明显的问题,本文研究了一种基于关键点检测的航空发动机

螺栓安装缺陷的自动化检测方法。 首先设计了基于 Faster
 

RCNN 和改进 CPN(AD-CPN)的级联卷积神经网络,实现了图像中螺

栓及二维关键点的检测,可判断该螺栓是否脱落、漏装。 为进一步检测螺栓的三维安装缺陷,通过欧氏距离选择策略对已检测

出的关键点进行双目匹配、筛选以获得检测点对,最后对检测点对三维重构,并计算出螺栓的实际长度,从而判断螺栓是否错

装。 实验结果表明,相较于 CPN,AD-CPN 的 mAP、AP50 、AP75 分别提升了 2. 9% 、3. 3% 、4% ;螺栓测量长度的相对平均误差约为

3. 0% ,可见该方法具有较高的缺陷检测准确率,有效保障了航空发动机的安全运行。
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Abstract:In
 

view
 

of
 

the
 

problems
 

of
 

complex
 

background,
 

small
 

target
 

and
 

inconspicuous
 

fine
 

features
 

of
 

aero-engine
 

bolts,
 

an
 

automated
 

detection
 

algorithm
 

of
 

aero-engine
 

bolt
 

installation
 

detection
 

based
 

on
 

key
 

points
 

detection
 

is
 

proposed.
 

First,
 

a
 

cascaded
 

convolutional
 

neural
 

network
 

based
 

on
 

the
 

Faster
 

RCNN
 

and
 

the
 

improved
 

CPN
 

(AD-CPN)
 

is
 

proposed
 

to
 

achieve
 

the
 

detection
 

of
 

bolts
 

and
 

2D
 

key
 

points
 

which
 

can
 

determine
 

whether
 

the
 

bolt
 

has
 

fallen
 

off
 

or
 

missed.
 

To
 

further
 

detect
 

the
 

3D
 

installation
 

detection
 

of
 

the
 

bolt,
 

the
 

Euclidean
 

distance
 

selection
 

strategy
 

is
 

introduced
 

to
 

match
 

and
 

screen
 

the
 

key
 

points
 

to
 

obtain
 

the
 

detected
 

point
 

pairs.
 

Finally,
 

the
 

3D
 

coordinates
 

of
 

the
 

key
 

points
 

are
 

calculated
 

by
 

using
 

binocular
 

stereo
 

vision
 

technology.
 

In
 

this
 

way,
 

it
 

can
 

judge
 

whether
 

the
 

bolt
 

is
 

wrongly
 

installed.
 

Compared
 

with
 

CPN,
 

the
 

mAP,AP50 ,
 

and
 

AP75
 of

 

AD-CPN
 

are
 

improved
 

by
 

2. 9% ,
 

3. 3% ,
 

and
 

4% ,
 

respectively.
 

In
 

addition,
 

the
 

relative
 

average
 

error
 

of
 

bolt
 

measurement
 

length
 

is
 

approximately
 

3. 0% .
 

It
 

can
 

be
 

seen
 

that
 

the
 

algorithm
 

could
 

enhance
 

the
 

accuracy
 

of
 

detection,
 

and
 

ensure
 

the
 

safe
 

operation
 

of
 

aero-engines,
 

which
 

has
 

great
 

practical
 

significance.
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0　 引　 　 言

　 　 目前我国的航空发动机制造业在进行紧固件装配检

测时,仍采用人工目视结合设备辅助检测的方式[1] 。 此

方法具有灵活性高、机动性强的优点,但由于航空发动机

结构复杂、零件规格多,在检测时会因人体生理疲劳而造

成分拣错误和故障误判,且效率低下。

随着计算机视觉的发展,基于图像的缺陷检测方法[2]

成为非接触式无损检测技术中的研究热点,有关螺栓的缺

陷检测方法也被相继提出。 用于行人检测的
 

Viola-Jones
 

框架被 Ramana 等[3] 成功迁移运用在了螺栓松动检测中。
深度学习技术也与时俱进应用于螺栓损坏检测,Gibbons
等[4]

 

提出了基于卷积神经网络螺栓损坏检测算法,将分类

部分更改为背景、正常螺栓与损坏螺栓 3 个类别,大大提

高了检测精度。 戚银城等[5] 针对输电线路螺栓类别差异
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小、特征提取难的问题,提出了一种双注意力机制方法,增
强了不同尺度、不同位置的视觉特征,从而降低了漏判、误
判率。 张姝等[6]则首先利用单步多框目标检测(single

 

shot
 

multibox
 

detector,SSD)切割出存在缺陷的螺栓的连接部

位,再通过用你只需看一次(you
 

only
 

look
 

once,YOLO)算

法检测缺陷螺栓,并增大螺栓在输电线路图像中的占比提

高了输电线路图像中螺栓缺陷检测精度。 但是目前已报

道的都只是基于螺栓图像的二维缺陷检测,因不能计算螺

栓实际长度,难以判断螺栓是否错装。
判断螺栓是否错装,可通过三维重建对螺栓进行三维缺

陷检测,而基于图像的三维重建依赖于关键点的检测。 尺度

不变特征转换(scale
 

invariant
 

feature
 

transform,
 

SIFT)[7] 、加
速稳健特征(speeded-up

 

robust
 

features,
 

SURF)[8] 、快速特征

点提取和描述(oriented
 

FAST
 

and
 

rotated
 

BRIEF,
 

ORB)[9]等

传统特征检测算法在金字塔模型不同层上检测关键点,
并将提取的关键点旋转到确定的特征点的方向上,再计

算以主方向为基础的坐标系统内的关键点的描述子以实

现特征点的检测与匹配。 Detone 等[10] 提出了基于兴趣

点检测器和描述子的自监督网络模型 SuperPoint,通过搭

建全卷积模型对全尺寸图像进行操作,并在一次前向扫

描中联合计算像素级兴趣点位置和相关描述子,以提高

特征点检测的重复性。 以上特征点检测算法检测出的特

征点多为角点、边缘点、暗区的亮点等突出点,不适合用

于计算螺栓长度的关键点获取,且由于航空发动机螺栓

图像中存在大量冗余信息,通过对图像中所有像素点进

行遍历来提取特征点,算法效率低下。
针对上述问题,本文提出了基于关键点检测的航空

发动机螺栓安装缺陷自动化检测方法。 首先通过级联卷

积 神 经 网 络 ( faster
 

region-based
 

convolutional
 

neural
 

networks
 

and
 

attention-deformable
 

convolution
 

cascaded
 

pyramid
 

network,
 

FC-Net)获得螺栓上下底面关键点的高

精度二维坐标,并依此判断螺栓是否脱落或漏装,即检测

螺栓是否存在二维缺陷;再基于欧氏选择策略对获取的

关键点进行匹配、筛选得到检测点对;最后基于双目立体

视觉技术计算螺栓长度,依此判断螺栓是否错装,从而实

现了螺栓二维、三维安装缺陷的自动化高效检测。

1　 螺栓安装缺陷检测总体框架

　 　 本文通过制备航空发动机螺栓数据集、构建了基于

级联卷积神经网络的关键点检测模型并设计基于双目立

体视觉的螺栓长度测量方法,搭建了螺栓安装缺陷检测

总体框架,实现了螺栓漏装、脱落、错装等二维及三维安

装缺陷检测。
由于航空发动机图像通常在工装现场采集,图像质

量易受打光影响,往往存在局部高反光的问题。 针对此

问题,在数据集制备模块通过采集多曝光图像序列,再将

融合后的图像作为初始数据集,提升了图像质量。
针对航空发动机图像特征不明显、语义信息难提取

的问题,本文提出了改进 CPN 网络( attention
 

deformable
 

convolution-cascaded
 

pyramid
 

network,
 

AD-CPN)。 根据已

有关键点检测模型的特点,通过在网络中嵌入多注意力

机制和可变形卷积,使新模型提取更丰富的语义信息,同
时加强了对难检测关键点特征的学习,进而提升了关键

点检测精度。
由于螺栓关键点检测模型预测得到的关键点为稀疏

点,通过传统双目特征点匹配方法进行匹配代价大,因此

本文提出了欧氏距离选择策略。 基于此来匹配、筛选关

键点,以获得用来计算长度的检测点对。

2　 基于级联卷积神经网络的关键点检测模型

　 　 为获得更为准确的螺栓关键点坐标,本文采用级联

卷积神经网络实现螺栓二维关键点检测。 其中目标检测

网络实现图像中螺栓的检测,获得其边界框坐标,作为后

续的关键点检测网络的先验信息。 接着使用关键点检测

网络预测每个螺栓关键点的二维坐标及类别信息。
2. 1　 螺栓检测网络的选择

　 　 在如表 1 所示的具有代表性的目标检测网络中,
YOLO[11] 、SSD[12]均属于一阶段目标检测网络,具有结构简

单、检测速度快的优点,
 

快速区域卷积神经网络( faster
 

region-based
 

convolutional
 

neural
 

networks,
 

Faster
 

RCNN)[13]

作为两阶段目标检测网络在检测精度尤其是在小目标检

测上具有一定的优势。 由于本文的研究对象为如图 1 所

示的航空发动机螺栓,属于小目标,且螺栓的检测精度其

关键点检测精度影响较大,因此本文选择平均精度值

(mean
 

average
 

precision,
 

mAP) 最高、且帧率( frames
 

per
 

second,
 

FPS)满足工程要求(2
 

Hz)的以 ResNet50[14] 为基

础卷积神经网络的 Faster
 

RCNN 网络实现螺栓检测。

图 1　 航空发动机螺栓图

Fig. 1　 Diagram
 

of
 

the
 

aero-engine
 

bolt
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表 1　 目标检测网络性能对比

Table
 

1　 Object
 

detection
 

network
 

performance
 

comparison

阶段 网络 mAP FPS / Hz

一阶段

两阶段

YOLOv1[11] 63. 4 45. 0

YOLOv2[15] 69. 0 91. 0

SSD300[12] 74. 3 46. 0

YOLOv3[16] 74. 5 45. 5

Fast
 

RCNN[17] 70. 0 0. 5

Faster
 

RCNN
 

VGG-16[13] 73. 2 7. 0

Faster
 

RCNN
 

ResNet[13] 76. 4 5. 0

2. 2　 基于改进 CPN 网络的关键点检测

　 　 螺栓的二维关键点检测选用级联金字塔( cascaded
 

pyramid
 

network,
 

CPN) 网络[18] 。 该网络采用两阶段架

构,由
 

GlobalNet
 

和
 

RefineNet
 

组成。 其中
 

GlobalNet 部分

利用 ResNet 提取特征,采用 FPN 结构进行特征融合,以
同时兼顾分辨率和语义信息。 在 RefineNet 中,通过在

GlobalNet 每层输出后设计不同数量的 botleneck 块,来提

取不同层的特征。 然后经过不同倍率的上采样后通过拼

接的方式来融合各层语义信息, 最后再经过一 个

bottleneck 输出预测结果。 除此之外,RefineNet 部分还采

用了 OHEM 技术,即在训练过程中对 loss 进行从大到小

排序,最后选择 top-k 个 loss 用于网络的反向传播,或者

说在一个样本生成的不同的 loss 中选择最大的 loss 样本

进行重复训练,使得网络更注重难样本的学习。
为了进一步提升 CPN 网络的性能,本文提出了改进

CPN 网络即 AD-CPN,其主要在以下两个部分对 CPN 网

络进行了提升。
1)基于多重注意力机制改进 GlobalNet
在计算机视觉中,注意力机制往往通过衡量权重并对

其进行重新分配来调节网络参数,从而使网络侧重学习图

像的关键特征。 为此,本文在 GlobalNet 部分引入卷积注

意力机制(convolutional
 

block
 

attention
 

module,
 

CBAM) [19]

和选择性核网络( selective
 

kernel
 

net,
 

SKNet) 注意力机

制[20] ,分别从通道、空间和卷积核 3 个角度生成自适应

权重,加强了对关键点特征的提取。 改进后的 GlobalNet
如图 2 所示。

(1)CABM 注意力机制

航空发动机图像各通道域中的包含的信息对关键点

坐标和类别预测的影响是各不相同的,但网络在提取和

处理通道域中的图像特征时采取权重等分的方式。 因

此,本文在 GlobalNet 部分引入通道注意力机制来解决通

道间信息差异性判别的问题。
对于具体的通道,每个像素点都会学习到相应的权

重,这些权重则代表该像素空间位置信息的重要程度。

图 2　 基于多重注意力机制的改进 GlobalNet
Fig. 2　 The

 

improved
 

GlobalNet
 

based
 

on
 

multiple
 

attention
 

mechanism

显然,在航空发动机螺栓图像中,不同像素点的重要程度

不同,例如位于螺栓底面的像素点比侧面的像素点更为

重要。 因此,通过引入空间注意力,将注意力矩阵附加在

原来的特征图上,增大重要的像素点特征提取,弱化无用

像素点特征。
综上,通过在 GlobalNet 部分引入 CBAM 注意力机

制,可使网络聚焦更有意义的特征,提升了关键点检测的

精度和效率。 CBAM 注意力机制结构如图 3 所示。

图 3　 CBAM 注意力机制结构

Fig. 3　 The
 

architecture
 

of
 

CABM
 

attention
 

mechanism

在本文方法中,将 GlobalNet 特征提取层 Conv1 输出

的特征图作为 CBAM 模块的输入 F,依次经过通道、空间

注意力机制模块。 CABM 注意力机制如式( 1)、( 2) 所

示,其中 F 为 CABM 的输入、 F1 为通道注意力部分的输

出、F2 为通道注意力部分的输出、MC 为通道注意力权

重、MS 为空间注意力权重。
F1 = MC(F)  F (1)
F2 = MS(F1)  F1 (2)
(2)SKNet 注意力机制

 

受视觉皮层神经元可根据受到的刺激来调节感受野

大小的启发,Li 等[20] 提出了 SKNet 注意力机制,通过在

神经网络中构建一种动态选择机制,即允许神经元根据
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输入自适应地调整其感受野大小,使得不同的输入图像

能够得到具有不同重要性的卷积核,加强语义信息的提

取,其结构如图 4 所示。

图 4　 SKNet 结构

Fig. 4　 The
 

architecture
 

of
 

SKNet

螺栓关键点的低层语义特征包含颜色、纹理等特征,
可用于区分关键点和背景;高层语义特征为关键点与周围

其他像素点的关联性,通过学习高层语义特征可进一步实

现关键点检测以及类别预测。 由于螺栓关键点的类别预

测高度依赖于高层语义特征,因此本文将 SKNet 注意力机

制嵌入至 GlobalNet 的 Conv2 _ X、 Conv3 _ X、 Conv4 _ X、
Conv5_X 层之后,对高层语义特征进一步提取,再将得到

的特征图和上一层上采样得到特征图进行融合,从而既

实现了语义特征的聚合,也保留了高分辨率。
2)基于可变形卷积改进 RefineNet
航空发动机螺栓图像中某些关键点的颜色特征、边

缘特征不明显,这导致在检测时难度加大,RefineNet 部

分主要对这些关键点着重检测。 为提高对非显现特征的

提取精度,本文在 RefineNet 的每个 botleneck 块中嵌入可

变形卷积[21] 。 与常规卷积相比,可变形卷积通过对特征

点添加位置偏移量,使得与卷积核相乘的特征点位置分

布不固定,可根据图像内容自适应改变,从而提升了网络

对未知变化的适应能力和泛化性能,在提取非显现特征

方面具有一定的优势。 可变形卷积与标准卷积的采样位

置如图 5 所示。

图 5　 卷积采样位置

Fig. 5　 The
 

location
 

map
 

of
 

convolution
 

sampling

可变形卷积运算公式如式(3)所示。
Yy0

= ∑
PR∈R

wPR
·Iy0+pR+ΔpR

(3)

其中, I 表示输入特征图;y0 表示输出特征图 Y 上的

每个位置;R表示卷积核;PR 表示R中的所有采样位置的

集合;ΔPR 表示偏移量。 具体操作过程为:首先通过普通

卷积操作获得特征图,再将特征图作为输入再次进行卷

积操作,此时使每个像素在 x、y 方向的偏移扩大为原来

的两倍,再利用双线性插值算法计算可变形卷积的偏

移量。
综上,通过基于 Faster

 

RCNN 和 AD-CPN 的 FC-Net
模型可获得螺栓上下底面关键点的二维坐标,将其与理

论安装模块对比可判断是否存在漏装、脱落等二维安装

缺陷。

3　 基于双目立体视觉的螺栓长度测量

　 　 然而,螺栓是否错装却无法通过 FC-Net 模型检测出

的螺栓二维关键点来判断,因此需要对二维关键点进行

三维重建,通过计算出螺栓的实际长度来实现。 双目立

体视觉技术与基于激光雷达获取点云数据、基于模型、基
于 Kinect 获取深度图像等三维重建技术相比,具有对硬

件要求低、成本低、实时性好、需处理数据少、计算复杂度

小等优点,所以本文利用双目立体视觉技术实现螺栓关

键点的三维重建。
3. 1　 欧氏距离选择策略

　 　 为获得更能还原螺栓三维信息的检测点对,需要对

预测得到的螺栓二维关键点进行匹配、筛选。 受最近邻

算法[22] 启发,本文提出了欧氏距离选择策略来解决此问

题。 具体操作如下。
1)关键点对的匹配

(1)在右视图中搜索与左视图螺栓关键点相匹配的

关键点,即遍历左、右视图的螺栓关键点集合,计算左右

视图螺栓中任意两个关键点的欧氏距离,计算公式如

式(4)所示。

dpq = (xrp - xlq)
2 + (yrp - ylq)

2 ,p,q ∈ [1,6] (4)
根据左视图螺栓关键点的类别信息不同,即 p 值不

同,将计算得到的欧氏距离值分为 6 组,记为: {d1q},
{d2q},…,{d6q},q ∈ [1,6]。

(2)计算各组欧氏距离值中的最小值,并将欧氏距

离取最小时的 q 值记为 qp。 则欧氏距离取最小时匹配的

关键点对记为{x lp,y lp),(xrqp,yrqp)},p,q ∈ [1,6]。
可依次求得左右视图螺栓所有的关键点对为 {(x lp,

y lp),(xrmp,yrmp)} 及对应的最小欧氏距离 dpmp
。

2)检测点对的筛选

若要计算螺栓长度,则需要位于同一底面且不共线

的 3 点以及另一底面上的 1 点,因此再基于左右视图螺

栓中两个关键点欧氏距离值越小,三维重建所得的空间
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点坐标更为准确的原理,对匹配得到的 6 对关键点对进

行筛选,获得满足上述要求且更能还原螺栓长度信息的

的 4 对检测点对。 记作: m li = (x li,y li),mri = (xri,yri),
i ∈ [1,4]。
3. 2　 螺栓长度计算

　 　 1)检测点对的三维坐标重建

根据双目立体视觉三角测量原理及空间三维点 Mi

与左右视图二维点m li 和mri 的关系,如式(5)、(6) 所示,
对筛选得到的检测点对进行三维重构获得其三维坐标,
记作 Mi = {x i,y i,zi},i ∈ [1,4],其中 λ l 和 λ r 为任意的

尺度因子,K l 和 Kr 为双目相机内参,(R l ,T l ) 和(Rr,Tr)
为双目相机外参。

λ lm li = K l(R l \T l )M i,i ∈ [1,4] (5)
λ rmri = Kr(Rr \Tr)M i,i ∈ [1,4] (6)
2)长度计算

根据空间中不共线的 3 点可以确定一个平面的原

理,利用最小二乘法拟合 M1、M2、M3 所在平面方程为

Ax + By + Cz + D = 0(C ≠ 0),其中 A、B、C为平面方程的

系数。 再求得 M4 到平面的距离,便可得到螺栓长度,计
算公式如式(7) 所示。

l =
Ax4 + By4 + Cz4

A2 + B2 + C2
(7)

4　 实验与结果分析

4. 1　 数据集的制备

　 　 1)双目立体视觉传感器的标定

本文需实现基于双目立体视觉技术的三维缺陷检

测,因此实验图像采用双目图像。 首先利用两个工业相

机搭建双目立体传感器,并对其进行双目标定,可获得两

个相机的内参矩阵 K1、K2,如式(8)、(9) 所示,以及旋转

矩阵 R、平移矩阵 T, 如式(10)、(11)所示。

K1 =
5

 

168. 100
 

0 0 1
 

227. 800
 

0
0 5

 

168 1
 

024. 300
 

0
0 0 1. 000

 

0

é

ë

ê
ê
ê

ù

û

ú
ú
ú

(8)

K2 =
5

 

129. 400
 

0 0 1
 

231. 600
 

0
0 5

 

129. 300
 

0 1
 

016. 800
 

0
0 0 1. 000

 

0

é

ë

ê
ê
ê

ù

û

ú
ú
ú

(9)

R =
0. 647

 

2 - 0. 085
 

5 0. 757
 

5
0. 028

 

2 0. 995
 

7 0. 088
 

2
- 0. 761

 

8 - 0. 035
 

7 0. 646
 

9

é

ë

ê
ê
ê

ù

û

ú
ú
ú

(10)

T =
- 260. 557

 

0
- 28. 271

 

3
88. 017

 

8

é

ë

ê
ê
ê

ù

û

ú
ú
ú

(11)

2)采集多曝光图像序列

航空发动机图像往往存在局部高反光的问题,使得

图像特征不明显,从而对后续实验产生干扰。 针对此问

题,本文由低到高共设置 11 组曝光时间,从左右两个视

角采集航空发动机中包含螺栓部位的多曝光图像序列,
并融合多曝光图像序列,如图 6 所示,可以看出此方法较

好的解决了航空发动机图像存在局部高反光问题。

图 6　 融合多曝光序列效果

Fig. 6　 Fusion
 

multi-exposure
 

sequence
 

renderings

利用融合后的多曝光图像构建数据集 BHKP1. 0,该
数据集包含 232 张图像,左右视图各 116 张。

为增加数据集的多样性,对 BHKP1. 0 数据集进行随

机剪裁、旋转、缩放等数据增强操作,共获得 280 张图像。
再将经数据增强后的数据集,按照 6 ∶ 2 ∶ 2的比例划分为

训练集、验证集和测试集,并对训练集和验证集的图像进

行标注,依此构建数据集 BHKP2. 0。
4. 2　 评价指标

　 　 1)螺栓检测部分:采用 mAP 作为评价指标。
2)关键点检测部分:使用 MS

 

COCO2017 数据集官方

给出 的 评 价 指 标: 关 键 点 相 似 度 ( object
 

keypoint
 

similarity,
 

OKS),如式(12)所示。

OKS =
∑ j

exp( - d2
j / 2s

2k2
j )δ(v j > 0)

∑ j
δ(v j > 0)

(12)

其中, d j 表示预测关键点坐标与标签值之间的欧氏

距离,v j 表示该关键点是否可视,
 

s 是检测目标的大小,v j
为每个关键点的衰减系数。

在实验中基于 OKS,使用 mAP、 阈值为 0. 5 时的平

均精度值 ( average
 

precision
 

IOU = 0. 5,
 

AP 50 )、阈值为

0. 75
 

时的平均精度值 ( average
 

precision
 

IOU = 0. 75,
AP 75)、平均召回率(average

 

recall,
 

AR)作为评价指标。
3)长度测量部分:采用相对误差作为评价指标。
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4. 3　 关键点检测模型的训练与验证

　 　 本文实验均使用 Ubuntu
 

18. 04. 6-64 位操作系统,型
号为

 

GeForce
 

RTX
 

3090 的 GPU,均以 PyTorch 为深度学

习框架,Python 为开发语言。
在实验中,优化算法采用随机梯度下降优化算法,权

重衰减设置为 0. 000 5,动量值设置为 0. 9。 在训练初始

阶段,采用学习率“热身策略”,即前 300 次迭代时学习率

由 0 线性增长至 0. 005,再在第 50、75 轮将学习率下调为

上一阶段的 1 / 10。
1)螺栓检测网络的训练与验证

为进一步验证螺栓检测网络选择的正确性,在自制

数据 集 BHKP2. 0 上 分 别 训 练 SSD300、 Faster
 

RCNN
(VGG16)、YOLOv3、Faster

 

RCNN(ResNet),并进行验证,
实验结果如表 2 所示。 可以看出,以 ResNet50 为基础卷

积神经网络的 Faster
 

RCNN 在验证集的 mAP 达 99. 8% ,
能准确检测图像中的螺栓。

表 2　 螺栓检测网络性能对比

Table
 

2　 Bolt
 

positioning
 

network
 

performance
 

comparison

网络 mAP

SSD300 86. 3

Faster
 

RCNN(VGG-16) 96. 4

YOLOv3 97. 6

Fast
 

RCNN(ResNet) 99. 8

　 　 2)AD-CPN 网络的训练与验证

本文通过融入多重注意力机制和可变形卷积对 CPN
网络模型进行了改进,通过消融实验对两种模块在自制

数据集上进行了验证,进一步比较两种模块对网络模型

的影响。 如表 3 所示,加入两种模块后,平均精度值有了

明显的提升。 其中,仅融入多重注意力模块( attention-
CPN,

 

A-CPN)时 mAP 提升了 1. 4% ,仅使用可变形卷积

(deformable
 

convolution-CPN,
 

D-CPN ) 时 mAP 提升了

0. 4% ,同时引入二者后, mAP 提升了 2. 9% ,除此之外,
AP50、AP75、AR 分别提升了 3. 3% 、4. 0% 、0. 6% 。 其中一

个螺栓二维关键点预测的可视化图如图 7 所示。

表 3　 AD-CPN 网络消融实验

Table
 

3　 The
 

ablation
 

experiment
 

of
 

AD-CPN
 

network

网络结构
多重注

意力

可变形

卷积
mAP AP50 AP75 AR

CPN 78. 6 85. 1 79. 5 86. 9

A-CPN √ 80. 0 87. 5 82. 0 87. 4

D-CPN √ 79. 0 87. 5 79. 0 86. 5

AD-CPN √ √ 81. 5 88. 4 83. 5 87. 5

图 7　 螺栓关键点预测结果

Fig. 7　 Prediction
 

of
 

key
 

points

　 　 由实验结果可知,引入注意力机制和可变形卷积后,
AD-CPN 网络性能得以提升。 因此通过 FC-Net 模型能准

确检测出体现螺栓长度关键点的二维坐标。
3)螺栓的长度计算及缺陷检测实验

通过螺栓检测结果判断该螺栓是否存在漏装、脱落

等二维安装缺陷。
进一步的,基于欧氏距离选择策略,对已检测出的二

维关键点进行匹配、筛选获得检测点对。 图 8 和 9 为本

文方法与其他传统及深度学习特征点检测方法的对比

图,可知本文方法可以准确检测并匹配、筛选,从而获得

能表示螺栓长度的检测点对。 再基于双目立体视觉技术

重建其三维坐标,进而计算螺栓长度,表 4 为 3 组双目图

像中螺栓长度的测量结果,测量相对误差约为 3. 0% ,证
明了该测量方法的有效性。

图 8　 其他特征点检测方法结果

Fig. 8　 The
 

results
 

of
 

other
 

feature
 

points
 

detection
 

methods

图 9　 本文检测方法结果

Fig. 9　 The
 

results
 

of
 

the
 

proposed
 

detection
 

method
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表 4　 螺栓长度的测量结果表

Table
 

4　 Measurement
 

results
 

of
 

the
 

bolt′s
 

length

图片 螺栓
是否漏装

/ 脱落

计算长度

/ mm
理论长度

/ mm
是否

错装

测量长度

/ mm
相对

误差 / %
平均相对

误差 / %

1

2

3

1 是

2 否 10. 21 10. 34 否 10. 34 1. 27

3 否 12. 76 10. 34 是 12. 14 5. 10

4 否 9. 90 10. 34 否 10. 34 4. 44

5 否 10. 48 10. 34 否 10. 34 1. 53

6 否 10. 16 10. 34 否 10. 34 1. 74

1 是

2 是

3 否 11. 97 12. 14 否 12. 14 1. 42

4 否 13. 75 12. 14 是 14. 56 5. 89

5 否 12. 41 12. 14 否 12. 14 2. 17

6 否 11. 37 12. 14 否 12. 14 6. 77

7 否 11. 98 12. 14 否 12. 14 1. 33

1 否 12. 09 12. 24 否 12. 24 1. 24

2 否 11. 86 12. 24 否 12. 24 3. 20

3 否 11. 99 12. 24 否 12. 24 2. 09

4 否 11. 56 12. 24 否 12. 24 5. 55

5 否 12. 36 12. 24 否 12. 24 0. 97

2. 81

3. 51

2. 68

图 10　 螺栓缺陷检测结果
Fig. 10　 Results

 

of
 

bolt
 

defect
 

detection

　 　 再将计算所得的螺栓长度与实际长度对比,判断是

否存在错装缺陷。 图 10 所示为图像中螺栓的安装缺陷

检测可视化结果。 虚线框表示存在漏装或脱落,点线框

表示错装,实线框表示该螺栓不存在二维、三维缺陷。 粗

实线框表示该螺栓只存在于 1 个视图中无法匹配
 

,可通

过改变拍摄视角解决此问题。 由图可以看出,本文提出

的方法可以同时实现螺栓二维、三维安装缺陷的自动化

检测。

5　 结　 　 论

　 　 本文结合深度学习与双目立体视觉技术实现了航空

发动机螺栓二维、三维安装缺陷的自动化检测,通过融合

多曝光图像序列有效解决了航空发动机图像局部多曝光

的问题。 并设计了基于 Faster-R-CNN 和改进 CPN( AD-
CPN)的 FC-Net,提高了螺栓二维关键点检测的精度;通
过欧氏距离选择策略对双目图像中关键点匹配、筛选,从
而实现基于双目立体视觉技术的螺栓长度测量。 并在自

制的航空发动机螺栓安装缺陷检测数据集下进行了实

验, AD-CPN 在 验 证 集 的 mAP、AP50、AP75 为 81. 5% 、
88. 4% 、83. 5% ,较原模型分别提升了 2. 9% 、3. 3% 、4% 。
螺栓长度测量的平均误差约为 3. 0% 。 且该方法已投入

实际应用,有效实现了航空发动机螺栓安装缺陷的自动

检测。
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