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摘　 要:膝骨关节炎(OA)是老年人活动受限和身体残疾的主要原因之一,对膝骨关节炎的早期发现和干预可以帮助病人减缓

OA 的恶化。
 

目前膝骨关节炎的早期发现通过 X 光片进行诊断,参照 Kellgren-Lawrence(KL)标准进行评分,但医师的评分相对

主观,不同医生存在差异。 膝骨关节炎的等级分类是个有序分类问题,序列罚权损失函数将距离真实类别越远的等级赋予了更

高的罚权,因此它更适合于膝骨关节炎的等级分类。 然而,已有工作中的罚权一旦给定,就不再变化,导致其训练模型常常达不

到期望的结果。 本文针对序列罚权损失的不足,提出一种自适应序列罚权调整策略,通过对每一个阶段(epoch)得到的混淆矩

阵,反向指导惩罚权重进行微调,使得罚权矩阵能够自适应调整。 进一步地,本文利用来自骨关节炎倡议组织(OAI)的 X 射线

图像数据,在 ResNet,VGG,DenseNet 以及 Inception 等几种经典的 CNN 模型上验证该方法的性能。 实验结果表明在膝骨关节炎

KL 分级任务上,本文提出的自适应序列罚权调整策略在初始罚权分差较小时,能够有效地提升模型分类精度( AC)与平均绝对

误差(MAE)。
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Abstract:Knee
 

osteoarthritis
 

(OA)
 

is
 

one
 

of
 

the
 

main
 

causes
 

of
 

activity
 

limitation
 

and
 

physical
 

disability
 

in
 

the
 

elderly.
 

Early
 

diagnosis
 

and
 

intervention
 

of
 

knee
 

osteoarthritis
 

can
 

help
 

patients
 

slow
 

down
 

the
 

deterioration
 

of
 

OA.
 

At
 

present,
 

the
 

early
 

diagnosis
 

of
 

knee
 

osteoarthritis
 

is
 

detected
 

by
 

X-rays
 

and
 

scored
 

according
 

to
 

the
 

Kellgren-Lawrence
 

(KL)
 

grade.
 

However,
 

doctors′
 

scores
 

are
 

relatively
 

subjective
 

and
 

vary
 

from
 

doctor
 

to
 

doctor.
 

Grade
 

classification
 

of
 

knee
 

osteoarthritis
 

is
 

a
 

matter
 

of
 

orderly
 

classification.
 

The
 

ordinal
 

penalty
 

loss
 

function
 

assigns
 

higher
 

penalty
 

weights
 

to
 

the
 

classes
 

that
 

are
 

further
 

away
 

from
 

the
 

ground
 

truth,
 

which
 

is
 

more
 

suitable
 

for
 

knee
 

osteoarthritis
 

classification.
 

In
 

existing
 

works,
 

the
 

penalty
 

weights
 

no
 

longer
 

change
 

during
 

training
 

procedure,
 

so
 

the
 

training
 

model
 

often
 

fails
 

to
 

reach
 

the
 

expected
 

results.
 

In
 

this
 

paper,
 

an
 

adaptive
 

ordinal
 

penalty
 

adjustment
 

strategy
 

is
 

proposed
 

to
 

address
 

the
 

shortcomings
 

of
 

the
 

ordinal
 

penalty
 

loss,
 

in
 

which
 

the
 

penalty
 

weights
 

are
 

automatically
 

tuned
 

in
 

reverse
 

according
 

to
 

the
 

confusion
 

matrix
 

obtained
 

at
 

each
 

stage
 

(epoch).
 

Furthermore,
 

the
 

performance
 

of
 

the
 

proposed
 

method
 

is
 

validated
 

on
 

several
 

classical
 

CNN
 

models
 

such
 

as
 

ResNet,
 

VGG,
 

DenseNet
 

and
 

Inception
 

by
 

X-ray
 

image
 

data
 

from
 

Osteoarthritis
 

Initiative
 

(OAI).
 

Experimental
 

results
 

show
 

that
 

the
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adaptive
 

ordinal
 

penalty
 

adjustment
 

strategy
 

proposed
 

in
 

this
 

paper
 

can
 

effectively
 

improve
 

the
 

classification
 

accuracy
 

( AC)
 

and
 

mean
 

absolute
 

error
 

(MAE)
 

of
 

the
 

model
 

when
 

the
 

initial
 

weight
 

score
 

difference
 

is
 

small.
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osteoarthritis;
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0　 引　 　 言

骨关节炎( osteoarthritis,
 

OA) 以关节软骨退变为主

要特征,是一种最为常见的关节炎形式,也是老年人活动

受限和身体残疾的主要因素之一[1] 。 影像检查是确定

OA 进展的重要工具, 其中以 X 光片和磁共振成像

(magnetic
 

resonance
 

imaging,
 

MRI) 最为常用。 在 OA 问

题中,膝关节 OA 引起的疼痛和其他症状严重影响了老

年人的生活质量。 但遗憾的是,没有任何治疗方案可以

抑制膝关节 OA 进展的退行性结构变化。 然而,早期的

发现和治疗可以帮助老年人延缓 OA 的发展,提高生活

质量。 MRI 可以反映膝关节的三维结构。 但是,MRI 只

有在大型医疗中心才具备,并且昂贵的检查费用使得

MRI 不适合用于常规膝关节 OA 的诊断。 相反,X 光检

查具有安全、成本低、普及性广等特点,一直被作为膝关

节 OA 检查的金标准。 世界卫生组织于 1961 年使用的

Kellgren-Lawrence
 

(KL)分级标准是最常用的膝关节 OA
严重程度分级系统[2] 。 KL 系统将膝关节 OA 严重程度

分为 5 个等级,分别以 0 级到 4 级来表示。
医师通常会检查扫描的膝关节 X 线图像,然后在很

短的时间内给出膝关节的 KL 等级。 诊断的准确性高度

依赖于医生的经验和细心。 此外,KL 分级的标准相对模

糊,可能的骨质增生和可疑的膝关节间隙狭窄被作为 KL
分级的标准,不同医生对同一膝关节图片可能会给出不

同的分级结果。 Culvenor 等[3] 进行的一项研究中,KL 内

评分者的可靠性在 0. 67 ~ 0. 73 之间。 这种医生分级的

低可靠性根源在于,由于标准的模糊性,很大的概率将膝

关节的 KL 等级误划为其附近的等级。 在临床诊断中,
将膝关节的等级误划为附近的等级(如 1 级至 2 级)远没

有将等级误划为远处的等级(如 1 级至 4 级) 严重。 因

此,将分级准确率作为唯一的评价指标是不够的。 受

Niu 等[4] 的工作启发,平均绝对误差(mean
 

absolute
 

error,
 

MAE)可作为衡量膝骨关节炎 KL 等级的另一个指标,该
指标能够更好的反映错判的严重程度。

对于膝骨关节炎 KL 等级的分类,早在 2009 年,
Shamir 等[5] 就提出了一种加权最近邻算法,但该方法需

要人工设计特征, 包括纹理特征、 切比雪夫统计量、
haralic 特征等。 近年来随着深度学习的发展, 已有

ResNet[6] 、VGG[7] 、Inception-V3[8] 和 DenseNet[9] 等较为成

熟的卷积神经网络(convolutional
 

neural
 

network,
 

CNN)分
类网络模型。 这些模型也已广泛应用到肝癌检测和糖尿

病视网膜病变检测等各种医学分类任务中[10-13] 。 相比而

言,深度学习在骨关节炎影像诊断的研究仍处于起步阶

段[14] 。 Antony 等[15-17] 在 KL 分级这个任务上尝试了基于

深度学习的方法,他们设计了一个新的 CNN 模型,并优

化交叉熵损失和均方误差损失的加权组合, 得到了

63. 6%的识别率[15] 。 Corriz 等[18] 提出了一种新颖的端到

端的卷积神经网络框架,利用 X 光图像自动量化膝关节

炎的严重程度,取得了 64. 3%的识别结果。 Tiulpin 等[19]

利用深度孪生卷积网络,对膝骨关节炎严重等级等级进

行评分,取得了 66. 7% 的结果。 Zhang 等[20] 提出了一种

注意力机制下的 CNN 膝骨关节炎 KL 等级分类模型,应
用 ResNet 首先从 X 光片中提取膝关节特征,然后与卷积

注意力模块提取的特征相结合,自动进行 KL 等级的

预测。
对难分样本施加更大的惩罚,是机器学习中的一种

常见做法,例如经典的 Adaboost 算法[21] 通过串行训练,
一步步地增大难分样本的惩罚权重,得到最终的学习器,
以提高学习器的性能。 Chen 等[22] 根据增大难分样本惩

罚权重的思路,提出了一个新的序列罚权损失,通过对距

离实际类别越远的等级分配更高的罚分,使得预测的 KL
评分能够更容易的趋近实际评分,并且利用不同的 CNN
网络模型验证其有效性。 但该方式的不足之处在于,罚
权矩阵无法随着训练过程进行自适应调整。

针对已有工作在膝骨关节炎 KL 等级自动分类上的

不足,本文提出一种序列罚权调整策略,通过对每一个阶

段(epoch)得到的混淆矩阵结果,反向指导惩罚权重的微

调,使得罚权矩阵能够进一步自适应的调整。 然后,我们

利用了几类经典的 CNN 模型在膝骨关节炎 KL 分级任务

上进行了验证,实验表明,所提出的自适应罚权调整策

略,在这些 CNN 模型上都表现出比交叉熵以及固定罚权

更好的膝骨关节炎 KL 分级性能,尤其在 MAE 指标上。

1　 材料与方法

1. 1　 数据集与预处理

本文用于评估膝关节 X 光的图像来自骨关节炎倡

议[22]( osteoarthritis
 

initiative,
 

OAI) ,这是一项针对膝关

节骨关节炎的多中心、纵向、前瞻性观察研究,旨在确

定 OA 发病和进展的生物标志物。 有 4
 

796 名年龄从

45 岁到 79 岁的参与者参加了这个检测。 在我们的研

究中,我们使用了来自 Chen 等[22] 公开的数据集,相关

的数据可以从 Github 的网站上获取, 相关链接为:
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https: / / github. com / PingjunChen / GradingKneeOA。
数据集包含 4

 

130 张 X 光图像,将所有膝关节 X 光

图随机的拆分为训练集、 验证集和测试集, 比例为

7 ∶1 ∶2。 拆分的过程保证训练集、验证集、测试集之间等

级分布相对稳定。 拆分后,膝关节测试集包含 828 张 X
光图像,其中 0 级图像 639 张,1 级 296 张,2 级 447 张,3
级 223 张,4 级 51 张。 各等级的样本和对应标准如图 1
所示。

图 1　 所有 KL 等级的膝关节样本以及对应标准

Fig. 1　 Knee
 

joint
 

samples
 

of
 

all
 

KL
 

grades
 

and
 

their
 

corresponding
 

criterion

1. 2　 序列罚权损失

KL 等级预测任务实质上是一个类别间具有渐进性的

问题,不同等级间存在顺序关系。 交叉熵损失作为深度学

习网络分类模型中的默认损失函数,对所有类别同等对

待,没有考虑到不同类别间的序列性。 假设 CNN 分类模

型中的 softmax 层输出 n 个类别概率为[p1,p2,…,pn]。
在膝骨关节炎 KL 分级这样的序列分类任务中,给定一

张真实等级为 m 的图像,我们期望输出的概率分布应当

满足如下两个性质。 1)pm 尽可能的接近 1. 0;
 

2) 对于任

意 k ∈ {1,…,n} \
 

{m},如果 | k - m | 较大时,那么相应

的 pk 应该更小。 传统的交叉熵损失只满足第一条性质。
因此,Chen 等[8] 提出了一种新的序列损失来满足这两个

属性。
Chen 等[22] 设计了一个序列罚权矩阵 W 来表示预测

等级与真实等级之间的惩罚程度。 W 是一个 n × n 的方

阵,其中 W ij ∈ W 代表预测等级 j 对真实等级 i 的惩罚权

重,这里 i,j ∈ {1,…,n}, 本文膝骨关节炎 KL 分级任务

当中, n = 5。 图 2 左下角的矩阵是序列罚权矩阵的一个

例子。 在本设计中,W 的第 i 行代表真实等级 i 的惩罚向

量, 容易得到的是,每个等级对自身的惩罚权重为 1,如
果离真实类别等级较远的等级,其对等级的惩罚权重应

当较高。 根据这个序列矩阵和 softmax 层的输出概率,得
出的序列损失可以定义为如下形式:

loss = ∑
n

j = 1
W ij·q j (1)

　 　 其中 i 是输入图像的真实等级, 而 q j 具有如下的

定义:

q j =
p j,

 

j ≠ i
1 - p j, j = i{ (2)

为了简化公式(1),使得模型能够按照 softmax 层输

出,重新对 W 进行修正,记为 W′, 其定义如下:

W′ij =
0, j = m
W ij + 1, 其他{ (3)

此时公式(1)等价于如下形式:

loss = ∑
n

j = 1
W′ij·p j (4)

在公式(4)中,可以直接使用 softmax 层输出的概率

计算损失误差。 图 2 展示了序列罚权损失的计算过程以

及交叉熵损失的情况。 由于惩罚矩阵 W 中的非对角线

元素可以设定权重,故将惩罚矩阵 W 命名为序列罚权矩

阵,损失命名为序列罚权损失。
1. 3　 自适应序列罚权矩阵调整策略

从上节可以看出,在 KL 等级预测任务中,序列罚权

损失可以很好的弥补交叉熵损失的不足,通过加大惩罚

权重的策略来得到更为理想的分类结果,这种思路既自

然又合理。 但存在的不足是,在网络的训练过程当中,序
列罚权矩阵始终保持不变,有待进一步改进。 序列罚权

矩阵提出的目的,是为了让距离真实类别等级较远的等

级误判较少,如图 2 左下角所示,其中 W ij 表示将真实标

签为 i 预测为 j 的惩罚权重。 当真实标签是等级 1 时,我
们希望将真实标签为 3 判错为 1 的个数远小于真实标签

为 0 和 2 判错为 1 的个数,这不是固定序列罚权矩阵能

做到的,因此有必要进一步对序列罚权矩阵做出自适应

的调整,得到对应的调整策略。
混淆矩阵恰好可以反映权重调整后的预测情况,按

照上面的描述,我们希望通过序列罚权矩阵得到更为有

效的预测,这一点可以体现在混淆矩阵沿着对角线元素

的左右方向呈现出单调递减的趋势。 基于这一点考虑,
我们提出了一种新的训练策略。

由于深度网络在一个 epoch 正好训练一遍所有的
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图 2　 序列罚权损失与交叉熵损失对比

Fig. 2　 Comparison
 

of
 

ordinal
 

penalty
 

loss
 

and
 

cross-entropy
 

loss

样本,所以在训练网络时,对一个 epoch 训练后实时统

计对应的混淆矩阵结果。 假设序列罚权矩阵以及对应

的训练结果如图 3 所示,可以看到,画出圆圈的两个位

置,没有达到预期的效果,距离真实类别等级越远的等

　 　 　 　

级,判错的个数呈现出递增的趋势。 一种可能的原因

是对应位置的惩罚权重不够大,此时继续固定序列罚

权矩阵存在着不合理性。 因此,应当给出对应的调整

方案。

图 3　 序列罚权矩阵与混淆矩阵示例

Fig. 3　 Example
 

of
 

ordinal
 

penalty
 

matrix
 

and
 

confusion
 

matrix

　 　 假设初始序列罚权矩阵如图 3( a)所示,当深度网络

完成一个 epoch 的训练后,得到了图 3( b)的结果。 根据

上述的讨论,可以看到画圆圈的两个结果不符合沿着主

对角元左右递减的规律,距离真实标签越远的判错个数
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呈现出递增的趋势,此时有必要重新调整序列罚权矩阵。
在本文中,我们给出一种修改序列罚权矩阵的方案。

首先通过混淆矩阵判断出异常元素的位置,如图 3( b)所

示的两个圆圈位置,其中的 119 和 98 两个元素违反了序

列性。 紧接着,对序列罚权矩阵中同样位置的权重进一

步加大惩罚。 我们认为,经过一个 epoch 训练后没有达

到预计效果的可能原因是由于对应位置的罚权不够大,
需进一步提高。

权重的修改将直接影响到下一个 epoch 训练的结

果,需要较为合理的方案。 若修改幅度过大,可能会使得

模型趋于震荡,因此,我们构思了调整序列罚权矩阵的一

种方案,如图 4 所示。

图 4　 自适应序列罚权矩阵调整示例

Fig. 4　 Example
 

of
 

adaptive
 

ordinal
 

penalty
 

matrix
 

adjustment

　 　 对于图 4 中圈出的元素,对其进行行和归一化,得
到对应的判错率矩阵 E。 判错率能很好的将样本不平

衡的类归一,把错误个数转换为相应权重比例。 但考

虑到将真实标签为 0 的图片错判为 2 的代价与错判为

1 的代价应该是不同的。 因此,在判错率的基础上,我
们定义了距离代价矩阵 D, 用来进一步区分距离真实

标签不同位置的判错率。 我们直接利用判错等级与真

实等级差的绝对值作为矩阵 D 元素的定义,代表着判

错的代价系数。 图中的+和☉分别代表矩阵的相加以

及矩阵对应元素的点乘,例如,将真实等级为 0 判错为

2 时,除了计算判错率 98 / 442 外,还需乘以 2,代表着与

判错为 1 代价的区别,这样加到初始的惩罚矩阵,完成

一次罚权的更新。
进入到下一个 epoch 后,仍重复上述的步骤,先计算

混淆矩阵,判断异常判错个数的位置,利用判错率矩阵以

及距离代价矩阵进行更新,重新训练网络。 直至训练到

最大的 epoch,停止对网络的训练。 然后利用验证集,选
择所有 epoch 中等级分类准确率最高的参数,作为最终

的模型。 最后将测试集带入模型进行准确率的计算。
图 5 展示了本文方法的流程图。

图 5　 本文方法

Fig. 5　 The
 

proposed
 

method
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1. 4　 KL 等级分类的 CNN 分类器

在本文中,我们在膝骨关节炎 KL 分级任务上对上

述这些经典的 CNN 分类网络进行微调,找到膝骨关节炎

KL 分级的最佳 CNN 模型。 此外,我们在多个不同架构

的 CNN 模型上比较所提出的自适应序列罚权损失与固

定罚权损失以及交叉熵损失的性能,检验所提出损失的

泛化能力。

2　 实验分析与讨论

为了验证本文提出方法的有效性,我们对交叉熵损

失,固定序列罚权损失以及本文的自适应系列罚权损失

进行数值实验对比。

2. 1　 数据集预处理及相关参数设定

用于 KL 分级的膝关节图像统一进行尺寸的裁剪,
然后进行均值为 0,方差为 1 的标准化处理。 裁剪后的

图像 在 Inception-V3 中 被 调 整 为 299 × 299, 而 在

ResNet、VGG 和 DenseNet 中被调整为 224 × 224。 它们

经过归一化处理后,被转换为三通道图像,作为 CNN 分

类器训练和测试的输入。 在同一组网络的训练中,均
设置了相同的随机种子,以确保 3 种方法的随机初始

参数相同。

2. 2　 模型评估指标

为了对比 3 种方法的结果,本文主要采用以下两个

评价指标,准确率(accuracy,
 

AC)以及 MAE,下面详细介

绍这两个指标。

AC = 1
n ∑

n

i = 1
δ(P i,T i) (5)

式中: P i 代表第 i 张图片的预测标签;T i 代表第 i 张图片

的真实标签;n 代表图片样本的总数。 δ 代表克罗内克函

数,其定义如式(6) 所示:

δ(P i,T i) =
1, P i = T i

0, 其他{ (6)

准确率只能作为模型效果的标准衡量指标,在前文

提到,对于 KL 等级分类任务,除了准确率外,医生更关

心判错类别与真实类别之间的距离,比如真实标签为 0,
将其判错为 4 的代价显然比判错为 1 的代价要高得多,
因此有必要用另外一个指标来衡量判错的代价程度。 平

均绝对误差恰好能够很好的刻画这一点, 其定义如

式(7)所示:

MAE = 1
n ∑

n

i = 1
P i - T i | (7)

显然,平均绝对误差指标越小,代表着模型的判错代

价越低,某种程度上比准确率指标更为重要。 注意到,本
文提出的自适应方法,首要的目标是为了增大错判样本

类别的罚权,进一步降低判错的代价程度。 因此,本文将

MAE 指标作为最重要的评价指标。
2. 3　 膝骨关节炎 KL 等级分类评估

按照文献[22]的建议,用于训练与测试的 KL 分级

膝关节图像分为人工标注图片以及自动检测图片。 其

中自动检测图片是根据目标检测 YOLO 算法进行定位

得到。 本文采用 AC 和 MAE 两个指标来评估分类结

果。 根据验证集上的分类精度,在训练中选择最佳的

模型。
为了验证本文提出方法的有效性,我们分别取 4 组

不同的初始序列罚权矩阵,其取值与文献[22] 相同,其
中 PD 代表分差如图 6 所示。

图 6　 4 组初始罚权矩阵

Fig. 6　 Four
 

groups
 

of
 

initial
 

ordinal
 

penalty
 

matrices

表 1 ~ 4 分别展示了图 6 的 4 组不同初始序列罚权对

应的实验结果。 其中 CE 代表交叉熵损失,Ordinal 代表

Chen 等[22] 提出的序列罚权损失,Proposed 代表本文提出

的方法。 从 4 个表的结果可以看出,MAE 指标结果的提

升较为明显,而 AC 指标则在不同的初始罚权间存在着

差异。
表 1 显示了所有模型在第一组初始序列惩罚矩阵的

分类性能。 在所有比较的 CNN 网络架构里,本文提出的

方法获得了令人满意的结果。 在人工标注数据方面,提
出的方法在七组基线对比模型中的 AC 和 MAE 指标分

别获得了六组与五组最优的结果; 并且本文提出的

VGG-16-Proposed 方法的准确率为 68. 6% ,平均绝对误差

为 0. 478,为所有基线方法中的最佳。 在自动标注数据

方面,VGG-16-CE 获得了最好的准确率,但本文提出的

VGG-19-Proposed 获得了最小的 MAE。
表 2 显示了与表 1 类似的结果。 尽管 VGG-19-CE

在人工标注数据获得了最好的准确率,但本文提出的

VGG-19-Proposed 获得了更小的 MAE。 自动标注数据的

结果比较一致,除了 DenseNet-161,剩余所有模型,本文
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　 　 　 　表 1　 不同最佳网络在人工和自动膝关节数据上的

膝关节 KL 分级比较(第 1 组罚权矩阵)
Table

 

1　 Knee
 

KL
 

grading
 

comparison
 

on
 

artificial
 

and
 

automatic
 

knee
 

data
 

by
 

different
 

optimal
 

networks
 

(Group
 

1
 

penalty
 

matrix)

方法
人工图片 自动图片

AC / % MAE AC / % MAE

ResNet-34-CE 65. 0 0. 653 64. 5 0. 656

ResNet-34-Ordinal 65. 1 0. 606 66. 7 0. 587

ResNet-34-Proposed 65. 8 0. 559 65. 7 0. 556

ResNet ResNet- 50-CE 63. 9 0. 681 64. 1 0. 656

ResNet- 50-Ordinal 65. 3 0. 576 66. 3 0. 586

ResNet- 50-Proposed 66. 1 0. 520 65. 6 0. 534

DenseNet-161-CE 66. 8 0. 550 65. 9 0. 564

DenseNet-161-Ordinal 66. 3 0. 481 65. 8 0. 500

DenseNet-161-Proposed 68. 1 0. 490 67. 7 0. 489

DenseNet DenseNet-169-CE 65. 8 0. 608 65. 4 0. 623

DenseNet-169-Ordinal 65. 4 0. 552 65. 3 0. 582

DenseNet-169-Proposed 67. 7 0. 501 67. 2 0. 513

VGG-16-CE 68. 4 0. 523 69. 9 0. 506

VGG-16-Ordinal 66. 5 0. 495 66. 9 0. 494

VGG-16-Proposed 68. 6 0. 478 67. 2 0. 466

VGG VGG-19-CE 68. 2 0. 560 68. 6 0. 548

VGG-19-Ordinal 67. 7 0. 491 68. 7 0. 477

VGG-19-Proposed 67. 9 0. 494 67. 8 0. 474

Inception-V3-CE 66. 3 0. 589 67. 6 0. 547

Inception Inception-V3-Ordinal 65. 5 0. 514 65. 9 0. 479

Inception-V3-Proposed 66. 4 0. 507 66. 8 0. 477

提出的方法均得到了更好的结果。 从表 1 和 2 的结果可

以看出,当初始罚权的分差较为接近时,本文提出的方法

在 AC 与 MAE 指标上的提升较为稳定。
表 3 与 4 中的初始罚权分差间隔均较大,从它们的

结果来看,本文提出方法在 AC 指标上的表现较不稳定,
表 3 的人工标注数据仅三组 AC 结果最优,表 4 中仅两组

最优。 但可以看到,几乎所有 MAE 的最优结果均为本文

提出的方法,说明本文提出的自适应策略能够有效的降

低 MAE 指标。
综上所示,本文提出的自适应策略,更适合于初始权

重分差较低的矩阵。 究其原因,可能是由于初始权重的

分差较小时,本文的方法可以加大权重惩罚的力度,进一

步改进算法。 而对于初始分差间隔较大的权重,序列损

失已经对目标函数增加了足够的惩罚,再利用本文的方

法进行调整,难以起到有效的改进。

表 2　 不同最佳网络在人工和自动膝关节数据上的

膝关节 KL 分级比较(第 2 组罚权矩阵)
Table

 

2　 Knee
 

KL
 

grading
 

comparison
 

on
 

artificial
 

and
 

automatic
 

knee
 

data
 

by
 

different
 

optimal
 

networks
 

(Group
 

2
 

penalty
 

matrix)

方法
人工图片 自动图片

AC / % MAE AC / % MAE

ResNet-34-CE 63. 8 0. 679 62. 8 0. 664

ResNet-34-Ordinal 65. 6 0. 613 64. 9 0. 649

ResNet-34-Proposed 65. 4 0. 533 65. 3 0. 554

ResNet ResNet- 50-CE 63. 3 0. 618 66. 3 0. 599

ResNet- 50-Ordinal 65. 8 0. 548 64. 7 0. 575

ResNet- 50-Proposed 66. 1 0. 542 65. 5 0. 519

DenseNet-161-CE 65. 0 0. 556 66. 6 0. 560

DenseNet-161-Ordinal 64. 8 0. 556 65. 7 0. 537

DenseNet-161-Proposed 68. 4 0. 459 66. 3 0. 482

DenseNet DenseNet-169-CE 65. 8 0. 638 65. 7 0. 630

DenseNet-169-Ordinal 64. 9 0. 566 66. 0 0. 577

DenseNet-169-Proposed 66. 5 0. 496 68. 4 0. 499

VGG-16-CE 68. 1 0. 489 68. 7 0. 493

VGG-16-Ordinal 68. 1 0. 484 69. 2 0. 474

VGG-16-Proposed 68. 9 0. 454 70. 2 0. 447

VGG VGG-19-CE 69. 7 0. 531 69. 2 0. 537

VGG-19-Ordinal 68. 2 0. 443 68. 4 0. 436

VGG-19-Proposed 69. 1 0. 424 69. 5 0. 431

Inception-V3-CE 66. 1 0. 570 66. 4 0. 556

Inception Inception-V3-Ordinal 67. 0 0. 560 67. 1 0. 540

Inception-V3-Proposed 67. 4 0. 487 68. 2 0. 474

表 3　 不同最佳网络在人工和自动膝关节数据上的
膝关节 KL 分级比较(第 3 组罚权矩阵)

Table
 

3　 Knee
 

KL
 

grading
 

comparison
 

on
 

artificial
 

and
 

automatic
 

knee
 

data
 

by
 

different
 

optimal
 

networks
 

(Group
 

3
 

penalty
 

matrix)

方法
人工图片 自动图片

AC / % MAE AC / % MAE

ResNet-34-CE 62. 9 0. 733 62. 6 0. 726

ResNet-34-Ordinal 63. 2 0. 556 64. 7 0. 551

ResNet-34-Proposed 64. 7 0. 484 65. 3 0. 504
ResNet ResNet- 50-CE 63. 7 0. 639 64. 0 0. 626

ResNet- 50-Ordinal 66. 7 0. 582 66. 2 0. 565
ResNet- 50-Proposed 66. 2 0. 548 64. 6 0. 529

DenseNet-161-CE 65. 8 0. 569 66. 2 0. 534
DenseNet-161-Ordinal 65. 1 0. 536 64. 4 0. 487
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续表 3

方法
人工图片 自动图片

AC / % MAE AC / % MAE

DenseNet-161-Proposed 64. 0 0. 528 64. 1 0. 463
DenseNet DenseNet-169-CE 66. 5 0. 610 66. 3 0. 615

DenseNet-169-Ordinal 64. 9 0. 608 66. 2 0. 614
DenseNet-169-Proposed 67. 5 0. 603 68. 0 0. 611

VGG-16-CE 67. 9 0. 500 68. 3 0. 491
VGG-16-Ordinal 66. 4 0. 500 69. 2 0. 463

VGG-16-Proposed 68. 8 0. 435 68. 9 0. 438
VGG VGG-19-CE 68. 4 0. 498 68. 0 0. 523

VGG-19-Ordinal 70. 0 0. 410 69. 9 0. 436
VGG-19-Proposed 68. 2 0. 450 69. 4 0. 429
Inception-V3-CE 67. 7 0. 583 69. 3 0. 542

Inception Inception-V3-Ordinal 65. 7 0. 517 67. 3 0. 512
Inception-V3-Proposed 67. 5 0. 481 66. 8 0. 502

表 4　 不同最佳网络在人工和自动膝关节数据上的

膝关节 KL 分级比较(第 4 组罚权矩阵)
Table

 

4　 Knee
 

KL
 

grading
 

comparison
 

on
 

artificial
 

and
 

automatic
 

knee
 

data
 

by
 

different
 

optimal
 

networks
 

(Group
 

4
 

penalty
 

matrix)

方法
人工图片 自动图片

AC / % MAE AC / % MAE

ResNet-34-CE 66. 4 0. 585 65. 4 0. 652
ResNet-34-Ordinal 65. 8 0. 550 64. 9 0. 580

ResNet-34-Proposed 64. 3 0. 513 68. 5 0. 548
ResNet ResNet- 50-CE 65. 2 0. 618 65. 3 0. 598

ResNet- 50-Ordinal 62. 7 0. 591 62. 8 0. 590
ResNet- 50-Proposed 63. 2 0. 563 63. 1 0. 581

DenseNet-161-CE 66. 6 0. 519 66. 6 0. 524
DenseNet-161-Ordinal 65. 2 0. 524 64. 1 0. 529

DenseNet-161-Proposed 66. 9 0. 515 67. 5 0. 509
DenseNet DenseNet-169-CE 65. 5 0. 572 65. 8 0. 589

DenseNet-169-Ordinal 61. 2 0. 570 61. 9 0. 567
DenseNet-169-Proposed 64. 0 0. 481 64. 4 0. 490

VGG-16-CE 66. 8 0. 538 68. 5 0. 525
VGG-16-Ordinal 68. 0 0. 431 68. 6 0. 430

VGG-16-Proposed 69. 1 0. 428 69. 6 0. 422
VGG VGG-19-CE 66. 6 0. 511 67. 3 0. 496

VGG-19-Ordinal 68. 1 0. 450 67. 8 0. 436
VGG-19-Proposed 67. 4 0. 464 68. 0 0. 432
Inception-V3-CE 66. 5 0. 563 67. 0 0. 550

Inception Inception-V3-Ordinal 63. 4 0. 550 63. 8 0. 520
Inception-V3-Proposed 65. 8 0. 506 66. 0 0. 511

3　 结　 　 论

本文提出了一种自适应调整策略,采用新颖的序

列罚权损失进行膝骨关节炎的 KL 自动分级。 在膝骨

关节炎 KL 分级任务中,使用经典的 CNN 分类器模型

进行验证。 与传统的交叉熵损失以及固定的序列罚权

损失相比,所提出的自适应策略进一步提高了分类性

能,尤其能够有效的降低预测标签与真实标签之间的

MAE 值,说明该策略在 KL 分级任务中的潜力。 实验

结果表明,本文提出的自适应序列罚权调整策略在初

始罚权分差较小时,能够有效地提升四类经典 CNN 网

络的 分 类 精 度 与 平 均 绝 对 误 差 性 能。 与 ResNet、
DenseNet 以及 Inception 的网络相比,微调后的 VGG 模

型取得了最好的分类性能。
　 　 本文的自适应策略在初始权重分差较大时,准确率

的提升不理想,后续我们将研究改进的策略,以获得更好

的提升效果。 此外,拟通过增加学习样本数量和模型组

合等方法,进一步提高模型识别准确率,为膝骨关节炎的

KL 自动分级提供更好的辅助诊断。
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