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摘　 要:膝关节磁共振图像的自动分割具有重要的临床需求,图像中分割目标的大小不同为精准分割带来了挑战。 基于深度

学习,提出一种端到端的 DRD
 

U-Net。 以残差模块作为基本模块,增加了对特征的复用能力。 利用并行的扩张卷积模块获取

不同的感受野,克服了 U-Net 模型单一感受野的局限性,提高了对不同大小目标的分割能力。 设计多输出融合的深监督模

块,直接利用不同层次的特征实现了信息互补,提高了分割区域的连贯性和准确性。 在 OAI-ZIB 数据集上测试,平均分割表

面距离为 0. 2
 

mm,均方根表面距离为 0. 43
 

mm,豪斯多夫距离为 5. 22
 

mm,平均戴斯系数( DSC) 为 93. 05% ,重叠误差为

3. 86% 。 相比于基线 U-Net 和其他现有模型,所提方法在膝关节股骨、胫骨、股骨软骨、胫骨软骨的分割方面都取得了更高的

精度。
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Abstract:Auto-segmentation
 

of
 

the
 

knee
 

joint
 

in
 

magnetic
 

resonance
 

(MR)
 

images
 

is
 

significant
 

for
 

clinical
 

requirements.
 

However,
 

it
 

is
 

challenging
 

due
 

to
 

that
 

the
 

segmentation
 

targets
 

have
 

dramatically
 

different
 

sizes.
 

In
 

this
 

study,
 

an
 

end-to-end
 

DRD
 

U-Net
 

is
 

proposed,
 

which
 

is
 

based
 

on
 

the
 

deep
 

learning
 

framework.
 

The
 

residual
 

module
 

is
 

used
 

as
 

the
 

basic
 

module
 

in
 

the
 

U-Net
 

model,
 

which
 

increases
 

the
 

ability
 

of
 

reusing
 

feature
 

maps.
 

The
 

parallel
 

dilated
 

convolution
 

modules
 

are
 

used
 

to
 

achieve
 

different
 

receptive
 

fields,
 

which
 

can
 

overcome
 

the
 

limitations
 

of
 

single
 

receptive
 

field
 

in
 

the
 

U-Net
 

model
 

and
 

effectively
 

improve
 

the
 

segmentation
 

capability
 

with
 

targets
 

of
 

different
 

sizes.
 

The
 

multi-output
 

fusion
 

deep
 

supervision
 

module
 

is
 

designed
 

to
 

directly
 

utilize
 

the
 

feature
 

maps
 

of
 

different
 

levels.
 

In
 

this
 

way,
 

the
 

information
 

complementarity
 

is
 

obtained,
 

the
 

consistency
 

and
 

accuracy
 

of
 

the
 

segmented
 

regions
 

are
 

improved.
 

The
 

proposed
 

algorithm
 

is
 

evaluated
 

by
 

using
 

the
 

public
 

OAI-ZIB
 

data
 

set.
 

The
 

average
 

segmented
 

surface
 

distance
 

is
 

0. 2
 

mm,
 

the
 

root
 

mean
 

square
 

surface
 

distance
 

is
 

0. 43
 

mm,
 

the
 

Hausdorff
 

distance
 

is
 

5. 22
 

mm,
 

the
 

average
 

dice
 

similarity
 

coefficient
 

( DSC)
 

is
 

93. 05% ,
 

and
 

the
 

volume
 

overlap
 

error
 

is
 

3. 86% .
 

Compared
 

with
 

the
 

conventional
 

U-Net
 

and
 

other
 

currently
 

available
 

models,
 

the
 

proposed
 

DRD
 

U-Net
 

has
 

better
 

segmentation
 

accuracy.
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0　 引　 　 言

骨关节炎是一种慢性退行性关节疾病,导致患者的

膝关节疼痛和运动障碍。 据统计,我国 40 岁以上中老年

人双膝骨关节炎患病率达 15. 6% [1] 。 一方面,膝关节软

骨的体积和厚度是早期膝关节炎检测的关键指标之一,
也是膝关节炎分级的重要参考[2] 。 另一方面,对于晚期

膝关节炎患者,疼痛逐渐加重,甚至生活无法自理,需要

进行人工膝关节置换术,在机器人辅助人工膝关节置换

术中,利用已经分割的患者术前膝关节医学图像,可以进

行个性化的假体设计和术前规划,以提高手术的成功

率[3] 。 因此,膝关节图像的分割对膝关节疾病的检测、治
疗与康复都起着关键作用。

磁共振
 

(magnetic
 

resonance,
 

MR)
 

图像可以清楚地

显示关节软骨和骨骼等部位,通常由经验丰富的医生逐

层进行分割,这可能需要几个小时,而且由于人为误差和

主观因素,不同分割者之间和同一分割者不同时期分割

结果的可变性相当高[4] ,临床上迫切需要计算机辅助分

割方法。 依照膝关节手术术前规划和个性化假体设计的

要求,MR 图像中待分割的部位包括股骨( femur
 

bone,
 

FB)、股骨软骨( femur
 

cartilage,
 

FC)、胫骨( tibia
 

bone,
 

TB)
 

和胫骨软骨(tibia
 

cartilage,
 

TC)共 4 类。
 

典型的全自动分割方法分别是基于图谱、基于模型

和基于像素分类的方法。 Tamez-Pena 等[5] 提出利用多图

谱来分割膝关节软骨,把手动分割的多套 MR 图像作为

参考图像,将待分割的 MR 图像与所有参考图像进行仿

射变换配准,得到多个分割图像,经过边界匹配和离群值

检测等后处理,逐像素投票获得最终的分割结果。 Seim
等[6] 利用统计形状模型(statistical

 

shape
 

modelling,
 

SSM)
和广义霍夫变换来分割膝关节,从 60 套 MR 图像中训练

得到“金标准” 的 SSM,将待分割图像的胫骨和股骨的

SSM 与“金标准”进行拟合,然后代入软骨厚度的先验知

识,使用多目标和图优化来分割软骨。 尽管基于图谱和

SSM 的方法都能实现自动的膝关节分割,但是由于这两

种方法都依赖于膝关节形状的先验知识,当患者个体差

异较大时,这两种算法均不能得到满意的结果,并且计算

量大,分割时间长。 此外,Zhang 等[7] 提出使用支持向量

机 ( support
 

vector
 

machine,
 

SVM ) 和 判 别 随 机 场

(discriminative
 

random
 

fields,
 

DRF)的混合模型来进行逐

像素的分类,采用了多种类型的 MR 图像以便结合多视

角信息,在经过配准、灰度值标准化和直方图匹配等预处

理后,提取图像中包含外观和形状信息在内的局部结构

特征以及全局几何特征,训练提取的特征和与之对应的

标签得到分类模型,并在推理过程中使用循环信念传播

(loopy
 

belief
 

propagation,
 

LBP)算法,但当只有一种类型

的 MR 图像时,算法精度会明显下降。
近年来, 随着卷积神经网络 ( convolutional

 

neural
 

network,
 

CNN)在医学图像分析领域的发展和应用,基于

深度学习的方法已经成为医学图像分割中切实可行的方

法[8-9] 。 基于深度学习的分割方法是属于像素分类的一

种,传统的基于像素分类的方法通常使用手工特征,而基

于深度学习的方法能够自主学习图像特征,并且将特征

提取和像素分类相结合,在训练过程中相互促进,因此分

割精度也较传统算法高。 Prasoon 等[10] 提出了利用 3 个

二维 CNN 从 MR 图像中分割软骨的方法,3 个网络分别

对应 MR 图像的 3 个切面(矢状面、冠状面和横断面),投
票产生最终的分割图像,但实验中仅仅分割了胫骨软骨。
Lee 等[11] 为了提高 CNN 对小目标(软骨)的分割能力,将
膝关节的分割分为两个独立的网络,同时网络的输入均

是由数张连续切片组成,以考虑更多的上下文信息。 此

外,与文献[10] 类似,也采用多切面分割的方法提高准

确率。 Zhou 等[12] 将 CNN 与三维可变形模型和条件随机

场(conditional
 

random
 

fields,
 

CRF) 相结合,以后处理的

方式对膝关节分割结果做精细化处理。 Ambellan 等[13]

在二维 CNN 分割的基础上,利用 SSM 和三维 CNN 调整

股骨和胫骨的分割结果, 然后在提取的感兴趣区域

(region
 

of
 

interest,
 

ROI)上使用三维 CNN 分割软骨,但是

对于使用非端到端的分割方法,不仅推理阶段时间长而

且训练也相对来说更加复杂。
在医生的干预下,通过人机交互可以使用多种算法

实现 MR 图像的半自动分割,半自动方法旨在减少分割

过程中用户的交互量,同时允许用户提供一定程度的监

督,以调整算法的收敛方向。 常见的半自动方法有活动

轮廓模型[14] 、区域增长[15] 以及分水岭算法[16] 等。 但是

由于膝关节 MR 图像中软骨与周围组织的对比度低,而
且对于严重膝关节炎患者来说,软骨不仅薄且不连续,使
用半自动方法时需要更多的交互才能完成膝关节图像的

分割。
经过上述分析,相比较于传统的半自动 / 自动分割算

法,基于 CNN 的医学图像分割算法不仅速度快而且精度

高。 本文在 U-Net 编-解码架构的基础上,针对膝关节

MR 图像中有着不同大小的分割目标,设计多尺度上下

文特征提取模块以及多输出融合模块,并加强特征的复

用,提出端到端的 DRD
 

U-Net(dilated
 

residual
 

and
 

deeply-
supervised

 

U-Net)用于膝关节图像的分割。

1　 DRD
 

U-Net 算法

Ronneberger 等[17] 提出了轻量型 U-Net,该网络主要

用来进行生物医学图像的分割。 图 1 所示为膝关节 MR
图像。 本文在 U-Net 模型的基础上,结合膝关节图像的
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特点,提出了改进的 DRD
 

U-Net 模型以及其核心模块的

设计方法。

图 1　 膝关节图谱

Fig. 1　 The
 

knee
 

with
 

an
 

atlas
 

for
 

reference

1. 1　 基本 U-Net 模型

本质上,U-Net 属于编-解码模型,如图 2 所示。 在编

码阶段,网络通过级联的卷积模块提取图像的特征信息,
并通过对特征图进行最大池化操作以降低分辨率,这样

可以增大卷积操作的感受野和获取更多的全局信息。 具

体来说,编码阶段由 4 个小模块组成,每一个小模块包含

两个级联的 3×3 卷积,其感受野的大小与一个 5×5 的卷

积核相同,但能大大减少参数量,随后使用最大池化操作

将特征图的分辨率减半,此外在每个小模块中都将通道

数加倍,以获取更多的高层语义特征。 在解码阶段,采用

与编码阶段相对称的设计,只是将最大池化操作替换为

反卷积操作以恢复特征图的分辨率,同时在每个小模块

中将通道数减半。

图 2　 基本 U-Net 模型结构

Fig. 2　 Structure
 

of
 

the
 

basic
 

U-Net
 

model

U-Net 网络中的核心操作是在编码层和解码层之间

引入跳跃连接,以减少编码阶段进行的池化操作造成的

底层特征信息的丢失。 但即使在解码阶段对高层语义特

征进行反卷积操作,也很难恢复底层特征所包含的空间

信息[18] 。 高层特征有助于像素分类,底层特征有助于生

成精细的边界,跳跃连接通过将编-解码层中对应阶段的

底层细节特征和高层语义特征直接拼接起来,再通过卷

积操作进行特征的压缩和融合,最终实现高质量的分割。
1. 2　 DRD

 

U-Net 模型

虽然 U-Net 在生物医学图像领域取得了很好的效

果,但仍有可改进的地方。 本文提出的 DRD
 

U-Net 如

图 3 所示,为了实现特征复用和降低优化难度,将原本的

卷积模块替换为残差模块[19] 。 由于存在大小不一的分

割目标, 添加多尺度上下文特征提取模块[20] ( atrous
 

spatial
 

pyramid
 

pooling,
 

ASPP),利用具有不同感受野的

卷积操作获取丰富的上下文信息。 在多输出融合的深监

督模块中融合不同 Sk 的输出图,其中 Sk 为跳跃连接和

随后的特征融合压缩,k∈[1,2,3,4],实现多层次特征的

互补,提高分割精度。

图 3　 本文提出的 DRD
 

U-Net 模型结构

Fig. 3　 Structure
 

of
 

the
 

proposed
 

DRD
 

U-Net
 

model

1. 3　 残差模块

CNN 的深度至关重要,增加网络深度可以提高网络

的表现。 但是,一味增加网络深度可能导致梯度消失 / 爆
炸,以至于无法训练。 同时也发现,仅仅增加层数的深层

CNN 的效果反而没有相应的浅层 CNN 的效果好,即

CNN 的性能随层数的增加出现了“退化”问题。 为此,He
等[19] 提出了深度残差网络。

残差模块降低了神经网络的优化难度,使网络易于

训练,而且残差连接有助于特征的复用,使深度网络在不

退化的同时也提高了性能。 图 4( a) 所示为 U-Net 中的

基本 模 块, 图 4 ( b ) 所 示 为 结 合 了 BN ( batch
 

normalization)操作的残差模块,所使用的激活函数为

ReLu。 由于在残差模块中发生了维度的变化,即输入的

通道数和输出的通道数不匹配,无法直接相加,因此,使
用 1×1 卷积完成通道数的变换,同时,1×1 的卷积不引入

过多的参数。
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图 4　 本文采用的残差模块与基本模块的对比

Fig. 4　 Comparison
 

of
 

the
 

residual
 

module
 

used
 

in
 

this
 

paper
 

with
 

the
 

basic
 

module

1. 4　 多尺度上下文特征提取模块

在 U-Net 网络中,使用最大池化对特征图做下采样

操作,可以在保持较小卷积核的同时增大卷积操作的感

受野,但也在一定程度上损失了空间位置信息。 如果不

做下采样操作,而是使用较大的卷积核,会带来成倍的参

数增长。 因此,本文中引入了扩张卷积,如图 5 所示。
图 5(a)所示为卷积核大小为 3,扩张率为 1,步长为 1 的

二维卷积,等价于常规卷积,此时的感受野为 3×3 区域,
参数量为 9,图 5(b)所示为卷积核大小为 3,扩张率为 2,
步长为 1 的二维卷积,除了蓝点位置,其余位置的权重均

为 0,虽然此时的参数量仍为 9,但其感受野大小为 7×7。

图 5　 扩张卷积的感受野

Fig. 5　 The
 

receptive
 

field
 

of
 

dilated
 

convolution

扩张卷积能够在不增加参数的情况下,扩大感受野,
以获取更多的上下文信息。 本文使用 ASPP 作为多尺度

上下文信息提取模块,如图 6 所示。 设 ASPP 模块的输

入为 x ∈ R4c×h×w, ASPP 由 4 个并行的扩张卷积组成,其
扩张率分别为[3,5,7,9],最终的输出如式(1)所示,其
中 y i ∈ Rc×h×w。

y = concatenate(y1,y2,y3,y4) (1)
　 　 将设计的 ASPP 作为编码和解码阶段的桥梁模块,

图 6　 扩张卷积金字塔结构

Fig. 6　 The
 

structure
 

of
 

ASPP

并联不同扩张率的扩张卷积以提取更多上下文特征,然
后进行特征拼接,充分利用所提取的多尺度特征。
1. 5　 多输出融合模块

U-Net 网络中为了融合不同阶段的特征,总共使用

4 次跳跃连接。 但在 U-Net 网络中仅在 S4 阶段输出最后

的预测分割图。 S4 阶段融合了最底层的特征与经过融合

压缩后的高层特征, 具有良好的空间位置信息和像素类

别信息。 但在每个阶段,为了进行跳跃连接和控制模型

参数,对高层特征进行压缩,丢失了部分特征信息。 为此

本文引入深监督[21] 以增强网络对不同层次特征的复用

能力,设计多输出融合模块,如图 7 所示。

图 7　 深监督模块

Fig. 7　 Deep
 

supervision
 

module

具体而言,对于 S1~3 的输出,使用双线性插值进行上

采样,倍数分别为 8、4 和 2, S4 则不需要上采样操作。 随

后,分别进行卷积核大小为 3 的卷积操作( BN 层和 ReLu
激活层略去未注)。 将卷积的结果拼接起来送入残差模

块中,最终使用 1 × 1 卷积 ( 不含 BN 层,激活函数为

softmax)输出预测的分割图,输出通道数为 5(4 类目标外

加背景)。

2　 实验与结果

实验中使用的是一台 CPU 为 E5- 2678
 

v3、内存为
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128
 

GB 和显卡为 4 路 2080Ti 的计算机,所有的算法均是

在 PyTorch 框架下实现的,学习率为 0. 01,学习率衰减系

数为 0. 5,优化器采用权重衰减为 0. 000
 

1、动量系数为

0. 9 的 SGD,同时使用跨 GPU 的同步 BN 操作,批处理大

小为 20,预设的训练轮数为 50。
2. 1　 数据集

本文在公共数据集 OAI-ZIB[13] 上评估了所提出的算

法,OAI-ZIB 数据集的详情如表 1 所示。 数据集包含

507 套 MR 图像,每套包含 130 张 2D 切片,每张切片的分

辨率为 384×384,由专家手动分割出膝关节的不同部位。
在实验中将数据集划分为训练集、测试集和验证集,其比

例分别约为 60% ( 300 套)、20% ( 100 套) 和 20% ( 107
套)。 在验证集上使用早停机制以避免过拟合,在测试集

上评估所提出的模型。

表 1　 OAI
 

ZIB 数据集详情

Table
 

1　 Details
 

of
 

the
 

OAI
 

ZIB
 

dataset

参数 数值

MR 类型 DESS

采集面 矢状面

分辨率 / mm 0. 36×0. 36×0. 7

数量 / 套 507

性别(男 ∶女) 262 ∶245

年龄 / 岁 61. 87±9. 33

骨关节炎分级

(0 ∶1 ∶2 ∶3 ∶4)
60 ∶77 ∶61 ∶151 ∶158

　 　 对于 CNN 来说,使用标准化的图像可以提高算法的

鲁棒性。 对于医学图像而言,其场景基本固定,因此本文

统一将膝关节置于图像左侧。 此外,由于 MR 图像扫描

过程中的静态磁场不均匀等原因,得到的图像在同一组

织的不同子区域经常有着不同的灰度值[22] ,因此本文对

图像进行了磁场偏差场校正,同时,在调整图像灰度至

[0 ~ 255] 后, 采用保边平滑算法对图像做进一步处

理[23] 。 如图 8 所示,相比较于原始图像,预处理后的图

像的边缘更加明显,软骨部分有更好的区分度。 除此之

外,本文没有进行其他常见的数据集增强算法,如垂直或

水平翻转等。

2. 2　 损失函数

图像分割中最常见的损失函数是交叉熵 ( cross
 

entropy,
 

CE)。 然而,当类别极度不平衡时,使用交叉熵

作为损失函数容易忽略小目标。 在二值分割中,Milletari
等[24] 提出了一种新的基于 Dice 系数的损失函数,以减轻

目标像素和背景像素之间的不平衡给网络性能带来的影

响。 因此,本文使用的损失函数 由两部分组成:

图 8　 预处理前后对比图像

Fig. 8　 Comparison
 

between
 

the
 

original
 

image
 

and
 

the
 

pre-processed
 

image

= lCE + lDice (2)

lCE =- 1
N ∑

N

n = 1
yn log(pn) (3)

lDice =-
2∑

N

n = 1
ynpn + ε

∑
N

n = 1
yn + ∑

N

n = 1
pn + ε

(4)

式中: lCE 代表交叉熵损失;lDice 为扩展的多类别 Dice 损

失;N 为标签二值图上的像素总个数;yn ∈ [0,1] 代表真

值;pn ∈ {0,1} 代表网络预测的每个类别的概率值;ε 为

常数(1 × 10 -5),避免分母为 0。
2. 3　 评价指标

在医学图像分割中,由于要分割的部位仅为图像

的局部区域,而且医学图像本身也是三维体数据,因此

本文采用基于区域和基于表面距离的评价指标[25] 。 对

于二维切片数据,基于区域的指标包含有戴斯系数

( dice
 

similarity
 

coefficient,
 

DSC ) 、
 

重 叠 误 差 ( volume
 

overlap
 

error,
 

VOE )
 

和 相 对 误 差 ( relative
 

volume
 

difference,
 

RVD) 。 对于三维体数据,采用表面距离作

为指标,包括平均表面距离 ( average
 

surface
 

distance,
 

ASD) 、 均 方 根 表 面 距 离 ( root
 

mean
 

square
 

surface
 

distance,
 

RMSD)
 

和豪斯多夫距离( Hausdorff
 

distance,
 

HD) 。 在本文中,利用这些指标来评估所提出的模型

与现有模型的性能。

DSC =
2‖Y ∩ P‖1

‖Y‖1 +‖P‖1

× 100 (5)

VOE = 1 -‖ P ∩ Y
P ∪ Y

‖
1

( ) × 100 (6)

RVD =
‖P‖1 -‖Y‖1

‖Y‖1

× 100 (7)

式中: Y 代表手工分割的结果;P 代表网络预测的分割

结果。
令 S(Y) 和 S(P) 分别为 Y 和 P 表面体素的集合,对
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∀y ∈ S(Y) 到 S(P) 的距离定义为 y 到 S(P) 上所有点

的欧氏距离的最小值,即:
d(y,S(P)) = min

p∈S(P)
‖y,p‖2 (8)

所以,

ASD = 1
c

(D1(S(Y),S(P)) + D1(S(P),S(Y)))

(9)

RMSD = D2(S(Y),S(P)) + D2(S(P),S(Y))
c

(10)
HD = max{ max

y∈S(Y)
d(y,S(P)), max

y∈S(P)
d(y,S(Y))}

 

(11)

Dm(S(Y),S(P)) = ∑
y∈S(Y)

dm(y,S(P)) (12)

c = count(S(P)) + count(S(Y)) (13)
式中: c 为 P 和 Y 表面体素个数的总和;count(·) 表示计

算集合内元素的个数。
2. 4　 分割结果定性分析

在相同的实验环境下,分别使用原始 U-Net 和 DRD
 

U-Net 对测试集图像进行了分割, 结果如图 9 所示。
图 9(a)和(c)显示出所提出的网络对骨骼的分割具有较

高的分割精度,这是由于所设计的模块增大了卷积操作

的感受野,获取了更多的上下文信息,大大减少了假阳性

和假阴性区域,因此,提高了分割区域的连贯性和准确

性。 在图 9(b)中,U-Net 预测的分割图出现了明显的股

骨软骨断连,DRD
 

U-Net 相对比较完整。 而在图 9( d)
中,U-Net 预测的胫骨软骨区域也明显小于对应的 DRD

 

U-Net 和手工分割,说明 DRD
 

U-Net 提高了对小目标的

分割能力。

图 9　 不同模型下自动分割结果的定性对比

Fig. 9　 Qualitative
 

comparison
 

of
 

auto-segmentation
 

results
 

with
 

different
 

models

　 　 此外,如图 10 所示,在图 10( a)中手工分割者将软

组织从股骨中标识出来,但在图 10( b)中分割者只标识

出部分软组织,这可能是由于手工标注时出现的人为误

差所致。 但是,无论是 U-Net 还是所提出 DRD
 

U-Net 均
能根据图像特征正确地分割出股骨区域,相比较于手工

分割,其一致性较好。

图 10　 人工分割存在不一致的情况

Fig. 10　 The
 

inconsistent
 

condition
 

in
 

some
 

manual
 

annotations

2. 5　 分割结果定量分析

将本文所提出的算法与原始的 U-Net、
 

U-Net + +[26]

和 Attention
 

U-Net[27](简称 Att
 

U-Net)算法进行比较,后
两者都是最新的针对 U-Net 改进的端到端网络。 网络参

数遵循原论文,实验中所有模型采用统一的训练策略及

超参数设置,其中初始滤波器的个数均为 32。 结果如

图 11 所示,具体数值如表 2 所示,加粗表示的是最优

指标。 可以看到,本文提出的 DRD
 

U-Net 模型在总共 24
个指标中,有 23 个处于领先地位。 在关键指标 DSC 和

HD 上都处于最优,相比较于原始网络 U-Net 平均提高了

0. 3%和减少了 3. 69
 

mm 误差。
2. 6　 消融实验

实验中通过删除部分模块来探究删除的模块对网络

性能的影响,即进行了消融实验。
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图 11　 不同模型下自动分割结果的量化对比

Fig. 11　 Quantitative
 

comparison
 

of
 

auto-segmentation
 

results
 

with
 

different
 

models

表 2　 不同模型的定量对比(均值±方差)
Table

 

2　 Quantitative
 

comparison
 

using
 

different
 

models
 

(mean
 

±
 

variance)

部位 模型 DSC / % (↑) VOE / % (↓) RVD / % (↓) ASD / mm(↓) RMSD / mm(↓) HD / mm(↓)

fb

fc

tb

tc

U-Net 98. 46±0. 29 3. 03±0. 57 0. 72±0. 54 0. 23±0. 07 0. 52±0. 3 8. 13±7. 03

U-Net++ 98. 51±0. 31 2. 93±0. 59 0. 64±0. 51 0. 21±0. 06 0. 46±0. 16 7. 28±5. 29

Att
 

U-Net 98. 46±0. 31 3. 03±0. 6 0. 67±0. 53 0. 23±0. 06 0. 53±0. 24 10. 71±9. 34

DRD
 

U-Net 98. 56±0. 3 2. 85±0. 58 0. 64±0. 51 0. 2±0. 05 0. 42±0. 11 5. 59±2. 52

U-Net 89. 1±2. 51 19. 57±4. 02 4. 49±3. 47 0. 2±0. 06 0. 44±0. 2 6. 49±4. 06

U-Net++ 89. 42±2. 58 19. 05±4. 14 4. 11±3. 1 0. 2±0. 06 0. 43±0. 19 6. 27±3. 77

Att
 

U-Net 89. 15±2. 63 19. 48±4. 21 4. 27±3. 3 0. 2±0. 06 0. 45±0. 21 6. 72±5. 63

DRD
 

U-Net 89. 68±2. 54 18. 62±4. 12 3. 96±3. 39 0. 19±0. 05 0. 42±0. 16 5. 63±2. 35

U-Net 98. 46±0. 34 3. 04±0. 66 0. 75±0. 65 0. 24±0. 13 0. 79±1. 04 15. 78±20. 28

U-Net++ 98. 53±0. 34 2. 89±0. 66 0. 68±0. 58 0. 2±0. 06 0. 46±0. 28 8. 13±9. 93

Att
 

U-Net 98. 47±0. 35 3. 01±0. 68 0. 71±0. 61 0. 21±0. 07 0. 45±0. 21 7. 04±7. 78

DRD
 

U-Net 98. 57±0. 34 2. 81±0. 65 0. 58±0. 56 0. 19±0. 06 0. 38±0. 11 4. 62±2. 44

U-Net 84. 96±4. 13 25. 93±6. 28 10. 22±6. 81 0. 24±0. 08 0. 53±0. 23 5. 22±2. 17

U-Net++ 85. 19±4. 08 25. 58±6. 22 9. 94±6. 57 0. 23±0. 08 0. 53±0. 21 5. 26±2. 24

Att
 

U-Net 84. 86±4. 19 26. 08±6. 35 10. 37±6. 96 0. 24±0. 08 0. 54±0. 23 5. 23±2. 08

DRD
 

U-Net 85. 38±4. 13 25. 28±6. 27 10. 27±7. 19 0. 23±0. 07 0. 51±0. 2 5. 04±2. 14

　 　 为了验证图像预处理对网络性能的影响,分别将原

始图像和预处理过的图像作为实验数据,在基线模型

U-Net 上进行评估, 前者称为 U-Net, 后者称为 U-Net
 

w / pre。 原始图像由窗位为 200 和窗宽为 400 的窗函数

获得,预处理图像获取流程如 2. 1 节所示。 为了探究网

络的参数量对网络性能的影响,将 U-Net 的初始滤波器

的个数增加至 64,称为 U-Net
 

w / 64,采用预处理后的图

像作为训练数据。 各个部位分割指标的均值和各网络的

参数量如表 3 所示。
　 　 从表 3 中可以得到,经过图像预处理以后,各个指标
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　 　 　 　 表 3　 基线模型上的消融实验
 

Table
 

3　 Ablation
 

experiments
 

using
 

the
 

baseline
 

model

参数 U-Net U-Net
 

w / pre U-Net
 

w / 64 DRD
 

U-Net

DSC / % (↑) 92. 75 92. 80 92. 86 93. 05

VOE / % (↓) 12. 89 12. 80 12. 70 12. 40

RVD / % (↓) 4. 05 3. 95 3. 90 3. 86

ASD / mm(↓) 0. 23 0. 22 0. 22 0. 20

RMSD / mm(↓) 0. 57 0. 50 0. 50 0. 43

HD / mm(↓) 8. 91 7. 59 7. 69 5. 22

参数量 / M 9. 80 9. 80 28. 90 14. 30

均有所改善。 将 DRD
 

U-Net 与 U-Net
 

w / 64 比较可以看

到,前者的参数量只有后者的 1 / 2 左右,但每个评估指标

均优于后者,表明了单纯增加滤波器个数并不能有效提

高网络性能。
此外,本文提出的 DRD

 

U-Net 也进行了消融实验。
在基本 U-Net 模型的基础上,将增加了残差模块的模型

称为 Res
 

U-Net,在残差模块基础上增加了 ASPP 模块的

模型称为 DR
 

U-Net,本文所提出的新模型是 DRD
 

U-Net。
实验结果如表 4 所示,所使用的模块均能逐步提高分割

精度。

表 4　 所提出模型上的消融实验

Table
 

4　 Ablation
 

experiments
 

using
 

the
 

proposed
 

model

参数 Res
 

U-Net DR
 

U-Net DRD
 

U-Net

DSC / % (↑) 92. 87 92. 97 93. 05

VOE / % (↓) 12. 68 12. 53 12. 40

RVD / % (↓) 3. 92 3. 80 3. 86

ASD / mm(↓) 0. 22 0. 21 0. 20

RMSD / mm(↓) 0. 49 0. 44 0. 43

HD / mm(↓) 6. 87 5. 29 5. 22

3　 结　 　 论

膝关节 MR 图像中存在着不同大小的分割目标,为
精准分割带来了挑战。 本文在 U-Net 深度卷积神经网络

的基础上,提出了端到端的 DRD
 

U-Net。 通过使用残差

模块增强了特征的复用能力并降低了模型的优化难度,
利用扩张卷积模块 ASPP 获取不同尺度的感受野以适应

不同大小的分割目标,设计的多输出融合的深监督模块

能够直接利用不同层次的特征实现信息互补。 消融实验

表明,所使用的残差模块、ASPP 模块和深监督模块均能

逐步提高膝关节 MR 图像的分割精度。 在公开数据集上

评估了本文算法和其他的最新分割算法。 实验结果的对

比分析表明,本文算法在膝关节股骨、胫骨、股骨软骨、胫
骨软骨的分割方面都取得了更好的分割精度。
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