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摘　 要：旋转机械设备故障检测及识别一直是研究的热点。 针对目前故障特征提取和诊断方法的不足，提出一种基于改进的完备

集合经验模态分解（ＩＣＥＥＭＤ）与自适应鲸鱼优化算法（ＡＷＯＡ）优化极限学习机（ＥＬＭ）的机械故障诊断方法。 ＩＣＥＥＭＤ 能够避免

在分解过程中产生伪模态，其模式中残留噪声小，使提取故障信息更加准确。 利用 ＩＣＥＥＭＤ 将采集到的信号分解成多个本征模态

函数（ＩＭＦ），对滚动轴承不同故障状态 ＩＭＦ 的斯皮尔曼等级相关系数（ＳＲＣＣ）的计算结果进行分析，得出筛选 ＩＭＦ 的标准为其

ＳＲＣＣ 大于 ０ ０２；将筛选后的 ＩＭＦ 的混合熵（ＨＥ）作为特征向量。 ＷＯＡ 相比其他仿生算法所需要调整的相关参数少、收敛速度快、
稳定性好。 ＡＷＯＡ 利用自适应权重优化 ＷＯＡ 的局部搜索方式，进一步提高了收敛精度。 利用 ＡＷＯＡ 对 ＥＬＭ 的权值和阈值进行

优化，可以提高故障诊断的准确率。 通过对比实验证明，ＡＷＯＡ⁃ＥＬＭ 的学习能力强、故障诊断的准确率更高。 ＡＷＯＡ⁃ＥＬＭ 应用在

滚动轴承不同尺寸滚珠和外圈故障诊断中，对滚珠故障诊断的准确率达到 ９９ ５％ ，对外圈故障诊断的准确率达到 １００％ 。
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０　 引　 　 言

旋转机械设备故障检测及识别一直是研究的热

点。 由于工作环境复杂，机械设备产生的振动信号是

非平稳、非线性的带有噪声的信号，所以很难提取故障

特征［１⁃３］ 。 目前旋转机械故障信号的特征提取方法有

集 成 经 验 模 态 分 解 （ ｅｎｓｅｍｂｌｅ ｅｍｐｉｒｉｃａｌ ｍｏｄｅ
ｄｅｃｏｍｐｏｓｉｔｉｏｎ， ＥＥＭＤ）、傅里叶分解、小波分解等。 文

献［４］利用 ＥＥＭＤ 对信号进行分解，结合空域相关降

噪，克服模态混叠效应，有效抑制噪声。 文献［５］利用

傅里叶分解信号和奇异值差分谱降噪，通过实验证明

可以准确识别出故障特征频率。 文献［６］利用迭代经

验小波变换对信号进行处理。
ＥＥＭＤ 添加高斯白噪声使空间均匀，但会产生不同

数量的本征模态函数（ｉｎｔｒｉｎｓｉｃ ｍｏｄｅ ｆｕｎｃｔｉｏｎ， ＩＭＦ），导致

重构后产生噪音。 完备集成经验模态分解解决了信号重

构的问题，但分解出不同数量的 ＩＭＦ 不能证明信号的完

整性。 因此又提出了自适应白噪声的完备经验模态分

解，要求在每个分解阶段按顺序添加高斯白噪声，但导致

性能比 ＥＥＭＤ 慢。 在 ２０１４ 年 Ｃｏｌｏｍｉｎａｓ 等［７］提出了改进

的完备集合经验模态分解（ ｉｍｐｒｏｖｅｄ ｃｏｍｐｌｅｔｅ ｅｎｓｅｍｂｌｅ
ｅｍｐｉｒｉｃａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎ， ＩＣＥＥＭＤ）用来解决模态混

叠问题。 该方法不仅保留之前方法的优点，而且其模式

中的残留噪声小，重构信号的误差小且避免了在分解过

程中产生伪模态。 ＩＣＥＥＭＤ 目前主要对螺栓信号检测分

析［８］、人脸视频心率检测［９］等，能够在噪声条件下正确地

分离出不同的 ＩＭＦ，避免模态混叠。
本文提出一种基于改进的完备集合经验模态分解

混合熵 的 方 法， 可 提 取 更 完 备 的 特 征 向 量。 利 用

ＩＣＥＥＭＤ 将设备的故障信号分解成若干个 ＩＭＦ，计算

ＩＭＦ 的 斯 皮 尔 曼 等 级 相 关 系 数 （ Ｓｐｅａｒｍａｎ ｒａｎｋ
ｃｏｒｒｅｌａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔ， ＳＲＣＣ），选出能表示状态特征的

ＩＭＦ 个数。 将加权排列熵（ｗｅｉｇｈｔｅｄ ｐｅｒｍｕｔａｔｉｏｎ ｅｎｔｒｏｐｙ，
ＷＰＥ）和模糊近似熵（ ｆｕｚｚｙ ａｐｐｒｏｘｉｍａｔｅ ｅｎｔｒｏｐｙ， ＦＡＥ）
组成混合熵（ｈｙｂｒｉｄ ｅｎｔｒｏｐｙ， ＨＥ）作为特征向量。 ＷＰＥ
包含时间序列的振幅信息，ＦＡＥ 使用隶属度函数来定

义向量的相似性，将 ＩＭＦ 的 ＨＥ 值作为特征向量，使特

征信息更完备。
在故障诊断分类中，目前分类器有神经网络［１０］、支

持向量机［１１］、模糊诊断理论等，其共同的特点是所需训

练时间长、需设置的参数多。 而极限学习机 （ ｅｘｔｒｅｍｅ
ｌｅａｒｎｉｎｇ ｍａｃｈｉｎｅ， ＥＬＭ）是一种单隐层前馈神经网络。 由

于不需要迭代处理，因此 ＥＬＭ 的运行速度比神经网络或

支持向量机的速度快［１２］。 并且在该网络中，不需要迭代

调整隐藏节点参数，使其网络具有良好的泛化能力和快

速学习能力。 由于 ＥＬＭ 的输入权值和隐含层阈值是随

机产生的，使其稳定性较差，而隐含层数也影响学习能

力。 近几年，启发式改进方法为各种识别分类算法的性

能改进提供了良好途径。 常见的启发式算法有粒子群算

法［１３］、遗传算法［１４］等。
鲸鱼算法（ｗｈａｌｅ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ， ＷＯＡ）是由

Ｍｉｒｊａｌｉｌｉ 等［１５］ 在 ２０１６ 年所提出的新型启发式优化算

法。 该算法通过模拟座头鲸在猎物比较分散的情况下

的捕食行为所得到的算法。 当猎物比较分散时，座头

鲸会在猎物下方采用螺旋式上升吐气泡结网的方式将

猎物困住。 ＷＯＡ 所需要设置的参数少、操作简单、收
敛速度快和较好的稳定性。 文献［１６］利用 ＷＯＡ 对目

标函数进行优化，最终得到最佳的爆破参数组合，提高

优化的效率。
然而 ＷＯＡ 仍然存在陷入局部最优的问题，本文通

过自适应权重方法改进 ＷＯＡ 的局部搜索能力；基于改

进的 ＷＯＡ 及 ＥＬＭ 的优势，提出一种自适应鲸鱼算法

（ａｄａｐｔｉｖｅ ｗｈａｌｅ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ， ＡＷＯＡ）优化 ＥＬＭ
的机械故障识别方法。 利用 ＡＷＯＡ 对 ＥＬＭ 的权值和阈

值进行寻优，从而提高机械故障识别精度。 通过本文方

法 ＡＷＯＡ⁃ＥＬＭ 与 ＥＬＭ 及 其 改 进 算 法 ＧＡ⁃ＥＬＭ、
ＰＯＳ⁃ＥＬＭ、ＷＯＡ⁃ＥＬＭ 等对滚动轴承的故障诊断结果对

比说明 ＡＷＯＡ⁃ＥＬＭ 的学习能力更强、故障诊断的准确率

更高。

１　 基于 ＩＣＥＥＭＤ 及混合熵的特征提取

１ １　 改进的完备集合经验模态分解

ＩＣＥＥＭＤ 在提取第 ｎ 个 ＩＭＦ 时，加入特殊的噪声

Ｅｎ（ｗ
（ ｉ））， 避免在分解过程中产生伪模态，解决了模态混

叠的问题。 其分解步骤如下。
１）对原始信号 ｓ 加入零均值的单位协方差的高斯白

噪声 ｗ（ ｉ）（ ｉ ＝ １，２，…，Ｉ）， 得：
ｓ（ ｉ） ＝ ｓ ＋ β０Ｅ１（ｗ

（ ｉ）） （１）
式中， Ｅｎ（·） 为由 ＥＭＤ 分解出的第 ｎ 个 ＩＭＦ； βｋ ＝
εｋｓｔｄ（ ｒｋ），为了在添加噪声和添加噪声的残余之间求得

所 需 要 的 信 噪 比， 当 ｎ ＝ １ 时，β０ ＝
ε０ｓｔｄ（ ｒ０） ／ ｓｔｄ（Ｅ１（ｗ

（ ｉ））），其ε０ 为第１个添加的噪声和分

析信号之间所需信噪比的倒数，一般取 ０ ２。
２）通过 ＥＭＤ 对 ｓ（ ｉ） 迭代 ｉ次计算 ｓ（ ｉ） 的局部均值，从

而得到第 １ 个残差 ｒ１ 和 ＩＭＦ１ 为：
ＩＭＦ１ ＝ ｓ － ｒ１，ｒ１ ＝ Ｍ（ ｓ（ ｉ）） （２）

式中： 〈·〉 为求平均值运算符；Ｍ（·） 为求分析信号的局

部平均值运算符。
３）第 ２ 个残差是 ｒ１ ＋ β１Ｅ２（ｗ

（ ｉ）） 的平均局部均值，
因此，ｒ２ 和 ＩＭＦ２ 为：
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ＩＭＦ２ ＝ ｒ１ － ｒ２，ｒ２ ＝ Ｍ（ ｒ１ ＋ β１Ｅ２（ｗ
（ ｉ））） （３）

４）设 ｎ ＝ ３，４，…，ｍ 时，计算第 ｎ 个残差为：
ｒｎ ＝ Ｍ（ ｒｎ－１ ＋ βｎ－１Ｅｎ（ｗ

（ ｉ））） （４）
５）计算第 ｎ 个 ＩＭＦｎ 为：
ＩＭＦｎ ＝ ｒｎ－１ － ｒｎ （５）
本文利用 ＣＥＥＭＤ 和 ＩＣＥＥＭＤ 对轴承内圈故障尺寸

为 ０ ００７ 的故障信号进行分解，并选取与原信号最相关

的 ５ 个 ＩＭＦ 进行研究，作出各 ＩＭＦ 的时域波形和幅频特

性，如图 １ 和 ２ 所示。

图 １　 ＣＥＥＭＤ 分解 ＩＭＦ１ ～ ＩＭＦ５ 时域波形和幅频特性

Ｆｉｇ．１　 Ｔｉｍｅ ｄｏｍａｉｎ ｗａｖｅｆｏｒｍ ａｎｄ ａｍｐｌｉｔｕｄｅ⁃ｆｒｅｑｕｅｎｃｙ
ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ ｏｆ ＩＭＦ１ ～ ＩＭＦ５ ｏｆ ＣＥＥＭＤ ｄｅｃｏｍｐｏｓｉｔｉｏｎ

图 ２　 ＩＣＥＥＭＤ 分解 ＩＭＦ１ ～ ＩＭＦ５ 时域波形和幅频特性

Ｆｉｇ．２　 Ｔｉｍｅ ｄｏｍａｉｎ ｗａｖｅｆｏｒｍ ａｎｄ ａｍｐｌｉｔｕｄｅ⁃ｆｒｅｑｕｅｎｃｙ
ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ ｏｆ ＩＭＦ１ ～ ＩＭＦ５ ｏｆ ＩＣＥＥＭＤ ｄｅｃｏｍｐｏｓｉｔｉｏｎ

从图 １ 和 ２ 可知，ＣＥＥＭＤ 所分解出的 ＩＭＦ２ ～ ＩＭＦ３ 之

间存在严重的频率混叠，而 ＩＣＥＥＭＤ 所分解的各 ＩＭＦ 之间

的模态混叠得到了很大程度上的抑制。 因此，ＩＣＥＥＭＤ 能

够更好地分解故障信号，利于对故障特征的提取。

１ ２　 斯皮尔曼等级相关系数

本文为了尽可能提取有用的特征信息，对 ＩＣＥＥＭＤ
分解出的 ＩＭＦ 计算其 ＳＲＣＣ，从而筛选出能够表征原信

号的 ＩＭＦ。
ＳＲＣＣ 是一个非参数或无分布的秩统计度量［１７］。

ＳＲＣＣ 是皮尔逊系数的一个特例，在进行相关系数计算之

前，会将样本转换成等级，而不需要对两个变量之间的频

率分布和线性关系做任何假设，也不需要在区间尺度上

进行测量。
假设 Ａ和 Ｂ变量有 ｎ组数值，即为（Ａ１，Ｂ１），…，（Ａｎ，

Ｂｎ）。 为了计算 ＳＲＣＣ，首先将所有 Ａ 的数值从最小到最

大（或从最大到最小）进行排序，再对 Ｂ 变量用相同的方

法进行排序，即每个数值与其对应数组所处的位置分配

为一个等级。 没有两个 Ａ 变量或两个 Ｂ 变量具有相同等

级时，ＳＲＣＣ 由以下公式定义。

ｒｓ ＝ １ － ６
ｎ（ｎ２ － １）∑

ｎ

ｉ ＝ １
ｄ２
ｉ （６）

式中： ｄ ｉ ＝ Ａ′ｉ － Ｂ′ｉ 为每对数值的等级差异；ｎ为样本数。

ＳＲＣＣ 能够很好地测出一般数值的关联度，其大

小为：
－ １ ≤ ｒｓ ≤ １ （７）
当 ｒｓ ＝ １ 时，Ａ和 Ｂ变量相同；当 ｒｓ ＝－ １ 时，Ａ和 Ｂ变

量相反；当 ｒｓ ＝ ０时，Ａ和Ｂ之间没有关系。 当 ｒｓ 越大，Ａ和

Ｂ 变量之间的关联性越大。
本文分别对负载均为 ２ 时的无故障（Ｎｏｒｍａｌ２）和故

障尺寸均为 ０ ００７ 英尺的滚珠故障（Ｂ００７⁃ ２）、内圈故障

（ ＩＲ００７⁃２）、外圈故障（ＯＲ００７⁃２）这 ４ 种故障数据的 ＩＭＦ ｉ

与其各自原始信号进行比较，计算出各个 ＩＭＦ ｉ 的 ＳＲＣＣ
值，如图 ３ 所示。

图 ３　 各个 ＩＭＦ 的 ＳＲＣＣ 值

Ｆｉｇ．３　 ＳＲＣＣ ｖａｌｕｅ ｏｆ ｅａｃｈ ＩＭＦ

由图 ３ 可知，ＯＲ００７⁃ ２ 的 ＩＭＦ６ 的 ＳＲＣＣ 值远小于

０ ０２，根据 ＳＲＣＣ 原理可知其与原信号关联性过于小，而
另外 ３ 个数据均大于 ０ ０２。 考虑到 ４ 种状态信号的特征
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识别，将 ０ ０２ 作为 ＳＲＣＣ 的阈值，舍弃 ＳＲＣＣ 值小于

０ ０２ 的 ＩＭＦ。 因此，本文选取 ＩＭＦ１ ～ ＩＭＦ５ 作为状态特征

函数，舍弃 ＩＭＦ６ ～ ＩＭＦ１０。
１ ３　 混合熵

为了提取完备信息，本文利用 ＷＰＥ 及 ＦＡＥ 联合构

成 ＨＥ 作为特征向量，以提高准确率。
１）加权排列熵

在排列熵（ ｐｅｒｍｕｔａｔｉｏｎ ｅｎｔｒｏｐｙ， ＰＥ）的定义中可知，
ＰＥ 忽略了相邻振幅信息之间的关系，通常含有更重要、
更有用的时间序列信息。 ＰＥ 简单地将同一模式的不同

振幅视为相等，导致丢失了有关信号振幅的信息，这不可

避免地影响了熵的估计精度。 因此，Ｆａｄｌａｌａｈ 等［１８］ 提出

了 ＷＰＥ，它包含了时间序列的振幅信息。 其 ＷＰＥ 的定

义如下：
假设时间序列 ｘ（ｎ） 的长度为 Ｎ，生成状态向量 Ｘｍ

ｉ 为：
Ｘｍ

ｉ ＝ ｛ｘ（ ｉ），ｘ（ ｉ ＋ τ），…，ｘ（ ｉ ＋ （ｍ － １）τ）｝
ｉ ＝ １，２，…，Ｎ － （ｍ － １）τ （８）
式中： ｍ 为嵌入维数；τ 为延迟时间；Ｘｍ

ｉ 的排列符号为

π ｒ０ｒ１…ｒｍ－１
，ｍ 元组向量有 ｍ！ 种排列的可能。

基于每个相邻向量 Ｘｍ
ｉ 的方差，权重值 ｗ ｉ 定义为：

ｗ ｉ ＝
１
ｍ∑

ｍ

ｌ ＝ １
（ｘ ｉ ＋（ ｌ －１）τ － Ｘｍ

ｉ ）
２ （９）

式中： Ｘｍ
ｉ ＝ １

ｍ∑
ｍ

ｌ ＝ １
ｘ ｉ ＋（ ｌ －１）τ 为 Ｘｍ

ｉ 的平均值；ｗ ｉ 的计算相当

于信号的特征选择。
每个向量 Ｘｍ

ｉ 的全部特征可以由权重值 ｗ ｊ 和符号序

列π ｋ 表示。 ＷＰＥ 利用权重值扩展了 ＰＥ 的概念，在计算

式（１１）中定义的每个符号序列出现的概率出现之前，增
加了振幅信息。 加权相对频率定义为：

Ｐｗ（π ｋ） ＝

∑｛ｗ ｉ ｜ １ ≤ ｉ ≤ Ｎ － （ｍ － １）τ，Ｘｍ
ｉ 的符号序列为 π ｋ｝

∑ｗ ｉ

（１０）
因此，时间序列 ｘ（ｎ） 的 ＷＰＥ 为：

ＨＷＰＥ（ｍ） ＝ － ∑
Ｋ

ｋ ＝ １
Ｐｗ（π ｋ）ｌｎＰｗ（π ｋ） （１１）

式中： １ ≤ Ｋ ≤ ｍ！。
２）模糊近似熵

Ｍｏｓｅｓ 等［１９］应用 Ｌｏｔｆｉ Ｚａｄｅｈ 提出的模糊集理论，在
不确定性事情发生时做出了适当的决策。 隶属度由模糊

函数 μ Ｚ（ｘ） 引入，用［０，１］ 之间的实数来表示每个点 Ｘ
的相关联性。 其隶属度越高，μ（ｘ） 的值越接近统一。

ＦＡＥ 采用的模糊隶属度函数 μ（ｄｍ
ｉｊ ，ｒ） 得到关于 ｘｍ

ｉ

和 ｘｍ
ｊ 的相似性的模糊测量值。 Ｎ个样本序列的模糊隶属

度计算如下。

假设从时间序列中形成 ｍ 维向量序列为：
Ｘｍ

ｉ ＝ ｛μ（ ｉ），…，μ（ ｉ ＋ ｍ － １）｝ － μ ０（ ｉ）
ｉ ＝ １，２，…，Ｎ⁃ｍ ＋ １ （１２）

式中： μ ０（ ｉ） ＝ １
ｍ∑

ｍ－１

ｊ ＝ ０
μ（ ｉ ＋ ｊ） 为基线值。

向量序列 Ｘｍ
ｉ 和 Ｘｍ

ｊ 之间的距离 ｄｍ
ｉｊ 公式为：

ｄｍ
ｉｊ ＝ ｄ［Ｘｍ

ｉ ，Ｘ
ｍ
ｊ ］ ＝

ｍａｘ
ｋ∈（０，ｍ－１）

μ（ ｉ ＋ ｋ） － μ ０（ ｉ） － （μ（ ｊ ＋ ｋ） － μ ０（ ｊ））
ｉ，ｊ ＝ １ ～ Ｎ⁃ｍ ＋ １，ｊ ≠ Ｉ （１３）
对于给定的 ｒ，由模糊隶属度 μ（ｄｍ

ｉｊ ，ｒ） 确定 Ｘｍ
ｉ 和 Ｘｍ

ｊ

之间的相似度 Ｄ ｉｊ 为：

Ｄｍ
ｉｊ ＝ μ（ｄｍ

ｉｊ ，ｒ） ＝ ｅｘｐ －
ｄ２
ｉｊ

ｒ
æ

è
ç

ö

ø
÷ （１４）

函数 φｍ 平均相似性，定义如下：

φｍ（ ｒ） ＝ １
Ｎ⁃ｍ ＋ １∑

Ｎ⁃ｍ＋１

ｉ ＝ １
ｌｎ

１
Ｎ⁃ｍ ＋ １∑

Ｎ⁃ｍ＋１

ｊ ＝ １，ｊ≠ｉ
Ｄｍ

ｉｊ
æ

è
ç

ö

ø
÷ （１５）

因此，ＦＡＥ 的计算公式如下：
ｆＡｐＥｎ（ｍ，ｒ，Ｎ） ＝ φｍ（ ｒ） － φｍ＋１（ ｒ） （１６）

式中： ｒ ＝ ｋ·ｓｔｄ（Ｔ） 为预定的公差值；ｋ 为常数，一般取

（０ １ ～ ０ ３） 之间，ｓｔｄ（·） 为信号的标准偏差。
３）实验对比

将各个熵作为训练和测试 ＥＬＭ 的特征向量，运用

ＥＬＭ 识别 ４ 种状态：无故障和故障尺寸为 ０ ００７、０ ０１４
及 ０ ０２１ 的滚珠故障。 其 ＷＰＥ、ＦＡＥ 及 ＨＥ 分别作为特

征向量，ＥＬＭ 测试结果如图 ４ 所示。
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图 ４　 各个熵条件下的 ＥＬＭ 测试集

Ｆｉｇ．４　 ＥＬＭ ｔｅｓｔ ｓｅｔ ｕｎｄｅｒ ｖａｒｉｏｕｓ ｅｎｔｒｏｐｙ ｃｏｎｄｉｔｉｏｎｓ

　 　 由图 ４ 可知，当以 ＷＰＥ 作为特征向量时，准确率为

０ ８９０ ０，除准确识别了无故障，其余 ３ 种故障均有错误。
当以 ＦＡＥ 作为特征向量时，准确率为 ０ ９４５ ０，对故障尺

寸为 ０ ０１４ 和 ０ ０２１ 识别有错误；当以 ＨＥ 作为特征向量

时，准确率为 ０ ９６５ ０，对 ３ 种尺寸故障识别有少量错误。
通过对比可知，ＨＥ 作为特征向量时，准确率最高。 因此，
本文选取 ＨＥ 作为特征向量。

２　 ＡＷＯＡ 优化 ＥＬＭ 的故障诊断方法

ＥＬＭ 是由 Ｈｕａｎｇ 等［２０］在 ２００４ 年提出的一种新的神

经网络。 ＥＬＭ 是一种广义的单隐层前馈神经网络。 该

神经网络的特点是输入层与隐含层之间的连接权值和隐

含层节点偏置是随机产生的，不需要人为赋值。
２ １　 ＥＬＭ 的隐含层节点数和激励函数的确定

在使用 ＥＬＭ 时，只需要设定隐含层神经元的激励函

数和个数。 对于传统的 ＥＬＭ 在训练和测试时，其隐含层

节点数是提前设定的。 本文使用无故障和故障尺寸为

０ ００７、０ ０１４ 及 ０ ０２１ 的滚珠故障数据作为训练和测试

样本，并以其混合熵作为特征向量对隐含层节点数和激

励函数进行选择。 本文采用将隐含层节点数由 １ ～ ３０
个，进行 １００ 次的迭代测试，选取每次迭代准确率最高的

隐含层节点数，并计算其出现的概率，如图 ５ 所示。
由图 ５ 可以看出在 １００ 次迭代中，隐含层节点数为

２０ 时，出现的最高正确率次数最多，其准确率达到

０ ９８５ ０。 因此，本文的隐含层节点数设定为 ２０。
ＥＬＭ 的激励函数对故障类型识别的正确率也有一

定影响， 其常用的激活函数类型有 “ Ｓｉｎ ”、 “ Ｓｉｇ ” 和

“Ｈａｒｄｌｉｍ”类型。 ３ 种常见激励函数的对比如图 ６ 所示。
由图 ６ 可以很明显地看出当激励函数为“ Ｓｉｇ”时，

ＥＬＭ 的故障类型识别的正确率明显高于另外两个激励

函数。 因此，本文选用“Ｓｉｇ”作为本文的激励函数。

图 ５　 隐含层节点数占比

Ｆｉｇ．５　 Ｐｅｒｃｅｎｔａｇｅ ｏｆ ｈｉｄｄｅｎ ｌａｙｅｒ ｎｏｄｅｓ

图 ６　 常见激励函数对比

Ｆｉｇ．６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｏｍｍｏｎ ｉｎｃｅｎｔｉｖｅ ｆｕｎｃｔｉｏｎ

２ ２　 ＡＷＯＡ 对 ＥＬＭ 的权值和阈值优化

本文利用 ＡＷＯＡ 寻优的优势，对 ＥＬＭ 的权值 ｗ和阈

值 ｂ 寻优， 能够找到最适合的参数值。
１）ＷＯＡ 算法

ＷＯＡ 包括 ３ 部分：收缩猎物包围、气泡网狩猎、随机

搜索猎物。
（１）收缩猎物包围

座头鲸在寻找到猎物后，迅速调整所在位置来包围

猎物。 首先假设当前全局最优狩猎位置，鲸鱼根据最优

位置进行自身位置调整，该过程用数学模型表示为：
Ｄ ＝ ＣＸ∗（ ｔ） － Ｘ（ ｔ） （１７）
Ｘ（ ｔ ＋ １） ＝ Ｘ∗（ ｔ） － ＡＤ （１８）

式中： ｔ 为当前迭代次数；Ｘ（ ｔ） 为鲸鱼当前位置向量；
Ｘ∗（ ｔ） 为当前的最优解位置向量；Ａ 和 Ｃ 为向量系数，其
作用是调整鲸鱼位置靠近最优解区域寻优，随迭代次数

增加，在靠近最优解的同时，缩小自己的范围寻优。 Ａ、Ｃ
计算方式如下：

Ａ ＝ ２ａｒ１ － ａ；Ｃ ＝ ２ｒ２ （１９）
式中： ｒ１ 和 ｒ２ 是［０，１］ 的随机数；ａ为控制参数，随着迭代

次数的增加以线性下降的方式从 ２ ～ ０，公式如式（２０）
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所示。
ａ ＝ ２ － ２ × ｔ ／ Ｔｍａｘ （２０）

式中， Ｔｍａｘ 为最大迭代次数。
（２）气泡网狩猎

在狩猎过程中，座头鲸缩小气泡网的同时，螺旋式运

动向最优解方向靠近，其过程的数学模型表示为：
Ｘ（ ｔ ＋ １） ＝ Ｘ∗（ ｔ） ＋ Ｄ′ｅｂｌｃｏｓ（２π ｌ） （２１）

式中：Ｄ′ ＝｜ Ｘ∗（ ｔ） － Ｘ（ ｔ） ｜ 表示为鲸鱼和目标猎物之间

的距离；ｂ 为定义螺旋形状的常数， 一般默认为 １；ｌ 为
（ － １，１） 之间的随机数。

由于狩猎时，缩小气泡网与螺旋式路径两种更新位

置方式同时进行，因此就有 ｐ ｉ 的概率缩小气泡网和有 １
－ ｐ ｉ 的概率螺旋式路径来更新鲸鱼的位置，其公式表

示为：

Ｘ（ ｔ ＋ １） ＝
Ｘ∗（ ｔ） － ＡＤ， ｐ ｉ ＜ ０ ５

Ｘ∗（ ｔ） ＋ Ｄ′ｅｂｌｃｏｓ（２π ｌ）， ｐ ｉ ≥ ０ ５{
（２２）

式中： ｐ ｉ 为（０，１） 之间的随机函数；Ａ 为（ － １，１） 之间的

数，当 Ａ ＜ １ 时，鲸鱼会发起进攻。
（３）随机搜索猎物

鲸鱼搜索猎物过程的模型公式为：
Ｄ ＝｜ ＣＸｒａｎｄ － Ｘ（ ｔ） ｜ （２３）
Ｘ（ ｔ ＋ １） ＝ Ｘｒａｎｄ － ＡＤ （２４）

式中： Ｘｒａｎｄ 为随机选择的鲸鱼位置的向量。 当 ｜ Ａ ｜ ≥ １
时， 从种群中随机选择一个鲸鱼的位置，根据所选择的

位置更新其他鲸鱼的位置，使鲸群远离猎物来寻找更优

的猎物。 随机搜索使算法能够全局寻优。
２）ＡＷＯＡ 算法

自适应权重的特点是当权重较大时，其搜索范围较

大；当权重较小时，可对局部进行精细化搜索。 因此，在
鲸鱼接近目标时，利用权重较小时的特点改变最优鲸鱼

的位置，提高局部寻优的能力。 本文自适应权重公式如

下所示：

ω ＝－ ｌｎ
（ｅ － １） ｔ

Ｔｍａｘ

＋ １é

ë
êê

ù

û
úú ＋ １ （２５）

式中： ｔ 为当前迭代次数；Ｔｍａｘ 为最大迭代次数。 利用式

（２５）对式（１８）进行改进，改进公式如式（２６）所示：
Ｘ（ ｔ ＋ １） ＝ ωＸ∗（ ｔ） － ＡＤ （２６）
本文采用无故障和故障尺寸为 ０ ００７、 ０ ０１４ 及

０ ０２１ 的滚珠故障数据作为训练和测试样本，并以其混

合熵作为特征向量，利用 ＷＯＡ 和 ＡＷＯＡ 进行故障诊断，
两种方法的对比如图 ７ 所示。

利用 ＷＯＡ 和 ＡＷＯＡ 分别优化 ＥＬＭ 进行 １０ 次状态

识别分类，并将得到的准确率分别取平均值。 将此步骤

图 ７　 ＷＯＡ 与 ＡＷＯＡ 的准确率平均值对比

Ｆｉｇ．７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ａｃｃｕｒａｃｙ ａｖｅｒａｇｅ ｏｆ ＷＯＡ ａｎｄ ＡＷＯＡ

仿真 ２０ 次得到图 ７ 准确率平均值对比折线图及平均值

差值图。 由图 ７ 中差值图可知，ＡＷＯＡ⁃ＥＬＭ 要比 ＷＯＡ⁃
ＥＬＭ 的准确率高。 因此，本文使用 ＡＷＯＡ 优化 ＥＬＭ，其
步骤如图 ８ 所示。

图 ８　 ＡＷＯＡ⁃ＥＬＭ 流程

Ｆｉｇ．８　 Ｆｌｏｗｃｈａｒｔ ｏｆ ＡＷＯＡ⁃ＥＬＭ

３　 实验及结果分析

为了验证本文方法在机械故障诊断上的有效性及优

越性，本文对旋转机械设备的滚动轴承进行故障诊断及

识别。
本文采用凯斯西储大学运用声发射技术检测型号为

ＳＫＦ６２０５ 的深沟球轴承产生的数据。 该轴承转速为

１ ７９７ ｒ ／ ｍｉｎ，采样频率为 １２ ｋＨｚ，电动机负载功率为

７４６ Ｗ。 选择的数据类型为：无故障、滚珠故障及外圈故

障，其故障尺寸为 ０ ００７、０ ０１４、０ ０２１ ｍｍ。
为了验证 ＡＷＯＡ⁃ＥＬＭ 的运行性能和故障诊断效果

的优势，本文运用 ＡＷＯＡ⁃ＥＬＭ 与 ＧＡ⁃ＥＬＭ、ＰＳＯ⁃ＥＬＭ 和

ＷＯＡ⁃ＥＬＭ 等 ４ 种方法对轴承进行故障诊断和对比

分析。
首先这 ４ 种寻优算法在迭代次数均为 ５０ 次、种群数
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量均为 ２０ 的条件下，用混合熵作为特征值，用故障诊断

的准确率作为适应度值，对比 ４ 种寻优算法优化 ＥＬＭ 的

收敛效果，如图 ９ 所示。

图 ９　 适应度值与迭代次数的关系

Ｆｉｇ．９　 Ｔｈｅ ｒｅｌａｔｉｏｎｓｈｉｐ ｂｅｔｗｅｅｎ ｆｉｔｎｅｓｓ ｖａｌｕｅ ａｎｄ
ｉｔｅｒａｔｉｏｎ ｎｕｍｂｅｒ

从图 ９ 可以看出，ＰＳＯ⁃ＥＬＭ 的准确度低且收敛速度

慢；ＧＡ⁃ＥＬＭ 与 ＡＷＯＡ⁃ＥＬＭ 相比，两者收敛速度相同但

ＧＡ⁃ＥＬＭ 的准确度没有 ＡＷＯＡ⁃ＥＬＭ 的准确度高；ＡＷＯＡ⁃
ＥＬＭ 与 ＷＯＡ⁃ＥＬＭ 相比，ＡＷＯＡ⁃ＥＬＭ 的收敛性和准确度

都优于 ＷＯＡ⁃ＥＬＭ。
为了验证 ＡＷＯＡ⁃ＥＬＭ 在故障诊断方面的优势，将

ＡＷＯＡ⁃ＥＬＭ 与 ＧＡ⁃ＥＬＭ、ＰＳＯ⁃ＥＬＭ 和 ＷＯＡ⁃ＥＬＭ 等方法

与原始 ＥＬＭ 作对比。 ５ 种方法对无故障及不同故障尺寸

的滚珠故障这 ４ 种故障类型进行故障诊断。 ５ 种方法均

运行 １０ 次，对比各方法每次运行的故障诊断准确率，如
图 １０ 所示。

图 １０　 各方法故障诊断准确率对比

Ｆｉｇ．１０　 Ａｃｃｕｒａｃｙ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｆａｕｌｔ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ
ｏｆ ｅａｃｈ ｍｅｔｈｏｄ

由图 １０ 可以明显看出， ＡＷＯＡ⁃ＥＬＭ 每次运行的准

确率高于另外 ４ 种方法，且稳定性高。
利用 ＡＷＯＡ⁃ＥＬＭ 对无故障及 ３ 种故障尺寸的滚珠

故障进行故障诊断，即：无故障、０ ００７ 的滚珠故障、０ ０１４
的滚珠故障、０ ０２１ 的滚珠故障。 ４ 种类型分别选取

５０ 个作为训练集，５０ 个作为测试集，结果如图 １１ 所示。
由图 １１ 可知，其准确率达到了 ９９ ５％ ，仅有一处故障为

０ ００７ 的滚珠故障误判为 ０ ０２１ 的滚珠故障。

图 １１　 ＡＷＯＡ⁃ＥＬＭ 对不同尺寸滚珠故障诊断结果

Ｆｉｇ．１１　 ＡＷＯＡ⁃ＥＬＭ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｆｏｒ ｂａｌｌ ｆａｕｌｔｓ ｏｆ
ｄｉｆｆｅｒｅｎｔ ｓｉｚｅｓ

利用 ＡＷＯＡ⁃ＥＬＭ 对无故障及 ３ 种故障尺寸的外圈

故障进行故障诊断，结果如图 １２ 所示。 由图 １２ 可知，其
准确率达到了 １００％ 。

图 １２　 ＡＷＯＡ⁃ＥＬＭ 对不同尺寸外圈故障诊断

Ｆｉｇ．１２　 ＡＷＯＡ⁃ＥＬＭ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｆａｕｌｔｓ ｉｎ ｄｉｆｆｅｒｅｎｔ
ｓｉｚｅｓ ｏｆ ｏｕｔｅｒ ｒｉｎｇｓ

４　 结　 　 论

利用 ＩＣＥＥＭＤ 对故障信号进行分解得到 ＩＭＦ，根据

ＳＲＣＣ 筛选出 ５ 个 ＩＭＦ。 通过将各个熵作为特征向量对

比故障识别准确率，得出当混合熵作为故障特征向量时，
在很大程度上提高了故障诊断的准确率。

ＡＷＯＡ 运用自适应权值改善 ＷＯＡ 的局搜索能力，
解决了 ＷＯＡ 存在收敛精度低的缺点，提高了收敛精度。
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利用 ＡＷＯＡ 优化 ＥＬＭ 的权值和阈值，提高了 ＥＬＭ
故障诊断的准确率。 通过实验将 ＡＷＯＡ⁃ＥＬＭ 与 ＥＬＭ 及

改进算法 ＰＳＯ⁃ＥＬＭ、ＧＡ⁃ＥＬＭ、ＷＯＡ⁃ＥＬＭ 作对比，可知

ＡＷＯＡ⁃ＥＬＭ 从收敛速度和准确率方面明显优于其他方

法。 通过 ＡＷＯＡ⁃ＥＬＭ 对旋转机械设备的滚动轴承故障

诊断，对不同尺寸滚珠故障的诊断准确率达到 ９９ ５％ ，对
不同尺寸外圈故障的诊断准确率达到 １００％ ， 说明

ＡＷＯＡ⁃ＥＬＭ 在机械故障诊断更具有优势，且具有很强的

实用性。
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