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摘　 要:电潜泵采油是目前海上油田最主要的采油方式之一,其故障会影响油井正常生产运行并造成经济损失,因此,进行电潜

泵剩余使用寿命预测与故障预防尤为重要。 为保障电潜泵优质运行,根据电潜泵的数据特征,提出一种基于集成学习模型的剩

余使用寿命预测方法。 首先计算各时间点剩余使用寿命作为标签函数,利用随机森林算法筛选高贡献度特征参数输入模型,构
建由麻雀搜索算法-卷积神经网络(SSA-CNN)和麻雀搜索算法-长短期记忆( SSA-LSTM)两个基模型经绝对误差加权组成的集

成模型。 现场数据验证表明,两个基模型算法在不同情况下具备各自的优势和劣势,SSA-CNN 在数据波动期更具优势,SSA-
LSTM 整体预测更为准确,将相同数据代入集成模型中,发现集成模型的预测误差明显小于两个基模型的预测误差兼具两者优

势,在整体精度和变化阶段的评估准确率方面均有显著改善。 实际算例验证表明,集成模型的预测精度相较基模型提升

6. 41%,较现有方法有显著提升,具备较强的鲁棒性和稳定性。
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Abstract:Electric
 

submersible
 

pump
 

oil
 

recovery
 

is
 

currently
 

one
 

of
 

the
 

most
 

important
 

oil
 

recovery
 

methods
 

in
 

offshore
 

oil
 

fields.
 

Its
 

failure
 

can
 

affect
 

the
 

normal
 

production
 

and
 

operation
 

of
 

oil
 

wells
 

and
 

cause
 

economic
 

losses.
 

Therefore,
 

it
 

is
 

particularly
 

important
 

to
 

predict
 

the
 

remaining
 

service
 

life
 

of
 

electric
 

submersible
 

pumps
 

and
 

prevent
 

failures.
 

To
 

ensure
 

the
 

high-quality
 

operation
 

of
 

electric
 

submersible
 

pumps,
 

a
 

remaining
 

service
 

life
 

prediction
 

method
 

based
 

on
 

ensemble
 

learning
 

model
 

is
 

proposed
 

according
 

to
 

the
 

data
 

characteristics
 

of
 

electric
 

submersible
 

pumps.
 

Firstly,
 

the
 

remaining
 

service
 

life
 

at
 

each
 

time
 

point
 

is
 

calculated
 

as
 

the
 

label
 

function,
 

and
 

the
 

random
 

forest
 

algorithm
 

is
 

used
 

to
 

screen
 

the
 

high
 

contribution
 

feature
 

parameters
 

input
 

model.
 

An
 

ensemble
 

model
 

consisting
 

of
 

SSA-CNN
 

and
 

SSA-LSTM
 

base
 

models
 

weighted
 

by
 

absolute
 

error
 

is
 

constructed.
 

On
 

site
 

data
 

verification
 

shows
 

that
 

the
 

two
 

base
 

model
 

algorithms
 

have
 

their
 

own
 

advantages
 

and
 

disadvantages
 

in
 

different
 

situations.
 

SSA-CNN
 

has
 

more
 

advantages
 

during
 

data
 

fluctuation
 

periods,
 

while
 

SSA-LSTM
 

has
 

more
 

accurate
 

overall
 

predictions.
 

When
 

the
 

same
 

data
 

is
 

input
 

into
 

the
 

ensemble
 

model,
 

it
 

is
 

found
 

that
 

the
 

prediction
 

error
 

of
 

the
 

ensemble
 

model
 

is
 

significantly
 

smaller
 

than
 

that
 

of
 

the
 

two
 

base
 

models,
 

combining
 

the
 

advantages
 

of
 

both.
 

There
 

is
 

a
 

significant
 

improvement
 

in
 

overall
 

accuracy
 

and
 

evaluation
 

accuracy
 

during
 

the
 

change
 

stage.
 

The
 

actual
 

calculation
 

verification
 

shows
 

that
 

the
 

prediction
 

accuracy
 

of
 

the
 

integrated
 

model
 

is
 

6. 41%
 

higher
 

than
 

that
 

of
 

the
 

base
 

model,
 

which
 

is
 

significantly
 

improved
 

compared
 

to
 

existing
 

methods
 

and
 

has
 

strong
 

robustness
 

and
 

stability.
Keywords:electric

 

submersible
 

pump;
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ensemble
 

learning
 

model
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0　 引　 言

　 　 电潜泵作为油田开采中的重要设备,承担着输送原

油的任务,发挥着至关重要的作用。 然而,由于其长时间

运行和恶劣的工作环境,电潜泵常常面临各种故障风险。
因此,进行潜油电泵剩余使用寿命预测显得尤为重要。

对于设备剩余寿命预测的研究方法,大致分为两类,
包括基于物理模型的传统预测方法和基于机器学习算法

模型预测方法。 结合当下设备使用环境与影响因素复杂

的特点,机器学习算法模型已成为研究学者在设备预测

领域研究的重点。 Khabibullin 等[1] 介绍了一种基于现场

数据的电潜泵( electric
 

submersible
 

pump,ESP)故障预测

方法,该方法主要是采用决策树算法建立集成模型,进行

不同预测层位的研究。 Ghimire 等[2] 提出了混合人工智

能模型将卷积神经网络作为特征提取算法与极限学习机

相结合进行预测。 赵婧宇等[3] 提出了一种利用麻雀搜索

算法(sparrow
 

search
 

algorithm,SSA)优化长短期记忆网络

(long
 

short-term
 

memory,LSTM) 参数的电力负荷预测模

型。 韩腾飞[4] 针对单一预测模型性能波动较大和泛化能

力弱的问题,提出一种融合多个相异模型的 Stacking 集

成学习剩余使用寿命预测模型。 赵岩[5] 针对集成学习基

于传输理论与轻量级梯度提升机( light
 

gradient
 

boosting
 

machine,Light
 

GBM)模型的性能受限于传统特征提取方

法和 LeNet-5 网络在面对设备复杂工况时诊断性能较差,
提出一种改进 LeNet-5 网络结合 Light

 

GBM 模型的故障

诊断方法。 江兵等[6] 提出一种蚁群算法结合改进主成分

分析法优化反向传播( back
 

propagation,BP)神经网络的

热点温度预测模型。 张新生等[7] 提出了一种基于 SSA
优化卷积神经网络( convolutional

 

neural
 

networks,CNN)
算法的矿浆管道临界流速预测模型。 嵇晓燕等[8] 将自回

归积分滑动平均模型 ( autoregressive
 

integrated
 

moving
 

average
 

model,ARIMA)和 Prophet 模型结合 BP 神经网络

模型,构建了一种针对水质预测的集成学习模型,研究结

果表明,这种集成学习模型的预测精度明显优于单一

模型。
可以看到,国内外的学者倾向于用优化算法对某模

型进行优化,或用几种算法结合建立起集成学习模型进

行预测,通过相应结合方式将各个基础算法模型取长补

短,以期达到更好的预测效果。 但目前,电潜泵现场运行

时影响因素众多、监测信息的数量庞大,大量信息可能导

致预测模型运算量呈几何级增加,给预测计算带来不小

的压力;其次,信息过载可能使得训练的预测模型难以准

确捕捉关键特征[9] ,降低了故障预测的准确性。
现有研究方法针对影响因素多、监测数据量庞大条

件下的电潜泵剩余寿命预测的研究相对缺少,鉴于此,本

文选择运用随机森林算法筛选高贡献度特征参数,并建

立由 SSA-CNN、SSA-LSTM 两个基模型算法,经过绝对误

差加权的集成学习预测模型进行电潜泵剩余使用寿命预

测,促进解决电潜泵影响因素多、数据量大的问题,同时

利用集成模型提升数据训练效果,提高预测精度,缩短预

测时间,弥补单一预测方法的不足。

1　 集成学习模型基算法原理

1. 1　 LSTM 网络算法原理

　 　 LSTM 网络是一种特殊的循环神经网络。 针对循环

神经网络难以处理长序列的记忆问题,在传统模型的基

础之上增加了输入、输出、忘记控制器对其循环单元进行

改进[10] ,通过引入“门” 结构和“细胞状态” 来解决这个

问题。 门结构可以控制信息的流入和流出,细胞状态则

可以长期存储状态。 这使得 LSTM 能够在长序列中更好

地捕捉依赖关系,序列数据中的趋势、周期性和突发性等

特征;挖掘长范围的历史时间数据与未来时间数据的高

耦合关联性[11] ,因此,LSTM 被广泛的应用于具有时间延

续性数据的预测任务中。
LSTM 的核心思想是引入了 3 个门控单元:输入门、

遗忘门和输出门,以及 1 个细胞状态,通过这些门控机制

来控制信息的流动和记忆的更新。
1)输入门决定了哪些信息将被更新到细胞状态中。

它通过 Sigmoid 激活函数来控制每个元素的输入,其计算

公式如式(1)所示。
i t = σ(Wxi·x t + Whi·h t -1 + b i) (1)

式中:i t 是输入门的输出;x t 是当前时间步的输入;h t-1 是

上一个时间步的隐藏状态;Wxi 和 Whi 是输入和隐藏状态

的权重矩阵;b i 是偏置向量;σ 表示 sigmoid 函数。
2)遗忘门决定了哪些信息将被保留和遗忘。 它通过

sigmoid 激活函数来控制每个元素的遗忘程度,其计算公

式如式(2)所示。
f t = σ(Wxf·x t + Whf·h t -1 + b f) (2)

式中:f t 是遗忘门的输出;其他符号的含义与输入门

类似。
细胞的状态是通过输入门和遗忘门来更新的。 首

先,通过输入门来更新候选细胞状态,然后通过遗忘门来

控制保留和遗忘原有的细胞状态。 其计算公式如式(3)
和(4)所示。

C
~

t = tanh(Wxc·x t + Whc·h t -1 + bc) (3)

C t = f t·C t -1 + i t·C
~

t (4)

式中: C
~

t 是候选细胞状态;C t 是当前时间步的细胞状态。
3)输出门决定了当前时间步的隐藏状态,以及最终
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的输出。 它通过 sigmoid 激活函数来控制每个元素的输

出,其计算公式如式(5)和(6)所示。
o t = σ(Wxo·x t + Who·h t -1 + bo) (5)
h t = o t·tanh(C t) (6)

式中:o t 是输出门的输出;h t 是当前时间步的隐藏状态。
1. 2　 CNN 算法原理

　 　 CNN 作为深度学习的代表算法之一,在分类回归

问题上发挥着重要作用[12] 。 卷积神经网络具备表征学

习的能力[13] ,可以对输入信息进行平移不变分类,并且

可进行监督学习和非监督学习,其隐含层内的参数共

享和层间连接的稀疏性,使其能够以较小的计算量对

格点化特征进行处理。 尽管 CNN 主要用于处理图像数

据,但它同样适用于时间序列预测[14] ,特别是一维卷积

层在提取时间序列特征方面具有较高的效率。
CNN 的基本结构大致包括卷积层、激活函数、池化

层、输出层等[15] 。
1)卷积层是深度学习神经网络中的一种重要层级结

构,用于提取输入数据中的特征。 通过在输入数据上滑

动滤波器并执行卷积操作,卷积层可以生成一系列特征

图,其中每个特征图对应于一种检测到的特征。 这些特

征图随后被传递到网络的下一层用于进一步处理和学

习。 假设输入数据为 X,卷积核为 K,那么卷积操作可以

表示为:

Y( i,j) = (X × K)( i,j) = ∑
m

∑
n
X(m,n)·K( i - m,

j - n) (7)
式中:Y( i,

 

j)表示卷积后的输出;X(m,
 

n)表示输入数据

的元素;K( i-m,
 

j-n) 表示卷积核在位置( i-m,
 

j-n)
的权重。

2)激活函数在人工神经网络中扮演着关键的角色,
其主要作用是引入非线性特性,从而使网络能够学习和

表示复杂的非线性函数关系。 本文建立的神经网络模型

激活函数是 ReLU,它是一种非线性激活函数,可以使得

神经网络具有更强的表达能力。 ReLU 函数的数学表达

式为:
ReLU(x) = max(0,x) (8)
3)池化层通常紧随在卷积层之后,用于对数据进行

维度的降低和压缩。 在池化过程中,通过滑动窗口在输

入数据上移动,并在每个窗口区域内选择最大值或计算

均值作为输出。 通过应用池化层可以有效地降低网络的

计算压力,进而提升训练效率。 最大池化的数学表达式

如式(9)所示。
M( i,j) = maxm,nI( i + s·m,j + s·n) (9)

式中:M( i,
 

j)是输出的池化结果;I 是输入数据特征;( i,
 

j)是输出池化结果的坐标;(m,
 

n)是池化窗口的坐标;s
是池化窗口的大小。

1. 3　 SSA 原理

　 　 CNN 与 LSTM 模型都是近几年炙手可热的计算模

型,它们在各自的领域和任务中表现出色[16] 。 但是这两

种模型同样存在不同的局限性;为了提高基础算法的预

测精度,采用 SSA 对其进行优化。
SSA 是近些年提出的新算法,在工业上主要应用于

各种参数的预测,例如电力、风电功率等;在其他领域,水
利、空气质量方面也有一定的应用[17] ,它是一种基于自

然界麻雀觅食行为的启发式优化算法,具有较强的全局

优化能力[18] 。 对于复杂的 CNN 和 LSTM 模型,特征提取

对电潜泵剩余使用寿命预测的准确性有重要影响,采用

SSA 进行优化可以更好地搜索参数空间,寻找到更优的

模型参数配置。 对于 CNN,SSA 主要优化模型中的超参

数配置,如卷积层的数量、卷积核的大小、步长等,这些超

参数直接影响特征提取的效果和模型的表现能力,同时,
可以帮助模型从多尺度上提取信息以应对复杂的电潜泵

设备数据,增强模型泛化能力;对于 LSTM,SSA 可以设置

一个定量种群大小及迭代次数,能够为 LSTM 在该范围

内寻求最佳的参数,如 LSTM 隐藏层的层数、初始学习效

率、最大训练周期等,同时,针对电潜泵数据特征,SSA 通

过调整 LSTM 模型的时间步长和隐藏状态维度,使其能

够更好地捕捉设备状态的长期依赖性,提高设备剩余寿

命的预测精度。
此外,SSA 具有一定的随机性,能够帮助算法跳出

局部最优点,避免陷入局部最优解, 这对于 CNN 和

LSTM 等深度学习模型来说尤为重要,因为这些模型的

参数空间通常非常大,存在许多局部最优点;并且 SSA
具有较好的自适应性[19] ,能够在搜索过程中动态调整

搜索策略,根据当前搜索状态进行调整,有助于更快地

收敛到全局最优解;与其他优化算法相比,SSA 算法通

常具有较高的搜索效率和收敛速度[20] ,这对于优化大

规模模型来说同样很重要,可以节省大量的时间和计

算资源。

2　 基于局部误差的集成学习模型建立

　 　 集成学习方法通过将多个基模型的预测形式进行组

合,从而实现对单一模型局限性的有效补偿[21] 。 通过这

种方式,不仅能够增强模型对输入数据的适应能力,还能

提升其对设备剩余寿命预测的性能和可靠性。
2. 1　 集成学习模型原理

　 　 随机森林算法是以决策树为基学习器的集成学习算

法,它利用多个决策树来进行分类或回归任务[22] 。 随机

森林中的每棵决策树都是由对训练集进行自助采样得到

的随机样本构建的,同时每个节点的划分特征也是随机
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选择的,这使得它具有更好的泛化能力和抗过拟合能力;
针对电潜泵的数据集特点,随机森林算法能够很好地捕

捉数据中的非线性关系,因为每棵决策树都可以自由地

对特征空间进行划分,不受线性关系的限制。
基尼指数( Gini

 

index) 是衡量分类模型中特征的纯

度或不确定性的指标之一。 基尼指数越小的特征在决策

树的节点分裂过程中具有更高的重要性,因为它们能够

更有效地将数据集分割为纯度更高的子集。 通过计算各

个特征的基尼指数,可以确定哪些特征对于决策树模型

的构建是最重要的,进而进行特征选择和模型优化。
Gini 指数的计算公式为:

Gini(D) = 1 - ∑
n

i = 1
(p i)

2 (10)

式中:D 表示数据集;n 表示数据集中的类别数;p i 表示

数据集中属于第 i 个类别的样本占总样本的比例。
2. 2　 集成学习模型建立原理

　 　 集成学习是一种通过组合多个单一模型来构建更强

大的模型的机器学习技术,即通过结合多个弱学习器的

预测结果,最终得到一个更准确、更稳定的整体预测[23] 。
集成学习的核心思想是结合多个模型,通过某种策略将

多个基学习器的预测结果进行结合,从而得到最终的整

体预测[24] 。 通过结合多个模型的预测结果,可以在保持

准确性的同时提高模型的稳定性和泛化能力,从而更好

地适应未知数据。
局部误差在数值方法中具有重要意义,其涵盖了模

型在每个特定数据点或样本上的预测准确度[25] 。 在处

理时序数据等预测任务中,局部误差的分析有助于识别

模型的局部缺陷,指导模型的优化方向。 因此,对于提高

预测模型的性能至关重要。 本文选取计算局部误差作为

集成学习模型的组合指标,其中绝对误差被采用作为局

部误差的衡量标准。 绝对误差的计算简单明了,它代表

了预测值与实际值之间的接近程度,因此较小的绝对误

差意味着预测的准确性较高:

e = y i -ŷ i (11)

式中:e 是绝对误差;y i 是实际值; ŷ i 是模型预测值。
则模型 i 的权重 ω i 可以计算为:

ω i =
1
ei

(12)

基于此,得到集成模型的预测结果,计算公式为:

Y = ∑
N

i = 1
Y i (13)

式中:N 表示基模型的数量;Y i 表示各个基模型的预测

结果。

3　 集成学习模型数据验证及分析

3. 1　 集成学习模型参数计算

　 　 研究数据来源于现场油田实际开发生产数据,根据

对数据初步整理汇总分析可以发现,电潜泵的数据量不

仅庞大,维度高,各个参数的相关性也很高;在发生故障

的时候,各个参数都会发生一定的变化,由单一的参数作

为标签参数建立故障预警的模型是不合适的。 将电潜泵

剩余使用寿命看作使用寿命的一次函数;电潜泵的监测

为每 20
 

min 采一个点,已知每个泵的启泵与停泵的时

间,即运行天数;通过这几个量就可以求出泵剩余使用寿

命的数量变化规律。 以 A 井为例,画出其故障前一个月

的剩余使用寿命图,如图 1 所示,横坐标为每 20
 

min 一个

的采样时间点。

图 1　 A 井电潜泵剩余使用寿命与使用寿命一次函数
Fig. 1　 Remaining

 

service
 

life
 

and
 

linear
 

function
 

of
 

service
 

life
of

 

A
 

well
 

electric
 

submersible
 

pump
根据建立的预测模型,选取 A 井故障前 2 个月的数

据输入随机森林贡献度算法模型中进行预测模型输入参

数选择,得到结果如图 2 所示。 根据贡献度大小选取功

率、频率、进口压力和振动参数作为输入参数。

图 2　 随机森林各参数导致故障贡献度计算结果
Fig. 2　 Calculation

 

results
 

of
 

fault
 

contribution
 

caused
 

by
various

 

parameters
 

of
 

random
 

forest
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3. 2　 集成学习模型数据验证

　 　 根据 A 井故障前 25
 

d 的参数变化趋势,得到对比图

如图 3 所示。 可以观察到一系列关键参数呈现出了异常

的变化;特别是泵进口压力参数发生了明显的直线上升,
电压等其他参数出现了不同程度的异常波动。

图 3　 A 井电潜泵故障前 25 天各参数变化对比

Fig. 3　 Comparison
 

chart
 

of
 

parameter
 

changes
 

in
 

the
 

25
 

days
before

 

the
 

failure
 

of
 

the
 

electric
 

submersible
 

pump
 

in
 

Well
 

A

将选定的参数首先输入两个基模型中,得到结果如

图 4 所示。 在整体表现上,SSA-LSTM 算法的预测效果优

于 SSA-CNN 算法;然而,在数据出现较大波动的前期阶

段、故障停机前一个阶段,SSA-CNN 算法的预测误差明

显小于 SSA-LSTM 算法。 在同样出现数据波动的后期,
两种算法都发生了预测时间高于真实时间的情况,推测

为由于后期数据变化的方式、数量与前期相似,算法学习

过了前期的变化,以至于后期会出现高于实际情况的预

测值。
SSA-CNN 和 SSA-LSTM 算法在不同情况下都有各自

的优势和劣势。 SSA-CNN 在数据波动较大等阶段可能

表现更优,如在第 200 ~ 1
 

000 个采样点之间数据波动较

大,SSA-CNN 该时间区间的预测曲线相较于 SSA-LSTM
波动更为平缓稳定。 但在整体预测中,SSA-LSTM 结果更

准确,为表述数据稳定性情况,采用数据间平均绝对误

差(mean
 

absolute
 

error,MAE) 指标进行评估,SSA-CNN、
SSA-LSTM 的预测数据与真实时间值的 MAE 分别为

2. 892
 

8、2. 304
 

1,可知 SSA-LSTM 在整体预测中更为

准确。
两种算法预测出的结果普遍偏低,尽管在某种程度

上这种情况有利于提前进行维护工作;预测的剩余使用

寿命较短时,可以提醒维修团队及时介入,减少潜在的生

产损失。 然而,电潜泵作为复杂的设备,其维护和更换过

程同样需要相当高的成本投入。 所以,预测结果应该力

求更接近真实值,通过更精准地预测剩余使用寿命,可以

更好地规划维修计划,避免过早或过晚地进行维护,从而

最大程度地降低维护成本,确保电潜泵的高效稳定运行。
基于此,提出这两种算法的集成学习模型,以获得更好的

预测性能。

图 4　 两种基模型算法剩余寿命预测结果

Fig. 4　 Remaining
 

life
 

prediction
 

results
 

of
two

 

basic
 

model
 

algorithms

将同样的数据代入到建立的集成模型中,得到的结

果如图 5 所示。 集成模型的预测误差明显小于两种基模

型的预测误差,这表明集成模型能够有效地结合两种模

型的优势,从而提高预测的准确性和稳定性。
具体来看,观察到在数据变化的前期阶段,首个采样

时间点位置,集成模型预测的剩余使用寿命为 17. 8
 

d,
SSA-CNN 基模型预测的剩余使用寿命为 20. 1

 

d,SSA-
LSTM 基模型预测的剩余使用寿命为 11. 3

 

d,集成模型更

倾向于赋予 SSA-CNN 模型更多的权重。 在数据波动较

大的情况下,SSA-CNN 模型能够更准确地捕捉到数据的

变化趋势,误差值比 SSA-LSTM 值小,因此集成模型更倾

向于采用其预测结果,以降低整体的预测误差。
在预测中期阶段,第 1

 

000 个采样时间点位置,集成

模型预测的剩余使用寿命为 8. 5
 

d,SSA-CNN 基模型预测

的剩余使用寿命为 7. 4
 

d,SSA-LSTM 基模型预测的剩余
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使用寿命为 9. 1
 

d,由于 SSA-LSTM 算法在整体表现上更

为优秀,因此集成模型更多地采用了 SSA-LSTM 算法的

预测结果,使预测结果更加平稳,并且更接近真实值。
在算法后期,即故障停机前的一段时间内,集成模型

的预测结果与真实情况更为吻合;两个基模型中存在的

高于真实值的部分,长度也变短了。 整体来看,集成模型

相较于两个基模型来说是更为准确的。
经实际算例对比验证表明,集成模型的预测精度提

升了 6. 41%,有效提高了预测的准确性和稳定性。

图 5　 集成学习模型算法剩余寿命预测结果

Fig. 5　 Remaining
 

life
 

prediction
 

results
 

of
ensemble

 

learning
 

model
 

algorithm

4　 模型性能对比评估

4. 1　 集成学习模型性能对比评估

　 　 为了说明集成模型在电潜泵剩余寿命预测的有效与

优势,经文献调研与探究,利用针对电潜泵剩余寿命预测

较先进的预测模型 PSO-ELM、GA-BP 对剩余寿命进行预

测并进行结果对比,情况如表 1 所示,由表 1 可以看出,
集成 模 型 的 平 均 绝 对 百 分 比 误 差 ( mean

 

absolute
 

percentage
 

error,MAPE)更低,从其他 3 个评价指标也可

以得出,集成模型的预测结果更好。
表 1　 模型评价指标值

Table
 

1　 Model
 

evaluation
 

index
 

value

预测模型 MAPE RMSE MAE R2

集成模型 0. 327
 

9 2. 111
 

6 1. 652
 

0 0. 894
 

3
PSO-ELM 模型 0. 525

 

0 2. 721
 

5 1. 861
 

0 0. 858
 

0
GA-BP 模型 3. 029

 

4 2. 906
 

3 1. 699
 

8 0. 838
 

1

4. 2　 集成学习模型鲁棒性评估

　 　 在不同工况或数据噪声等干扰因素存在的情况下,
模型的预测稳定性十分重要[26] ,本文通过数据噪声测试

以观测模型在干扰因素存在的情况下是否稳定,从而验

证集成模型的鲁棒性。

首先,向输入数据添加不同幅度的高斯噪声(噪声标

准差分别为数据均值的 1%、5%、10%),模拟数据采集过

程中的随机扰动。 然后,将噪声数据输入 SSA-LSTM、
SSA-CNN 两个基模型以及集成模型,分别计算 3 种模型

相较于原始数据的预测误差。 结果得出,经 1%、5%、
10%

 

3 种幅度对数据噪声化后,集成模型相较于原始数

据预测误差分别为 0. 51、1. 85、1. 69,CNN 基模型相较于

原始数据预测误差分别为 1. 20、2. 31、2. 31,LSTM 基模

型相较于原始数据的预测误差分别为 0. 92、2. 51、1. 82,
可以看出集成模型在各级数据干扰条件下的误差变化幅

度显著明显小于两个基模型,说明在干扰因素存在的情

况下集成模型性能稳定,具有较好鲁棒性。

5　 结　 论

　 　 本文针对电潜泵现场运行历史数据,分析计算了每

个时间点的剩余使用寿命作为预测标签,采用随机森林

算法选择贡献度较高的参数作为预测模型输入特征;结
合 SSA-CNN 和 SSA-LSTM 算法建立了集成学习模型;数
据对比表明,集成算法兼具两者优势,预测精度提升了

6. 41%,有效提高预测准确性和稳定性,整体精度和变化

阶段预测准确率都有显著改善。 为影响因素多、监测数

据量庞大条件下的电潜泵剩余寿命预测的研究提供有效

方案。 此外,经过与现有较先进剩余寿命预测模型结果

对比,得出集成模型的预测结果更好;经过鲁棒性验证,
得出集成模型在干扰因素下仍能性能稳定,说明了集成

模型在电潜泵剩余寿命预测的有效性。 后续研究将实现

电潜泵剩余寿命预测的现场应用验证,并针对其他复杂

作业环境拓展本文方案的适用性研究,以实现更广泛的

运用价值。
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