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摘　 要:针对现有电动汽车动力电池 SOC 和 SOH 估计方法存在运算效率低、实时性差以及估算准确率低的问题,提出一种精确

估算电动汽车动力电池 SOC&SOH 的循环门控模型。 首先,改进门控循环单元 GRU 中更新门和重置门的计算方式并将候选隐

藏状态激活函数替换为 ThLU 函数,缩短训练时间,有效缓解梯度消失。 其次,优化序列数据输入方式,引入环形 GRU 计算模

式,提升模型运算效率和估计精度。 最后,基于卷积神经网络 CNN 和改进门控循环单元 IGRU,利用传感器采集到的电压 V、电
流 I、温度 T 数据,实现全周期 SOH 和 SOC 同步估算,并将 SOH 估计值计入 SOC 估算,消除老化因素对 SOC 估算造成的不利影

响。 利用牛津大学电池数据集进行实验验证,结果表明,相比传统估计模型,循环门控模型 SOC 估计精确度有效提升,预测误

差基本保持在 0. 5%以内。
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Abstract:
 

Aiming
 

at
 

the
 

problems
 

of
 

low
 

computing
 

efficiency,
 

poor
 

real-time
 

performance
 

and
 

low
 

estimation
 

accuracy
 

of
 

the
 

existing
 

SOH
 

and
 

SOC
 

estimation
 

methods
 

for
 

electric
 

vehicle
 

power
 

battery,
 

a
 

recurrent
 

gated
 

neural
 

network
 

model
 

is
 

proposed
 

to
 

accurately
 

estimate
 

the
 

SOC
 

&
 

SOH
 

of
 

electric
 

vehicle
 

power
 

battery.
 

Firstly,
 

the
 

calculation
 

methods
 

of
 

update
 

gate
 

and
 

reset
 

gate
 

in
 

the
 

Gated
 

Recurrent
 

Unit
 

are
 

improved
 

and
 

the
 

candidate
 

hidden
 

state
 

activation
 

function
 

is
 

replaced
 

by
 

the
 

ThLU
 

function
 

to
 

shorten
 

the
 

training
 

time
 

and
 

effectively
 

alleviate
 

the
 

gradient
 

vanishing.
 

Secondly,
 

the
 

sequence
 

data
 

input
 

method
 

is
 

optimized,
 

and
 

the
 

loop
 

GRU
 

calculation
 

mode
 

is
 

introduced
 

to
 

improve
 

the
 

model
 

computing
 

efficiency
 

and
 

estimation
 

accuracy.
 

Lastly,
 

the
 

model
 

is
 

based
 

on
 

the
 

convolutional
 

neural
 

network
 

and
 

the
 

improved
 

gate
 

recurrent
 

unit,
 

the
 

full-cycle
 

SOH
 

and
 

SOC
 

are
 

simultaneously
 

estimated
 

using
 

the
 

voltage,
 

current,
 

and
 

temperature
 

data
 

collected
 

by
 

the
 

sensors,
 

and
 

the
 

SOH
 

estimation
 

is
 

included
 

in
 

the
 

SOC
 

estimation
 

to
 

eliminate
 

the
 

adverse
 

effects
 

of
 

the
 

aging
 

factor
 

on
 

the
 

SOC
 

estimation.
 

Experimental
 

validation
 

using
 

the
 

Oxford
 

University
 

battery
 

dataset
 

shows
 

that
 

compared
 

with
 

the
 

traditional
 

estimation
 

model,
 

the
 

SOC
 

estimation
 

accuracy
 

of
 

the
 

model
 

proposed
 

in
 

this
 

paper
 

is
 

effectively
 

improved,
 

and
 

the
 

prediction
 

error
 

basically
 

stays
 

within
 

0. 5%.
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0　 引　 言

　 　 动力电池是电动汽车核心部件之一,通常由上百个

单体电池以串联或并联排列构成,最终实现电池组所需

的电压和容量[1-2] 。 受到环境温度、成组方式、充放电倍

率、放电深度等其他因素的影响,动力电池内部容易出现

SEI 膜生长、电解液分解、锂离子电池自放电、电极活性
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材料损失、集流体腐蚀等现象最终导致容量衰退[3-5] 。 动

力电池容量可衰退至额定容量的 70% ~ 80%,严重影响

电动汽车的电能补给和使用环境,形成一定的安全隐患。
更重要的是,容量衰退会导致荷电状态 SOC 估计误差逐

步增大,使得用户错误估计电动汽车续航里程,影响日常

出行。 因此,为了提高电动汽车安全性和改善用户的驾

驶体验,电池管理系统 BMS 必须精确估计电动汽车动力

电池的老化程度 SOH 以及荷电状态 SOC[6-8] 。
目前针对动力电池 SOH 与 SOC 估计方法主要分为

基于模型的估算方法[9-10] 和基于数据驱动的估算方

法[11-12] 。 基于模型的估算方法通常是建立反映电池内部

物理机制的电路模型,一般分为一阶 RC 和二阶 RC 等效

电路模型。 对于不同老化程度的电池,依据提取到的电

压等数据得到模型参数的变化进而完成 SOH 和 SOC 估

算。 但这种估计方法高度依赖所建等效电路的精度,一
旦电路模型的精度不够,将会严重影响 SOH 和 SOC 估

计。 基于数据驱动的估算方法主要通过从充放电循环过

程获取的大量电压、电流、温度数据中提取与电池 SOH
和 SOC 相关的特征,利用神经网络模型最终完成 SOH 与

SOC 估计。 其无需考虑电池内部复杂的化学反应和结构

的变化,估计精确度高从而得到广泛的使用。
近年来,机器学习[13-14] 、深度学习[15-16] 由于具有能够

处理复杂数据并自动提取复杂特征、泛化能力强的优势

逐步应用于 SOH 和 SOC 的估计。 文献[17]介绍了一种

基于双层集成极限学习机 ELM 的 SOH 和 SOC 估计方

法,通过提取电池健康状态 HI 映射与 SOH 的关系,然后

采用安时积分法修正 SOC,实现 SOH 和 SOC 联合估计,
但这种方法需要人工手动提取特征,造成大量人力物力

的浪费,且不能完全反映采集数据与 SOH 和 SOC 的关

系。 文献[ 18] 提出了一种基于深度学习的动力电池

SOH 和 SOC 联合估算的方法,采用卷积神经网络 CNN
将动力电池满充过程中的电压、温度、电流值映射到当前

循环的 SOH 值,然后将 SOH 作为特征值利用门控循环单

元 GRU 实现 SOC 估计,获得较高的精度。
但采用 GRU 估计 SOC 过程中仍然存在计算效率

低、梯度消失、储存数据占据空间问题。 用长序列数据训

练一个有效的 GRU 依旧很耗时,为减少参数量,需要对

GRU 内部的计算方式做出一些改进。 文献[19] 提出一

种轻量型门控循环单元,在一定程度上减少了模型参数

量,但同时需要更长的执行时间和更大的学习率才能取

得较好的效果,不利于实际应用。 门控循环单元 GRU 尽

管在一定程度上缓解传统循环神经网络梯度爆炸和梯度

消失的问题,但在计算候选隐藏状态时饱和激活函数

Tanh 仍会带来梯度消失的问题。 文献[20] 提出将原始

GRU 的候选隐藏状态 Tanh 激活函数替换为非饱和激活

函数 Relu 激活函数,缓解饱和函数引起的梯度消失。 但

ReLU 激活函数在 x 小于 0 情况下存在硬饱和的现象,会
出现权重无法更新,从而出现神经元死亡的现象。 此外,
长序列数据占据大量存储空间,导致可用空间不足进而

引起系统性能下降造成系统崩溃和数据丢失。 电动汽车

电池管理系统 BMS 存储空间是有限资源,如果传感器采

集到的所有数据均需要储存,则占据大量存储空间,需要

额外的投资来扩展存储设备或采购更大容量的存储介

质,增加电池管理系统 BMS 的运维成本和维护复

杂性[21] 。
针对以上动力电池 SOC 和 SOH 的估计存在的问题,

构建了基于门控循环单元的 CNN-IGRU 预测模型,以精

确估计电动汽车在正常运行时动力电池的健康状态和荷

电状态。 具体贡献为:
1)针对传统 GRU 模型存在计算效率低以及梯度消

失的问题,通过优化 GRU 模型更新门和重置门的计算方

式,并且将候选隐藏状态中的 Tanh 激活函数替换为线性

修正单元 ThLU 激活函数,缩短了 GRU 模型的训练时间,
有效缓解模型梯度消失现象。

2)针对储存过多数据引发存储空间不足的问题,优
化序列数据输入方式,引入环状 GRU 网络结构,减少数

据存储空间,降低计算资源,提高运算效率。
3)考虑到动力电池健康状态 SOH 对荷电状态估算

的影响,将健康状态 SOH 作为特征量参与荷电状态 SOC
的估算,采用 CNN-IGRU 模型实现 SOH 和 SOC 的联合估

算,提高电动汽车在实际运行过程中 SOC 估算准确率。

1　 相关工作

1. 1　 SOH 和 SOC 关联性分析

　 　 电池健康状态[22](state
 

of
 

health,SOH),通常用于表

征电池的老化衰退程度,具体定义为当前循环可用的最

大电荷容量与电池生产出厂时的额定容量之比,如式

(1)所示。 电池荷电状态[23] ( state
 

of
 

charge,SOC),一般

用于表征电池的剩余电量,具体定义为当前电池剩余可

用的总电荷量与当前可用的最大电荷容量之比,如式

(2)所示。

SOH(C) =
Q(C) MAX

QN
(1)

SOC( t) = Q( t)
Q( t) MAX

(2)

其中,Q(C) MAX 代表当前循环可用的最大电荷容量,
QN 表示为电池生产出厂时的额定容量,SOC( t) 为不同

时刻 t 的 SOC 值,Q( t)代表当前电池剩余可用的总电荷

量,SOH( t)代表当前循环电池的健康状态。
在动力电池使用过程中,单次循环的 SOH 由于变化

较小可以忽略不记,在估算过程中将每次循环 SOH 视为
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为固定值,SOC 与 SOH 的关系如式(3)所示。

SOC( t) = Q( t)
QN × SOH( t)

(3)

从重新推导的式(3)可以看出,健康状态 SOH 与荷

电状态 SOC 具有非常强的线性关系。 因此本文提出将

电池 SOH 作为特征估算电池 SOC,这样既可以考虑电池

组在工作中受内部和外部因素影响老化的情况,及时的

更换电池组中的电池,提高电池的利用率;也可以利用

SOH 作为特征提升 SOC 估计的精度,方便电动汽车用户

能够根据电量做出合理的充电规划和出行计划。
1. 2　 门控循环单元 GRU
　 　 门控循环单元(gate

 

recurrent
 

unit,GRU)采用门控机

制控制信息的流动,能够更好的捕捉长序列数据的依赖

关系。 相 比 长 短 期 记 忆 神 经 网 络 ( long
 

short-term
 

memory,LSTM)引入的遗忘门、输入门、输出门 3 个门,门
控循环单元仅引入重置门和更新门,参数量减少的同时,
在某些任务中运算速度和精确度的表现均优于 LSTM。
GRU 结构图如图 1 所示。

图 1　 门控循环单元 GRU 结构图

Fig. 1　 Structure
 

of
 

the
 

gated
 

recurrent
 

unit

门控循环单元 GRU 中的重置门 rt、更新门 zt、候选隐

藏状态 h
~

t、 最终隐藏状态 h t 的计算方式分别如式(4) ~
(7)所示。

rt = σ(x tWxr + h t -1Uhr + br) (4)
zt = σ(x tWxz + h t -1Uhc + bz) (5)

h
~

t = Tanh(x tWxh + ( rt☉h t -1)Uhh + bh) (6)

h t = zt☉ h
~

t + (1 - zt)☉h t -1 (7)
其中,☉为逐元素乘积,Wxr、Wxz、Wxh、Uhr、Uhc、Uhh

为权重参数,br、bz、bh 为偏置函数, σ 为 Sigmoid 激活函

数,Tanh 为双曲正切激活函数。
1. 3　 SOH 和 SOC 估计

　 　 在动力电池充放电过程中选取与 SOH 相关性较高

的特征对于 SOH 估计至关重要。 文献[24]介绍充电阶

段相比放电阶段更加可控、相对温和、稳定的特性,更易

探索与电池 SOH 的相关性。 以美国航空航天局卓越测

试中心(PCoE)的 B005 电池为例,观察电池在不同循环

充电过程中的电流、温度、电压的变化曲线的差异以及不

同循环次数下电池容量的变化情况,分别如图 2( a) ~
(d)所示。

从图 2 中可以看出,不同循环次数下的电压曲线、温
度曲线、电流曲线存在明显的差异,不同循环次数下的容

量曲线总体呈现下降的趋势。 电动汽车用户充电习惯通

常为:在 SOC 为 40% ~ 75%的区间内开始充电,直至 SOC
为 100%结束充电,各次充电的 SOC 变化量为 25% ~
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图 2　 充电过程不同循环电压、电流、温度及容量变化曲线

Fig. 2　 Voltage,
 

current,
 

temperature
 

and
 

capacity
 

change
curves

 

for
 

different
 

cycles
 

of
 

charging
 

process

　 　 　 　 　

60%。 因此,考虑到电动用户实际充电习惯,本文选择部

分充电过程中的电压 V、电流 I、温度 T 值[V1,I1,T1,V2,
I2,T2,…,Vn,In,Tn]作为 SOH 估计模型的特征。 基于充

电阶段的电池容量更能反映电池 SOH 变化的特性,SOH
估计采用充电阶段的电池容量。 选取卷积神经网络

(convolutional
 

neural
 

network,CNN)作为预测 SOH 模型,
既避免了人工手动提取特征的过程,又能够自适应的从

充电阶段采集到的电压、电流、温度数据中提取与 SOH
相关的特征,最终实现 SOH 估计。 SOH 估计具体流程如

图 3 所示。
电动汽车在充电阶段依据 SOC 估计电池的实际电

量,在放电行驶过程依据 SOC 估计剩余行驶里程,整个

充放电循环的 SOC 至关重要。 因此主要估计充电过程

和放电过程中的 SOC 变化情况,实现全使用周期 SOC 估

计。 动力电池 SOH 和 SOC 之间存在最大容量的关系,不

图 3　 SOH 估计流程图

Fig. 3　 Flowchart
 

of
 

SOH
 

estimation

同老化状态下的荷电状态 SOC 也会存在明显的差异性。
不同 SOH 值下充电阶段 SOC 变化曲线如图 4 所示,不同

SOH 值下放电阶段 SOC 变化曲线如图 5 所示。

图 4　 不同 SOH 值下充电阶段 SOC 变化曲线

Fig. 4　 SOC
 

change
 

curve
 

of
 

charging
stage

 

under
 

different
 

SOH

由图 4 和 5 可以看出,电池在不同的健康状态 SOH
下 SOC 的变化不同。 SOH 值越小,老化程度越严重,其
对应充电阶段 SOC 由 0%达到 100%时间提前,放电阶段

图 5　 不同 SOH 值下放电阶段 SOC 变化曲线

Fig. 5　 SOC
 

curves
 

in
 

the
 

discharge
stage

 

at
 

different
 

SOH

SOC 由 100%达到 0%的时间同样提前,因此为了准确估

计 SOC 值就必须考虑 SOH 的影响。 将电池充放电过程

当前时刻的电压 Vt、电流 It、温度 Tt,前一时刻 SOC 值

SOC t-1 以及当前循环 SOH 值[Vt,It,Tt,SOC t-1,SOH] 作

为 SOC 估计的特征。 SOC 估算流程如图 6 所示。
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图 6　 SOC 估计流程图

Fig. 6　 Flowchart
 

of
 

SOC
 

estimation

2　 构建环状门控循环网络模型

2. 1　 构造变体更新门和重置门

　 　 电动汽车电池管理系统 BMS 内部传感器采集的电

压,电流和温度数据属于长序列数据。 用长序列数据训

练一个有效的 GRU-RNN 是非常耗时的,因此迫切需要

进一步研究减少 GRU 模型参数,提高训练效率。 针对上

述问题,改进了传统门控循环单元 GRU 更新门和重置门

的计算方式,构造变体更新门和重置门。 具体来讲,重置

门和更新门仅使用先前的隐藏状态 h t-1 和偏置量 b 来计

算。 计算方法如式(8)、(9)所示。
rt = σ(h t -1Uhr + br) (8)
zt = σ(h t -1Uhc + bz) (9)
改进后的变体门控与传统门控对比如图 7 所示。

图 7　 传统门控与变体门控对比

Fig. 7　 Traditional
 

gating
 

compared
 

to
 

variant
 

gating

图 7 中左半部分传统门控中更新门 zt 决定保留来自

先前隐藏状态的信息以及应该接受多少来自当前输入的

新信息,重置门 rt 决定忽略多少先前隐藏状态的信息以

及重置当前时刻输入的影响。 提出的变体门控如图 7 中

右半部分所示,变体门控中更新门 zt 仅决定保留来自先

前隐藏状态的信息,重置门 rt 仅忽略来自先前隐藏状态

的信息。 相比传统门控的优势为:一方面在于减轻了更

新门和重置门对当前时刻输入 x t 的依赖程度,同时延续

更新候选隐藏状态和隐藏状态的功能;另一方面,当前时

刻输入 x t 只参与到候选隐藏状态的计算,能够在参与度

较少的情况下,最终实现隐藏状态的输出。
当权重参数 W 为 N×M 矩阵,U 为 N×N 矩阵,偏置

项 b 为 N×1 矩阵,当前时刻输入为 M 维时,传统门控循

环单元的总参数量等于 3×(N2 +NM+N),而本节提出的

变体门控相比传统门控循环单元总参数量减少 2×NM,
即最终的总参数量为 3(N2 +N) +NM。 由此看来,提出的

变体更新门和重置门不仅减少了总参数量,提高了运算

效率,而且能够实现传统门控循环单元输出隐藏状态的

功能。
2. 2　 线性修正单元 ThLU 激活函数

　 　 门控循环单元隐藏候选状态计算中采用了 Tanh 激

活函数,存在一定的梯度消失现象,不适用于深层神经网

络的训练。 ReLU 激活函数可以保证信息传输更加直接,
相比饱和的 Tanh 激活函数,ReLU 不存在饱和激活函数

带来的梯度消失问题,且能更好地配合残差信息的传递。
更改后隐藏候选状态计算方法如式(10)所示。

h
~

t = ReLU(x tWxh + ( rt☉h t -1)Uhh + bh) (10)
但 ReLU 激活函数在 x ﹤ 0 情况下存在硬饱和的现

象,会出现权重无法更新,从而出现神经元死亡的现象。
为了解决这种现象,基于双曲正切 Tanh 函数负半轴可以

减少神经元细胞死亡的优势以及 ReLU 激活函数在正半

轴不存在梯度消失的优势,采用一种基于 Tanh 函数的线

性整流函数( tangent
 

based
 

on
 

rectified
 

linear
 

unit,ThLU)
作为门控循环单元 GRU 候选隐藏状态计算的激活函数。
ThLU 函数公式如式(11)所示。
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ThLU(x) =
x,x ≥ 0
ex - e -x

ex + e -x,x < 0{ (11)

为了更直观的分析 ThLU 函数,对 Tanh 函数、ReLU
函数、ThLU 函数进行对比分析,如图 8 所示。

图 8　 Tanh 函数、ReLU 函数、ThLU 函数曲线

Fig. 8　 Tanh
 

function,
 

ReLU
 

function,
 

ThLU
 

function
 

curve

从图 8 中可以看出,当 x≥0 时,ThLU 激活函数的输

出与 ReLU 激活函数的输出相同,大于 Tanh 激活函数的

输出;当 x ﹤ 0 时,ThLU 激活函数的输出与 Tanh 激活函

数的输出相同,小于 ReLU 激活函数的输出。 从整体输

出可以分析出,ThLU 激活函数融合了 Tanh 激活函数和

ReLU 激活函数两种函数的优点,更接近 0 均值。
最终候选隐藏状态的计算方式如式(12)所示。

h
~

t = ThLU(x tWxh + ( rt☉h t -1)Uhh + bh) (12)
改进后的门控循环单元 GRU 的计算公式如式(13)

所示。
rt = σ(h t -1Uhr + br)
zt = σ(h t -1Uhc + bz)

h
~

t = ThLU(x tWxh + ( rt☉h t -1)Uhh + bh)

h t = zt☉ h
~

t + (1 - zt)☉h t-1

ì

î

í

ï
ï
ïï

ï
ï
ï

(13)

改进后的 GRU 结构如图 9 所示。
序列数据输入多个 GRU 模块的计算过程,如图 10

所示。
2. 3　 优化数据输入方式,引入环状 GRU 计算模式

　 　 门控循环单元 GRU 的计算效率与数据输入方式密

切相关,传统计算方式为序列数据[ x1,x2,x3,x4,…,xn]
按照时间顺序依次输入 N 个门控循环单元 GRU,最终在

末尾 GRU 中获取输出,计算流程如图 11 所示。 由于

GRU 的数量与输入数据量成正比,大量序列数据参与计

算会造成运算复杂并且占据大量存储空间影响模型的运

算效率。

图 9　 改进后的 GRU 结构图

Fig. 9　 Diagram
 

of
 

the
 

improved
 

GRU
 

structure

图 10　 GRU 循环结构

Fig. 10　 GRU
 

cycle
 

structure

图 11　 传统门控循环单元 GRU 计算流程

Fig. 11　 Conventional
 

calculation
 

process

传统的 GRU 计算方式如式(14)所示。
h t = GRUn(x1,x2,x3,x4,xn,h t -1) (14)
提出优化序列数据的输入方式,引入环形 GRU 计算

模式,从而实现减少数据存储空间,提高运算效率目的。
环形 GRU 计算方式如图 12 所示,计算方法如式( 15)
所示。
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h t =GRUn(x1,x2,x3,x4,…,xn,h t-1)
h t =GRU1(xn+1,x2,x3,x4,…,xn,h t-1)
h t =GRU2(xn+1,xn+2,x3,x4,…,xn,h t-1)
h t =GRU3(xn+1,xn+2,xn+3,x4,…,xn,h t-1)
h t =GRU4(xn+1,xn+2,xn+3,xn+4,…,Xn,h t-1)
︙
h t =GRUn(xn+1,xn+2,xn+3,xn+4,…,x2n-3,x2n-2,x2n-1,x2n,h t-1)

ì

î

í

ï
ï
ï
ïï

ï
ï
ï
ïï

(15)
其中,GRUX 代表第 x 个 GRU 单元,h t 是隐藏状态,

h t-1 是前一时刻的隐藏状态。 优化序列数据输入方式具

体流程为:首先,采用 N 个固定数量的 GRU,基于数据结

构队列中数据先进先出的原理,调动 front 和 rear 指针,
将后续采集到的[xn+1,xn+2,xn+3,xn+4,…,x2n-1,x2n]依次从

队尾入队,原先采集的数据[x1,x2,x3,x4,…,xn]依次从

队头出队,从而实现数据之间的替换。 优化序列数据输

入方式后,采用环形 GRU 模式计算,具体步骤为:实现一

个数据出队操作时,输出结果在数据替换对应的门控循

环单元 GRU 中输出,N 个固定数量门控循环单元 GRU
依次按顺序首尾连接,构成一个环形的 GRU 计算模型,
当所有数据循环替代时,最终结果也循环输出。

图 12　 环形 GRU 计算流程图

Fig. 12　 Flowchart
 

of
 

the
 

circular
 

GRU
 

calculation

　 　 优化数据输入方式,环形 GRU 计算模式的优势在于

减少计算量,提高运算效率以及提高 SOC 估算精度。 首

先对减少运算量,提高运算效率机理进行分析,环形

GRU 简易结构图如图 13 所示。
从图 13 中可以看出,GRU 内部的计算方式简化为

H、X、Z
 

3 个模块。 分析 1:插入数据 x t-1 操作,将 x t-1 插

入到 Rear 的 GRU 根节点的输入端,如图 13 所示替换

x t+N,通过 X 网络模块计算产生中间结果
 

X

(

。 分析 2:
Front = (Front+ 1)% N,Rear = ( Rear + 1)% N。 分析 3:从
Front 的根节点 hk-1 开始,执行如下操作。 1) 计算 H 模

块,得到中间结果
 

hk-1

(

。 2)将缓存的中间结果
 

X

(

取出,与

图 13　 环形 GRU 简易结构图

Fig. 13　 Ring
 

GRU
 

simple
 

structure
 

diagram

 

hk-1

(

结合起来共同计算 Z 模块,得到输出 hk。
从以上计算进程分析,每轮计算过程利用了 X 模块
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计算的中间结果,只需执行 H 模块与 Z 模块的运算。 H、
X、Z 模块计算量近似相等,即 O(H)= O( X)= O( Z)= C,
则环形 GRU 一轮运算的总计算量为 O(n)= n( O( H) +O
(Z))= 2Cn。 相比传统流水线型 GRU 结构,环形 GRU
模式要节约 1 / 3 的计算量。

其次,对环形 GRU 提高 SOC 估算精度进行分析。
传统 GRU 和环形 GRU 估计 SOC 模式对比如图 14
所示。

图 14　 SOC 估计模式图

Fig. 14　 SOC
 

estimation
 

model
 

diagram

　 　 从图 14 可以看出,环形 GRU 估计 SOC 模式摒弃传

统 GRU 采用全部域估计 SOC 的做法,根据阶段性域实

时更新 SOC。 这种方法的优势在于能够充分利用实时采

集的数据,以区域性的数据变化趋势作为衡量 SOC 值的

标准,减弱长输入数据之间过分依赖,可以提高 SOC 估

计的精确度。
综上所述,提出一种针对 SOH 和 SOC 估计的方法,

构建了基于门控循环单元的 CNN-IGRU 预测模型。 该模

型能够利用电动汽车在充电阶段和放电阶段由传感器采

集到的电压、电流、温度数据实现全使用周期内动力电池

的健康状态 SOH 和荷电状态 SOC 的估算,并最终反馈到

电动汽车电池管理系统 BMS。 总体流程如图 15 所示。

3　 实验与分析

　 　 为了验证所提模型对电动汽车动力电池 SOH 和

　 　 　 　 　

图 15　 总体流程图

Fig. 15　 Flowchart
 

of
 

overall

SOC 估计的有效性,基于牛津大学退化电池数据集进行

实验。 对比实验分为未考虑老化影响仅基于 GRU 的

SOC 估计、考虑 SOH 影响基于 CNN 和 GRU 的 SOC 估计

CNN-GRU 两组实验。 为了评估更改 GRU 更新门和重置

门计算方式、候选隐藏状态计算过程中 Tanh 激活函数改

为 Thlu 激活函数、优化序列数据输入方式,引入环形

GRU 计算模式 3 种改进对 GRU 估计 SOC 的影响,设计

了消融实验。
3. 1　 BMS 数据采集分析流程

　 　 电动汽车动力电池包通常由数十个电池模组构成,
电池模组由上百电芯以并联或串联形式构成。 电池管理

系统 BMS[25-27] 由采集模块、通信模块和数据分析模块组

成,保障着电池的安全性、性能和寿命。 经传感器采集到

的电压,电流,温度信息通过 CAN 通信或菊花链通信由

从板 CSC 传递到主板 BCU,由主板 BCU 完成健康状态

SOH 和荷电状态 SOC 的估计工作。 动力电池数据采集

分析流程如图 16 所示。

图 16　 动力电池数据采集分析

Fig. 16　 Power
 

battery
 

data
 

acquisition
 

and
 

analysis

3. 2　 动力电池数据集

　 　 牛津大学电池数据集是牛津大学发布的公共数据

集,主要用于电池的健康状态和和荷电状态估计。 测试
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对象为 8 块额定容量 740
 

mA·h,额定电压 4. 2
 

V 的锂电

池,它们的编号记为 Cell1,Cell2,…,Cell8。 这些电池在

环境温度 40 ℃下进行了循环充放电放电测试,具体测试

步骤为:首先使用 1. 48
 

A 的恒流对电池进行充电,直至

电池达到 4. 2
 

V,然后在模拟电动汽车动态工况环境下对

电池以 0. 74
 

A 的恒流对电池进行放电直至电池电压达

到截止电压 2. 7
 

V,重复进行充放电并每隔 100 次循环记

录当前循环充电阶段和放电阶段的电压 V、电流 I、温度

T、容量值,最终能够对大约 15 万个数据点进行采样。 本

实验将 Cell4 和 Cell8 用作测试样本,其余 6 个电池用作

训练样本训练 SOH 和 SOC 估计模型。
3. 3　 实验设置

　 　 实验平台为 CPU ( Intel
 

Core
 

i7-8550U
 

1. 8
 

GHZ)、
GPU(NVIDIA

 

GeForce
 

MX130),编译平台为 Pycharm,编
译器为 Pytorch。 动力电池 SOH 和 SOC 联合估计模型中

卷积神经网络 CNN 由 1 个输入层、4 个卷积层和池化层

构成的卷积块、1 个 Flatten 层、1 个全连接层、1 个输出层

构成。 其中输入层的结构为 256×3,256 代表序列的长

度,即采样点的个数,3 代表电压、电流、温度 3 个类别。
卷积块内的卷积层包含 3 个滤波器,每个滤波器包含 64
个卷积核,卷积核的大小为 32×1,卷积块内的池化层包

含 3 个最大池化层滤波器,每个最大池化层的大小为 2×
1,Flatten 层、全连接层、输出层的节点分别设置为 1

 

024、
256、1。 门控循环单元 GRU 由输入层、1 个隐藏层,全连

接层和输出层构成,节点数分别设置为 5、50、50、1。 卷

积神经网络 CNN 和门控循环单元 GRU 将均方误差 MSE

作为目标函数,采用 Adam 优化算法,迭代次数分别为

500 次和 200 次。
训练样本和测试样本用于 SOH 和 SOC 估算模型之

前需要经过归一化处理,本文采用最大最小归一化,将数

值映射到[0,1]范围内,如式(16)所示。

x′ = x - min(x)
max(x) - min(x)

(16)

其中, x′ 代表归一化后的数据,x 为原始数据,min
(x)为原始数据中的最小值,max( x)为原始数据中的最

大值。
采用平均绝对误差( mean

 

absolute
 

error,MAE) 和均

方根误差(root
 

mean
 

square
 

error,RMSE)作为评价指标,
如式(17)、(18)所示。

MAE = 1
m∑

m

i = 1
| y i -ŷ i | (17)

RMSE = 1
m∑

m

i = 1
(y i -ŷ i)

2 (18)

3. 4　 对比试验

　 　 为了验证所提算法的有效性,以牛津大学电池数据

集为基础,将提出的 CNN-IGRU 算法与 GRU、CNN-GRU
两组模型设置为对比试验。 将牛津大学电池退化数据集

中的 Cell4 和 Cell8 电池作为测试集,将剩余的 6 个电池

作为训练集训练 SOH 和 SOC 估计模型。 在 Cell4 和

Cell8 电池上 CNN-IGRU 模型、GRU 模型、CNN-GRU 模型

的估算结果如表 1 所示。

表 1　 不同电池不同模型估计 SOH 和 SOC 的 MAE 和 RMSE 值

Table
 

1　 MAE
 

and
 

RMSE
 

values
 

of
 

SOH
 

and
 

SOC
 

estimated
 

by
 

different
 

models
 

for
 

different
 

batteries
电池编号 估计模型 SOH 估算 MAE 平均值 / % SOH 估算 RMSE 平均值 / % SOC 估算 MAE 平均值 / % SOC 估算 RMSE 平均值 / %

Cell4
GRU 2. 07 2. 78

CNN-GRU 1. 18 1. 57 0. 53 0. 78
CNN-IGRU 1. 18 1. 57 0. 14 0. 25

Cell8
GRU 2. 35 2. 97

CNN-GRU 0. 74 0. 93 0. 75 1. 02
CNN-IGRU 0. 74 0. 93 0. 24 0. 38

　 　 为了更直观的体现算法的优越性,接下来以 Cell4 电

池为例,对不同模型下 SOC 估计效果进行讨论。 SOC 估

算平均绝对误差如图 17( a)所示,SOC 估算均方根误差

如图 17(b)所示。
从图 17( a)、( b) 中可以看出未考虑电池健康状态

SOH 情况下直接采用 GRU 模型实现 SOC 估计与考虑电

池健康状态 SOH 情况下采用 CNN-GRU 模型实现 SOC
估计相比,平均绝对误差 MAE 和均方根误差 RMSE 都比

较大并且稳定性较差。 提出的 CNN-IGRU 算法充分考虑

了电池老化对 SOH 估计的影响,简化 GRU 的网络结构,
优化数据输入方式,采用环形 GRU 计算方法提高了 SOC

的估算精度,稳定性非常好。 相比 GRU 模型,SOC 估算

平均绝对误差 MAE 平均值下降了 94. 6%,均方根误差

RMSE 平均值下降了 91%;相比 CNN-GRU 模型 SOC 估

算平均绝对误差 MAE 平均值下降了 73. 6%,均方根误差

RMSE 平均值下降了 67. 9%。
由于实际应用中难以完全准确地获取电池的初始

SOC,导致初始 SOC 通常存在误差,因此算法在存在初始

SOC 误差下的校正能力和估计精度显得尤为重要。 初始

SOC 的误差与电池的容量和电化学特性密切相关,即与

电池健康状态 SOH 密切相关。 因此为了评估算法在存

在初始 SOC 误差下的校正能力和估计精度,以 Cell4 电
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图 17　 Cell4 电池在不同 SOH 下 SOC 估算结果

Fig. 17　 SOC
 

estimation
 

results
 

for
 

cell
 

4
 

at
 

different
 

SOH

池为例,分别展示其健康状态 SOH = 98%(初始 SOC 误差

为 2%)、SOH = 91%(初始 SOC 误差为 9%)、SOH = 78%
(初始 SOC 误差为 22%) 时的 SOC 变化曲线, 如图

18(a) ~ (c)所示。
在不同初始 SOC 误差下,CNN-IGRU 算法的校正能

力与估计精度如表 2 所示。
表 2　 不同初始 SOC 误差条件下算法估算 SOC 结果

Table
 

2　 Algorithmic
 

estimation
 

of
 

SOC
 

results
 

under
different

 

initial
 

SOC
 

error
 

conditions

初始 SOC 误差
SOC 估算

MAE / % RMSE / %
2% 0. 17 0. 27
5% 0. 182 0. 29
9% 0. 15 0. 22

14% 0. 167 0. 27
17% 0. 175 0. 278
21% 0. 142 0. 253

图 18
 

不同 SOH 下 SOC 估算曲线

Fig. 18　 SOC
 

estimation
 

curves
 

at
 

different
 

SOH

　 　 由图 18 和表 2 可得,CNN-IGRU 算法对不同初始

SOC 误差条件下 SOC 估算的校正能力和估计精度有很

好的效果,能够有效的跟踪 SOC 实际变化情况。
3. 5　 消融实验

　 　 循环门控单元对初始 GRU 估算 SOC 算法做出了 3
点改进:1)更改门控循环单元 GRU 中更新门和重置门的
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计算方式( GRU-rt -zt)。 2) 将门控循环单元 GRU 中候

选隐藏状态的 Tanh 激活函数替换为 Thlu 激活函数

(GRU-ThLU)。 3) 优化序列数据输入方式,引入环形

GRU 计算模式(GRU-circle)。 为了验证以上改进方法的

有效性,设置两种消融实验:

1)为了验证单独改进模块的优化效果,以原始 CNN-
GRU 模型为基础,分别只增加一种改进算法。 2)为了验

证两种改进模块相结合的优化效果,以原始 CNN-GRU
模型为基础,每次只允许增加两种算法。 实验结果如表

3 所示,其中“√”表示加入该改进算法。
表 3　 消融实验结果

Table
 

3　 Results
 

of
 

ablation
 

experiments

算法模型 rt -zt ThLU circle
4 号电池 SOC 估算

MAE 平均值 / %
4 号电池 SOC 估算

RMSE 平均值 / %
8 号电池 SOC 估算

MAE 平均值 / %
8 号电池 SOC 估算

RMSE 平均值 / %
CNN-GRU 0. 53 0. 78 0. 75 1. 02

CNN-GRU-rt -zt √ 0. 49 0. 73 0. 69 0. 97
CNN-GRU-ThLU √ 0. 36 0. 42 0. 46 0. 68
CNN-GRU-circle √ 0. 28 0. 37 0. 38 0. 52

CNN-GRU-rt -zt -ThLU √ √ 0. 34 0. 4 0. 62 0. 91
CNN-GRU-rt -zt -circle √ √ 0. 25 0. 3 0. 35 0. 49

CNN-GRU-ThLU-circle √ √ 0. 17 0. 26 0. 31 0. 42
CNN-IGRU(本文) √ √ √ 0. 14 0. 25 0. 24 0. 38

　 　 表 3 中消融实验表明,相比第 1 组实验,第 2 组实验

采用了更改更新门和重置门的计算方式,在参数量减少

的情况下,4 号电池的 SOC 估算 MAE 平均值降低了

7. 5%,RMSE 平均值降低了 6. 4%,8 号电池的 SOC 估算

MAE 平均值降低了 8%,RMSE 平均值降低了 5. 9%。 第

3 组实验将 Tanh 激活函数改为 ThLU 激活函数,4 号电池

的 SOC 估算 MAE 平均值降低了 32%,RMSE 平均值降低

了 46%,8 号电池的 SOC 估算 MAE 平均值降低了 39%,
RMSE 平均值降低了 33%。 第 4 组实验优化序列数据输

入方式,引入环形 GRU 模式,4 号电池的 SOC 估算 MAE
平均值降低了 47%,RMSE 平均值降低了 53%,8 号电池

的 SOC 估算 MAE 平均值降低了 50%,RMSE 平均值降低

了 49%。 第 4 组、第 5 组、第 6 组实验两个模块结合相比

单独模块 SOC 估算精度进一步提高。

4　 结　 论

　 　 本 文 提 出 一 种 精 确 估 算 电 动 汽 车 动 力 电 池

SOC&SOH 的循环门控模型。 该模型充分考虑电动汽车

用户驾驶习惯、SOH 与 SOC 的关联性、BMS 存储空间的

影响,在动力电池荷电状态和健康状态估计准确度,模型

参数量以及模型运算效率等方面具有优势。 循环门控模

型首先对 GRU 模型中更新门和重置门的计算方式以及

激活函数进行改进优化,解决模型训练时间长、梯度消失

的问题。 其次,提出优化数据输入方式并引入环形 GRU
计算模式,可以减少电池管理系统 BMS 数据存储空间的

消耗,降低计算资源,提高模型运算效率和估计能力。 实

验结果表明循环门控模型在开源牛津大学电池数据集

上,不仅预测 SOC 和 SOH 速度表现出色,在估计准确度

方面也更为优秀。 在后续的研究中,可以对如何提高电

池老化预测精度从而提升荷电状态精度进行更深入的内

部机理分析,同时需要对如何保证优质数据采集、数据高

效利用率进行研究, 形成智能检测数据, 高效估计

SOC&SOH 一体化的电池管理系统 BMS。
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