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摘　 要:针对路面缺陷图像存在对比低以及其复杂的拓扑结构,现提出的大部分分割算法,在捕获感受野和提取路面缺陷特征

时还存在很大的不足。 因此本文提出改进 U-Net 的路面缺陷图像分割算法。 首先,在经典的 U-Net 的卷积块中提出 SN-Disout
残差块,增强模型对过拟合的鲁棒性;其次,在编码器与解码器之间引入循环十字交叉模块,增强模型在特征图中不同位置之间

捕获特征的能力,对缺陷的边界进行更准确的建模;最后,在解码器中引入空间通道挤压与激励模块,这使得网络能够更加专注

于重要的特征,同时减少不相关或噪声特征的依赖;并将位置感知多头注意力加入模型的颈处,进一步有助于模型更好地理解

和利用输入数据的内在关系,从而提高模型的性能和表现能力,并且使用混合损失函数 Dice+BCE 取代单一的损失函数。 该算

法在 Crack500 图像数据集上的交并比与 F1 分别达到了 60. 13%和 75. 22%,均超过 U-Net、DeepLabV3+、PSPNet、TransU-Net、
UNet++等主流语义分割网络。 实验结果表明,该算法能有效改善网络的预测精度与细小目标的分割结果,在保证分割精度的

情况下也满足了实时性的要求。
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Abstract:
 

In
 

view
 

of
 

the
 

low
 

contrast
 

and
 

complex
 

topological
 

structure
 

of
 

pavement
 

defect
 

images,
 

most
 

of
 

the
 

currently
 

proposed
 

segmentation
 

algorithms
 

still
 

have
 

great
 

shortcomings
 

in
 

capturing
 

the
 

receptive
 

fields
 

and
 

extracting
 

pavement
 

defect
 

features.
 

Therefore,
 

this
 

article
 

proposes
 

an
 

improved
 

U-Net
 

road
 

defect
 

image
 

segmentation
 

algorithm.
 

First,
 

the
 

SN-Disout
 

residual
 

block
 

is
 

proposed
 

in
 

the
 

classic
 

U-Net
 

convolution
 

block
 

to
 

enhance
 

the
 

model’ s
 

robustness
 

against
 

overfitting.
 

Secondly,
 

a
 

criss-cross
 

module
 

is
 

introduced
 

between
 

the
 

encoder
 

and
 

the
 

decoder
 

to
 

enhance
 

the
 

model’s
 

ability
 

to
 

capture
 

features
 

between
 

different
 

positions
 

in
 

the
 

feature
 

map
 

and
 

more
 

accurately
 

model
 

the
 

boundaries
 

of
 

defects.
 

Finally,
 

the
 

spatial
 

channel
 

squeeze
 

and
 

excitation
 

module
 

is
 

introduced
 

in
 

the
 

decoder,
 

which
 

enables
 

the
 

network
 

to
 

focus
 

more
 

on
 

important
 

features
 

while
 

reducing
 

the
 

dependence
 

on
 

irrelevant
 

or
 

noisy
 

features;
 

position-aware
 

multi-head
 

attention
 

is
 

added
 

to
 

the
 

neck
 

of
 

the
 

model
 

to
 

further
 

helps
 

the
 

model
 

better
 

understanding
 

and
 

utilizing
 

the
 

internal
 

relationship
 

of
 

the
 

input
 

data,
 

thereby
 

improving
 

the
 

performance
 

and
 

performance
 

capabilities
 

of
 

the
 

model,
 

and
 

using
 

the
 

hybrid
 

loss
 

function
 

Dice+BCE
 

to
 

replace
 

a
 

single
 

loss
 

function.
 

The
 

intersection
 

ratio
 

and
 

F1
 

of
 

this
 

algorithm
 

on
 

the
 

Crack500
 

image
 

data
 

set
 

reached
 

60. 13%
 

and
 

75. 22%
 

respectively,
 

both
 

exceeding
 

mainstream
 

semantic
 

segmentation
 

networks
 

such
 

as
 

U-Net,
 

DeepLabV3+,
 

PSPNet,
 

TransU-Net,
 

and
 

UNet++.
 

Experimental
 

results
 

show
 

that
 

this
 

algorithm
 

can
 

effectively
 

improve
 

the
 

prediction
 

accuracy
 

of
 

the
 

network
 

and
 

the
 

segmentation
 

results
 

of
 

small
 

targets,
 

and
 

it
 

also
 

meets
 

the
 

real-time
 

requirements
 

while
 

ensuring
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segmentation
 

accuracy.
Keywords:deep

 

learning;
 

semantic
 

segmentation;
 

pavement
 

cracks;
 

U_Net;
 

attention
 

mechanism

0　 引　 言

　 　 路面缺陷检测是道路维护和安全保障的重要环节。
随着交通运输的日益发展,道路的使用频率也越来越高,
因此路面的损坏和缺陷问题日益突出。 路面缺陷不仅影

响驾驶体验,还会给车辆和行人带来安全隐患。 因此准

确快速获取路面信息状况已成为道路养护的首要任务。
传统的路面缺陷检测方法主要依赖于人工巡查,但

这种方式效率低下并且受制于人力资源。 因此,借助于

技术手段对路面缺陷实现快速准确的检测具有较大的实

际需求。
在路面缺陷检测的早期阶段,常常使用图像处理的

方法对路面进行缺陷检测,常用的图像处理方法包括边

缘检测算法[1] 、如 Canny 算子,Sobel 算子等,来识别图像

的路面缺陷边界,或者通过阈值分割[2](根据灰度值或颜

色信息来设置阈值),设置合理的阈值将路面背景和缺陷

分离,进而应用形态学运算去除多余噪声,连接相邻的缺

陷区域。 但此类方法有一定的局限性,受限于图像质量、
依赖手动提取特征、对复杂场景有局限性,并且难以满足

处理实时性的要求。
近年来,深度学习的研究人员在图像分类、目标检

测、目标分割等计算机视觉任务取得了很大的突破。 深

度学习是一种机器学习方法,其基本思想是通过多层非

线性变换学习数据的高级抽象表示,从而实现对复杂模

式和规律的自动发现和理解。 这种方法的核心是使用神

经网络构建多层非线性映射函数,将输入数据逐层变换

为更高维、更抽象的表示。 通过反向传播算法,神经网络

可以自适应地调整网络参数,最小化输出误差并提高模

型的泛化能力。
语义分割是计算机视觉领域中的一种重要技术,旨

在将图像的每个像素分配给一个语义类别。 与对象检测

任务不同,语义分割不仅需要识别出图像中的对象,还需

要对每个像素进行分类。 通过将缺陷和背景分别标记为

正负类别,可以生成一张二值分割结果图,从而实现对路

面缺陷的检测[3] 。
U-Net 是一种经典的模型,广泛用于语义分割领

域[4] 。 它最初由 Ronneberger 等[5] 在 2015 年提出,并因

其独特的对称结构而得名,形状类似字母“U”。 最初,这
个模型主要用于医学图像分割,但由于其卓越的性能,后
来被广泛应用于各种不同的分割任务[6] 。 Liu 等[7] 研究

人员在缺陷检测方面的工作中,首次采用了 U-Net 网络

模型,并通过对损失函数进行改进以及使用优化器进行

训练,他们在规模较小的数据集上实现了较高的精度。
Cha 等[8] 采用图像分块原理,并通过一种图像扫描块算

法,对每一幅图像进行扫描以生成图像块。 随后,使用二

分类方法对这些图像块进行分类,保留了包含缺陷的部

分。 虽然该方法在缺陷检测方面取得了显著的成果,但
无法确定缺陷的具体位置和形状。 惠冰等[9] 采用

VGG16 作为主要的特征提取网络,以增强其特征提取能

力。 在网络的解码部分引入了缺陷注意力单元,使网络

能够更加关注缺陷信息,从而提高分割的准确度。 然而,
对于细长的缺陷,该方法的分割效果并不理想。 常惠

等[10] 在 U-Net 网络中引入了残差模块,以增强特征传播

并减少信息损失。 随后,引入了注意力机制 SE 模块,用
于增强对关键区域信息的提取。 这一改进在铁路隧道缺

陷数据集上实现了高精度的分割,并且运行速度更快。
曹锦纲等[11] 在 U-Net 中引入了一种名为 AFM 模块的注

意力机制,旨在更好地利用全局信息并提高对各种尺度

缺陷识别的准确性。 他们创建的 ACNet 在公共缺陷数据

集 CFD[12] 和 CRACK500[13] 上,相较于典型的 U-Net 和传

统图像处理方法,表现出更精确的缺陷定位和更丰富的

细节呈现,另一方面虽然该网络在编码和解码部分引入

了基于注意力机制的特征提取模块和解码模块,实现了

缺陷的精确定位。 然而,该方法仍有提升准确度和精度

的空间。
 

综上所述,当前在路面缺陷图像分割任务中,缺陷图

像具有不同于常见语义分割数据集的特点,这也是分割

任务中的难点所在。 首先,缺陷形状曲折多变,拓扑结构

和宽度各异,传统卷积无法有效提取多尺度特征,导致信

息损失;其次,缺陷通常贯穿整张图片,传统 U-Net 感受

野较小,全局信息提取能力不足;最后,前景与背景像素

严重不平衡,传统损失函数难以有效处理背景渐变主导

的问题。 针对上述问题,提出一种改进 U 型网络算法来

应对路面缺陷分割带来的挑战,该算法的主要工作有:
1)设计了 SD-Inception 模块,利用该模块,重新设计

了 U-Net 的卷积层结构,以提高特征重用效率、确保梯度

稳定性,并增强模型的泛化能力。
2)在编码器与解码器之间添置一种可以促进特征融

合与信息传递的模块 RCCA,增强语义信息传输能力,有
助于提升模型对路面缺陷的表示能力。

3)在模型的脖颈处引入一种带有位置感知的多头注

意力机制 PA_MHSA,帮助模型更好地理解整个路面缺陷

图像的上下文信息。
4)添加 BCE+Dice

 

混合损失函数,在路面缺陷分割

中,往往存在正负样本不均衡的问题,利用 Dice 损失函
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数处理不平衡数据集的问题,提高对路面缺陷的关注程

度。 并将其与 BCE 结合起来,从而增强模型鲁棒性并优

化训练过程。

1　 本文的网络结构

1. 1　 改进的 U-Net 算法结构

　 　 U-Net 常用于语义分割任务的卷积神经网络结构。
其主要结构为:编码器和解码器。 编码器由 4 个块(主要

由卷积和池化组成)组成,用于逐步提取图像的特征信息

并且同时减少空间维度,每经过一次下采样特征图的通

道数都会增加,以此可以捕捉到不同尺度的信息。 在解

码器每一层中,会连接来自编码器相应层的特征图,以此

来获取高层次和低层次的特征信息。
针对路面缺陷的识别特点,本文对 U-Net 算法进行

了如下几方面的改进:如图 1 所示,右半边 Decoder 和左

半边 Encoder 中的下采样块和上采样块引入了可变换的

归一化 ( switchable
 

normalization, SN) 层和防过拟合层

(Disout),同时加入残差单元,残差单元由两个 3
 

×
 

3 卷

积块、单位映射组成。 每个卷积块包括 1 个卷积层、1 个

Disout 层、1 个 SN、1 个 ReLU 激活层。 其次,在瓶颈处加

入 PA-MHSA 多头注意力可以增加对全局和局部特征之

间关系的建模能力。 PA-MHSA 利用自注意力机制,能够

根据输入特征图的各个位置之间的相关性来动态调整特

征的权重,使得每个位置能够更好地聚焦于与其相关的

区域。 这样可以提高网络对整体结构和细节特征的感知

能力。 在解码器上采样之前加入 scSE 模块,有助于改善

网络在上采样过程中对局部细节的感知能力,使得网络

能够更好地恢复图像中小尺度的缺陷信息,从而提高检

测的准确性。 引入轻量化的循环十字交叉模块,并将其

添加到网络的解码器-编码器部分之间,以进一步提高路

面缺陷分割性能。

图 1　 改进的 U-Net 网络模型

Fig. 1　 Improved
 

U-Net
 

network
 

model

1. 2　 更改网络结构

　 　 U-Net 算法的编码器由多个 Block 模块组成,每个

Block 仅包括 3 × 3 卷积层和 2 × 2 最大池化层 ( Max-
Pooling)。 这种设计虽然减少了参数数量和计算复杂度,
但是由于缺陷图像的形状变化多样,有不同的拓扑结构。
传统的标准卷积只能获取简单上下文信息,无法同时有

效地提取缺陷的细纹和宽缝特征,缺乏多尺度特征提取

的能力。 因此本文将采用图 1 所示的编码器结构。
归一化是深度学习中非常有效的元素,传统的归一

化方法,如批归一化(batch
 

normalization,BN)和层归一化

(layer
 

normalization,LN),通常采用固定的归一化策略,
无法灵活地适应不同层和不同训练阶段的特征分布变
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化。 而 SN[14] 则引入了一个可切换的参数来控制使用不

同的归一化策略。 具体而言,它通过引入一个辅助输入,
由网络学习一个权重向量,来控制选择批归一化、层归一

化或组归一化( group
 

normalization,GN)中的哪一种作为

当前层的归一化方式。 这样做的好处是,不同类型的归

一化方法适用于不同类型的数据分布和场景。 比如,批
归一化适用于大批量数据的训练,层归一化适用于逐层

处理的网络,而组归一化适用于小批量或具有分组结构

的数据。 SN 的灵活性使得模型可以根据具体情况选择

最适合的归一化策略,从而提升网络的表达能力和性能。
SN 在一些计算机视觉任务中取得了很好的效果,特别是

在处理具有不同分布特征的数据时,它的可切换性可以

很好地适应不同数据的变化。
SN 定义式为:

ĥncij = γ
hncij - ∑ kΩ

wkμk

∑ kΩ
w′kσ

2
k + 

+ β (1)

其中, hncij 和 ĥncij 分别为归一化前后的像素值并且是

四维像素值,其中四维包括样本数、通道数、高度和宽度

(N,C,H,W )。 n、c、i、j 取值分别为 1 ~ N、1 ~ C、1 ~ H、1 ~
W。 β 和 γ 分别是标度和位移参数。  是一个保持数值稳

定性的小常数。 Ω 是一组统计量。 wk 和 w′k 分别是对均值

和方差进行加权平均的重要比值。 这些参数取 0 ~ 1 的

动态值,并通过反向传播学习。
Disout 是一种用于神经网络的正则化方法,用于防

止过拟合[15] 。 它是 Dropout 的扩展,可以在训练过程中

随机丢弃部分输入特征,以减少神经网络的过度依赖于

个别特征的情况。 与传统的 Dropout 不同,Disout 对于每

个输入特征都有一个概率
 

p
 

来决定是否应该被丢弃。
Dropout 只是对每个神经元(或特征) 有一个概率

 

p
 

来

丢弃。
Disout 定义式为:

f̂ l x i( ) = f l x i( ) - ml
i  ε l

i (2)
其中, x i 是输入数据, f l(x i) 是 l 层的特征映射,

f̂ l x i( ) 是失真特征映射, m 为二值掩码,
 

ε 为特征映射

上利用的失真度。 圆圈表示与元素相关的乘积。 正如在

全连接层一样, (m + 1) 层的 ERC 来指导 m 层 ε 优化。
不是固定值,而是在 ERC 的指导下自动学习。 i 的取值

范围从 1 到输入样本总数。
 

考虑到缺陷特征在图像中占比较小,需要足够细腻

的特征信息。 本文在此基础上加了 scSE 模块,旨在捕获

多尺度空间与通道信息来丰富特征空间[16] 。 如图 2 所

示,scSE 模块是对 SE 模块[17-18] 的改进,在此基础上提出

了通道激励与空间挤压( cSE)、空间激励和通道挤压

(sSE)、空间和通道挤压和激励 ( scSE)。 scSE 模块是

cSE 和 sSE 模块的综合体,即同时对空间维度和通道维

度进行信息整合,将两者的特征结果沿着通道维度使用

max-out 聚合[19] 。 scSE 模块是由 cSE 和 sSE 两个模块

组成。

图 2　 空间通道挤压与激励

Fig. 2　 Space
 

channel
 

squeeze
 

and
 

excitation

其定义式如下:

ÛcSE = [σ ẑ1( ) u1,σ ẑ2( ) u2,…,σ ẑc( ) uc] (3)

ÛsSE =
σ q1,1( ) u1,1,…,σ q i,j( ) u i,j,…,

σ qH,W( ) uH,W

é

ë

ê
ê

ù

û

ú
ú

(4)

ÛscSE( i,j,c) = max ÛcSE( i,j,c),ÛsSE( i,j,c)( ) (5)

其中, σ ẑ1( ) 、σ ẑ2( ) 、…、σ ẑc( ) 表示通道 1 ~ c 的重

要性,它可以放大或者缩小。 随着网络的学习,这些参数

会自动地调整,忽略不太重要的通道,并强调重要的通

道。 原始特征图先通过全局平均池化 ( global
 

average
 

pooling,
 

GAP)将其维度从 [C,H,W] 变为 [C,1,1] (进

行空间挤压),使用两个 1×1 卷积进行处理(先降维后升

维),最终得到 C 维向量,紧接着使用 sigmod 函数进行归

一化,得到 σ( ẑ1)、σ( ẑ2)、…、σ( ẑc), 最后通过 channel-
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wise 与原始特征图相乘(通道激励),最终得到 ÛcSE 。
σ(q1,1)、…、σ(q i,j)、…、σ(qH,W) 表示对于给定特

征映射的空间信息 (1,1)、…、( i,j)、…、(H,W) 相对重

要性。 随着反向传播,参数更新,这些参数会更加注重相

关的空间位置,忽略不相关的空间位置。 原始特征图先

通过输出通道为 1,卷积核大小为 1×1 的卷积层,得到一

个维度为 [1,H,W] 参数矩阵(进行通道挤压),之后将

参数矩阵进行 sigmod 归一化处理,得到最终的参数矩阵

σ(q1,1)、…、σ(q i,j)、…、σ(qH,W)。 将参数矩阵同原始

特征图在空间维度相乘(空间激励),最终得到 ÛsSE。

ÛscSE( i,j,c) 引入 cSE 和 sSE 模块能够使网络更加关

注输入特征图中的重要空间信息。 这有助于捕捉到物体

的轮廓、边界以及其他局部信息,从而提高感知能力。 还

有助于放大具有更强判别性的通道,抑制噪声和不重要

的通道,从而增强特征的表达能力。 结合空间和通道两

个模块,能够更好捕捉不同空间位置和通道之间相关性,
提高模型的性能。

受深度残差学习[20-21] 和 U-Net 的启发,本文提出了

深度残差 U-Net,如图 3 所示引入的残差模块,这是一种

利用深度残差学习和 U-Net 架构优势的架构[22] 。 本文

提出的深度残差 U 网是在 U 网架构的基础上构建的。
这种组合带来了两个好处:1)残差单元将简化网络的训

练;2)残差单元内部和网络的低级和高级之间的跳过连

接将促进信息的传播而不会退化,一方面可以减少模型

的参数量,一方面也可提高模型的分割性能。

图 3　 残差块结构

Fig. 3　 Residual
 

block
 

structure

损失函数是用来衡量模型预测结果和真实结果之间

的差异或错误程度的函数。 在训练神经网络时,需要通

过优化损失函数来使模型的预测结果尽可能地接近真实

结果。 由于路面缺陷分割属于二分类问题并且由于其正

负样本及其不平衡等特点,本文采用了一种结合二分类

交叉熵损失( binary
 

cross
 

entropy,BCE)和 Dice 损失的混

合损失函数来克服该问题。 混合损失函数公式如式(6)
所示。

LBCED = LBCE + LDice (6)
其中,LBCE 与 LDice 公式如下:

LBCE =- 1
N ∑

N

i = 1
[y i lgp i + (1 - y i)lg(1 - p i)] (7)

式中:N 为像素总数,y i 为第 i 个像素的标签像素值,p i

为第 i 个像素的预测值。

LDice = 1 - | X ∩ Y |
| X | +| Y |

(8)

式中: |X |和 | Y | 表示 X 和 Y 的像素个数,而 | X∩Y | 表示

X 和 Y 具有相同像素点的个数。 Dice
 

Loss 通过 mask 掩

码操作,固定大小的正样本区域计算的损失不因图片大

小变化,有利于挖掘前景信息。 然而,单一的 Dice 损失

函数有时会导致梯度波动较大。 因此,采用“ BCE+Dice”
混合损失函数可以在保证训练稳定的条件下,很好地处

理正负样本不平衡的问题。
1. 3　 位置感知多头注意力(PA-MHSA)
　 　 由于

 

U-Net
 

的结构限制,模型的感知范围可能受限,
难以有效地处理远距离像素之间的关系。 通过引入位置

感知多头注意力( PA-MHSA),可以扩大模型的感知范

围,有助于更好地捕获像素之间的长距离依赖关系[23-24] 。
它位于 U-Net 瓶颈处,MHSA 的结构如图 4 所示。

图 4　 PA-MHSA 位置感知多头注意力

Fig. 4　 PA-MHSA
 

position-aware
 

multihead
 

self-attention

MHSA 公式如式(9)所示。

Attention(Q,K,V) = Softmax
QKT

dk
( ) V = AV (9)

其中,自关注模块有 3 个输入,1 个查询矩阵 Q,1 个

键矩阵 K 和 1 个值矩阵 V,Q、K、V 具有相同的大小。 此

外,为了考虑绝对上下文信息,在输入特征中添加了位置

编码。 可以利用位置编码来捕获 MHSA 中相关特征的绝
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对和相对位置。
1. 4　 十字交叉模块(Criss-Cross

 

Module)
　 　 路面缺陷具有不同尺度的特征,有些缺陷非常细小,
有些则比较大,并且其拓扑结构极不规则,分布在路面上

各个位置,十字交叉模块(criss-cross
 

module)能够在全局

和局部层面上对信息进行整合,有助于更全面地理解缺

陷的分布情况和特征。 因此将轻量化十字交叉模块添加

到网络的编码器-解码器部分之间。 CCA 的结构如图 5
所示。

图 5　 十字交叉模块

Fig. 5　 Criss-Cross
 

Module

引入 CCA 可以帮助模型更好地理解图像中缺陷的

边界信息[25] 。 CCA 能够捕捉到特征图中不同位置之间

的依赖关系,对缺陷的边界进行更准确的识别。 这有助

于提高缺陷边界分割的准确性和清晰度。 CCA 公式如

式(10)所示。

X′u = ∑
H+W-1

i = 0
A i,uΦi,u + Xu (10)

其中,输入特征 X ∈ RC×W×H,X 经过 3 个卷积块分别
生成 Q、K、和 V ,其中 Q 和 K 的通道大小小于输入特征

X 的通道 C。 Q 和 K 经过 Affinity 和 Softmax 操作计算生

成 A ∈ R(H+W-1) ×W×H,对于生成的 V ∈ RC×W×H ,在 V 的空
间维度的每个位置 u,可以得到 1 个向量 Vu ∈ RC 和 1 个

集合 Φu ∈ R(H+W-1) ×C,集合Φu 是 V中与位置 u 在同一行

或同列的特征向量的集合。 将这个向量集与生成的 A 相

乘,完成 Aggregation 操作,加上原始输入特征 X, 输出

X′ 。 虽然十字交叉模块可以获取水平和垂直方向的上

下文信息,减少模型参数量,但是在非水平和垂直方向的

联系缺失了,所以为了捕获密集的全局上下文信息,这里

采用循环十字交叉模块。

2　 数据集

2. 1　 数据集介绍

　 　 本实验采用公开路面缺陷数据集 CRACK500,其包

含 500 张高分辨率(2
 

560×1
 

440
 

pixels)的数字图像,该
数据 集 主 要 是 利 用 手 机 在 美 国 天 普 大 学 ( Temple

 

University)校园道路上所拍摄的路面缺陷图像。 每张图

像都经过了像素级别的标注,包含了缺陷和非缺陷两类

区域。 CRACK500 包含了各种类型和尺寸的缺陷,以及

不同的光照和背景条件。 因此,使用 Crack500 数据集进

行路面缺陷检测和分割的研究,可以帮助改进算法的鲁

棒性和适应性。 所以本文采用 CRACK500 数据集。
2. 2　 数据预处理

　 　 CRACK500 中的路面缺陷图像分辨率较大,因此将

其裁剪成 3
 

368 张 640×360 大小的图像。 其中训练集大

小为 1
 

896 张,验证集为 348 张,测试集为 1
 

124 张。 在

模型训练阶段使用训练集训练模型参数,使模型能够学

习数据的特征和模式,用验证集调整模型的超参数、提高

模型的泛化能力,最后使用测试集评估模型的性能。 图

6 展示了一些路面缺陷的实际图片及其相应标签。

图 6　 裁剪之后的真实图像和标签图像

Fig. 6　 Cropped
 

real
 

image
 

and
 

label
 

image

3　 实　 验

3. 1　 实验环境

　 　 实验模型搭载 Pytorch 深度学习框架,基于 64 位

Ubuntu
 

18. 04 操作系统,硬件配置为 Intel
 

Core
 

i7-4790k
 

CPU、Nvidia
 

RTX4060 显卡、16
 

GB 内存。 Batch
 

Size(批

量大小, 每次输入图片的个数) 为 4, 初始学习率为

0. 001,训练过程使用 Adam 优化器对权重进行更新,代
码均使用 Python3. 6 实现。
3. 2　 模型评价指标

　 　 本文的路面缺陷分割属于二分类问题,其中正样本

为路面裂缝特征,负样本为路面背景。 TP( true
 

positive)
为路面裂缝预测为路面裂缝,FP( false

 

positive)为路面背
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景预测为路面裂缝,FN( false
 

negative) 为路面裂缝预测

为路面背景,TN(true
 

negative)为路面背景预测为路面背

景。 如表 1 所示。
表 1　 二分类预测结果

Table
 

1　 Prediction
 

results
 

of
 

binary
 

classification

真实值
预测值

Positive Negative
Positive TP FN
Negative FP TN

　 　 根据上述表格,本文提出以下几种评价模型的指标:
准确率(precious,P)衡量模型预测为正类的实例中

有多少是真正的正类。 主要关注模型的误检测情况,实
际上是将路面背景特征错误地分类为正例:

P = TP
TP + FP

(11)

召回率(recall,R)衡量模型在所有实际为正类的样

本中,正确识别为正类的比例。 主要关注模型漏检的情

况,即未能正确地将实际上路面裂缝特征分类为正例的

比例:

R = TP
TP + FN

(12)

交并比( intersection-over-union, IoU) 用于图像分割

任务中的指标,衡量模型预测的区域与真实区域之间的

重叠程度:

IoU = TP
TP + FN + FP

(13)

F1 分数综合考虑了准确率和召回率的指标,能够平

衡模型的精确性和完整性:

F1 = 2 × Recall × Precision
Recall + Precision

(14)

3. 3　 验证网络结构性能

　 　 为验证本文模型中每个改进部分的有效性,接下来

对改进模块进行消融实验,以验证提出模型的有效性。
如图 7 与表 2 所示,在实验 b、c、d、e 中每个改进方

法都对模型性能有一定的提升效果并且各项精度指标都

高于 U-Net。 在实验 f 中,将 SD-Inception 网络结构代替

原有卷积模块并将 scSE 模块添加到解码器中,IoU 与 F1
两个指标对比实验 b 又提升了 1. 1 与 1. 31。 在实验 f 的
基础上,实验 g 将 RCCA 模块嫁接在编码器与解码器之

间,IoU 与 F1 两个指标分别提升了 1. 9 与 1. 57,为了进

一步提升路面细小缺陷检测能力,在实验 g 基础上,将位

置感知多头注意力机制添加到模型的脖颈处,IoU 与 F1
两个指标分别又提升了 0. 38 与 0. 57。 最后使用 Dice +
BCE

 

Loss,IoU 与 F1 提升了 0. 7 与 0. 59。

图 7　 消融实验的可视化结果

Fig. 7　 Visualized
 

results
 

of
 

ablation
 

experiments

3. 4　 对比实验

　 　 为了验证本文所提出的网络结构的优越性,本实验

选取了 5 个较为主流的语义分割方法与本文方法进行对

比实验,分别为编码器和解码器的 U_Net 模型、通过引入

改进的金字塔池化模块来捕捉不同尺度下的上下文信息

的 PSPNet[26] 、融合空洞卷积、ASPP 模块和编码器-解码

器结构来实现高精度、 高分辨率的图像语义分 割

DeepLabv3+[27] 、基于 Transformer 架构的模型,它利用自

注意 力 机 制 来 捕 捉 图 像 中 的 长 距 离 依 赖 关 系

TransUnet[28] ,该模型能够自适应地学习图像中的重要区

域,并在分割过程中更加关注这些重要区域,以提高分割

准确性、 引入额外的上采样路径和多级聚合模块的

UNet++[29] 。 各个模型使用效果最佳的网络模型进行

识别。
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表 2　 消融实验有效性

Table
 

2　 Effectiveness
 

of
 

ablation
 

experiments
实验 方法 P / % R / % IoU / % F1 / %

a U-Net 70. 45 68. 89 54. 59 69. 65
b +SD-Inception 71. 20 71. 25 56. 06 71. 18
c +scSE 70. 89 70. 37 55. 79 70. 63
d +RCCA 71. 17 71. 97 56. 63 71. 56
e +PA-MHSA 70. 67 71. 56 55. 93 71. 12
f +SD-Inception+scSE 72. 42 72. 97 57. 16 72. 49
g +SD-Inception+scSE+RCCA 71. 73 76. 53 59. 06 74. 06
h +SD-Inception+scSE+RCCA+PA-MHSA 71. 77 77. 83 59. 44 74. 63
i +SDInception+scSE+RCCA+PA-MHSA+Loss

 

function 72. 04 78. 70 60. 14 75. 22

　 　 如表 3 所示,本文所提算法的各项精度指标均高于

其他模型。 其中 IoU 指标对比表 3 实验模型分别上升了

2. 61% ~ 6. 35%,F1 指标也上升了 3. 5% ~ 6. 45%。 与

PSPNet 模型相比,本文方法模型体积减少 144
 

MB,检测

效率下降了 22. 89
 

fps。 虽然 PSPNet 检测效率高,但是却

以牺牲精度为代价,其各项精度指标都非常低。 相较于

传统的 U-Net 模型,本研究中改进后的模型在准确率上

提升了 1. 59%,召回率提高了 9. 81%。 这主要归因于召

回率和准确率之间相互影响的关系,提高其中一个指

标往往会导致另一个指标下降。 召回率的增加有助于

更好地检测路面缺陷,减少漏检情况,从而最大程度地

降低潜在的安全隐患,并有利于制定精准的路面养护

决策。 由图 8 的可视化结果可知,当路面缺陷特征较

为明显时,这 6 种模型都能很好的识别出路面缺陷特

征。 而当路面缺陷特征变得细长并且路面缺陷特征与

路面背景对比度低的情况下,其他实验模型均出现了

漏检的情况,而本文模型模漏检少,能够更好的识别出

这种细小的路面缺陷特征,分割结果更加贴近真实标

签。 因此,本文改进的模型在路面缺陷图像分割方面

实现了更加精细的效果。

图 8　 6 种模型的可视化结果

Fig. 8　 Visualization
 

results
 

of
 

6
 

models
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表 3　 各模型在测试集上的分割结果

Table
 

3　 Segmentation
 

results
 

of
 

each
 

model
 

on
 

the
 

test
 

set
模型名称 P / % R / % IoU / % F1 / % Parameter / M FPS
PSPNet 63. 56 74. 88 53. 79 68. 77 187 49. 06

改进的 DeepLabV3+ 67. 69 76. 25 56. 53 71. 72 227 19. 56
TransUet 67. 66 75. 38 56. 31 71. 32 133 21. 45
UNet++ 68. 94 74. 08 57. 53 71. 42 55 26. 53
U-Net 70. 45 68. 89 54. 59 69. 65 37 29. 51

本文方法 72. 04 78. 70 60. 14 75. 22
 

43 27. 17

4　 结　 论

　 　 针对路面缺陷图像存在对比度低、拓扑结构复杂等

问题,本文设计了一种改进 U 型网络路面缺陷图像分割

算法。 通过使用 SD-Inception 网络结构、RCCA 模块、引
入带有位置感知的 PA_MHSA 多头注意力机制、添加混

合损失函数 BCE+Dice,提升了模型对路面缺陷的表示能

力,并且增强了模型的泛化能力。 实验结果显示,提出的

方法对路面缺陷分割的 IoU 为 60. 14%, F1 分数为

75. 22%,与其他模型对比,也存在着显著优势。 在以后

的工作中,将研究如何降模型的体积并且同时提高模型

对路面缺陷的分割能力,保证分割精度同时加快运行速

率,适应资源有限场景下的应用。
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