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基于关键帧定位的人体异常行为识别∗

刘雨萌　 桑海峰

(沈阳工业大学信息科学与工程学院　 沈阳　 110870)

摘　 要:近年来,基于视频的人体异常行为识别算法取得了一定的研究成果,但由于监控视频中存储的数据量庞大且视频时间

跨度较长,在进行长视频或多行人异常动作检测与识别时,现有的识别方法并不适用。 为此,提出了一种基于关键帧定位的人

体异常行为识别模型,首先,通过基于标准化流和注意力增强时空图卷积的关键帧定位网络学习正常帧的概率分布,筛选和提

取出长视频中的异常帧(关键帧)序列,并将其作为后续网络模型的输入。 然后,为了更好地捕捉人体姿势的运动特征和异常

情况,提出一种融合注意力和增强残差的时空图卷积异常行为识别算法,将关键帧序列输入到该模型网络中以实现对监控视频

中的人体异常行为的高效准确识别。 使用公开数据集和自建数据集对该方法的有效性进行验证,实验结果表明,在公开数据集

ShanghaiTech
 

Campus 上人体异常行为识别的 TOP-1 准确率达到 82. 86%,TOP-5 准确率达到 98. 10%,该方法可以更好的完成监

控视频中的人体异常行为识别。
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Abstract:
 

In
 

recent
 

years,
 

video
 

based
 

human
 

abnormal
 

behavior
 

recognition
 

algorithms
 

have
 

achieved
 

certain
 

research
 

results.
 

However,
 

due
 

to
 

the
 

large
 

amount
 

of
 

data
 

stored
 

in
 

surveillance
 

videos
 

and
 

the
 

long
 

time
 

span
 

of
 

videos,
 

existing
 

recognition
 

methods
 

are
 

not
 

suitable
 

for
 

detecting
 

and
 

recognizing
 

abnormal
 

actions
 

in
 

long
 

videos
 

or
 

multiple
 

pedestrians.
 

To
 

this
 

end,
 

a
 

human
 

abnormal
 

behavior
 

recognition
 

model
 

based
 

on
 

keyframe
 

localization
 

is
 

proposed.
 

Firstly,
 

a
 

keyframe
 

localization
 

network
 

based
 

on
 

standardized
 

flow
 

and
 

attention
 

enhanced
 

spatial
 

temporal
 

graph
 

convolution
 

is
 

used
 

to
 

learn
 

the
 

probability
 

distribution
 

of
 

normal
 

frames,
 

filter
 

and
 

extract
 

sequences
 

of
 

abnormal
 

frames
 

( keyframes)
 

in
 

long
 

videos,
 

and
 

use
 

them
 

as
 

inputs
 

for
 

subsequent
 

network
 

models.
 

Then,
 

in
 

order
 

to
 

better
 

capture
 

the
 

motion
 

characteristics
 

and
 

abnormal
 

situations
 

of
 

human
 

posture,
 

a
 

spatial
 

temporal
 

graph
 

convolutional
 

abnormal
 

behavior
 

recognition
 

algorithm
 

that
 

integrates
 

attention
 

and
 

enhanced
 

residuals
 

is
 

proposed.
 

The
 

keyframe
 

sequence
 

is
 

input
 

into
 

the
 

model
 

network
 

to
 

achieve
 

efficient
 

and
 

accurate
 

recognition
 

of
 

human
 

abnormal
 

behavior
 

in
 

surveillance
 

videos.
 

Validate
 

the
 

effectiveness
 

of
 

this
 

method
 

using
 

publicly
 

available
 

and
 

self
 

built
 

datasets.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

TOP-1
 

accuracy
 

of
 

human
 

abnormal
 

behavior
 

recognition
 

on
 

the
 

publicly
 

available
 

dataset
 

ShanghaiTech
 

Campus
 

reaches
 

82. 86%,
 

and
 

the
 

TOP-5
 

accuracy
 

reaches
 

98. 10%.
 

This
 

method
 

can
 

better
 

complete
 

the
 

recognition
 

of
 

human
 

abnormal
 

behavior
 

in
 

surveillance
 

videos.
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0　 引　 言

　 　 传统的视频监控模式存在一些问题,包括数据存储

量大、依赖人工监控,并容易受到环境干扰等。 然而,深
度学习在此方面发挥了重要作用,许多研究人员已经将

深度学习算法应用于人体异常行为识别任务中[1] 。 根据

使用的网络模型不同,基于深度学习的人体异常行为识

别方法主要分为基于卷积神经网络的方法[2] 、基于循环

神经网络的方法[3] 和基于图卷积神经网络的方法[4-5] 。
这些方法旨在提高视频监控系统的智能化水平,以便更

好地识别异常行为。 由于人体骨架不受光照变化和杂乱

背景等因素的影响,不少研究人员着重研究人体骨架。
文献[6]首次提出基于骨架的动作识别网络模型 STGCN
(spatial

 

temporal
 

graph
 

convolutional
 

network)。 同时为了

提升模型的网络性能,文献[7]在时空图卷积网络中引

入注意力机制、文献[8]使用了多流自适应图卷积网络、
文献[9]使用了通道级拓扑细化图卷积、文献[10]提出

了一种解耦合统一图卷积、文献[11]采用多分支时域结

构等方法,提升异常动作识别的准确性以及泛化能力。
然而,由于监控长视频中存在大量冗余的正常帧,处理每

帧会增加模型计算量,影响推理速度。 所以在进行异常

行为识别前应该对视频中的异常部分着重处理。
目前,关键帧提取方法主要可以分为 3 类。 第 1 类

是基于视频帧聚类的方法[12-13] ,通过将内容相似的视频

帧自适应地进行分类,成功减少了冗余帧的数量。 然而,
在聚类过程中会导致时间信息的错乱。 第 2 类是基于运

动分析的关键帧提取方法[14] ,利用关键关节点的运动特

性来提取关键帧。 这种方法对于四肢活动变化不明显的

异常活动难以区分,并且容易受到遮挡等因素的影响。 第

3 类方法是基于对视频帧评分的关键帧提取方法[15] ,通过

对每个帧进行评分来选择具有重要信息的关键帧。 总体

而言,这种方法效果较好,但整体模型的计算量较大。

综上所述,本文提出了一种基于关键帧定位的人体

异常行为识别框架。 通过对长视频中的关键帧进行高效

定位,能够有效剔除冗余帧,从而获得异常帧序列。 然后

将这些异常帧输入到异常行为识别网络后可以高效迅速

且准确地检测和识别异常行为。
本文的主要贡献如下:
1)为了快速、高效的定位出长视频的异常部分,本文

提出了一种基于标准化流和注意力增强时空图卷积的关

键帧定位网络 ES-NF ( enhanced
 

spatial
 

temporal
 

graph
 

convolutional
 

network-normalizing
 

flow),该网络直接学习

正常样本的人体姿态图,得到正常样本的概率分布。 通

过对输入帧进行评分,利用阈值筛选出视频中的异常帧。
2)提出了一种融合注意力和增强残差的时空图卷积

异常行为识别算法 EA-STGCN( enhanced
 

attention
 

spatial
 

temporal
 

graph
 

convolutional
 

network),能更有效的提取行

为的深层特征,更好的捕捉人体姿势的时空关系以及异

常情况,从而可以在背景较为杂乱且人物不固定的监控

场景下,实现对异常行为的精确识别。

1　 基于关键帧定位的人体异常行为识别
模型

1. 1　 整体模型结构

　 　 本文提出了一种基于关键帧定位的人体异常行为识

别模型,可以实现对监控视频精准定位并检测出异常行

为。 如图 1 所示,该模型首先通过 Alphapose[16] 提取每帧

视频中所有人体姿态序列。 然后,利用本文提出的基于

标准化流和注意力增强时空图卷积的关键帧定位网络

ES-NF,对每个人的姿态序列进行评分,再使用阈值筛选

出异常姿态序列。 最后使用本文提出的融合注意力和增

强残差的时空图卷积异常行为识别网络 EA-STGCN,对
异常姿态序列进行动作分类,从而实现对长视频中人体

异常行为的定位与识别。

图 1　 基于关键帧定位的人体异常行为识别模型图

Fig. 1　 Model
 

diagram
 

of
 

human
 

abnormal
 

behavior
 

recognition
 

based
 

on
 

keyframe
 

localization
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1. 2　 基于标准化流和注意力增强时空图卷积的关键帧

定位网络

标准化流(normalizing
 

flow) [17] 是一种用于概率密度

估计和生成模型的方法,可以将一个复杂的后验分布 X
映射到一个简单的先验分布 Z,从而实现对数据分布的

建模。 表达式如式(1)所示。
Z = F(X) (1)
在本文中,上式的 X 表示所有的骨架序列,Z 代表映

射后的异常曲线得分,目的在于将复杂的行为序列映射

到异常得分。 F 为一系列变换函数 f i 嵌套构成,其中 i
表示标准化流的层数(本网络模型采用 8 层标准化流),
具体的表达式如式(2)所示。

F = f1 × f2 × f3 × …f i (2)
即标准化流变化过程如式(3)所示。

　 　 X↔
f1
h1↔

f2
h2↔

f3
h3…↔

fi
Z (3)

式(3)表示 X 和 Z 之间经过一系列变化是可以相互

转换的,其中 h i 为输入 X 经过 i 次变换函数 f i 变换后的

结果。 具体来说 h i 和 f i 的关系如式(4)所示。
h i +1 = f i +1h i (4)
标准化流应用在关键帧提取中,能够对正常帧的分

布进行建模,可以根据样本帧在原始数据空间中的概率

密度判断其是否为异常帧,能够有效地提取出最具代表

性的关键帧,并排除掉正常帧的干扰。
本文提出的基于标准化流和注意力增强时空图卷积

的关键帧定位网络 ES-NF 可以将复杂的人体姿态映射到

一个简单的异常行为得分。 若此得分大于所设阈值,即
认为该人体姿态所处的视频帧为异常帧即关键帧。 ES-
NF 的详细结构图如图 2 所示。

图 2　 ES-NF 网络结构图

Fig. 2　 ES-NF
 

network
 

structure
 

diagram

　 　 与普通标准化流类似,本文提出的 ES-NF 同样有归

一化层( ActNorm)、置换层 ( Permute) 和耦合层 ( Affine
 

Coupling)。 其中归一化层用于初始化权重和偏置,并对

输入进行归一化;置换层使用可逆的 1×1 卷积对输入通

道的顺序进行置换;如图 2 所示,耦合层首先将输入 X 按

照通道维度拆分,然后将其中一个送入到本文提出的融

合注意力机制的时空图卷积网络 E-STGCN ( enhanced
 

spatial
 

temporal
 

graph
 

convolutional
 

network)进行人体姿态

特征提取,将结果按照奇偶索引分割得到权重 k 和偏置

b,从而对另一个输入进行仿射变换。 具体实现如

式(5) ~ (8):
X1 = X2 = X / 2 (5)
Z1 = X1 (6)
Z2 = k × X1 + b (7)
Z = Z1 + Z2 (8)
其中,X1、X2 是将输入特征 X 按照通道维度平均拆

分成的两个特征,Z1 和 Z2 是输入 X1 和 X2 经过仿射变

换的输出,Z 将 Z1 和 Z2 按照维度拼接起来。
其中 E-STGCN 在 STGCN 的基础上添加了通道注意

力 SE ( squeeze-and-excitation ) [18] 和 空 间 注 意 力 SAM
(spatial

 

attention
 

module),可以充分利用人体骨架的姿态

信息,使 STGCN 网络模型在时空数据建模中对时间和空

间维度的关注更加准确和灵活,能更好的区分正常和异

常的人体姿态特征,从而可以在 ES-NF 网络中区分正常

和异常姿态序列。
标准化流中有一个可解的概率密度函数 pdf,其中具

体表达式如式(9)所示。
pdf(X) = pdf(Z) × det(dZ / dX) (9)
其中 det(dZ / dX) 表示 Z 关于 X 的雅可比矩阵行

列式的绝对值。 在训练阶段采用最大化对数似然函数作

为 ES-NF 网络的损失函数来优化参数,对上式取对数函

数且由式(1) ~ (4)可得到式(10)。

logpdf(x) = logpdf( z) + ∑
I

i = 1
log det(dh i / dh i -1) (10)
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1. 3　 融合注意力和增强残差的时空图卷积异常行为识

别算法

通过 ES-NF 网络对所有人体姿态序列评分并进行阈

值筛选,即可以得到视频中异常的人体姿态序列。 再使

用本文提出的融合注意力和增强残差的时空图卷积 EA-
STGCN 对关键帧姿态序列进行异常行为识别。

如图 1 所示,本文提出的 EA-STGCN 由融合残差注

意力增强的空间卷积网络 EA-GCN( enhanced
 

attention-
GCN)、通道注意力机制 SE、融合注意力的多分支时间卷

积网络 EA-TCN( enhanced
 

attention-TCN) 和空间注意力

机制 SAM 组成。 其中 EA-GCN 结构如图 3 所示,首先在

空间卷积中引入动态图卷积神经网络,使邻接矩阵 A 能

够自动学习节点与边的变化模式,并根据变化动态调整

网络结构,从而更好地适应和捕捉数据中的动态特征。
同时,在 GCN 内部引入注意力增强的残差结构,通过对

通道进行压缩和激励,可以自适应的调整通道特征的权

重,提高网络对重要特征的关注度,增强网络的表达能

力,从而提高模型的异常行为识别准确性和泛化能力。

图 3　 EA-GCN 网络模型

Fig. 3　 EA-GCN
 

network
 

model

　 　 图 1 中 EA-TCN 结构如图 4 所示,为了在时间卷积

TCN 中提高对时序信息的建模能力,本文使用多分支卷

积来替代原 TCN 网络中的 1D 卷积。 本文使用 1×1 卷积

将输入特征按通道 C 分成 6 个不同的分支,以通道数为

64 为例,经过 6 个不同的 1×1 卷积后通道数分别变为 2、
4、8、16、16 和 18,再分别对每个分支应用不同的 3×1 卷

积操作(d = 1,
 

2,
 

3,
 

4)、3×1 最大池化,以及不进行操

作。 为了增强每个分支对特征的建模能力,在每个分支

的卷积操作后添加了通道注意力模块 SE 来增强对于重

要特征的表达。 在进行维度转换时,本文采用两个卷积

层和两个非线性激活函数进行维度转换,可以提取更多

的特征信息,增强了网络的表达能力,有助于捕捉更复杂

的特征。
通过 9 个累积的 EA-STGCN 模块对输入的异常姿态

序列进行动作特征提取,网络前三层的输出通道为 64,
中间三层的输出通道为 128,最后三层的输出通道为

256。 最后使用 Softmax 分类器进行动作分类。
本阶段使用交叉熵( Cross

 

Entropy) 作为 EA-STGCN
网络的损失函数,通过计算样本的正常结果 y 和经过网

络预测后的结果 y′来表征两个概率分布之间的距离,对
多标签分类任务中的一类任务来看具体的表达式如

式(11)所示,网络的总的交叉熵为多标签分类任务中每

一类的交叉熵之和。 通过最小化交叉损失函数来训练

模型。
Loss =- ylogy′ - (1 - y)log(1 - y′) (11)
本文提出的整体模型在训练过程中采用两阶段方式

训练,关键帧网络和异常行为识别网络单独分开训练,采
用各自的损失函数去训练网络。 在测试阶段是采用整体

模型直接进行测试。

图 4　 EA-TCN 网络模型

Fig. 4　 EA-TCN
 

network
 

model
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2　 实验结果与分析

2. 1　 数据集与评价指标

　 　 Shanghaitech
 

Campus 数据集[19] 是目前最全面、最真

实的异常行为检测数据集。 数据集中包含 330 段训练样

本和 107 段测试样本。 训练样本仅由正常行为视频样本

组成,测试样本由正常行为视频和异常行为视频样本组

成,同时对异常行为样本进行帧级标注。 视频分辨率为

856×480,包含上海科技大学校园内的 13 个背景,有 130
个异常事件。 如图 5 所示,为 Shanghaitech

 

Campus 数据

集样例。

图 5　 Shanghaitech
 

Campus 数据集样例

Fig. 5　 Sample
 

Shanghai
 

Campus
 

dataset

ShanghaiTech
 

Campus 数据集的训练集中无异常行

为,所以无法直接在人体异常行为识别网络中训练,为了

解决这个问题,本文对 107 个测试视频中的异常帧进行

重组分类,分成跑、翻越栅栏、高空抛物、追逐推搡、立定

跳远、拿着武器、原地徘徊、抢东西、摔倒以及滑行骑行共

10 个类别,共计 459 段异常视频样本。 将训练数据与测

试数据按照 2 ∶ 1 的比例进行分配,共有 306 个训练视频

和 153 个测试视频样本。 由于上述异常动作类别中追逐

推搡、立定跳远、抢东西以及摔倒的训练样本数据有限,
容易导致模型过拟合。 因此,本文对上述 4 种异常行为

进行数据扩充,从 NTU-RGB+D 数据集[20] 中为每种异常

行为扩充了 300 个视频作为训练样本。 同时还从自建数

据集中提取了其他异常行为样本进行训练,最终训练样

本数据为 1
 

660 个视频,测试视频为 153 个。 将上述修改

后的数据集称为 ShanghaiTech
 

Campus
 

&
 

NTU 数据集。
此外,本文模拟 Shanghaitech

 

Campus 拍摄环境建立

自建数据集视频,自建数据集中异常行为包括跑、推倒、
追逐推搡、高空抛物、原地徘徊、立定跳远和抢东西 7 种

异常行为。 同时,每段视频的时长不限,如图 6 为本文的

部分自建数据集样例:
本文主要使用了 Top-1 准确率(即测试样本中真实

标签即为第一个预测结果的概率)和 Top-5 准确率(即测

试样本中真实标签包含在前 5 个预测结果之内的概率)
这两个指标来评估模型的性能。
2. 2　 实验设置

　 　 本文实验环境为 window11,处理器为 12th
 

Gen
 

Intel
(R)

 

Core(TM)
 

i5-12600K
 

3. 70
 

GHz,内存 16
 

G,显卡为

图 6　 自建数据集样例

Fig. 6　 Sample
 

self
 

built
 

dataset

NVIDIA
 

GeForce
 

RTX
 

3070
 

Ti。 编程语言为 Python,开发

工具为 PyCharm,使用 Pytorch 框架进行算法网络搭建、
训练和测试,采用随机梯度下降优化策略。 在关键帧定

位网络 ES-NF 中,初始学习率设置为 0. 000
 

5,权重衰减

率设置为 0. 000
 

05,训练轮数 epoch = 20,其中 batchsize
大小为 16,在人体异常行为识别网络 EA-STGCN 中初始

学习率设置为 0. 1,权重衰减率设置为 0. 000
 

5。 并在上

述数据集和实验环境中进行了 200 个 epoch 的训练,其
中 batchsize 大小设置成 64。
2. 3　 结果与分析

　 　 1)整体结果

为验 证 EA-STGCN 网 络 模 型 的 收 敛 能 力, 在

ShanghaiTech
 

Campus
 

&
 

NTU 数据集上与其他图卷积的

基线模型进行对比,图 7 给出了模型损失函数值的变化

曲线,纵坐标为损失函数值,横坐标为迭代次数。 从图 7
中可以看到,本文模型较其他基线模型具有更快的收敛

速度以及稳定性。

图 7　 损失值变化曲线

Fig. 7　 Loss
 

value
 

variation
 

curve

同时, 在 本 文 重 新 标 注 过 异 常 动 作 类 别 的
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ShanhaiTech
 

Campus 数据集上,将本文异常动作识别方

法与其他基于骨架或图卷积的基线模型进行对比,记录

并保存了最佳结果,结果如表 1 所示。 本文提出的 EA-
STGCN 模型的 Top-1 准确率达到了 64. 10%,Top-5 的准

确率达到了 93. 16%,可能是因为 ShanghaiTech
 

Campus
数据集中人员不固定,导致难以提取出重要特征,导致准

确率较低,但较其他基线模型均有较大提升。 同时将本

文提出的关键帧提取模型 ES-NF 应用于其他骨架或图卷

积的基线模型中,与本文所提出的基于关键帧定位的人

体异常行为识别网络模型进行对比,从表 1 中可以看出,
无论使用何种模型方法,在使用关键帧( ES-NF) 提取方

法后,其 Top-1 和 Top-5 的准确率均明显高于未使用关键

帧提取方法,这说明使用关键帧( ES-NF) 提取方法对于

异常行为识别具有重要意义。 这些结果表明,本文的方

法在背景杂乱且人物不固定的监控场景下,能够实现对

异常行为的精确识别。 同时本文方法在使用关键帧之后

Top-1 的准确率均高于其他方法,证明了本文整体的优

越性。
表 1　 本文方法与其他基线模型对比结果

Table
 

1　 Comparison
 

results
 

between
 

this
 

method
and

 

other
 

baseline
 

models

模型方法

未使用关键帧(ES-NF)
提取方法

使用关键帧(ES-NF)
提取方法

TOP-1 / % TOP-5 / % TOP-1 / % TOP-5 / %
PoseC3D 52. 99 70. 94 58. 10 80. 00
STGCN 54. 70 88. 03 78. 10 93. 33
MSG3D 54. 70 90. 60 72. 38 95. 24

STGCN++ 59. 83 92. 31 80. 95 99. 05
CTRGCN 54. 70 88. 89 77. 14 95. 24
AAGCN 53. 85 84. 62 69. 52 94. 29

EA-STGCN 64. 10 93. 16 82. 86 98. 10

表 2　 EA-STGCN 消融实验

Table
 

2　 EA-STGCN
 

ablation
 

experiment

模型
Modules ShanhaiTech ShanhaiTech

 

&
 

NTU
GCN EA-GCN TCN EA-TCN SE+SAM TOP-1 / % TOP-5 / % TOP-1 / % TOP-5 / %

本文 1 √ √ 59. 83 92. 31 69. 59 96. 62
本文 2 √ √ 61. 19 90. 60 70. 35 97. 97
本文 3 √ √ 62. 39 92. 31 70. 92 95. 27
本文 4 √ √ 63. 68 94. 02 72. 30 94. 59
本文 √ √ √ 64. 10 93. 16 73. 65 95. 95

　 　 2)消融实验

为了验证本文所提出模块的有效性,设计了一系列

的消融实验,如表 2 所示,对本文提出的 EA-STGCN 内部

各模块进行消融实验,验证原始的 GCN、TCN、和改进后

如图 1 所示的 EA-GCN、EA-TCN 以及 SE +SAM 的有效

性。 由表 2 可知,同时使用 EA-GCN、 EA-TCN 和 SE +
SAM 时可达到最优效果。

同时为了验证本文提出的关键帧定位网络( ES-NF)
的有效性,使用 ShanghaiTech

 

Campus 数据集,评估指标

为 AUC(ROC 曲线下的面积)。 ROC 曲线的横坐标为伪

阳性率 FPR,纵坐标为真阳性率 TPR,具体关系表达式如

式(12)、(13)所示。
FPR = FP / (FP + TP) (12)
TPR = TP(TP + FN) (13)
其中,TP 为正确判断为阳性;FP 为错误判断为阳

性;FN 为错误判断为阴性;TN 为正确判断为阴性。 AUC
的值越大,表示模型性能越好,ES-NF 的 ROC 曲线如图 8
所示,本文提出的 ES-NF 网络的 AUC 可以达到 85. 31%,
且 ES-NF 的参数量为 1. 448

 

k,实现了模型的轻量化。
当 ES-NF 网络预测分数超过阈值时,作为 FP(异常

帧),否则作为 TP(正常帧);随着阈值降低,FP 会增加,
模型更保守,从图 8 中可以看到,有多组不同阈值下的

FPR 和 TPR,本文整体模型是对人体异常行为进行识别,
所以关键帧定位网络的模型可以较为保守,提取出稍多

的关键帧输入到后续网络中。 通过对 ShanghaiTech
 

Campus 数据集训练,可得到不同阈值下识别准确的样例

个数及识别错误的样例个数, 结合 ROC 曲线, 设定

threshold 为 1. 197 79。

图 8　 ES-NF 网络的 ROC 曲线

Fig. 8　 ROC
 

curve
 

of
 

ES-NF
 

network

3)自建数据集上异常行为识别实验

本文还在自建数据集中进行测试,其中每个类别有
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50 个视频片段,使用本文方法检测与识别异常行为,具
体的检测结果如表 3 所示。 其在自建数据集中的平均准

确率达到了 92. 00%,然而,追逐推搡和抢东西两个类别

的准确率相对较低,可能是这两种动作都伴随着胳膊和

肘部的运动,导致他们之间非常相似,很容易造成误检,
进而影响到识别的准确性。

表 3　 自建数据集识别结果

Table
 

3　 Self
 

built
 

dataset
 

recognition
 

results
异常动作类型 识别正确个数 未识别正确个数 TOP-1 / %

跑 46 4 92. 00
推倒 49 1 98. 00

追逐推搡 42 8 84. 00
高空抛物 48 2 96. 00
原地徘徊 45 5 90. 00
立定跳远 48 2 96. 00
抢东西 44 6 88. 00

3　 结　 论

　 　 本文提出了一种基于关键帧定位的人体异常行为识

别网络模型用于对监控视频等较长视频进行快速的异常

动作定位与识别。 该模型包括基于标准化流和注意力增

强时空图卷积的关键帧定位网络 ES-NF,通过对每个人

体姿态序列进行异常评分,再通过阈值定位出所有关键

帧序列。 之后使用本文提出的一种融合注意力机制和增

强残差单元的时空图卷积网络的人体异常行为识别算法

EA-STGCN 进行异常动作的分类与识别。 该方法适用于

背景较为杂乱且人物不固定的监控场景,能实现对异常

行为的精确识别。 实验证明,整体模型在 ShanghaiTech
 

Campus 数据集上的识别准确率( Top-1 和 Top-5)明显优

于其他骨架识别方法。 且在自建数据集中 Top-1 的准确

率可达 92%,然而,在相似异常行为的识别准确率和实时

性方面仍有改进的空间,需要进一步研究和扩展。
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