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基于 DFECANet 的遥感图像飞机目标检测方法∗
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摘　 要:针对现有的遥感图像目标检测方法中对小尺寸飞机目标的检测精度不高、特征信息传递不准确、信息交互不充分等问

题,提出了一种基于可辨别特征提取和上下文感知的遥感图像飞机目标检测方法。 设计了以可辨别特征提取模块为主体的主

干网络,用以加强对多尺度飞机目标的特征提取;引入自适应特征增强模块,选择性关注小目标、优化特征信息的传递与信息交

互;并设计了特征融合上采样模块对特征图进行上采样操作,用以提升高层语义信息的准确性。 在 DOTAv1 数据集上的检测精

度达到了 95. 2%,相较于 YOLOv5s、SCRDet、ASSD 等主流算法,飞机目标的检测精度提高了 3. 7% ~ 18%。 此外,该方法的检测

速度以及模型参数量分别为 147
 

fps 和 13. 4
 

M,相较于当前主流算法具备较强的竞争力,满足在遥感背景下对飞机目标的实时

检测需求。
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Abstract:
 

Aiming
 

at
 

the
 

existing
 

remote
 

sensing
 

image
 

target
 

detection
 

methods
 

with
 

low
 

detection
 

accuracy
 

for
 

small-size
 

aircraft
 

targets,
 

inaccurate
 

feature
 

information
 

transfer
 

and
 

insufficient
 

information
 

interaction,
 

a
 

remote
 

sensing
 

image
 

aircraft
 

target
 

detection
 

method
 

based
 

on
 

discriminative
 

feature
 

extraction
 

and
 

context-awareness
 

is
 

proposed.
 

A
 

backbone
 

network
 

with
 

a
 

discriminative
 

feature
 

extraction
 

module
 

is
 

designed
 

to
 

enhance
 

feature
 

extraction
 

for
 

multi-scale
 

aircraft
 

targets;
 

an
 

adaptive
 

feature
 

enhancement
 

module
 

is
 

introduced
 

to
 

selectively
 

focus
 

on
 

small
 

targets
 

and
 

optimize
 

the
 

transfer
 

of
 

feature
 

information
 

and
 

information
 

interaction;
 

and
 

a
 

feature
 

fusion
 

up-sampling
 

module
 

is
 

designed
 

to
 

perform
 

up-sampling
 

operations
 

on
 

the
 

feature
 

maps
 

to
 

improve
 

the
 

accuracy
 

of
 

high-level
 

semantic
 

information.
 

The
 

detection
 

accuracy
 

on
 

the
 

DOTAv1
 

dataset
 

reaches
 

95. 2%,
 

which
 

is
 

3. 7%
 

to
 

18%
 

higher
 

than
 

that
 

of
 

mainstream
 

algorithms
 

such
 

as
 

YOLOv5s,
 

SCRDet,
 

ASSD.
 

In
 

addition,
 

the
 

detection
 

speed
 

and
 

the
 

number
 

of
 

model
 

parameters
 

of
 

the
 

proposed
 

method
 

are
 

147
 

frames
 

per
 

second
 

and
 

13. 4
 

M,
 

respectively.
 

Compared
 

with
 

the
 

current
 

mainstream
 

algorithms,
 

the
 

proposed
 

method
 

has
 

strong
 

competitiveness
 

and
 

meets
 

the
 

real-time
 

detection
 

requirements
 

of
 

aircraft
 

targets
 

in
 

the
 

background
 

of
 

remote
 

sensing.
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0　 引　 言

　 　 目标检测作为计算机视觉领域的核心任务之一,近
年来得到了前所未有的发展[1] 。 与此同时,随着遥感技

术的进步,卫星遥感图像因具备分辨率高、覆盖面积广等

特点,使得图像中的信息量越来越丰富,在军事和民用领

域的作用也越来越明显。 飞机作为重要的军事装备和交

通工具,利用目标检测算法对其进行精准定位识别,在军

事侦察[2] 、情报分析、军事决策以及机场监控管理等应用
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场景具有重要意义。
然而,由于遥感图像一般由卫星或无人机从高空中

以鸟瞰视角获取,因此存在复杂的空间场景和大量不同

的目标物。 与普通图像相比,遥感图像中的目标往往尺

度更小、排列更密集、像素占比更少[3] ,而且很难与图像

背景分离,这加大了特征提取难度,导致检测精度较低。
不仅如此,现有的一些方法因模型过于庞大,难以在现实

场景中有效应用。 因此,探索和应用遥感图像目标检测

算法是一个意义重大且充满挑战性的课题,相关领域研

究人员已进行了大量的工作[4-6] 。 传统目标检测中,具有

代表性的方法为模板匹配法[7] ,但这类方法普遍存在比

较明显的缺陷,不仅易受光照等自然环境因素影响,导致

检测精度下降,还需要人工设定规则或模板,且这些规则

和模板往往受到应用场景的限制,泛化性能较差。
近年来,基于深度学习的目标检测方法[8] 在目标检

测领域进展显著,相比于传统检测算法,深度学习算法通

过学习数据集的特征实现自动提取图像中目标的特征信

息与位置信息,相应的检测器性能得到大幅度提升。 基

于深度学习的目标检测算法分为两阶段和一阶段[9] 。 两

阶段算法集成了卷积神经网络 ( convolutional
 

neural
 

network,CNN) 等深度学习技术,检测性能出色,其中

CNN 通常被用作特征提取器提取图像特征。 具有代表

性的两阶段算法有 R-CNN[10] 、Faster
 

R-CNN[11] ,此类方

法的核心思想是区域提取,通过在图像中提取候选区域,
再对这些区域进行特征提取,并通过非极大值抑制获取

最终结果。 与两阶段目标检测算法不同,一阶段算法将

目标检测任务转化为端到端的分类和回归问题,以实现

快速 检 测 和 识 别 图 像 中 的 目 标, 代 表 性 算 法 有

YOLOv5[12] 、SSD[13] 、RetinaNet[14] 等。
然而自然场景下的目标检测算法在遥感级别的目标

检测任务中表现欠佳,研究人员已从多个角度出发寻求

解决方案。 Li 等[15] 在检测网络的特征融合部分引入高

分辨率特征图 P2 以及引入 Swin 变压器作为检测头等方

法,以解决模型对重要特征的处理和融合能力不足的问

题;Yu 等[16] 提出了一种基于全局和局部多尺度特征融

合的遥感飞机检测方法。 该方法采用编码器-解码器结

构,分别通过网络编码器部分提取目标的局部特征,解码

器部分提取目标的全局特征,以提升模型检测精度以及

召回率。 Zong 等[17] 设计了一种反向特征金字塔结构和

跨尺度位移网络以提高模型推理速度,同时有效缓解来

自非相邻层的语义在特征金字塔中被稀释的情况。 Qiao
等[18] 认为传统的特征金字塔网络中不同的特征域的浅

层和深层功能抑制模型的性能,同时上层特征的积累会

导致下层特征出现混叠现象,从而干扰对小目标的特征

表示。 为此,利用高分辨率图像和原始图像的深度特征

来形成一个统一的特征域,并采用通道注意力融合模块

来学习上层特征,以改善小目标检测性能,但该方法大大

增加了计算开销。 Xu 等[19] 设计了 VOVDarkNet 作为特

征提取骨干、AFC-PAN 作为特征融合网络,使模型能够

学习到不同尺度物体的特征信息和位置信息,提高网络

对小物体的感知能力。 Wang 等[20] 设计了特征增强模

块,以捕获更多小目标的判别特征,设计空间感知模块过

滤空间信息,通过可形变卷积更好地聚焦前景对象。
上述方法在一定程度上提升了遥感图像目标检测器

的性能,然而鉴于遥感图像中飞机目标的特殊性,仍存在

如下几个问题亟待解决:1)遥感图像中飞机目标像素有

限,所含特征信息较少,而且方向多变、形状不一,现有的

算法难以精准提取特征信息;2)现有的特征金字塔网络

(feature
 

pyramid
 

networks,FPN) 通过横向连接进行跨尺

度特征融合时,浅层小目标特征表达能力相对较弱,受背

景信息干扰严重,导致模型对小目标关注度不足。 另外,
由于浅层特征可能包含一些噪声和不可靠的区域细节信

息,这将导致低层特征信息缺失。 同时,多尺度目标具有

不同大小的尺度,其特征通常分布在不同的尺度特征图

中,现有 FPN 的通过简单的横向连接进行特征融合时不

能充分进行信息交互;3)特征金字塔结构中普通上采样

操作会造成特征细节丢失从而引入误差,影响高层语义

信息的准确性。
为了解决上述问题,本文提出了一种基于可辨别特

征提取和上下文感知(discriminative
 

feature
 

extraction
 

and
 

context
 

awareness,DFECA)的光遥感图像飞机目标检测方

法,主要贡献内容如下:1) 设计了可辨别特征提取模块

( discriminable
 

feature
 

extraction
 

module,
 

DFEM),并以此

搭建主干网络用于特征提取。 DFEM 模块引入梯度路径

的设计策略,采用多尺度特征提取分支以及非对称卷积

分支强调对不同尺度、方向多变的飞机目标进行充分的

特征提取;2) 设计了特征细节增强模块( feature
 

detail
 

enhancement
 

module,FDEM),通过自适应的选择卷积核

大小强调对小目标的关注,并解决 FPN 在横向连接过程

中特征信息传递不准确、高底层级信息交互不充足的问

题;3) 设计了特征聚合上采样模块( feature
 

aggregation
 

upsampling
 

module,
 

FAUM)用来取代上采样操作,在减少

特征细节信息丢失的同时,也丰富了上下文语义信息。

1　 研究方法

1. 1　 DFECANet 网络结构

　 　 本文提出的 DFECANet 网络的结构如图 1 所示,首
先将待检测遥感图像输入到由 DFEM 模块和普通卷积层

组建的主干网络进行特征提取,以获取高质量的多尺度

特征信息。 然后依据 FPN 结构,将提取的特征信息传入

FDEM 模块并结合 FAUM 模块辅助特征信息融合,获取
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图 1　 DFECANet 整体网络结构

Fig. 1　 DFECANet
 

overall
 

network
 

structure

丰富的上下文特征信息。 最后通过检测头实现飞机目标

检测。
1. 2　 可辨别特征提取模块

　 　 当 前, 热 点 的 特 征 提 取 网 络 有 Mobilenet、
 

CSPDarknet53、ResNet 等,其中 Mobilenet 网络采用的深

度可分离卷积模块会对输入的特征图进行下采样操作,
并通过降低卷积核的参数量和计算量来提高计算效率,
这降低了模型对细节信息的敏感度;而 CSPDarknet53 重

复使用 CSP 结构进行卷积操作,导致小目标的信息过多

地丢失,从而影响网络对小目标的检测效果;而 ResNet
作为特征提取网络由于其参数量较大,增加了硬件部署

的难度。
针对上述问题,本文设计了一种全新的 DFEM 模块

构建特征提取网络。 DFEM 模块遵循高效的网络设计策

略[21] ,从硬件特性和梯度传播路径等角度来设计网

络[22] 。 DFEM 模块结构如图 2 所示。

图 2　 DFEM 模块结构

Fig. 2　 DFEM
 

module
 

structure
 

diagram
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　 　 对于普通卷积层,其内存访问开销为( memory
 

access
 

cost,MAC) [23] :
MAC = HW(c1 + c2) + c1c2 (1)
其中, H 和 W 分别表示特征图的高和宽, HWc1 和

HWc2 分别表示输入、输出特征图内存访问成本,式(1)中,
根据均值不等式,当且仅当 c1 = c2 时,MAC 取值最小。 因

此本文的 DFEM 模块设定每条支路的各个卷积层的输入、
输出特征矩阵通道数相等,以获得最小的内存访问开销。

对于 DFEM 整体结构而言,本文从梯度路径设计角

度出发,设计了梯度分流策略,通过控制最短和最长的梯

度路径,使模型能够学习到更多的特征,增强其鲁棒性。
其中 DFEM 第 3 分支中分别采取了卷积核大小为分别为

3×3、5×5、7×7 的卷积层进行多尺度特征提取,在实际实

验中,将 5×5 和 7×7 的卷积核用多个 3×3 的卷积核替

换,这不仅可以更全面的描述目标特征,减少目标信息的

丢失,还能减少模型中的参数数量以及增加网络的非线

性。 最后通过 concat 操作进行特征融合,丰富了上下文

多尺度信息。 具体表示为:
F 3i = Conv3 ×3 F 2o( ) (2)
F 3o = Conv1 ×1{concat[Conv3 ×3(F 3i),
2∗Conv3 ×3(F 3i),3∗Conv3 ×3(F 3i)]}

(3)

DFEM 的第 4 分支采用了非对称卷积[24] ,本文考虑

到卷积核为 n×n 的普通卷积层对目标的尺度和形状不够

敏感,不能很好的适应不同的尺度、形状和方向的目标,
可能导致目标特征丢失或信息冗余。 而非对称卷积可以

强化水平和垂直方向上的平方卷积核,更好的适应了目

标在方向上的差异性,并在不同的方向上学习目标特征,

突出局部关键特征,提高小目标的特征判别性。 此外,非
对称卷积结构相较于普通卷积可以对模型进行压缩和加

速,亦可减少模型参数量和计算量。 本节采用 Conv1 ×1、
Conv3 ×3、Conv3 ×1 和 Conv1 ×3 构建非对称卷积模块进行特

征提取,并将其拼接进行特征融合操作,其中每个卷积模

块后面都加上批量归一化和 ReLU 激活函数,可以更好

地拟合通道间复杂的相关性,以避免图像在反向传播时

候发生梯度消失等问题。 具体可表示为:
F 4i = Conv3 ×3 F 3i( ) (4)
F 4o = Conv1 ×1{concat[Conv3 ×3(F 4i),
Conv3 ×1(F 3i),Conv1 ×3(F 3i)]}

(5)

DFEM 最终得到的输出特征 F
·

表示为:

F
· = Conv1 ×1(concat[F 1o,F 2o,F 3o,F 4o]) (6)

1. 3　 特征细节增强模块

　 　 上下文信息对于特征融合尤为重要,特别是对于遥

感这样复杂场景。 FPN 通过自顶向下的路径和横向连接

将高层语义和低层细节相结合,以获得多尺度上下文信

息。 但由于低层级的特征图分辨率较低,且遥感图像中

飞机目标较小、方向和尺度多变,同时容易受背景信息、
噪声影响,造成目标特征信息细节丢失,影响横向连接中

特征信息的准确性,不能很好的信息交互。 现有的方法

BiFPN[25] 、GFPN[26] 在一定程度上可以缓解上述问题,但
同时引入了更长的融合路径,增加了模型计算的复杂度,
无法在检测精度和推理速度上取得平衡。 对此,本节提

出 FDEM 模块来强调低层级中的小目标并优化特征细节

信息,如图 3 所示。

图 3　 FDEM 模块结构

Fig. 3　 FDEM
 

module
 

structure
 

diagram

　 　 从局部来看,该模块首先对输入特征图 P 使用大小

为 3×3、5×5 的卷积核分别进行卷积操作得到两个输出

Pn 和 Pm ,每个卷积层后依次进行批量归一化和 ReLU 激

活操作,其中 5×5 的卷积核由两个 3×3 的卷积核提升替

换以减少模型参数量。 随后先将上述的两个输出分别通

过 GAM 注意力模块[27] 以增强模型对全局信息的感知并
减少信息丢失,得到特征 Pα 和 Pβ 。 再对 Pn 和 Pm 进行
逐元素相加操作,得到新的输出特征图 P t :

P t = δ(B(Conv3 ×3(Pn)))  δ(B(2∗Conv3 ×3(Pm)))
(7)

式中: B(·) 为批量归一化, δ(·) 为 ReLU 激活函数。 接

着通过全局平均池化进行降维处理得到一个具有全局信

息的特征向量 Ps,Ps 经过全连接层后得到一个新特征向

量 Z :
Ps = fgp(P t) (8)
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Z = FC(Ps) (9)
式中: fgp(·) 表示全局池化操作, FC(·) 表示全连接操

作。 然后通过 softmax 函数计算不同卷积核权重并引导

其与上下两个分支进行加权融合,得到两个加权特征图,
此过程可以自适应地选择不同尺度的信息进行融合。 最

后再对各分支进行逐元素相加得到最终特征图 P :

P = (Pα  δ)  (Pβ  (1 - δ)) (10)
从整体来看,该模块通过自适应地调整卷积核的感

受野大小,可以选择性关注遥感图像中小目标区域以及

选择性的关注不同尺度的特征图,在横向连接过程中促

进高、低层级特征更好的进行信息交互。
1. 4　 特征聚合上采样模块

　 　 上采样在 FPN 中有着显著的作用,当前应用较为广

泛的上采样操作方法主要是插值法,包括临近上采样和

双线性上采样[28] ,但上述方法都只关注图像的局部特

征,相对较小而感受野限制了它们对全局图像特征的表

达,而且插值法上采样会导致原始像素之间的信息丢失,
进而影响高层语义信息的准确性。 针对上述方法中存在

的问题,本研究设计了 FAUM 模块来解决。 FAUM 具体

结构图如图 4 所示。

图 4　 FAUM 模块结构

Fig. 4　 FAUM
 

module
 

structure
 

diagram

　 　 FAUM 模块利用亚像素卷积( sub-pixel
 

convolution,

SPC) [29] 处理较高层级特征图 F i +1 得到
  

F i +1

(

,使其与较低

层级特征图 F i 大小一致,SPC 可以有效缓解因通道降维

带来的信息丢失。 接着对
 

F i +1

(

和 F i 进行拼接操作对特

征信息进行整合。 拼接后的特征图分别进行最大池化和

平均池化操作,生成二维特征映射 FMax 和 FAvg ,具体表示

为:

FMax = Map(concat[SPCμ = 2(
 

F i +1

(

)],F i) (11)

FAvg = Avp(concat[SPCμ = 2(
 

F i+1

(

)],F i]) (12)
式中: Map(·) 和 Avp(·) 分别表示最大池化和平均池化

操作, SPCμ = 2(·) 表示放大系数为 2 的亚像素卷积。 接

着再将特征映射进行拼接,并用卷积核大小为 3×3 卷积

模块整合拼接后的特征:

F = δ(B(Conv3 ×3(concat[FMax,FAvg]))) (13)
式中: B(·) 为批量归一化, δ(·) 为 ReLU 激活函数。 最

后,整合后的特征经过激活操作生成空间权重,并将空间

权重和经过亚像素卷积输出的高级特征相乘,使较高层

级的特征包含更丰富的上下文语义信息,最终得到的输

出特征 FU 表示为:

FU = Sig(F) 
 

F i+1

(

(14)
式中: Sig(·) 为 Sigmoid 函数。

2　 数据结果处理与分析
 

2. 1　 数据集介绍

　 　 本文采用经典的大规模遥感目标检测数据集

DOTAv1[30] 对算法模型进行评估, 其中 DOTAv1 包含

2
 

806 张尺寸在 800 ~ 4
 

000 的遥感图像,该数据集包含

15 个类别共计 18
 

882 个实例,包括飞机、棒球场、桥梁、
田径场、小型车辆、大型车辆、船舶、网球场、篮球场、储油

罐、足球场、环形交叉路口、港口、游泳池、直升机,采用水

平目标标注框作为标签注释。 为减少大像素图像输入网

络时在调整图片大小步骤造成图像信息损失,本文在原

数据集的基础上对 DOTAv1 数据集中的图像进行图像切

割操作,经切割后的图像大小为 1
 

024×1
 

024。 数据集分

为训练集和验证集,其中训练集包含随机选取的 15
 

749
张图片,验证集包含随机选取的 5

 

297 张图片。 切割后

的 DOTA
 

v1 数据集部分样本如图 5 所示。
2. 2　 实验环境及参数配置

　 　 实验环境如下:操作系统为 Windows
 

10,实验设备中

显卡采用 Nvidia
 

GeForce
 

RTX
 

3090
 

GPU,显存为 32 G,
CPU 型号为 12th

 

Gen
 

intel(R)
 

Core(TM)
 

i9-12900KF
 

@
 

3. 19
 

GHz,深度学习框架采用 Anconda
 

+
 

Python3. 8
 

+
 

Pytorch1. 12. 1。 在模型训练过程中,本文采取随机梯度

下降优化器和余弦函数动态调整学习率策略,初始学习
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图 5　 DOTAv1
 

数据集样本示例

Fig. 5　 Sample
 

DOTAv1
 

dataset

率为 1×10-3,动量参数设置为 0. 937,权重衰减系数为 5×
10-4,批量大小为 16,每次训练轮数为 300 轮。
2. 3　 评价指标

　 　 为了验证本文所提出的算法对遥感图像飞机目标的

检测 性 能, 本 文 引 入 精 确 率 ( precision, P )、 召 回 率

(recall,R)以及帧率(frames
 

per
 

second,FPS)作为评价指

标。 其中 P 用来表示预测正确的飞机数占所有飞机目标

数的比例; R 表示预测结果中检测到的正确飞机数量,也
称为查全率; FPS 用来衡量检测速度,表示算法在一秒

内处理的帧数。 此外,由于该遥感图像检测场景需要考

虑到将模型有效部署到硬件设备上,本文也考虑了网络

模型的大小问题。
P、R、AP、FPS 指标的计算方法如下:

　 　 P = TP
TP + FP

(15)

R = TP
TP + FN

(16)

AP = dy
dx∫

1

0
P(R)dR (17)

FPS = FrameNum
ElapsedTime

(18)

其中, TP 表示正确预测为飞机的数数量, TN 表示

正确预测为背景的数据, FP 表示错误预测为飞机的数

量, FN 表示错误预测为背景的数量。 N 为检测目标类别

总数,FrameNum 为检测到的图像个数, ElapsedTime 为

图像处理时间。
2. 4　 实验结果分析

　 　 1)DFECANet 模型检测结果展示

图 6 展示了本文 DFECANet 模型在测试集上对 4 个

不同场景图像的检测性能,由检测结果可以看出,本文检

测模型在小目标场景、飞机密集区域、背景复杂区域以及

飞机坟场(包含残缺飞机)等场景下不仅可以精确检测

出相对较大的飞机目标,对小飞机目标也有较高的检测

精度,实验结果证明了 DFECANet 对不同尺度地面飞机

目标具有较强的鲁棒性,同时,较高的检测精度也验证了

其性能的优越。

图 6　 DOTA
 

v1 数据集部分检测结果展示

Fig. 6　 DOTA
 

v1
 

dataset
 

part
 

of
 

the
 

detection
 

results
 

show

　 　 2)与其他算法对比

为了更好的评估 DFECANet 模型对遥感图像中飞机

目标的检测性能,本节选择了现有的九种先进方法与

DFECANet 进行比较,包括两阶段算法 SCRDet[31] 、Faster
 

RCN[11] 和 一 阶 段 算 法 FMSS[32] 、 ASSD[33] 、 S2Ane[34] 、

YOLOv3[35] 、YOLOv4[36] 、YOLOv5,从检测精度、帧率、模
型参数量 3 个角度进行对比。

如表 1 所示,从检测精度上来看,DFECANet 对飞机

目标的检测精度达 到 95. 2%, 与 基 于 ResNet101 的

SCRDet 算法相比提升了 5%,与基于 VGG16 的 FMSSD
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和 ASSD 算法相比分别提升了 6. 1% 和 5. 9%,与基于

CSPDarkNet53 的 YOLOv5 算法相比提升了 3. 7%,相较于

另外 4 种算法,本文提出的 DFECANet 算法检测精度具

有更大的优势;从检测速度上来看,DFECANet 算法的帧

率为 147,比 YOLOv5s 算法低 31. 6,略低于 YOLOv5s 算

法的 178. 6,与其他以 ResNet101、VGG16 等作为主干网

络的算法相比,本文算法在检测效率上具备较大的优势,

满足实时检测的需求;从模型参数量来看,DFECANet 算
法的模型参数量为 13. 4 M,仅低于 YOLOv5s 的 7. 1 M,且
远远小于其他算法的模型参数量,适合部署到硬件设备

上。 综合 DFECANet 算法的检测精度、检测速度以及模

型参数量 3 个客观指标,该方法相较于其他算法的综合

性能更优。

表 1　 本文算法与另外 8 种算法检测性能对比

Table
 

1　 Comparison
 

of
 

the
 

detection
 

performance
 

of
 

the
 

algorithm
 

in
 

this
 

paper
 

with
 

eight
 

other
 

algorithms
Method Size Backbone AP / % FPS Parameters / M
SCRDet 800×800 ResNet101 90. 2 12 34. 1

Faster
 

RCNN 800×600 VGG16 77. 2 1. 9 41. 4
FMSSD 640×640 VGG16 89. 1 16 99. 7
ASSD 512×512 VGG16 89. 3 21 30. 2

S2Anet 416×416 R-50-FPN 88. 9 57 38. 6
YOLO

 

v3 416×416 DarkNet53 79 13 61. 5
YOLO

 

v4 416×416 CSPDarkNet53 88. 5 43 63. 7
YOLOv5s 640×640 CSPDarkNet53 91. 5 178. 6 7. 1

本文 640×640 DFEMS 95. 2 147 13. 4

　 　 3)算法对比图
  

本节采取了表 1 中的 ASSD、SCRDet、YOLOv5s
 

3 种

检测精度相对较高的模型与本文提出的 DFECANet 进行

定性比较。 对于常规尺寸但背景复杂的飞机目标,4 种

模型的检测精度相近。 对于方向多变的飞机目标,
DFECANet 模型的的检测精度均超过 90%,优于另外 3
种对比算法,这得益于 DFEM 模块中非对称卷积强化了

水平和垂直方向上的平方卷积核,更好的适应了目标在

方向上的差异性。 对于小尺寸飞机目标,ASSD 出现了漏

检现象,而 SCRDet 和 YOLOv5s 的检测精度也都低于

75%,DFECANet 对小尺寸飞机目标的检测精度达到了

88%,其中 DFEM 中的多尺度特征提取分支以及 FDEM
中的选择性关注小目标发挥了重要作用。 图 7 充分体现

了 DFECANet 的检测性优越性。
4)消融实验

为了评估本文算法提出的关键模块的有效性和鲁棒

性,本节通过添加各个模块进行消融实验。 由表 2 可知,
由 DFEM 模块组建的主干网络对遥感图像中的飞机目标

的检测精度达到了 92. 8%,这得益于 DFEM 模块中的多

尺度特征提取部分具有不同的感受野并且非对称卷积模

块可以有效的针对目标方向多变等问题,保证了出色的

特征提取能力。 以 DFEM 为基准,分别加入 FDEM 和

FAUM 模块时,检测精度分别提高了 0. 5%和 1. 1%,这得

益于 FDEM 可以通过自适应地调整卷积核的感受野大小

选择不同尺度信息进行融合,而 FAUM 通过低级特征聚

合高级特征进行上采样强调特征细节,从而带来精度的

提升。 当所有模块共同作用时,模型检测精度达到了

95. 2%,充分验证了关键模块的有效性。 此外,以 DFEM
模块为主干网络组建算法,其模型复杂度为 17GFLOPs,
其中 DFEM 模块通过保持输入输出通道数一致来减小内

存访问开销,并采用梯度路径传播角度设计模块,从而降

低网络模型复杂度。 加入 FAUM 模块后为 17. 3GFLOPs,
 

复杂度几乎不变,这是由于其仅采用简单的池化、卷积等

操作,与普通上采样模块相比并不涉及更复杂的计算。
引入 FDEM 模块后为 19. 1GFLOPs,模型复杂度提升约

12. 3%,这是由于在高底层级之间加入 FDEM 模块增强

特征细节,不可避免带来额外的计算量。 所有模块共同

作 用 时, DFECANet 算 法 的 模 型 复 杂 度 仅 为

20. 9GFLOPs,仅提升 22%。

表 2　 消融实验

Table
 

2　 Ablation
 

experiment

实验 DFEM FDEM FAUM AP / % FPS Parameters / M GFLOPs
1 √ 92. 8 172. 4 9. 1 17. 0
2 √ √ 93. 3 151. 5 13. 4 19. 1
3 √ √ 93. 9 157. 3 9. 1 17. 3
4 √ √ √ 95. 2 147 13. 4 20. 9
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图 7　 4 种算法对比

Fig. 7　 Comparison
 

chart
 

of
 

the
 

four
 

algorithms



　 第 2 期 基于 DFECANet 的遥感图像飞机目标检测方法 · 27　　　 ·

　 　 5)特征图可视化

为了进一步验证 FAUM 模块的有效性,本节分别对

采用 Upsample 和 FAUM 进行上采样操作的前后特征图

进行对比,如图 8 所示,图 8( a)、( b)和( e)、( f) 分别展

示了 YOLOv5s 先后经过两次上采样的前后特征图对比,
图 8( c)、 ( d) 和 ( g)、 ( h) 分别展示了本文模型经过

FAUM 进行上采样的前后特征图对比。 显然,FAUM 模

块通过利用相对低层特征聚合相对高层特征来引导上采

样,帮助模型生成更加细致和真实的特征信息,且更加关

注感兴趣的目标区域。

图 8　 上采样前后对比

Fig. 8　 Before
 

and
 

after
 

upsampling

6)热力图可视化

为了进一步体现本文模型的优越性能,本节分别对

YOLOv5s 和本文算法的 3 个不同阶段预测结果的特征图

进行热力图可视化,如图 9 所示,图 9(1)
 

为 YOLOv5s 的

热力图可视化结果,图 9(2)
 

为本文模型的热力图可视

化结果。 不难看出,图 9(1)相比于(2)本文模型对输入

图像中的目标区域关注更加精准,对检测决策的贡献更

大,此外,本文算法对相对较小的飞机目标特征区域响应

更高、更均匀。

图 9　 热力图可视化对比

Fig. 9　 Heat
 

map
 

visualization
 

comparison

3　 结
 

论

　 　 本文结合遥感图像空间场景复杂、目标尺寸小且方

向多变、排列密集等特点,以改善遥感图像中飞机小目标

检测精度低等问题为首要目标,根据实际应用场景需求

设计了一种用于遥感图像飞机目标检测特征金字塔网络

DFECANet。 所提出的解决方案以特征金字塔架构为主

体,主要包括 DFEM、FDEM、FAUM
 

3 个关键模块。 其中

DFEM 为构建主干网络的主要模块,DFEM 从梯度路径

设计角度出发,通过非对称卷积分支以及多尺度特征提

取分支加强了对不同尺度、方向多变的飞机目标进行特

征提取,有效地获取了更多目标特征信息。 FDEM 在横

向连接过程中通过自适应选择卷积核大小,灵活的选取

不同尺度的信息进行融合,实现加强对小目标的关注度,
促进高、底层级特征充分融合。 FAUM 选取亚像素卷积

进行上采样操作并聚合低层级特征,使高层级的特征包

含更丰富的上下文语义信息,有效获取更多细节信息。
DFECANet 通过在 DOTA

 

v1 数据集上与其他先进算法对

比分析、消融实验以及特征图对比等方法验证了本文算

法在遥感图像飞机目标检测任务中的可靠性,为遥感图

像飞机目标检测提供了一种新的解决方案。
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