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摘　 要:针对无人机航拍图像目标尺寸太小、包含的特征信息较少,导致现有的检测算法对小目标检测效果不理想的问题,提出

一种基于特征聚合与多元协同特征交互的无人机航拍图像小目标检测算法。 首先,针对主干网对特征提取不足的问题,采用

Swin
 

Transformer 作为 RetinaNet 主干网络,
 

以增强算法对全局信息的提取能力。 其次,为提高网络对远处目标即小目标的检测

能力,设计出一种高效的小目标特征聚合网络(SFANet),实现对浅层特征图小目标细节信息的充分整合。 最后,为进一步提高

网络对多尺度目标的检测性能,使低层特征信息流向高层,提出全新的多元协同特征交互模板( MCFIM)。 在公开无人机航拍

数据集 VisDrone2019-DET 上的实验结果表明,所提算法相较于原 RetinaNet 基线网络检测精度提高 7. 6%,对于小目标具有更好

的检测效果。
关键词:

 

小目标检测;航拍图像;小目标特征聚合网络;多元协同特征交互模块

中图分类号:
 

TP391. 4　 　 　 文献标识码:A
 

　 　 国家标准学科分类代码:
 

520. 6040

Small
 

object
 

detection
 

in
 

aerial
 

images
 

based
 

on
 

feature
 

aggregation
 

and
multiple

 

cooperative
 

features
 

interaction

Chen
 

Penglei1 　 Wang
 

Jiangtao1,2 　 Zhang
 

Zhiwei1 　 He
 

Cheng1

(1. School
 

of
 

Physics
 

and
 

Electronic
 

Information,
 

Huaibei
 

Normal
 

University,
 

Huaibei
 

235000,
 

China;
2. Ahui

 

Province
 

Key
 

Laboratory
 

of
 

Intelligent
 

Computing
 

and
 

Applications,Huaibei
 

235000,China)
Abstract:

 

Aiming
 

at
 

the
 

problem
 

that
 

the
 

target
 

size
 

of
 

the
 

UAV
 

aerial
 

image
 

is
 

too
 

small
 

and
 

contains
 

less
 

feature
 

information,
 

which
 

leads
 

to
 

the
 

unsatisfactory
 

detection
 

effect
 

of
 

the
 

existing
 

detection
 

algorithm
 

on
 

small
 

objects,
 

a
 

UAV
 

aerial
 

photography
 

based
 

on
 

feature
 

aggregation
 

and
 

multi-collaborative
 

feature
 

interaction
 

is
 

proposed.
 

First
 

of
 

all,
 

in
 

view
 

of
 

the
 

insufficient
 

feature
 

extraction
 

of
 

the
 

backbone
 

network,
 

Swin
 

Transformer
 

is
 

selected
 

as
 

the
 

RetinaNet
 

backbone
 

network
 

to
 

enhance
 

the
 

global
 

information
 

extraction
 

ability
 

of
 

the
 

algorithm.
 

Secondly,
 

in
 

order
 

to
 

improve
 

the
 

detection
 

ability
 

of
 

remote
 

targets,
 

a
 

small
 

target
 

feature
 

aggregation
 

network
 

is
 

proposed,
 

which
 

can
 

fully
 

integrate
 

the
 

details
 

of
 

small
 

targets
 

in
 

shallow
 

feature
 

maps.
 

Finally,
 

in
 

order
 

to
 

further
 

improve
 

the
 

detection
 

performance
 

of
 

multi-scale
 

targets,
 

a
 

new
 

multiple
 

collaborative
 

feature
 

interaction
 

module
 

is
 

proposed
 

to
 

make
 

the
 

low-level
 

feature
 

information
 

flow
 

to
 

the
 

high-level.
 

Experimental
 

results
 

on
 

VisDrone2019-DET,
 

a
 

public
 

UAV
 

aerial
 

photo
 

data
 

set,
 

show
 

that
 

compared
 

with
 

the
 

original
 

RetinaNet
 

baseline
 

network
 

detection
 

precision
 

increased
 

by
 

7. 6%,
 

the
 

proposed
 

algorithm
 

has
 

better
 

detection
 

effect
 

for
 

small
 

targets.
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0　 引　 言

　 　 近年来,无人机因其兼顾机动性和稳定性而成为热

门装备,在安防监控[1] 、航拍[2] 、快递[3] 、农业生产[4] 等

诸多应用中,基于无人机航拍图像的目标检测日益成为

当前的研究热点[5] 。 值得注意的是尽管在过去几年中卷

积神经网络( convolutional
 

neural
 

networks,
 

CNN) [6] 对自
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然图像的目标检测得到了极大的发展,但在无人机航拍

图像上的目标检测,准确性和效率方面仍然受到限制。
正因为小目标检测是无人机图像处理的核心问题之一,
它涉及到对于细节信息的敏感性、对于小尺寸目标的检

测准确率、对于大尺寸目标的鲁棒性等多方面的挑战[7] 。
传统的无人机图像小目标检测方法大多采用基于手

工设计特征[8] 的目标检测算法,然而这类方法需要人工

去进行设计与微调,其鲁棒性和泛化能力受限。 随着深

度学习[9] 技术的快速发展,无人机图像处理中使用深度

学习的技术进行目标检测成为主流[10] 。 以是否需要区

域建议为依据,当前的无人机图像目标检测方法可分为

两类:一类是基于区域建议的无人机航拍图像目标检测,
如 Faster

 

R-CNN[11] 、Mask
 

R-CNN[12] 、Cascade
 

R-CNN[13]

等,以上算法利用候选区域的相关信息,对预先设定的目

标区域进行分类和回归,以获取目标的位置和类别信息。
另一类是基于单阶段检测的无人机航拍图像目标检测算

法,这类方法直接通过网络输出目标的位置和类别,具有

速度快、 精度高等优点, 典型的算法包括 YOLO[14] 、
SSD[15] 、RetinaNet[16] 等。 然而,这些算法在处理较小目

标时表现欠佳,往往会出现目标漏检、定位不准确等

问题。
传统目标检测任务有很多手工设计痕迹,所以不是

端 到 端 的 网 络。 Deformable
 

DETR[17] 运 用 到 了

Transformer 强大的功能以及全局关系建模能力来取代目

标检测中人工设计痕迹来达到端到端的目的。 但是其存

在收敛慢以及 Transformer 中的 Self-Attention 的计算复杂

度是平方级别的,造成的特征图分辨率不能太高的问题,
这就导致了小目标检测性能很差。 QueryDet[18] (一种查

询机制,而非框架),使用了新的查询机制来加速特征金

字塔的对象检测器的推理速度和减少计算量、提高准确

性。 可以提高小物体的检测准确性,但对于非常小的物

体,仍然存在一定的限制。 为了平衡标注样本的稀缺和

保持多尺度分层表示的困难,PyraMIM[19] 提出了一种新

颖的金字塔式掩膜图像建模框架,用于航空场景的自监

督预训练。 在没有手动标注的情况下,PyraMIM[19] 能够

在预训练期间建立金字塔表示,这些表示可以无缝地适

应航空物体检测,从而提高性能。 但是上述算法均在特

征提取部分忽视了小目标的特征表示,网络的浅层中丰

富的细节信息并未得到充分利用,特别是底层中模糊遮

挡的小目标信息丢失较为严重。
由于无人机航拍图像中的小目标特征信息较少,大

小和形状也较为不规则,通用的目标检测方法往往难以

达到预期的检测效果,特别是对于重叠或者模糊场景下

的目标检测, 出现糟糕的检测效果的可能性大大增

加[20] 。 本文关注到如果头部网络没有改变的前提下,小
目标检测性能不理想的原因很有可能是由于特征表

示[21-22] 不足。 探索元素之间信息流的信息瓶颈机制[23]

可以帮助解释这种现象,即不完善的颈部网络可能会导

致一些与任务相关的信息丢失[24] ,特别是对于非判别

性[25] 的情况,信息丢失问题更为重要。
为解决航拍图像目标检测所存在的以上问题,本文

提出了一种基于特征聚合与多元协同特征交互的航拍图

像小目标检测算法。 针对现有的颈部网络一般都是基于

多个卷积的粗累加,其特征融合能力有限,对底层小目标

细节信息的整合极为不友好,为此,本文算法在 RetinaNet
网络的基础上,通过设计小目标特征聚合网络 ( small

 

target
 

feature
 

aggregation
 

network,SFANet) 获得丰富的底

层骨干小目标特征,从而使模型更适合于密集的小目标

预测任务。 针对底层中的小目标在高层中容易被视为背

景负样本,网络中缺乏向上融合的路径,Liu 等[26] 提出的

PANet 使用多个卷积层自下而上的融合多尺度特征,融
合时使用了元素相加的简单方式,未充分考虑不同特征

层对小目标检测的不同贡献,这可能导致在某些情况下

小目标检测性能的下降。 基于此,本文提出了多元协同

特征交互模块 ( multiple
 

collaborative
 

feature
 

interaction
 

module,MCFIM),使得低层的信息能够自适应的传递给

高层,实现浅层细节特征和高层语义信息更为高效的特

征协同交互,提高了航拍图像中小目标的检测精度和鲁

棒性。

1　 RetinaNet 目标检测框架概述

　 　 为了深入学习目标的信息并获得良好的检测效果,
模型往往需要训练大量的样本。 为了增强模型的鲁棒

性,数据集中同一类型的目标往往具有多种特征。 然而,
不同的样本在训练过程中对大多数检测模型的影响是相

同的,这意味着容易样本和困难样本的损失权重是相同

的。 虽然在目标检测中容易样本的损失较低,但大量的

容易样本仍然会在总损失中占主导地位,这将会降低模

型检测困难样本的能力。 为了减少样本不平衡对模型的

影响,Lin 等[16] 提出了 Focal
 

loss 并将其应用于他们的

RetinaNet 模型。
RetinaNet 是一个将主干网、特征金字塔网络( feature

 

pyramid
 

network,
 

FPN)和特定任务子网结合在一起的检

测网络,Focal
 

loss 应用于子网以提高模型的检测能力。
RetinaNet 的结构可以分为 3 个部分,如图 1 所示。 在其

第 1 部分中,输入图像由
 

CNN
 

处理以获得相应的特征

图;在第 2 部分中,将特征图输入到 FPN 中,提取并重组

不同尺度的特征;最后将 FPN 输出的 3 种不同尺度的

feature
 

maps 送入 “ box + class” 子网得到目标的类别和

位置。



　 第 10 期 基于特征聚合与多元协同特征交互的航拍图像小目标检测 ·185　　 ·

图 1　 RetinaNet 框架图

Fig. 1　 The
 

architecture
 

of
 

RetinaNet

2　 本文算法
 

　 　 受 Retinanet 启发,本文所提出的小目标检测架构如

　 　 　 　 　

图 2 所示。 为提高算法主干网络的全局信息提取能力,
使用了 Swin

 

Transformer 替代原先的 Backbone。 此外,为
充分利用浅层特征提取模块中包含的大量小目标特征信

息,减少特征图中小目标细节信息的流失, 设计了

SFANet,并舍弃 P7 预测特征层以减少模型的参数量。 最

后,提出了 MCFIM 模块,该模块在特征金字塔的基础上

进一步加强了不同层级特征的交互,从而增强网络对多

尺度目标的检测能力,有效地整合不同层次的特征信息,
提高目标检测的准确率和召回率。

图 2　 本文算法架构细节

Fig. 2　 The
 

architectural
 

details
 

of
 

the
 

algorithm
 

in
 

this
 

paper

2. 1　 Backbone 的选取

　 　 由于 Transformer 模型在序列建模和转导任务方面取

得了成功,研究人员开始将其应用于计算机视觉领域。
然而,在目标检测中不同的图像和目标在尺度上存在较

大差异,Transformer 模型适应这些差异较大的图像目标

效果并不理想。 针对上述问题, Liu 等[27] 提出了 Swin
 

Transformer,基本框架如图 3 所示。

图 3　 Swin
 

Transformer 基本框架

Fig. 3　 The
 

basic
 

framework
 

of
 

Swin
 

Transformer

由于视角、尺度、光照条件和物体高密度的变化,无

人机航拍图像中的物体检测比一般物体检测更具挑战

性。 FPN 虽然十分完美,但使用 CNN 如 ResNet 所构建

的特征提取网络仍然存在一些问题,比如卷积具有局部

性,导致难以获取图像的全局语义信息,而对于小尺寸、
信息较少的目标而言,上下文信息显得格外重要。 为解

决上述问题,关键在于网络中全局的语义信息的引入,让
特征提取网络更为注重相关目标的上下文信息。 因此,
本文选用 Swin

 

Transformer 作为特征提取网络,有效地结

合了 CNN 和 Transformer 的各自优点,使得模型可以更好

地适应不同尺寸的目标和图像,以此来引入 CNN 所需有

关图像的全局语义信息。
2. 2　 小目标特征聚合网络

　 　 无人机航拍图像目标检测存在一定难度,原因在于

图像中要检测的目标尺寸过小且排列密集,而背景图像

较大。 另外,由于原始的 RetinaNet 模型下采样倍数较

大,导致在较深的特征图上难以学习到航拍图像中小目
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标的特征信息。 为了解决这一问题,通过设计小目标特

征聚合网络( SFANet) 获取丰富的底层骨干网络中小目

标特征信息,从而使模型更适合于密集的小目标预测任

务,小目标特征聚合网络具体细节架构如图 4 所示。

图 4　 小目标特征聚合网络架构图

Fig. 4　 The
 

architecture
 

diagram
 

of
 

small
target

 

feature
 

aggregation
 

network

SFANet 明确减少了小目标的特征损失,提高了模型

的定位能力。 首先,使用尽可能大的卷积核显著性扩展

有效感受野,但本文并不是采用大核直接进行卷积,这是

与大部分分类网络不同的地方,因为直接采用大核卷积

会带来巨大的计算量。 另外,由于底层特征图尺寸相对

较大,如果采用和颈部网络上层特征图一样的方式通过

1×1 的卷积进行通道调整,也将会带来极大的计算成本。
因此本文采用的是 11×1+1×11 和 1×11+11×1 对称式的

大核卷积,仅需较少的计算量就可以充分学习到底层小

目标的细节信息。
SFANet 结构公式表示如下:
C2_1 =

f 3×3 R f 3×3 f 1×11 f 11×1(C2)( ) + f 11×1 f 1×11(C2)( )( )( )( )

(1)
P2 =

f 3×3 f 1×1 f 3×3 f 1×1 f 3×3 f 1×1(Cat(C2,C2_1,C3_1))( )( )( )( )( )

(2)
式中: f 1×1 和 f 3×3 表示标准的 1 × 1 和 3 × 3 卷积,f 11×1 和

f1×11 分别为 11×1 和 1×11 的大核卷积, R(·) 代表 ReLU
激活函数, C2 表示特征提取网络中第 2 层特征图,
Cat(·) 代表通道级联操作, C3_1 特征图由 FPN 模块经过

上采样操作得到 80×80 尺度的特征图后,再进行一次上

采样操作得到。
具体来说,RetinaNet 模型结构中的 FPN 并未充分利

用特征提取模块( Backbone 模块)中的浅层特征图,而这

些浅层特征图中包含更多小目标的特征信息。 因此,在
FPN 模块经过上采样操作得到 80×80 尺度的特征图后,再
进行一次上采样操作,将生成的 160 × 160 特征图与

Backbone 模块中浅层的 160 × 160 尺度的特征图经过

SFANet 后的特征图进行通道级联操作,通过叠加卷积层来

减少信息损失,并将得到的特征图输入到预测模块中,以
得到一个针对小目标的预测层。 这里为了减少模型的复

杂度和参数量,本文中舍弃了深层的 5×5 尺度的预测特征

层,以保持预测特征层个数与原 RetinaNet 模型一致。
2. 3　 多元协同特征交互

　 　 在特征金字塔中,高层语义所代表的大目标信息通

过自上而下的路径向低层传递,因此低层中的大目标就

不会被误判为背景负样本。 然而,网络中由于缺乏向上

融合的路径,低层中的中小目标在高层中仍然容易被视

为背景负样本,这将不利于对无人机航拍图像的多尺度

目标的检测。 基于此,本文提出的 MCFIM 模块,通过相

邻两层特征之间的自适应协同交互,将低层的小目标信

息传递给高层,从而避免高层特征中小目标被误判为背

景而导致漏检。 值得一提的是,此模块不仅提高了检测

性能,同时还保持了网络的高效性和可训练性。
FPN 输出的预测特征层有 P 2、P 3、P 4、P 5 和 P 6,

 

发现

当对给定的{P 2、P 3、P 4、P 5、P 6}5 层特征层进行相邻两两

协同交互之后会出现较明显的特征冗余现象,所以在交互

的时候舍弃 P6 特征层,只用剩下的 4 层特征进行两两协

同交互。 因此 MCFIM 包含了两部分,分别是高层协同交

互和低层协同交互,即给定特征图{ P2、P3、P4、 P5 } ∈
RC×H×W,特征协同交互后得到的特征图为{F2,

 

F3,
 

F4,
 

F5}。
本文发现在协同交互过程中,直接相加并不是一种

合理的跨尺度融合方法,因为不同尺度的特征图存在语

义信息缺口。 与加法相比,通道级联操作保留了更多的

特征信息,但也增加了模型参数的数量和计算量。 为此,
每隔一段时间采用 1×1 卷积降维,缓解卷积瓶颈。 在此

基础上,实现了叠加卷积层,消除了插值引起的混叠效

应,减少了通道中的信息损失,增强了特征表征能力,具
体的交互过程如图 5 所示。

图 5　 多元协同特征交互模块架构图

Fig. 5　 The
 

structure
 

of
 

multiple
 

collaborative
feature

 

interaction
 

modules

以底层的协同交互为例,公式表示如下:
Z = f 3×3 f 1×1 f 3×3 f 1×1 f 3×3 f 1×1(X)( )( )( )( )( ) (3)
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F2 = Z Concat(Upsample(Gap(P3)),P2)( ) (4)
F3 = Subsample(F2) + P3 (5)

式中: Z 表示叠加的卷积层, f 1×1 和 f 3×3 表示标准的 1×1
和 3×3 卷积, X 为通道级联后的特征图。 Gap(·) 表示对

特征图进行全局平均池化操作, Upsample(·) 表示采用

最近邻插值上采样操作, Concat(·) 表示通道级联操作,
P2 和 P3 分 别 为 FPN 输 出 的 底 层 两 个 特 征 图,
Subsample(·) 表示对特征图进行 2 倍下采样操作。

全局平均池化操作可生成具有丰富语义信息的特征

图,而低层特征与高层特征的协同交互能够增强高层特

征的细节信息,避免将高层特征中的中小目标误判为背

景而产生漏检。 最终生成的这 5 层特征包含了丰富的全

局语义信息和小目标细节信息,有助于更好地检测无人

机航拍图像中不同尺度的目标。
2. 4　 损失函数

　 　 与 RetinaNet 一致,本文算法的损失函数依然由两部

分组成,一部分是分类损失,另一部分是回归损失,计算

公式如下:

Loss = 1
Npos

∑
i
L i

cls +
1

Npos
∑

j
L j
reg (6)

其中, Npos 代表正样本的个数, i 为所有的正负样本,
j 为所有的正样本, Lcls 表示用 Focal

 

loss 作为分类损失,
Lreg 代表用 Smooth-L1

 

Loss 函数作为回归损失。 Focal
 

loss
是一种用于解决类别不平衡的损失函数,特别是对于存

在大量容易被误分类的负样本的情况。 其中它们的定义

形式如下:
Lcls =- α t(1 - p t)

γ log(p t) (7)

SmoothL1 =
0. 5x2, | x | < 1
| x | - 0. 5,其他{ (8)

式中: p t 表示模型对于样本的预测概率;α t 是类别权重;
γ 是一个可调的超参数,控制了易分类样本权重下降速

度的快慢。

3　 实验结果与分析
 

3. 1　 数据集

　 　 本文实验采用 VisDrone2019-DET 数据集,该数据集

涵盖了拍摄于国内 14 个不同城市的 8
 

629 张图像,并标

注了 10 种类型的目标,包括行人、自行车、人、汽车、卡
车、敞篷三轮车、三轮车、面包车、摩托车和公交车。 训练

集、验证集和测试集的图片数量分别为 6
 

471、548 和

1
 

610 张,本文采用测试集来评估所提出的算法。 此外,
为了验证算法的扩展性,本文还在 NWPU

 

VHR-10 数据

集上进行了实验,按 6 ∶ 2 ∶ 2 的比例将包含目标的 650
幅图像划分为训练集、验证集和测试集,涵盖了飞机、舰

船等 10 个类别。
3. 2　 参数设置及评价指标

　 　 本文在 NVIDIA
 

GeForce
 

RTX
 

3090 上使用了 Pytorch
中的 mmdetection 代码库进行实验,使用 CUDA 版本为

11. 3,编译语言为 Python3. 7。 训练最小批次为 2,输入图

像尺寸大小设置为 1
 

080×720,使用 SGD 优化器,动量因

子为
 

0. 9, 初始学习率为 0. 001 25, 权重衰减因子为
 

0. 000 1,总共训练 20 个 epoch。
选取 平 均 精 准 率 均 值 ( mean

 

average
 

precision,
 

mAP),mAP0. 5,mAP0. 75,mAPs,参数量 Params 以及检

测速率(frame
 

per
 

second,
 

FPS)作为评价指标。 AP 是一

种针对类别精度的评价指标,mAP 为不同类别的 AP 值

相加再除以数据集的类别数 而 得 到。 而 mAP0. 5、
mAP0. 75 分别以 IoU = 0. 5 和 0. 7 时进行计算,mAPs 为

小目标(像素小于 32×32)检测的平均准确度。 平均精度

AP 和平均精度均值 mAP 计算过程如式(9) ~ (12)所示:

precision = TP
TP + FP

(9)

recall = TP
TP + FN

(10)

AP = ∫1

0
precision( recall)d( recall) (11)

mAP =
∑

N

i
AP i

N
(12)

式中: N 表示数据集类别个数; TP 表示正确识别为正样

本的正样本数; FP 表示错误识别为正样本的负样本数;
FN 表示错误识别为负样本的正样本数。
3. 3　 VisDrone 数据集的实验结果

　 　 1)消融实验

在训练过程中记录了本文算法在 VisDrone 数据集上训

练损失值,其损失曲线如图 6 所示。 其中横坐标表示训练的

轮次(iter)数,纵坐标表示训练损失值。 从损失函数曲线图

的收敛情况看,当模型训练 1
 

200 轮左右,也即 20 个 epoch
时,网络的损失函数趋于收敛,训练结果较为理想。

图 6　 损失函数曲线

Fig. 6　 Loss
 

function
 

curve
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为了验证本文所提基于特征聚合与多元协同特征交

互的无人机航拍图像目标检测算法的有效性,针对不同

模型进行了消融实验,结果如表 1 所示,所有实验均在

VisDrone2019 数据集上进行测试。 在 RetinaNet 的主干

网中采用 Swin
 

Transformer 来取代 ResNet50 得到模型 a;
在模型 a 的基础上新增小目标特征聚合网络得到模型 b,
去除最深预测特征层以减少模型参数;在保证模型 b 的

前提下加入多元协同特征交互模块得到最终模型 c。
表 1　 VisDrone 数据集消融实验结果

Table
 

1　 Ablation
 

results
 

of
 

VisDrone
 

dataset
模型 Baseline swin SFANet MCFIM mAP / % mAP0. 5 / % mAPs / % 参数量 FPS

RetinaNet √ 12. 6 23. 7 4. 3 32. 16 24. 8
模型 a √ √ 13. 5 25. 8 5. 2 35. 83 27. 2
模型 b √ √ √ 14. 4 28. 5 7. 5 39. 06 19. 3
模型 c √ √ √ √ 15. 8 31. 3 9. 0 39. 08 18. 6

　 　 由 表 1 可 以 看 出, 在 用 swin
 

Transformer 替 换

ResNet50 作为主干后,模型 a 提高了模型主干的特征提

取,mAP 相比于基准模型提高了 0. 9%,mAP0. 5 相比于

基准模型提高了 2. 1%。 模型 b 由于小目标特征聚合网

络的增加,mAP 相比于基准模型提高了 1. 8%,mAP0. 5
相比于基准模型提高了 4. 8%,mAPs 相比于基准模型提

高了 3. 2%,由此可见,小目标特征聚合网络对航拍图像

小目标有很强的检测能力。 由于多元协同特征交互模块

的引入, 模型 c 相比模型 b 的 mAP 提高了 1. 4%,
mAP0. 5 相比模型 b 提高了 2. 8%,mAPs 相比相比模型 b
提高了 1. 5%,验证了多元协同特征交互模块的可靠性。
综上,在本文最终模型上达到的检测效果最佳,mAP 相

较于 基 准 模 型 RetinaNet 提 升 3. 2%, mAP0. 5 提 升

7. 6%,mAPs 提升 4. 7%,进一步验证了本文算法的有

效性。
2)对比试验及其可视化结果

在 本 节 中, 将 提 出 的 算 法 与 当 前 经 典 的

RetinaNet[16] 、 Faster
 

R-CNN[11] 、 CenterNet[28] 、
Refinedet[29] 、RFB-Net[30] 、 De-DETR[17] 及 QueryDet[18] 模

型进 行 了 比 较。 平 均 精 度 均 值 ( mAP ), mAP0. 5,
mAP0. 75 的对比结果如表 2 所示。 所有实验同样在

VisDrone2019 数据集上进行,根据表 2 实验结果来看,本
文算法的 mAP、mAP0. 5、mAP0. 75 均高于其他经典的目

标检测算法。 综合来看,本文算法与其他的先进算法的

比较中,具有一定的优势,特别是相较于经典的检测算法
 

CenterNet[28]和
 

Faster
 

R-CNN[11] ,在检测精度上有大幅提

高,可见更适用于无人机航拍图像小目标的检测任务。
针对不同模型算法计算量的分析,表 2 中展示了其

他先进算法与本文算法计算量的对比。 在相同的实验条

件下,分别计算其他先进算法的 FLOPs 与本文算法进行

对比,FLOPs 是指模型执行的浮点运算的总数量,它通常

用于衡量模型的计算复杂性,较高的 FLOPs 表示模型需

要更多的计算资源。 得益于本文算法模块设计的轻量

化,相比于基线算法 RtinaNet[16] 的 FLOPs 只提高了

13. 07,相较于基于相同基线改进的算法 QueryDet[18] ,本
文算法 FLOPs 降低 17. 09。 在与其他先进算法的 FLOPs
比较,本文算法计算量最低,特别是 FLOPs 相较于经典

的双阶段目标检测算法 Faster
 

R-CNN[11] 低 280. 07。 在

上述计算量的对比试验和分析中,可以看出本文算法在

计算量方面的的优势,可以更好地实现航拍图像小目标

的实时性检测。
为了直观地感受本文算法对航拍图像中小目标的检

测能力,图 7 展示了本文算法和基线在 3 组不同场景下

无人机航拍图像检测结果的细节对比,第 1 行采用的是

RetinaNet 基线算法,第 3 行采用本文算法对其检测结果

可视化,在对比中验证了本文算法的优异性能。 从第 1
组远处小目标、第 2 组夜间场景下行人遮挡的典型困难

检测任务和第 3 组无人机俯视图像中摩托车等小目标与

表 2　 与其他算法对比试验结果

Table
 

2　 Test
 

results
 

compared
 

with
 

other
 

algorithms
算法 Backbone mAP / % mAP0. 5 / % mAP0. 75 / % FLOPs / G

RetinaNet[16] ResNet50 12. 8 24. 00 12. 50 152. 16
Faster

 

R-CNN[11] VGG-16 11. 3 18. 20 10. 60 445. 50
CenterNet[28] ResNet50 12. 4 22. 70 12. 40 173. 87
RefineDet[29] ResNet50 14. 8 27. 86 13. 17 459. 27
RFB-Net[30] ResNet50 14. 3 22. 17 12. 06 376. 92
De-DETR[17] ResNet50 14. 9 30. 10 12. 60 327. 61
QueryDet[18] ResNet50 15. 4 30. 80 13. 70 182. 32
本文算法 Swin

 

Transformer 15. 8 31. 30 14. 50 165. 23
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图 7　 本文算法与基线在不同场景下检测结果对比

Fig. 7　 Comparison
 

of
 

detection
 

results
 

between
 

the
 

algorithm
 

in
 

this
 

paper
 

and
 

the
 

baseline
 

in
 

different
 

scenarios

背景高度混杂都可以看出,针对无人机图像中小尺度、背
景复杂和排列密集的目标,RetinaNet 基线算法存在部分

小目标漏检的情况,因此无论从主观视觉检测效果还是

客观试验数据结果来看,本文算法对无人机航拍图像中

小目标具有强大的检测能力。
3. 4　 NWPU

 

VHR-10 数据集上实验结果

　 　 与 VisDrone2019-DET 数据集相比,NWPU
 

VHR-10
 

数据集中目标的尺寸和特征都存在较大的差异,同时尺

度变化也更加明显。 为了验证本文所提算法的扩展性和

有效性,在 NWPU
 

VHR-10 数据集上进行了消融和对比

实验。 模型 a 在 Backbone 选取上,采用 Swin
 

Transformer
来取代 ResNet50;模型 b 在模型 a 的基础上新增小目标

特征聚合网络,去除最深预测特征层以减少模型参数;最
终模型 c 在模型 b 的基础上添加多元协同特征交互模

块。 如表 3 所示,所有实验均在 NWPU
 

VHR-10 的数据

集上进行测试,由数据结果可知,本文算法相较于基线

mAP0. 5 提高了 5. 3%,增强了对尺度变化较大的遥感图

像目标的检测性能。
表 3　 NWPU

 

VHR-10 数据集上消融实验结果

Table
 

3　 Ablation
 

results
 

on
 

the
 

NWPU
 

VHR-10
 

dataset
模型 Baseline swin SFANet MCFIM mAP0. 5 / %

RetinaNet √ 87. 9
模型 a √ √ 89. 8
模型 b √ √ √ 91. 6
模型 c √ √ √ √ 93. 2

　 　 在
 

NWPU
 

VHR-10
 

数据集上,本文算法和其他主流

算法的实验结果对比如表 4 所示,涉及 10 个目标类别。
从表中可以看出,本文算法在田径场、舰船、储油罐和车

辆的检测精度方面均优于其他模型,特别是对于像素较

大的物体(如飞机、棒球场、田径场、储油罐),本文模型

的检测精度高达 95%以上;对于像素较小的物体(如舰

船和车辆),本文模型的检测精度也超过了 93%,达到所

有模型最高检测水平。 这表明本文模型具备较强的小目

标检测和多尺度检测能力,适用于航拍图像和遥感图像

目标的检测任务。

表 4　 与其他算法在 NWPU
 

VHR-10 数据集上比较
Table

 

4　 Comparison
 

with
 

other
 

algorithms
 

on
 

the
 

NWPU
 

VHR-10
 

dataset
目标类别 Faster

 

R-CNN[11] CenterNet[28] ODDP[31] FMSSD[32] De-DETR[17] YOLOX-L[33] PyraMIM[19] 本文算法

飞机 97. 7 99. 8 90. 8 99. 7 99. 6 99. 9 99. 4 99. 0
棒球场 94. 1 92. 0 90. 6 98. 2 98. 2 98. 7 98. 3 96. 3
篮球场 78. 4 78. 5 90. 9 96. 8 93. 2 96. 7 91. 3 92. 7
桥梁 72. 6 81. 5 78. 8 80. 1 75. 1 61. 9 77. 8 76. 4

田径场 97. 0 71. 8 89. 6 97. 7 97. 1 94. 7 98. 1 98. 5
港口 84. 0 75. 1 89. 8 77. 6 92. 2 96. 1 87. 1 89. 6
舰船 72. 8 87. 7 88. 3 89. 9 92. 1 86. 7 91. 1 93. 8

储油罐 81. 8 92. 0 86. 2 90. 3 92. 5 96. 6 96. 2 98. 4
网球场 83. 4 85. 3 81. 2 86. 0 90. 2 92. 8 92. 6 92. 6
车辆 56. 2 77. 5 78. 8 88. 2 93. 2 88. 8 92. 2 94. 3

mAP0. 5 / % 81. 8 84. 1 86. 7 90. 4 90. 5 91. 3 91. 4 93. 2
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　 　 对比表格中参考的先进算法,特别是 YOLOX_L[33] ,
由于网络层数的加大,网络对感受野的不断提高,对存在

数量较少的大型目标(如飞机、棒球场和篮球场等)检测

性能的提高,但这种粗鲁的提高神经网络深度的方式在

略微提高大型目标检测的同时,不可避免的带来参数量

的加大和计算成本的增加。 这对于航拍图像中存在的较

多的小目标检测是得不偿失的, 在最终综合性 能

mAP0. 5 和航拍图像中存在数量极多的小目标(如舰船、
储油罐和车辆等)的检测性能可以看出,本文算法相对于

其他先进算法的检测能力具有较大的提升。
本文算法在 NWPU

 

VHR-10 数据集上的检测结果可

视化如图 8 所示。 可以看出,本文算法对小目标,尤其是

形变和尺度变化大的目标具有良好的检测效果。

图 8　 本文算法在 NWPU
 

VHR-10
 

数据集上检测结果

Fig. 8　 Detection
 

results
 

of
 

the
 

proposed
 

algorithm
 

on
 

the
 

NWPU
 

VHR-10
 

dataset

4　 结　 论

　 　 本文提出了一种基于特征聚合和多元协同特征交互

的航拍图像小目标检测算法。 针对无人机航拍图像小目

标的特征较少,特别在重叠或者模糊的场景下,通用的目

标检测器在小目标检测上精度低的问题,设计了小目标

特征聚合网络( SFANet) 缓解小目标在颈部网络中的信

息流失,极大丰富了小目标在网络中的特征表示,提高了

网络对小目标的检测能力。 提出的多元协同特征交互模

块(MCFIM),能有效地将相邻的两层特征进行信息交

互,从而避免高层特征的小目标被当成背景而造成漏检,
可以较大程度上提高模型对小目标的检测能力。

实验结果证实,本文算法对航拍图像中小尺寸目标

具有更强的检测能力,平均精度均值达到最优水平,同时

有效减少了漏检和误检率,能很好的应对航拍图像的检

测任务。 在未来的工作中,将继续研究无人机航拍图像

的小目标检测算法,在保证小目标实时性检测的前提下

进一步提升精准度。
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