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摘　 要:针对风电齿轮箱故障预警中数据信息挖掘不充分问题,提出一种基于图注意力和时间卷积网络的风电齿轮箱故障预警

方法。 分别从时间与空间尺度建立各特征点的物理联系,拓宽特征维度以提升故障预警精度。 图注意力网络构建不同数据测

点间的空间拓扑结构,遍历每个节点的相邻节点进行加权求和达到聚合信息的目的;时间卷积网络使用特殊的因果膨胀卷积和

残差网络,扩大感受野,提升时间特征捕捉能力。 以华北某风电场实际数据为例进行验证,结果表明,提出方法能够在故障发生

前 122
 

h 监测到风电齿轮箱的异常状态并发出预警信号;与其他方法进行对比,提出方法预警时间提前 52~ 63
 

h,模型预测误差

减小 1. 05% ~ 3. 76%;使用 t-SNE 和概率密度曲线提升结果可解释性。
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Abstract:
 

In
 

the
 

context
 

of
 

wind
 

turbine
 

gearbox
 

fault
 

early
 

warning,
 

this
 

paper
 

proposes
 

a
 

method
 

based
 

on
 

graph
 

attention
 

and
 

temporal
 

convolutional
 

networks
 

to
 

address
 

the
 

issue
 

of
 

insufficient
 

data
 

information
 

mining.
 

By
 

establishing
 

physical
 

connections
 

for
 

each
 

feature
 

point
 

in
 

both
 

temporal
 

and
 

spatial
 

scales,
 

the
 

method
 

expands
 

the
 

feature
 

dimension
 

to
 

enhance
 

fault
 

warning
 

accuracy.
 

Graph
 

attention
 

network
 

captures
 

spatial
 

relationships,
 

while
 

temporal
 

convolutional
 

network
 

improves
 

temporal
 

feature
 

capturing.
 

Experimental
 

results
 

using
 

real
 

data
 

from
 

a
 

wind
 

farm
 

show
 

that
 

the
 

proposed
 

method
 

can
 

issue
 

fault
 

warnings
 

122
 

hours
 

in
 

advance,
 

outperforming
 

other
 

methods
 

by
 

52
 

to
 

63
 

hours
 

with
 

reduced
 

prediction
 

errors
 

(1. 05%
 

to
 

3. 76%).
 

The
 

approach
 

also
 

enhances
 

result
 

interpretability
 

using
 

t-SNE
 

and
 

probability
 

density
 

curve
 

analysis.
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0　 引　 言

　 　 风电是最重要的清洁能源之一,具有很大的发展潜

力。 根据国家能源局发布的 2022 年全国电力工业统计

数据,风电装机容量约 3. 65×108
 

kW,同比增长 11. 2%。
然而,风电机组长时间运行下频繁的启停操作、调峰及变

负荷操作都会对其运行状态带来负面影响,甚至会导致

运行事故的发生。 因此,提出一种风电齿轮箱早期故障

预警方法,对风电安全稳定运行,减少经济效益损失有着

重要意义。
目前已提出的风电故障预警方法从原理上可分为两

类,一是基于传感器的振动监测[1-2] 、油液监测方法[3-4] ,
二是基于风电数据采集与监控系统( supervisory

 

control
 

and
 

data
 

acquisition,
 

SCADA)数据与智能算法结合的数

据驱动方法[5] 。 振动监测和油液监测要在风电机组加装
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额外的传感器,需要较大的前期投资和后期维护成本;相
比之下,基于 SCADA 数据的故障预警方法无需加装额外

的装置,只需对风电运行数据进行特征挖掘,因此越来越

多的学者和业内人士着手研究基于 SCADA 数据的风电

故障预警方法[6] 。 部分学者采用机器学习方法进行风电

故障预警, 如文献 [ 7 ] 提出一种基于贝叶斯优化的

XGBoost 算法用于风电轴承温度预测,分析滑动窗口监

测异常点出现的次数占比实现故障预警。 文献[8]提出

灰狼算法优化支持向量回归模型,使用随机森林选取特

征变量, 实现了风电机组齿轮箱超温故障报警。 文

献[9]提出了一种基于随机森林的风电变频器故障预警

模型,经实例验证该方法准确率达到 88. 9%。 但上述方

法并不能深层次挖掘风电多个变量之间的相关性,因此

很难全面表征风电的运行状态。
深度学习模型强大的数据挖掘和特征学习能力受到

广泛关注,越来越多基于深度学习的风电故障预警方法

被众多学者提出。 文献[10] 提出一种基于生成对抗网

络的风电机组在线状态监测方法,与其他方法相比能检

测出更多异常样本,并且误报次数更少。 文献[11]将自

编码器和 CNN 相结合,提出基于深度卷积自编码的风电

故障预警方法,使用 EMWA 控制图实时对机组状态监测

并进行故障预警,结果表明该方法可以提前 1 天左右提

前预警。 上述方法重点关注 SCADA 数据的时间关系,没
有考虑数据空间关系,很难更深层次地提取数据特征。

图神经网络提出后,最大的应用领域是计算机视觉,
其强大的特征学习能力在处理非结构化数据方面效果显

著,并且可以将其应用于提取时间序列各特征之间的依

赖关系,挖掘时间序列中数据结构的特征。 文献[12]提

出一种图注意力时域卷积网络( GATCN) 用于挖掘交通

网络数据中复杂的时空相关性。 文献[13] 提出一种基

于注意力的时空图神经网络(ASTGNN)用于捕获交通数

据的周期性和空间异质性。 文献[14] 受图注意力网络

启发,提出一种基于相关图注意力的长短期记忆力网络

(CGA-LSTM)用来捕获多个时间序列与外生序列的时空

相关性。 可见基于图神经网络的研究已经比较深入,但
将图注意力网络应用于风电齿轮箱故障预警的相关研究

还比较少。
时间卷积网络具有强大的时间序列特征提取能力,

已在流量预测和时间序列预测领域广泛应用。 文

献[15]使用时间卷积网络来预测多区域的短期旅客需

求。 文献[ 16] 提出了一种基于 SG 滤波器和 TCN 的

LSTM 混合方法用于网络流量预测,TCN 用于提取短期

局部特征,实验结果表明该方法精度优于其他模型。 文

献[17]提出一种自校准时间卷积网络( SCTCN) 用于风

电齿轮箱轴承的剩余寿命预测,实验证明 SCTCN 平均绝

对误差比其他方法小 10%。 以上研究表明,时间卷积网

络在处理时间序列数据时优势明显。
在上述研究的基础上,针对风电 SCADA 数据在时间

维度上前后相关,特征空间维度上相互耦合的特点,提出

一种基于图注意力网络( graph
 

attention
 

network,GAT)和

时间卷积网络( temporal
 

convolutional
 

network,TCN)的风

电齿轮箱故障预警方法,拓宽了预警特征维度,对风电正

常运行工况下 SCADA 数据进行建模,分别使用 GAT 和

TCN 提取特征,并离线训练确定故障报警阈值,之后基于

风电故障案例对所提预警方法的有效性进行了验证。

1　 算法基础

1. 1　 图注意力网络

　 　 不同于图卷积网络模型中每个相邻节点具有相同权

重,图注意力网络认为不同的节点在学习的过程中贡献

不同,为此图注意力网络[18] 在图算法中引入了注意力机

制,通过遍历每个节点的相邻节点进行加权求和达到聚

合信息的目的。
GAT 的训练基于相邻节点间的关系,消除了图结构

的约束;并且 GAT 的图结构较为简单,因此适用于处理

风电 SCADA 数据。 在风电故障预警的任务中,使用 GAT
提取风电数据不同变量之间的空间相关性。 GAT 的输入

是 SCADA 数据每个滑动窗口内的数据序列,图中的每个

节点对应一个滑动窗口内数据的每个变量;相邻节点间

的边表示两个变量的空间相关性。 GAT 的网络结构如

图 1 所示。

图 1　 图注意力网络结构示意图

Fig. 1　 Schematic
 

diagram
 

of
 

graph
 

attention
 

network
 

structure

相邻两个节点 h i 和 h j 之间的完整的权重系数空间

相关性计算方法如式(1)所示。

a ij =
exp(LeakyReLU( a➝T[Wh

➝
i‖Wh

➝
j]))

∑
k∈Ni

exp(LeakyReLU( a➝T[Wh
➝

i‖Wh
➝

k]))
(1)

式中: a ij 为相邻节点 h i 和 h j 之间的边权重系数;为可学

习权重向量; W 为共享权重向量; N i 为第 i 个节点的相
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邻节点数。
每个节点的最终输出特征向量如式(2)所示。

h
➝

i ′ = σ(∑
j∈Ni

a ijWh
➝

j) (2)

为了避免节点过多关注自身的位置,引入了多头注

意力机制[19] 来稳定自注意力的学习过程。
GAT 的注意力机制如图 2 所示。 使用 K 个独立的注

意力机制来计算隐藏状态,这里使用拼接操作以减少输

出维度,如式(3)所示。

h
➝

i ′ = σ( 1
K ∑

K

k = 1
∑
j∈Ni

ak
ijW

kh
➝

j) (3)

式中: K 为多头注意力总头数; k 为注意力头数; ak
ij 为第

k 组注意力机制计算出的权重系数; Wk 为对应的输入线

性变换矩阵。

图 2　 GAT 注意力机制示意图

Fig. 2　 Schematic
 

diagram
 

of
 

GAT
 

attention
 

mechanism

1. 2　 时间卷积网络

　 　 时间卷积网络[20] 属于卷积神经网络的一种变体,本
质是将一维卷积神经网络[21] 与因果卷积相结合。 TCN
使用了特殊的因果膨胀卷积和残差网络,因果卷积的优

势在于防止未来信息的泄露;膨胀卷积可以在堆叠卷积

时扩大感受野;残差网络允许上层误差传入下层,以保持

网络的稳定性。 时间卷积网络的结构如图 3 所示。

图 3　 时间卷积网络的结构

Fig. 3　 Structure
 

of
 

temporal
 

convolutional
 

networks

使用 TCN 可以从输入序列中提取时间特征, 文

献[22]实例对比了 TCN 与 LSTM、CNN+LSTM 和多元线

性回归等模型的性能,结果表明一般情况下 TCN 的预测

精度更高。
对于 一 维 时 间 序 列 xn = {x t -w+1, …,x t -1,x t},

x ∈ RD ,
 

卷积核为 f:{0,…,k - 1} → R ,在 t 时刻卷积

运算的定义如式(4)所示。

F( t) = (x∗df)( t) = ∑
k-1

i = 0
f( i) × x t -d·i (4)

式中: d 为扩张因子; k 为卷积核大小。
经过一系列卷积运算,输入的数据序列被映射为包

含时间信息的隐式向量,如式(5)所示。
y t ′ = (x t,{Wt}) + Conv1 ×1(x t) (5)

式中: 为由非线性因果展开卷积、ReLU 函数、权重归

一化和 dropout 正则化组成的卷积运算模块; Wt 为可学

习权重向量。

2　 提出的故障预警方法

2. 1　 基于 GAT-TCN 的预警模型

　 　 首先,从风电 SCADA 导出的数据中提取出风电正常

运行状态下的数据,挑选与风电运行状态相关联的特征

数据,划分为模型的训练集、验证集和测试集。 之后对数

据预处理操作,主要是对风电 SCADA 系统中缺失或者错

误数据进行补全或剔除。
其次使用 1-D 卷积层提取原始输入序列的特征,卷

积层的输出分别输入到并行的 GAT 层和 TCN 层。 GAT
层用于提取数据空间分布特征,对多特征风电 SCADA 序

列使用滑动窗口法处理,过程如图 4 所示,为每个滑动窗

口内的子序列建立一个特征图,每个风电特征 a i 作为图

的一个节点 h i ,两个特征之间的相关性作为图相邻节点

的边;TCN 层用于提取数据时间特征,以捕捉风电数据时

间依赖关系。
特征拼接层将卷积层、GAT 层和 TCN 层的输出进行

拼接聚合,通过全连接层和输出层,得到与模型输入子序

列具有相同长度和维数的输出向量。 GAT-TCN 模型的

结构如图 5 所示。
2. 2　 故障预警流程

　 　 基于 GAT-TCN 的风电齿轮箱故障预警方法在流程

上分为离线训练和在线监测两个阶段,监测流程如图 6
所示,共有 4 个步骤。

1)数据预处理阶段:离线训练阶段对风电正常运行

的历史数据预处理,方便模型训练;在线监测阶段对采集

到的实时数据使用同样的方式预处理。
2)训练模型:使用经预处理后的风电正常运行数据

离线训练 GAT-TCN 模型,然后将模型保存,便于在线监
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图 4　 滑动窗口法处理 GAT 数据

Fig. 4　 Sliding
 

window
 

method
 

to
 

process
 

GAT
 

data

　 　 　 　 　

测阶段使用。
3)阈值确定:根据离线训练 GAT-TCN 预警模型输出

的预测值和实际数据值,使用 POT 算法自动确定异常报

警阈值。
4)在线监测:将经预处理的风电实时运行数据输入

已训练好的 GAT-TCN 模型中,得到当前风电运行状态下

的综合误差,如果连续 5 个采样点超过异常阈值,则判定

风电当前运行状态异常,否则认为风电处于正常运行

状态。

3　 案例分析

　 　 为验证基于 GAT-TCN 的风电齿轮箱故障预警方法

的有效性,使用华北某风电场一台额定功率为 1. 5 MW
的双馈风力发电机组 SCADA 数据进行模型的训练和评

估,该台风电的具体参数为:切入风速 3 m / s,切出风速

25 m / s, SCADA 数据每 1
 

min 采样一次。 得到采集

SCADA 数据共 182
 

879 组,该机组在 2017 年 11 月 17 日

8:31 发生故障导致停运,故障原因是齿轮箱油温度超出

　 　 　 　

图 5　 GAT-TCN 模型结构

Fig. 5　 GAT-TCN
 

model
 

structure

报警温度 70 ℃ 。
3. 1　 数据预处理

　 　 风电 SCADA 系统记录了多维运行时间序列数据,剔
除异常、补全缺失处理后剩余 127

 

085 组数据,为避免使

用过多维度数据导致模型复杂度高和信息冗余等问题,
对变量进行相关性分析。
　 　 在风电数据中,各参数能表征风电运行状态的程度

不同,因此需选择与齿轮箱油温相关性较大的参数训练

模型。 与皮尔逊、斯皮尔曼等相关系数法相比,使用最大

信息系数[23] ( maximal
 

information
 

coefficient,
 

MIC) 对风

电运行数据进行相关性分析更具优势,因其可以表征两

变量间复杂的非线性相关性。 文献[23] 介绍了 MIC 计

算过程,MIC 的计算式如式(6)所示。

MIC(X;Y) =max
a×b < B

I(X;Y)
log2(min(a,b))

(6)

将 MIC 法筛选出的变量和齿轮箱油温共同作为训

练 GAT-TCN 模型的变量集,选取的 SCADA 变量名称和

MIC 相关性分析结果如表 1 所示。 为便于模型训练,令
不同变量数据具有相同的度量尺度,对选取数据进行归

一化处理,计算方法如式(7)所示。

y i =
x i - xmin

xmax - xmin
(7)
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图 6　 GAT-TCN 风电齿轮箱故障预警方法流程

Fig. 6　 GAT-TCN
 

wind
 

power
 

gearbox
fault

 

early
 

warning
 

method
 

flow

式中: y i 为第 i 个归一化后的数据; x i 为第 i 个归一化前

的数据;xmax 、 xmin 分别为变量序列 x 中的最大值和最

小值。

表 1　 用于训练模型的 SCADA 变量表

Table
 

1　 SCADA
 

variables
 

used
 

to
 

train
 

the
 

model
序号 SCADA 变量 MIC 相关性系数

A0 风速 / (m·s-1 ) 0. 698
 

4
A1 有功功率 / kW 0. 685

 

0
A2 发电机转速 / ( r·min-1 ) 0. 736

 

9
A3 齿轮箱入口油压 / Bar

 

0. 681
 

2
A4 齿轮箱滤网前油压 / Bar

 

0. 656
 

7
A5 齿轮箱驱动端轴承温度 / ℃ 0. 834

 

8
A6 齿轮箱非驱动端轴承温度 / ℃ 0. 840

 

0
A7 齿轮箱油池温度 / ℃ 1. 000

 

0

　 　 经过归一化处理后训练集和验证集的各维度输入变

量随时间变化曲线如图 7 所示。 对选取的数据进行划

分,每个数据集包含的数据组数和功能如表 2 所示。

表 2　 数据集的划分

Table
 

2　 Partition
 

of
 

the
 

data
 

set
数据集名称 SCADA 数据组数 数据集功能描述

训练集 66
 

987 用于建立风电正常运行状态下的模型

验证集 16
 

740 查看模型训练的效果

测试集 1 16
 

746 模型预测性能对比研究

测试集 2 26
 

612 风电发生故障案例

图 7　 训练模型的输入数据

Fig. 7　 Input
 

data
 

to
 

train
 

the
 

model

3. 2　 模型训练

　 　 GAT-TCN 风电齿轮箱故障预警方法基于 Pytorch 训

练框架,经预处理的数据输入到卷积核大小为 1×7 的 1-
D 卷积层,激活函数使用 ReLU。 卷积运算后的数据分别

输入到并行的 GAT 层和 TCN 层。 GAT 层的 window_size
设置为 100,激活函数使用 LeakyReLU,alpha 设置为 0. 2。
TCN 层的卷积核大小设置为 4,卷积层数设置为 3。 全连

接层输入维度设置为 3 倍的原数据维度,隐含层状态维

度设置为 150。 模型的输出层节点数为 8,包含信息为模

型预测的 A0 ~ A7 这 8 个参数。
训练时,模型的学习率设置为 0. 001,训练轮数设置

为 200, dropout 设 置 为 0. 3, 损 失 函 数 为 均 方 误 差

MSELoss,模型的优化器使用 Adam。
为直观验证模型的性能,将 GAT-TCN 模型与 CNN-

LSTM、TPA-LSTM[24] 、DARNN[25] 3 种方法进行对比。 在

使用同样数据集的情况下,使用上述方法分别构建风电
正常运行状态下的模型。 不同方法在测试集 1 上的油温

预测效果如图 8( a)所示,为便于区分曲线,从预测结果

中选取数据编号为 5
 

001 ~ 5
 

500 的部分绘制对比曲线如

图 8(b)所示。 经对比可以看出,基于 GAT-TCN 的预警

模型误差最小,预测曲线更贴合真实曲线。 原因是相比

于其他几种方法,GAT-TCN 能够从时间和空间两个维度

提取风电 SCADA 数据更深层次的特征,拥有比其他方法

更加精确表征风电运行状态的能力。
为精确评估各个模型性能优劣,采用平均绝对百分

比误差(mean
 

absolute
 

percentage
 

error,MAPE)、均方根误

差( root
 

mean
 

squared
 

error, RMSE ) 和平均绝对误差

(mean
 

absolute
 

error,MAE)作为评估指标,以上指标计算

方法如式(8) ~ (10)所示。

MAPE = 1
n ∑

n

i = 1

y i -ŷ i

y i

× 100% (8)
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图 8　 不同模型的预测效果

Fig. 8　 Predictive
 

effects
 

of
 

different
 

models

RMSE = 1
n ∑

n

i = 1
(y i -ŷ i)

2 (9)

MAE = 1
n ∑

n

i = 1
(y i -ŷ i) (10)

　 　 各模型在测试集 1 上的预测性能如表 3 所示。 若以

上指标越小,则说明模型的预测精度更高。 从表 3 数据

可以看出,GAT-TCN 模型的预测性能优于其他 3 种模

型,其次是 TPA-LSTM 和 DARNN 模型,CNN-LSTM 在测

试集 1 上的预测性能最差。
表 3　 预测结果性能指标

Table
 

3　 Prediction
 

Results
 

Performance
 

Indicators

模型
性能指标

MAPE MAE RMSE
CNN-LSTM 6. 893% 0. 453 0. 950

DARNN 6. 021% 0. 395 0. 845
TPA-LSTM

 

4. 181% 0. 268 0. 574
GAT-TCN 3. 132% 0. 197 0. 432

3. 3　 预警结果

　 　 基于 GAT-TCN 对风电正常运行状态建立模型后,利

用模型预测输出和实际数据为风电每一个特征计算误

差,将所有特征的误差平均求和作为当前风电运行状态

的综合评估误差[26] ,计算方法如式(11)所示。

R t =
1
a ∑

a

i = 0
ri =

1
a ∑

a

i = 0
(ci - x i)

2 (11)

式中: R t 为当前时刻运行状态的综合评估误差; ri 为每

个特征的预测误差; ci 为模型输出预测值; x i 为数据实际

值; a 为训练数据风电变量个数。
使用超阈值(peaks

 

over
 

threshold,
 

POT)算法对测试

集 1 的结果确定模型的报警阈值。 POT 是极值理论中的

经典模型,立足于初始样本确定阈值[27] ,不需要人工设

定阈值和分布假设。 如果连续 5 个时刻综合评估误差都

超过阈值,那么认为此时风电运行状态异常,发出故障预

警信号。 POT 置信度设置为 0. 995,异常发生概率 q 设置

为 0. 001,使用 POT 方法得到故障报警综合误差阈值为

0. 022 341 971。
在风电正常运行工况的测试集 1 上,模型的预测误

差和报警信号如图 9 所示。 可以看出,当风电处于正常

工况时,GAT-TCN 在测试集 1 的预测综合误差始终维持

在一个较低的水平,没有超过 POT 设置的阈值,模型也

没有发出故障预警。

图 9　 GAT-TCN 在测试集 1 的预测综合误差和报警信号

Fig. 9　 GAT-TCN
 

prediction
 

comprehensive
 

error
and

 

warning
 

signal
 

on
 

test
 

set
 

1

将测试集 2 的数据输入到 GAT-TCN 模型中预警结

果如图 10 所示。 可以看出,在测试集 2 上编号前 19
 

000
数据点的预测综合误差较小,不超过 0. 02。 在编号为

19
 

243 ~ 19
 

939 的连续 696 个数据点,预测综合误差超过

POT 设定的阈值,模型首次发出报警信号;随后在编号第

22
 

397 个数据点后,一共有连续 1
 

409 个数据点超出阈

值,此时模型持续发出报警信号,最后在编号第 26
 

270
点再次发出报警信号,直到 SCADA 系统报警齿轮箱油温

超过 70 ℃ ,此时风电发生故障停运。 综合以上结果,基
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于 GTA-TCN 的风电故障预警模型可以在线监测齿轮箱

劣化程度,并且在故障发生前发出预警。

图 10　 GAT-TCN 在测试集 2 的预测综合误差和报警信号

Fig. 10　 GAT-TCN
 

prediction
 

comprehensive
error

 

and
 

warning
 

signal
 

on
 

test
 

set
 

2

基于 CNN-LSTM、DARNN 和 TPA-LSTM 方法的预警

结果如图 11 所示。 可以看出以上 3 种方法相比 GAT-
TCN 首次预警时间更晚,原因是在编号为 19

 

591 数据点

附近的异常状态都未能准确检测出,仍然在报警阈值范

围内,而基于 GAT-TCN 的故障预警方法可以监测到此处

的异常状态。 此外 CNN-LSTM 和 DARNN 在风电运行状

态未明显劣化时,存在少数点预测综合误差超过阈值的

情况,说明这两种模型在该阈值下预测精度不够,有可能

导致虚假报警的情况出现。
不同模型在测试 2 上的预警效果如表 4 所示,GAT-

TCN 首次预警时间比其他 3 种方法更早,提前了 5 天 2
小时 49 分,且捕获有效超出阈值异常点也是最多的,说
明 GAT-TCN 有着比其他 3 种方法更早发现齿轮箱早期

故障的能力。
表 4　 几种方法的预警结果对比

Table
 

4　 Comparison
 

of
 

early
 

warning
results

 

of
 

several
 

methods
模型 首次预警时间和编号 检测出有效异常点个数

CNN-LSTM
2017 年 11 月 14 日 20:39

(编号 23
 

020)
1

 

036

DARNN
2017 年 11 月 14 日 11:47

(编号 22
 

488)
1

 

497

TPA-LSTM
2017 年 11 月 14 日 10:16

(编号 22
 

397)
1

 

551

GAT-TCN
2017 年 11 月 12 日 5:42

(编号 19
 

243)
2

 

447

　 　 GAT-TCN 捕获风电运行数据之间的时空分布关系,
可以表征风电正常运行状态。 由于风电是强耦合的机电

系统,当风电发生不同类型故障时,运行数据之间的分布

图 11　 不同方法在测试集 2 上的预警效果

Fig. 11　 Early
 

warning
 

effects
 

of
 

different
 

methods
 

on
 

test
 

set
 

2

会偏离正常区间,所以对于风电其他故障,GAT-TCN 也
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能及时发现并给出预警结果。
3. 4　 t-SNE 可视化分析

　 　 为对比风电正常运行和发生故障两种工况数据分布

情况,实例分析 GAT-TCN 模型是否可靠,首先使用 t-SNE
算法将风电齿轮箱油温数据和本文所提模型预测输出值

降维到二维可视化空间中,如图 12 所示。

图 12　 t-SNE 可视化数据二维分布情况

Fig. 12　 t-SNE
 

visualizes
 

the
 

two-dimensional
 

distribution
 

of
 

data

从图 12(a)可以看到风电正常运行时,模型预测输

出和真实数据都分布在以原点为中心,30 为半径的圆形

区域内,数据点呈均匀分布的状态。 而在风电发生故障

前一段时间,如图 12( b)所示只有少量模型预测输出值

分布正常,这些点都是距离故障发生时间较远的点,在维

度 1 的正负 70 区域有大量预测值已经偏离正常圆形区

域,说明此时风电已经偏离正常运行状态。
使用核密度估计方法分别绘制风电正常运行和发生

故障两种工况下模型预测数据的概率密度曲线,如图 13
所示。

从图 13(a)可以看到风电正常运行工况下,模型预

测输出数据和训练正常数据的概率密度曲线基本重合,
且近似于正态分布,说明此时机组运行状态正常。 如图

13(b)所示,风电发生故障前模型预测输出的概率密度

曲线已经偏离了正常状态,少数预测值已经超过高限值,
高油温数据占比增多,而且出现明显的双峰,原因是发生

图 13　 预测数据概率密度曲线变化

Fig. 13　 Training
 

normal
 

data
 

and
 

failure
 

prediction
data

 

probability
 

density
 

curve

故障前齿轮箱磨损导致油温高于正常水平,风电运行状

态异常。
综合以上分析,GAT-TCN 模型预警过程与风电数据

劣化有着紧密联系,使用 t-SNE 和概率密度曲线可视化

方法验证了 GAT-TCN 风电故障预警模型是可靠有效的,
增加了模型的可解释性。

4　 结　 论

　 　 为及时准确地监测风电齿轮箱早期异常状态,提出

一种基于图注意力和时间卷积网络的风电齿轮箱故障预

警方法。 使用某风电场实际运行数据进行实例分析,得
到如下结论:

1)提出 GAT-TCN 方法预测精度优于对照方法,说明

其能够分别从数据的时间和空间维度更深层次挖掘风电

SCADA 数据中的隐含特征。
2)在实例中能够提前 5 天 2 小时 49 分进行故障预

警,与现有几种方法相比,其发现早期异常能力更强。
3)使用 t-SNE 算法和概率密度曲线可视化展示风电

数据劣化前后的变化,提升模型的可解释性。
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风电故障预警模型的精度受多方面的影响,训练数

据的质量是最关键的一个因素,本文对数据缺失值和异

常值只进行简单的处理,如何有效填补 SCADA 缺失值是

未来值得关注的方向。
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