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基于 Kalman-LSTM 模型的悬浮质含沙量测量∗

邓罗晟　 车国霖　 金建辉

(昆明理工大学信息工程与自动化学院　 昆明　 650500)

摘　 要:针对电容法测量河流含沙量过程中易受环境因素影响而导致测量结果不准确的问题,提出基于卡尔曼滤波和长短期记

忆神经网络(Kalman-LSTM)的融合模型。 先采用卡尔曼滤波器进行滤波处理,减小传感器测量的随机误差;再通过 LSTM 神经

网络模型对含沙量信息和环境量信息进行多传感器数据融合,减小环境因素对电容法测量含沙量的影响;最后建立了电容法测

量含沙量的 Kalman-LSTM 融合模型。 为了验证 Kalman-LSTM 融合模型的融合效果,与 BP 模型、RBF 模型和 LSTM 模型对比,
比较各模型的均方根误差、最大绝对误差、平均绝对误差和平均相对误差。 实验结果表明,Kalman-LSTM 融合模型的平均相对

误差为 2. 54%,均方根误差为 2. 47
 

kg / m3 ,该融合模型能有效降低环境因素对含沙量测量的影响,提高电容法测量含沙量的准

确性。
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Abstract:
 

In
 

order
 

to
 

solve
 

the
 

problem
 

of
 

inaccurate
 

measurement
 

results
 

due
 

to
 

environmental
 

factors
 

while
 

measuring
 

the
 

sediment
 

concentration
 

of
 

rivers
 

with
 

the
 

capacitance
 

method,
 

a
 

fusion
 

model
 

based
 

on
 

Kalman
 

filtering
 

and
 

LSTM
 

(Kalman-LSTM)
 

is
 

proposed.
 

Firstly,
 

the
 

Kalman
 

filtering
 

is
 

used
 

for
 

filtering
 

to
 

reduce
 

the
 

random
 

error
 

of
 

sensor
 

measurement.
 

Then,
 

the
 

LSTM
 

was
 

used
 

to
 

integrate
 

multi-sensor
 

data
 

of
 

sediment
 

content
 

information
 

and
 

environmental
 

content
 

information,
 

to
 

reduce
 

the
 

influence
 

of
 

environmental
 

factors
 

on
 

sediment
 

content
 

measurement
 

by
 

the
 

capacitance
 

method.
 

Finally,
 

a
 

Kalman-LSTM
 

fusion
 

model
 

for
 

measuring
 

sediment
 

concentration
 

by
 

capacitance
 

method
 

was
 

developed.
 

To
 

verify
 

the
 

fusion
 

effect
 

of
 

the
 

Kalman-LSTM
 

fusion
 

model,
 

the
 

root
 

mean
 

square
 

error,
 

maximum
 

absolute
 

error,
 

average
 

absolute
 

error,
 

and
 

average
 

relative
 

error
 

of
 

each
 

model
 

are
 

compared
 

with
 

the
 

BP
 

model,
 

the
 

RBF
 

model,
 

and
 

the
 

LSTM
 

model.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

average
 

relative
 

error
 

of
 

the
 

Kalman-LSTM
 

fusion
 

model
 

is
 

2. 54%
 

and
 

the
 

root
 

mean
 

square
 

error
 

is
 

2. 47
 

kg / m3 .
 

The
 

fusion
 

model
 

can
 

effectively
 

reduce
 

the
 

influence
 

of
 

environmental
 

factors
 

on
 

sediment
 

concentration
 

measurement
 

and
 

improve
 

the
 

accuracy
 

of
 

sediment
 

concentration
 

measurement
 

by
 

the
 

capacitance
 

method.
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0　 引　 言

　 　 我国河流众多,水土流失严重,水土流失会导致土地

退化,毁坏耕地;削弱生态系统的调节功能,对生态安全

和饮水安全构成严重威胁。 径流泥沙是衡量土壤侵蚀的

重要参数之一,可为土壤侵蚀动力过程的模拟与研究、土
壤侵蚀预报模型的建立等提供基础资料,为水土流失的

监测、防治等提供科学依据[1] 。
目前常见的河流含沙量测量方法[2-3] 可分为直接测
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量方法和间接测量方法。 直接测量方法包括:烘干称重

法和置换法,间接测量方法包括:光学法、声学法、振动

法、同位素法、电容法等。 烘干称重法是最直接、最原始

的方法,也是应用最广泛的测量含沙量的方法,其设备简

单、方法易行、精度较高,其结果常被作为评价其他方法

的标准。 但测量周期长,过程繁琐,无法实现对泥沙含量

的实时在线测量。 为了克服传统方法的缺点[4] ,曾为军

等[5] 提出了一种基于计时法和光照法的径流量与含沙量

测量方法,验证了光照法测量含沙量的可行性;Huang
等[6] 研制了盐度测量仪和光纤含沙量测量仪,研究了盐

度与含沙量之间的相互影响,提高了盐度与含沙量同步

测量的精度。 超声反射法利用超声波在水体传播时遇到

沙产生反射波和衰减来测量水中含沙量[7] ,Moore 等[8-9]

利用超声波反向散射信号的幅度对悬浮含沙量进行估

值,Fleri 等[10] 利用 ADCP 来估算入海口处含沙量,王仲

明等[11] 利用超声成像技术获得泥沙图像,通过建立成像

灰度值和含沙量的关系来测量泥沙含量。 Zhang 等[12] 利

用 X 射线来测量水中含沙量,李德贵等[13] 研制了一种同

位素测沙仪利用 γ 射线穿过含沙水流时的衰减情况进行

含沙量测量。
烘干称重法测量周期长,过程繁琐;光学法受介质颜

色和粒径影响大,测量范围窄,成本高;声学法成本价格

昂贵,测量范围小;振动法受水速影响较大,在水速过低

时会堵振动管;同位素法由于放射源辐射问题无法推广

使用。 电容测沙构造简单,造价成本低,使用安全且响应

速度快,但电容法测量含沙量的过程中容易受环境影响

而导致测量结果不准确,因此如何减小环境因素对电容

法测量值的干扰是研究电容法测沙的关键性问题。 针对

以上问题,Liu 等[14-15] 采用 BP 网络的非线性拟合能力和

IGA-RBF 模型的全局逼近能力来消除温度对电容传感器

测量含沙量的影响,以提高测量准确性。 但以上方法未

考虑到含沙量和环境信息的历史数据对当前数据的影

响,忽略了历史测量数据与当前数据的相关性。 因此,本
文采用的 LSTM 网络加强序列数据间的相关性,有效提

升测量精度,实现了含沙量的动态实时测量。
卡尔曼滤波是线性随机动态系统的最优递推数据处

理算法,在对监测数据的噪声剔除方面具有良好的效果。
长短期记忆网络是一种改进的递归神经网络,适用于序

列数据的实时处理。 为了加强序列数据间的相关性,利
用含沙量和环境因素的历史数据,跟踪测量系统的动态

特性, 提出了基于卡尔曼滤波和长短期记忆网 络

(Kalman-LSTM)的融合模型,首先采用卡尔曼滤波器对

多传感器输出值进行滤波,减小测量的随机误差;然后将

电容、温度和电导率等测量信息与含沙量进行长短期记

忆网络多源数据融合处理,进一步消除环境因素对含沙

量测量的影响,提高含沙量测量准确性。

1　 系统设计

　 　 泥沙和水这两种物质具有不同的介电常数,利用不

同浓度的泥沙与水的混合物引起介电常数变化的物理特

性,通过电容传感器将浑水的含沙量变化转化为电容量

变化,从而达到测量浑水含沙量的目的[16] 。 本实验中采

取平行式极板电容传感器,其结构示意图如图 1 所示。
其极板间电容为:

C = εS
d

(1)

式中:C 为极板间电容值, ε 为极板间介质的介电常数,S
为极板的相对面积,d 为极板间距。 当浑水含沙量发生

变化时,其介电常数也会发生变化,进而导致极板间电容

量的变化。 因此,可以通过测量极板电容量来测量浑水

的含沙量。

图 1　 平行式极板电容传感器结构

Fig. 1　 Structure
 

diagram
 

of
 

a
 

parallel
pole

 

plate
 

capacitive
 

sensor

本实验采用 FDC2214 芯片作为电容测量芯片,该芯片

采用抗电磁干扰架构,加强了在高噪声环境下的稳定性,
28 位的高分辨率和最高可达 4. 08

 

ksps 的采样频率提高了

测量精度与采样速度。 为了研究环境因素对电容传感器

测量值的影响,还加入了温度传感器、电导率测试仪、加热

装置等辅助设备,系统硬件搭建示意图如图 2 所示。

图 2　 系统硬件结构

Fig. 2　 Structure
 

diagram
 

of
 

system
 

hardware
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实验容器为 150
 

mm×50
 

mm×110
 

mm 的水槽,电容

极板由两块 150
 

mm×100
 

mm×1
 

mm 的紫铜板构成,分别

置于水槽两侧。 使用 FDC2214 芯片采集两极板的电容

量,STM32F103 作为系统控制单元,温度传感器采集水体

温度,电导率检测仪采集水体的电导率,加热装置调节水

体的温度。

2　 研究方法

2. 1　 数据预处理

　 　 在传感器采集电容值、温度和电导率数据的过程中,
由于采样频率较高,采样点较多,随着测量时间推移,采
样数据越来越庞大,不可避免的存在异常数据。 数据异

常值产生的原因一般有 3 个方面:1)设备原因,测量设备

在运行过程中有元件损坏,测量结果将出现异常值;2)人

为原因,在测量过程中由于人为操作失误等产生异常值;
3)环境原因,由于测量环境中存在的电磁干扰造成测量

结果的数据失真产生异常值。 数据异常值一般明显偏离

它所属样本的其余观测值,极大地降低了观测数据的准

确性,因此在进行数据分析研究前,需要进行异常值的识

别和剔除。
结合测量数据庞大的特点,利用拉依达准则来识别

测量数据的异常值。 判断方法如下:

x i =
正常值, x i -x- ≤ 3σ
异常值, x i -x- > 3σ{ (2)

式中: x- 指测量数据的平均值, σ 指测量数据的标准差。
将识别出的异常值剔除后会造成部分数据的缺失,

为保证数据的完整性和稳定性,需补齐缺失数据。 利用

线性插值法原理计算得到新的估算值来对数据的异常值

进行修正补充,以保证数据的完整性。
2. 2　 卡尔曼滤波

　 　 卡尔曼滤波是一种最优化自回归的数据处理算法,
可以依据上一时刻的状态估计值和当前时刻的观测值,
对当前的状态值进行滤波估计得到最优估计值。 本文用

它来解决传感器测量过程中的估计问题,减小传感器测

量的随机误差。 一个离散的线性状态方程和观测方程

如下:
x(k) = Ax(k - 1) + w(k - 1) (3)
y(k - 1) = Hx(k - 1) + v(k - 1) (4)

式中:x(k) 为状态向量,y( k) 为观测向量;A 为状态矩

阵,H 为观测矩阵;w(k)为系统噪声,v( k)为观测噪声。
w(k)和 v(k)为互不相关的零均值白噪声序列。

本文采用的卡尔曼滤波计算步骤如下:
1)预测部分:

x̂(k / k - 1) = Ax(k - 1 / k - 1) (5)

P(k / k - 1) = AP(k - 1 / k - 1)AT + Q(k) (6)

式中: x̂(k / k - 1) 为 k时刻的先验估计值,x(k - 1 / k - 1)
为 k - 1 时刻的状态估计值,P(k / k - 1) 为 k时刻的预测

协方差矩阵,P(k - 1 / k - 1) 为 k - 1 时刻的误差协方差

矩阵,Q(k) 为 k 时刻的系统噪声的协方差矩阵。
2)更新部分:
K(k) = P(k / k - 1)HT[HP(k / k - 1)HT + R(k)] -1

(7)

x̂(k) =x̂(k / k - 1) + K(k)[y(k) - Hx̂(k / k - 1)]
(8)

P(k / k) = [ I - K(k)H]P(k / k - 1) (9)
式中:K(k)为 k 时刻的卡尔曼增益,R(k)为 k 时刻的观

测噪声的协方差矩阵, x̂( k) 为 k 时刻的状态估计值,
P(k / k)为 k 时刻的误差协方差矩阵。

将更新后的状态估计 x̂(k) 和误差协方差矩阵 P(k /
k)再代入 k+1 时刻进行卡尔曼滤波估计,以此递推计算

实现整个序列的滤波。
2. 3　 长短期记忆网络

　 　 长短期记忆网络( long
 

short-term
 

memory,
 

LSTM)能

够有效解决传统循环神经网络( recurrent
 

neural
 

network,
 

RNN)的长期依赖和梯度爆炸、消失问题。 在 LSTM 元胞

内部,存在的门限结构主要包含输入门、遗忘门和输出

门[17] ,它们相互协调配合,控制着信息流入和流出细胞

状态的能力。 LSTM 神经网络结构如图 3 所示。

图 3　 LSTM 神经网络结构

Fig. 3　 Structure
 

diagram
 

of
 

LSTM
 

neural
 

network

h t -1 是上一时刻的含沙量输出,x t 是当前时刻的电
容值、温度和电导率组成的输入,h t 是当前时刻的含沙量
输出。 遗忘门 ft 决定上一时刻细胞状态 C t-1 被遗忘的程

度,取值范围在 0 ~ 1 之间,其中 1 表示“完全保留上个状

态”,0 表示“完全遗忘上个状态”。 输入门 i t 和中间细胞

状态C
~

t 共同决定当前时刻输入信息如何更新到细胞状
态中,C t 表示当前时刻更新后的细胞状态。 输出门限 o t
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决定当前时刻细胞状态需要输出的部分,h t 表示当前时

刻的最终输出。 LSTM 神经网络计算过程如下:
ft = σ(Wf·[h t -1,x t] + b f) (10)
i t = σ(Wi·[h t -1,x t] + b i) (11)

C
~

t = Tanh(WC·[h t -1,x t] + bC) (12)

C t = ft∗C t -1 + i t∗C
~

t (13)
o t = σ(Wo·[h t -1,x t] + bo) (14)
h t = o t∗Tanh(C t) (15)

式中:Wf、b f、Wi、b i、WC、bc、Wo、bo 分别为遗忘门、输入

门、中间输出和输出门的权重矩阵和偏置,σ ( ·) 为

Sigmoid 激活函数,Tanh( ·) 为 Tanh 激活函数, ∗ 为哈

达玛乘积。

2. 4　 Kalman-LSTM 融合模型

　 　 Kalman-LSTM 融合模型由 Kalman 滤波器和 LSTM
神经网络模型组成,如图 4 所示。 电容传感器、温度传感

器和电导率测试仪采集被测水体的电容数据、水温数据

和电导率数据,将采集数据通过拉依达准则和线性插值

法进行数据预处理,达到识别并修正异常值的目的,然后

将修正后的数据送入 Kalman 滤波器中进行最优估计,减
小测量误差。 最后将得到的电容估计值、温度估计值和

电导率估计值作为 LSTM 神经网络的输入,含沙量作为

LSTM 神经网络的输出,对 LSTM 神经网络训练后,网络

可以根据输入的电容值、温度和电导率做出含沙量的预

测,实现通过电容值测量含沙量的目的。

图 4　 Kalman-LSTM 融合模型

Fig. 4　 Fusion
 

model
 

of
 

Kalman-LSTM

3　 结果分析

　 　 实验土样为采自学校校园的沙壤土,实验水样为民

用自来水,将土样和水配制成含沙量(土壤质量 / 浑水体

积×100%)为 0,20,40,60,80,…,280,300 kg / m3 共 16 组

浑水混合物。 实验时将不同含沙量的浑水分别加热到

5 ℃ 、10 ℃ 、20 ℃ 、30 ℃ 一共 4 种温度条件下,将电容传

感器、温度传感器和电导率测试仪探头浸入悬浮液中,测
量电容值、水温和电导率。 本实验共采集了 12

 

800 组实

验数据。
3. 1　 电容值、电导率和温度与含沙量分析

　 　 从实验数据中可以得到电容传感器测量极板电容值

与含沙量的关系如图 5 所示,实验表明在相同温度条件

下,随着含沙量的增加,电容传感器测量极板电容值减

小,电容值与含沙量具有较好的线性关系;在相同含沙量

条件下,随着温度升高,电容传感器测量极板电容值增

加。 电导率与含沙量的关系如图 6 所示,实验表明在相

同温度条件下,随着含沙量的增加,浑水电导率增加,电
导率与含沙量具有较好的线性关系;对于相同含沙量条

件下,随着温度升高,电导率增加。
3. 2　 异常值识别与修正效果分析

　 　 实验选取传感器在某段时间内采集到含有异常值的

图 5　 电容与含沙量的关系

Fig. 5　 Diagram
 

of
 

relationship
 

between
 

capacitance
and

 

sediment
 

concentration

100 个电容数据作为样本对象,采用拉依达准则和线性

插值法对样本进行异常值识别与修正。 异常值的数据识

别与修正对比图如图 7 所示,图 7( a)中序号 23 和 76 ~
80 的样本为异常值。 实验结果表明,拉依达准则算法能

够成功识别数据中的异常值,并采用线性插值法将异常

值修正到正常范围内。 数据预处理去除了含有粗大误差

的异常值,增加了样本数据的可靠性,提高了实验样本的

可信度。



　 第 5 期 基于 Kalman-LSTM 模型的悬浮质含沙量测量 ·167　　 ·

图 6　 电导率与含沙量的关系

Fig. 6　 Diagram
 

of
 

relationship
 

between
 

electrical
conductivity

 

and
 

sediment
 

concentration

图 7　 异常值数据修正前后对比

Fig. 7　 Comparison
 

of
 

before
 

and
 

after
 

correction
 

of
 

outliers

3. 3　 卡尔曼滤波效果分析

　 　 经过预处理后的传感器输出数据送入 Kalman 滤波

器进行最优估计,其卡尔曼滤波效果图如图 8 所示。 图

中只截取了实验数据中的 200 个滤波数据,从图 8 中可

以看出,由于测量过程种存在随机误差,电容传感器输出

值在真值附近呈周期性变化,具有明显的波动现象。 经

过 Kalman 滤波器滤波后,电容传感器输出值的 Kalman

估计值的波动明显减小,提高了电容传感器输出数据的

稳定性与准确性,实验结果表明滤波效果较好。

图 8　 卡尔曼滤波效果图

Fig. 8　 Effect
 

of
 

Kalman
 

filtering

3. 4　 对比实验

　 　 1)评价指标

本实验使用最大绝对误差( MaxAE)、平均绝对误差

(MAE)、平均相对误差(MRE)和均方根误差( RMSE)作

为模型的评价指标,来量化模型预测准确性[18-19] ,式

(16) ~ (19)为各类误差的数学表达式:
MaxAE =max

1≤i≤n
{ | p i - x i | } (16)

MAE = 1
n ∑

n

i = 1
| p i - x i | (17)

MRE = 1
n ∑

n

i = 1

p i - x i

x i

× 100% (18)

RMSE = 1
n ∑

n

i = 1
(p i - x i)

2 (19)

其中,p i 为训练模型第 i 序列的预测值,x i 为训练集

第 i 序列的真实值,n 为训练集的样本组个数。
2)

 

LSTM 参数寻优的误差分析

影响 LSTM 模型预测效果的模型参数有隐藏节点

数、迭代次数和学习率等,通过对 LSTM 的参数进行优化

调节,提高模型预测准确性[20] 。 模型参数寻优如表 1 所

示,从实验样本中选取 2
 

400 组作为验证集数据,调节隐

藏节点数、迭代次数和学习率,进行 30 次参数寻优实验,
比较均方根误差来寻找模型的最优参数。

通过表 1 可以看出,当固定迭代次数和学习率时,随
着隐藏节点数的增加,模型预测结果的均方根误差先降

低后增加,在隐藏节点数为 20 时达到最好预测效果;当
固定隐藏节点数和学习率时,随着迭代次数增加,模型预

测结果的均方根误差逐渐减小,同时训练时间会随之增

加,当迭代次数超过 150 后,迭代次数增加,模型预测结

果的均方根误差没有明显下降,但训练时间明显增长,为
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表 1　 不同参数条件下实验结果的均方根误差

Table
 

1　 Root
 

mean
 

square
 

error
 

of
 

experimental
 

results
 

under
 

different
 

parameter
 

conditions

参数
实验组

1 2 3 4 5 6 7 8 9 10
隐藏节点数 5 10 15 20 25 30 35 40 15 15
迭代次数 150 150 150 150 150 150 150 150 50 75
学习率 0. 01 0. 01 0. 01 0. 01 0. 01 0. 01 0. 01 0. 01 0. 01 0. 01

均方根误差 3. 200 2. 535 2. 368 2. 271 2. 303 2. 535 2. 455 2. 475 3. 990 2. 998

参数
实验组

11 12 13 14 15 16 17 18 19 20
隐藏节点数 15 15 15 20 20 20 20 20 20 25
迭代次数 100 125 200 50 75 100 125 200 300 100
学习率 0. 01 0. 01 0. 01 0. 01 0. 01 0. 01 0. 01 0. 01 0. 01 0. 01

均方根误差 2. 58 2. 719 2. 347 3. 559 2. 966 2. 812 2. 5 2. 44 2. 33 3. 244

参数
实验组

21 22 23 24 25 26 27 28 29 30
隐藏节点数 25 20 20 20 20 20 20 20 20 20
迭代次数 200 100 150 100 150 100 150 100 150 200
学习率 0. 01 0. 1 0. 1 0. 05 0. 05 0. 005 0. 005 0. 001 0. 001 0. 001

均方根误差 2. 291 3. 42 2. 473 2. 972 2. 408 2. 862 2. 413 8. 332 5. 044 4. 506

了兼顾预测准确性和模型训练速度两个性能指标,模型

的迭代次数设置为 150;当固定隐藏节点数和迭代次数

时,通过调节学习率发现,学习率过大会使训练值在最优

值附近来回震荡而无法收敛;学习率太小会导致收敛速

度过慢,训练时间太长;选择合适的学习率以保证训练模

型不会产生震荡并能快速收敛,学习率设置为 0. 01 时,
模型的收敛效果较好。

3)误差对比

本实验选取 7
 

200 组实验数据作为训练集,2
 

400 组

实验数据作为测试集, 分别采用 BP、 RBF、 LSTM 和

Kalman-LSTM 模型进行预测实验,对比分析各模型的平

均绝对误差、平均相对误差、最大绝对误差和均方根误

差。 LSTM 模型参数设置如下:隐藏节点数为 20,迭代次

数为 150,学习率为 0. 01。 各模型的误差对比如图 9 所

示,由图 9(a)和(b)可以看出,随着含沙量的增加,LSTM
和 Kalman-LSTM 的平均绝对误差都在 0. 5 ~ 4. 0 kg / m3 范

围内,而 BP 模型的平均绝对误差基本都在 2. 5 kg / m3 以

上, 在低含沙量条件下的平均绝对误差最高达 到

11. 17 kg / m3,说明在 0 ~ 300 kg / m3 量程范围内,LSTM 和

Kalman-LSTM 具有更好的预测性能;由图 9( c)和( d)可

知,RBF 的最大绝对误差超过 50 kg / m3,BP 的最大绝对

误差接近 20 kg / m3,Kalman-LSTM 的最大绝对误差不超

过 10 kg / m3,BP 在整个测量范围下均方根误差最大,
Kalman-LSTM 整体均方根误差最小,说明 Kalman-LSTM
融合模型的预测结果准确度和稳定性最好,可信度最高;
随着含沙量的增加,Kalman-LSTM、LSTM、RBF 和 BP 模

型的平均相对误差均减小,说明本文的电容法更适合用

于较高含沙量水体的测量。
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图 9　 各模型的误差对比

Fig. 9　 Comparison
 

of
 

the
 

errors
 

of
 

the
 

models

在相同实验条件下,不同网络模型的误差对比如

表 2 所示, Kalman-LSTM 融合模型的均方根 误 差 为

2. 470 kg / m3,平均绝对误差为 1. 982 kg / m3,平均相对误

差为 2. 542%,表明 Kalman-LSTM 融合模型的预测效果

优于 LSTM 模型;Kalman-LSTM 融合模型在均方根误差、
平均相对误差和平均绝对误差等评价指标上都明显优于

BP 模型; Kalman-LSTM 融合模型相比于 RBF 模型,
Kalman-LSTM 融合模型的最大绝对误差为 8. 499 kg / m3,
均方根误差为 2. 470 kg / m3,表明 Kalman-LSTM 融合模型

在整个量程范围内的预测结果的准确性和稳定性要优于

RBF 模型。 Kalman-LSTM 融合模型结合了 Kalman 滤波

对线性随机动态数据的最优估计和 LSTM 对长序列数据

的非线性拟合能力,预测准确性和稳定性好,泛化能力和

可信度高。

4　 结　 论

　 　 本文将 Kalman 滤波和 LSTM 神经网络相结合,提出

了 Kalman-LSTM 神经网络融合模型,应用于电容法测量

　 　 　 　 　 表 2　 不同网络模型的误差对比

Table
 

2　 Comparison
 

of
 

errors
 

of
 

different
 

network
 

models

误差类型
网络模型类型

BP RBF LSTM Kalman-LSTM
MaxAE / (kg·m-3 ) 19. 814 54. 886 11. 919 8. 499
MAE / (kg·m-3 ) 4. 186 1. 121 2. 002 1. 982

MRE / % 6. 552 1. 813 2. 921 2. 542
RMSE / (kg·m-3 ) 5. 599 3. 156 2. 589 2. 470

悬移质含沙量。 本文在含沙量范围为 0 ~ 300 kg / m3、温
度范围为 5 ℃ ~ 30 ℃ 的实验条件下,对比 Kalman-LSTM
神经网络融合模型、LSTM 神经网络模型、BP 神经网络模

型和 RBF 神经网络模型的数据融合效果,Kalman-LSTM
融合模型的均方根误差最小,预测效果最好。 实验结果

表明,Kalman-LSTM 融合模型既能通过 Kalman 滤波器对

传感器输出值进行最优估计,减小了传感器测量过程中

的随机误差,又能通过 LSTM 神经网络将含沙量信息与

电容值、温度、电导率等环境信息进行数据融合,降低了

温度对电容法测量含沙量的影响,提高了电容法测量含

沙量的稳定性和准确性。
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