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摘　 要:
 

车道线检测任务包含道路磨损、阴影遮挡和弯道等困难样本,这些样本中线条信息均有不同程度的缺失,使检测结果

出现漏检或误检现象。 基于深度学习的检测方案通过卷积操作提取特征信息。 卷积操作摒弃人工设计滤波器等一系列传统图

像处理的繁琐操作,得益于权重共享和归纳偏置大大减少了特征提取的工作量。 该操作在缩小图像分辨率的同时获取长距离

的信息,导致小分辨率的特征图损失区域边缘等细节,影响检测结果的质量。 深度学习中分割模型比检测模型处理的信息更细

致,本文在分割模型的基础上引入 Transformer 改进采样方式,改善卷积操作在获取全局信息上的不足。 模型改进后在 Tusimple
上测试准确率提高 0. 4%,像素精准度提高 0. 3,乘法累加运算量增加 36. 09

 

G。 结果表明 Transformer 特有的采样方式可以改善

卷积操作采样的不足,改善语义分割网络对车道线困难样本识别漏检的情况。
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Abstract:
 

The
 

task
 

of
 

lane
 

line
 

detection
 

includes
 

difficult
 

samples
 

such
 

as
 

road
 

wear,
 

shadow
 

occlusion
 

and
 

curves.
 

The
 

line
 

information
 

in
 

these
 

samples
 

can
 

be
 

missing
 

with
 

different
 

levels,
 

which
 

results
 

in
 

missed
 

or
 

false
 

detection
 

of
 

the
 

detection
 

results.
 

The
 

detection
 

scheme
 

based
 

on
 

deep
 

learning
 

extracts
 

feature
 

information
 

through
 

convolution
 

operation.
 

Convolution
 

operation
 

discards
 

a
 

series
 

of
 

tedious
 

operations
 

of
 

traditional
 

image
 

processing,
 

such
 

as
 

manually
 

designing
 

filters,
 

and
 

benefits
 

from
 

weight
 

sharing
 

and
 

inductive
 

bias,
 

which
 

greatly
 

reduces
 

the
 

workload
 

of
 

feature
 

extraction.
 

This
 

operation
 

not
 

only
 

reduces
 

the
 

image
 

resolution,
 

but
 

also
 

obtains
 

long-distance
 

information,
 

resulting
 

in
 

the
 

loss
 

of
 

regional
 

edge
 

and
 

other
 

details
 

of
 

the
 

small
 

resolution
 

feature
 

map,
 

which
 

affects
 

the
 

quality
 

of
 

the
 

detection
 

results.
 

In
 

deep
 

learning,
 

the
 

segmentation
 

model
 

processes
 

more
 

detailed
 

information
 

than
 

the
 

detection
 

model.
 

Based
 

on
 

the
 

segmentation
 

model,
 

this
 

paper
 

introduces
 

transformer
 

to
 

improve
 

the
 

sampling
 

method
 

and
 

improve
 

the
 

lack
 

of
 

convolution
 

operation
 

in
 

obtaining
 

global
 

information.
 

After
 

the
 

model
 

is
 

improved,
 

the
 

test
 

accuracy
 

on
 

Tusimple
 

is
 

improved
 

by
 

0. 4%,
 

the
 

pixel
 

accuracy
 

is
 

improved
 

by
 

0. 3,
 

and
 

the
 

amount
 

of
 

multiplication
 

and
 

accumulation
 

operation
 

is
 

increased
 

by
 

36. 09
 

G.
 

The
 

results
 

show
 

that
 

the
 

transformer’s
 

unique
 

sampling
 

method
 

can
 

improve
 

the
 

lack
 

of
 

convolution
 

operation
 

sampling,
 

and
 

improve
 

the
 

situation
 

of
 

missing
 

detection
 

of
 

lane
 

line
 

difficult
 

samples
 

in
 

semantic
 

segmentation
 

network.
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0　 引　 言

　 　 车道线检测作为汽车智能系统后处理的基础,具体

的应用场景和服务的功能包括车道偏移预警、车道保持、
路线规划、防碰撞检测和避障。 一方面车道线检测的质

量影响后操作的评判,质量差的检测结果导致不能及时

刹车和随意变换车道的问题,另一方面车道线检测的速

度影响整个系统的响应速度,高速行驶状态下的汽车无

法达到毫秒级的响应影响智能系统性能的上限。 车道线

本身细长的外观结构就是任务难点之一,这需要方案能

够在提取车道线关键点的同时,理解关键点之间的联系,
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即融合高层次语义信息和低层次空间结构信息。 此外,
生活中的车道线形状不固定,不仅会因为受到遮挡,磨损

和恶劣天气等因素的影响使线条信息缺失,道路拐弯也

会干扰模型预测结果。 因此,整体系统的准确性、响应速

度和鲁棒性需要在实际中平衡。
基于深度学习的车道线检测网络按任务类型可以分

成语义分割和目标检测。 目标检测模型以 RCNN[1-2] 系
列模型和 YOLO[3-5] 系列模型为代表,得益于如今大量的

公开数据集,车道线的识别精度和效率不断提升。 其中

YOLO 系列模型更是以 95%的平均检测准确率和 48
 

FPS
的处理速度将车道线检测推向实际应用的阶段。 但是目

标检测方案采用边界框框选的方法识别目标区域,当车

道线出现倾斜弯曲等情况时,网络模型难以获取完整的

信息,这往往需要结合传统的图像处理方法和语义分割

方法对框选出来的区域进行更细致的识别。
语义分割是将图像中的各个像素标注所属的类别,

将输入图像分成若干个具有一定语义信息的部分。 基于

语义分割的车道线检测能够对图像进行像素级的分类,
与传统的方法相比检测效果比较理想,同时很好地改善

目标检测算法检测不细致的缺点。 比较有代表性语义分

割模型有 LaneNet[6] ,该模型将图像进行逐像素的黑白二

值分类的同时,将图像按像素区域分成不同的车道线实

例,然后对分割结果进行处理得到车道线的数量和类别,
最终输出分割的车道线图像。 在 Nvidia

 

1080Ti 显卡上运

行 LaneNet,512 × 256 的图像处理图像可以满足 30
 

FPS
的实时性要求。 SCNN( spatial

 

CNN) [7] 将传统的逐层卷

积推广到特征映射中的逐层卷积进行车道线检测,增强

了像素之间的信息传递,特别适合车道线这种长距离连

续形状的目标检测,该算法在
 

tusimple 基准车道检测数

据集上准确率达到 97. 53%。 用空洞卷积[8] 代替普通卷

积可以是 SCNN 变成更轻量的网络,提高了模型处理时

间上的性能,但是计算精度较低。 也正因为语义分割算

法处理过于细致,模型推理速度比目标检测算法稍微为

慢些,并且当车道线磨损严重或者被遮挡时,导致分割结

果出现断裂漏检的情况。
为了改善模型预测结果出现的断裂漏检现象,本文

引入 Transformer 结构改变采样方式。 在自然语言处理中

计算相关性时,输入矩阵和输出矩阵的形状相同。 处理

图像信息时需要缩小特征图的分辨率,本文通过修改

Transformer 结构,使其实现下采样的功能,再优化语义分

割模型,使采样特征兼具局部信息和全局信息,改善对困

难样本的分割结果。

1　 Transformer 与 SRA 模块
 

1. 1　 Transformer 结构组成

　 　 Transformer[9-10] 最初应用在自然语言处理( natural
 

language
 

processing,NLP) [11-12] 领域,并在该领域获得了

巨大的成功。 在机器翻译方向引入了基于注意力机制的

Transformer,使模型可以将所有信息并行计算,使每一层

的计算复杂度更优,节省训练时间。 Venugopalan 等[13] 在

语言表示方向引入基于 Transformer 的 BERT 模型,该模

型将文本中部分信息自动转换成掩码以供训练,以此为

特征提取器的网络在当时 11 个自然语言任务上均取得

了第一名。 黄聪等[14] 基于巨型 Transformer 的 GPT-3 模

型训练了 45
 

TB 的文本量,巨大的训练文本和模型参数

使模型在面对不同任务时,无需调整超参数就能获得出

色的表现。 近年来,基于 Transformer 已经在 NLP 领域大

放异彩。
Transformer 在 NLP 领域的成功得益于其可以将整

个文本并行训练,这是区别于循环神经网络( recurrent
 

neural
 

network,RNN) [15-16] 的,而这种处理信息的方式于

深度神经网络又有相似之处。 因此,研究人员考虑将

Transformer 引入机器视觉( computer
 

version,CV) 领域。
陈港等[17] 提出 Sequence

 

Transformer 在图像分类任务上

对比 Transformer 与 CNN 提取特征的能力,为在 CV 领域

应用纯 Transformer 结构打下基础。 Dosovitskiy 等[18] 最近

提出 ViT(visual
 

transformer)模型证明了纯 Transformer 可

以应用在机器视觉领域。 ViT 将图像差分成 16×16 的块

状序列,以此模拟句子的序列顺序,使模型更好地对图像

进行了特征提取。 一般 Transformer 模型有注意力机制、
多头注意力机制、位置编码和前向传播网络结构 4 个重

要的组件。
1)自注意力机制

计算自注意力机制( self-attention
 

mechanism,SA) 需

要先将输入向量转换成 3 个不同的向量,即查询向量 Q 、
键向量 K 和维度为 dq = dk = dv 的值向量 V 。 计算如式

(1)所示:

Attention(Q,K,V) = softmax
Q·KT

dK
( ) V (1)

该公式计算 Q和 K 相似度,结果经过 softmax 归一化

处理后当作权重进行赋值运算。 引入 SA 后会更容易捕

获全局中长距离的相互依赖的特征,而 CNN 或者 RNN
中只能计算短距离特征之间的关系,再通过若干次的缩

小距离实现全局信息获取。
2)多头注意力机制

多头注意力( multi-head
 

attention,MHA)分别计算图

像中像素点或像素集合的相关性,然后融合矩阵信息,通
过降低维度减少损耗。 融合过程通过拼接操作实现,将
分开计算的矩阵在通道维度叠加,达到统筹信息的目的。

3)位置编码

Transformer 中不用通过不断地卷积和池化压缩位置

信息,早在 NLP 中简单样本已经通过限定字数等方式为
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文本安排顺序。 对于图像信息,Transformer 也是直接或

者间接为像素或者切分好的像素集合编码。 位置编码

(position
 

embedding)的方式有 3 种:1)绝对位置编码,该
方法在 ViT 等论文中使用;2)用三角函数构造相对位置

编码;3)使用随机值初始化的位置向量,在 BERT 等模型

中使用。 最常用的是三角函数构建相对位置编码如式

(2)所示:

PE(pos,2i) = sin
pos

1
 

000 2i
dmodel

( )
PE(pos,2i + 1) = cos

pos

1
 

000 2i
dmodel

( )

ì

î

í

ï
ï
ïï

ï
ï
ïï

 

(2)

式中: pos 表示输入的位置, i 表示计算对象所在的维度,
dmodle 表示输入向量的维度。 x = pos 与编码函数相交 dmodle

个交点作为输入图像每个像素的位置信息。
4)前向传播网络

Transformer 模型的前馈运算均以模块的形式出现,
当任务复杂需要的信息量大时通过堆叠模块来获取更多

的信息。 因此该系列模型显的更灵活。 此外模块化的设

计使搭建模型时不仅可以在模型大小上做出响应调整,
更可以将其只当作编码器或者解码器为 CNN 或者 RNN
服务。
1. 2　 SRA 采样模块

　 　 ViT 在计算机视觉领域具有很好的泛化性,但难以

应用于密集预测的下游任务中。 此外,受限于显存占用

和模型的表示方法,ViT 在语义分割和目标追踪领域不

能满足工业现场要求。 出于上述考虑,PVT 模型通过

SRA 模块将 ViT 中的直通结构替换成金字塔结构。 一

来使特征图的分辨率不在依赖切分图像的大小,换而

言之,模型的运算效率与输入图像的质量相关;同时,
金字塔结构使每一层像素大大减少,从而可以灵活地

调整现存开销,降低了推理速度。 图 1 为实现下采样

的改进方案。

图 1　 MHA 与 SRA 对比图

Fig. 1　 MHA
 

vs.
 

SRA
 

comparison
 

chart

0SRA 计算如式(3)和(4)所示:

SRA(Q,K,V) = Concat(Attention1,…,Attentionn)·w
(3)

Concat 操作通过权重 w 将分开计算的特征矩阵进行

信息融合。
Attention(Q,K,V) =

softmax
(Q·wQ)·(SR(KT)·wk)

dk
( )·(SR(V)·wv)

  

(4)
式中: wv 和 wk 维度相同,与并行计算的分支数相关, wq

的维度与输入图像相同, SR(·) 为空间缩减操作,运算

如式(5)所示,该操作将输入图像分辨率从原本的 hw × 1

重新排列组合成
hw
R2

i

× R2
i 。

SR(X) = Norm(Reshape(x,R i))·ws (5)
式中: Ws 为 K 和 V 的调整矩阵,调整后的矩阵每个维度

上的信息分开运算,使计算复杂度和内存消耗降低到

MHA 的
1
R2

i

,因此该模块可以在有限的资源下处理更大

的特征图。
线性空间注意力

 

( spatial
 

reduction
 

attention,
 

SRA)
模块模块使 Transformer 模型可以作为下游密集预测的骨

干网络使用。 大量实验表明,该结构比设计良好的 CNN
骨干网络效果更好。 尽管 Transformer 可以作为替代

CNN 骨干网络的一个选择,但是专门针对 CNN 设计的一

些模块却不能用到 PVT 中,如 SE、SK、空洞卷积、NAS
等。 此外,经过多年发展,CNN 骨干网络也有很多优秀

的设计, 如 Res2Net 和 EfficientNet。 与 之 相 反, 基 于

Transformer 的模型在 CV 领域大放异彩还需要未来持续

不断的研究。

2　 模型改进
 

　 　 本文在“ U” 型拓扑结构基础上引入 Transformer,通
过改变采样方式以获取更全面的信息。 改进模型结合

U-Net[19-20] 和 Transformer,前者在特征金字塔的基础上进

行多尺度融合,后者可以在每次采样过程中引入全局视

野避免细节特征消失。
如图 2(a)为本实验所设计网络的结构图。 结构上

参照 U-Net 的骨干模块 VGG-16 进行 4 次下采样,每次下

采样倍数为 2。 为了在解码部分不同分辨率的特征图均

能进行多尺度融合,图像输入先通过卷积模块增加特征

图的维度,将特征信息投影到多维空间,再通过图 2( b)
SRA

 

block 进行下采样,减小模型计算量的同时特征提取

更全面。 从特征提取的方式上来看,主要由 Transformer
模块组成。 图像输入网络前先进行卷积操作,不仅可以

增加维度上的信息,也为解码器提供相同通道数的特征
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图。 相对于 DCNNs,本模型更好的把握全局信息。 此

外,考虑到分割对象为细长结构,不易进行大倍数的下采

样,相较于 PVT 模型中下采样(4,8,16,32),在本实验选

取的下采样率为(2,4,8,16)。

图 2　 模型总体框架图

Fig. 2　 General
 

framework
 

diagram
 

of
 

the
 

model

3　 实验与讨论
 

3. 1　 构建数据集

　 　 本文选择 tusimple[21] 数据集作为模型的训练材料,
经统计该数据集中包含 844 张弯道图片和 2

 

782 张直道

图片,2
 

736 张有遮挡图片和 890 张无遮挡图片,所有图

像中的车道线均含有磨损的情况。 tusimple 数据集提供

足够数量的困难样本,同时为使用者公开了标注数据集

的流程,方便研究人员更好地丰富数据集的多样性。 经

过对视频的抽帧得到样本如图 3 所示。
经过亮度变换和几何变换的数据增强操作后,共得

到了 14
 

504 张图像,其中训练样本 11
 

000,测试样本

3
 

504 张。
3. 2　 评估指标

　 　 在评价语义分割算法的效果时,通常会用相应的指

标来衡量。 这些指标与 TP ( true
 

positive )、 FP ( false
 

positive)、TN( true
 

negative) 和 FN( false
 

negative) 4 个统

计量相关。 TP 表示预测对象为实例并且结果为实例,FP
表示预测对象为背景并且结果为实例,TN 表示预测对象

为实例并且结果为背景,FN 表示预测对象为背景并且结

果为背景。 精度是评价图像分割网络最主要也是最流行

的技术指标,这些精度估算方法各种不同,但是主要可以

分为两类,分别是基于像素精度(pixel
 

accuracy,PA)和基

于交并比(intersection
 

over
 

union,IoU)。 当前最流行的语

义分割方法评估都是基于像素标记为基础完成的。 PA
表示预测类别正确的像素数占总像素数的比例,重点判

断标准为是否检测到了物体。 其计算如式(6)所示:

图 3　 Tusimple 数据集样本图

Fig. 3　 Sample
 

graph
 

of
 

Tusimple
 

dataset

PA = TP + TN
TP + TN + FP + FN

(6)
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IoU 即交并比,在语义分割中作为标准度量一直

被人使用。 交并比不仅仅在语义分割中使用,在目标

检测等方向也是常用的指标之一。 计算如式 ( 7 )
所示:

IoU = TP
TP + FP + FN

(7)

MACC( multiply-accumulate
 

operation ) 表示乘加运

算。 模型中矩阵运算居多,矩阵运算基本都是乘加。 因

此,统计 MACC 可以减少由硬件系统对模型推理速度

影响。
3. 3　 实验结果

　 　 实验针对采样深度和特征图通道两个与参数量相关

的配置上做了对比试验,分析参数量变化对不同采样方

式下模型性能的影响。
1)减少特征图通道对比实验

采样过程中通道数越多,对应尺寸的特征图的信息

量越大,提取特征的计算量越大,系统需要更多内存空间

存储更多的中间变量并进行信息交互,导致减缓模型推

理速度。 通过改变特征图的通道数,对比减半通道数量

前后模型推理的准确度和内存占用量,分析其对模型性

能的影响。

表 1　 通道数变化的模型性能表

Table
 

1　 Model
 

performance
 

table
 

for
channel

 

number
 

variation
IoU PA Acc / % Strg / MB Pars / M

原 U-Net 0. 57 0. 79 98. 1 124. 3 31. 04
改 U-Net 0. 54 0. 80 97. 8 111. 6 7. 77

原 U-Net-T 0. 58 0. 80 98. 5 101. 4 56. 08
改 U-Net-T 0. 54 0. 82 98. 5 89. 0 20. 03

　 　 表 1 中“原 U-Net” 表示 U-Net 原网络模型,“改 U-
Net”表示模型在采样时的通道数量上做了修改。 “原 U-
Net-T”表示引入 Transformer 结构改进的 U-Net 模型,“改

U-Net-T”表示模型改进后在采样通道数上做了修改。 对

比表格中的数据,可以得到如下结论:1)特征图通道数的

变化大大减少了参数量,且在针对具体任务时识别准确

率变化不大;2) 引入 Transformer 结构增加模型的参数

量,当特征图通道数变化时,预测准确度的变化幅度小于

CNN 模型;3) 对比权重文件可以发现,引入 Transformer
结构虽然增加了推理过程中的中间变量,但是减少了最

终存储的权重和偏置参数量。
2)采样深度变化模型性能对比

CNN 模型在提取特征时,采样深度严重影响模型拟

合效果。 一般来说,增加网络深度能使 CNN 模型获取更

抽象、更高层次且更全局的信息,而 Transformer 凭借自身

SA 机制给模型提供了浅层化采样的可能。

图 4　 U-Net 性能变化图

Fig. 4　 U-Net
 

performance
 

change
 

chart

从图 4 中可以发现:(1)采样深度减少,参数量的变

化趋势是先陡后缓,与内存响应时间的变化趋势刚好相

反。 由此可知内存被占用的越来越多会影响后续数据处

理的速度,进而减慢模型的响应;(2)采样率每减少 2 倍,
识别的准确率随之下降 10%左右,验证了 CNN 网络模型

需要通过下采样来获取更全面的信息,采样率不够意味

着模型难以拟合出好的预测结果。
基于 Transformer 模型在采样深度变化时各指标的变

化,从图 5 中可以发现:(1)从曲线变化的趋势可以看出,
引入 Transformer 后各项指标变化平缓,这得益于该结构

本身每次采样都对全局特征和局部特征有整体的把控。
但与 CNN 中相同的是采样深度增加,参数量会几何倍数

增加;(2)从 MACC 可以看出 Transformer 相对于 CNN 会

有更多的参数堆积在内存中,这样影响了硬件以最好的

状态运行,因此模型运行速度相对较慢;(3)模型改进后

即使采样深度不够,准确率不会剧烈下跌。 考虑到对于

对比的模型结合的是配置最小的 Transformer 结构,如果

在每个特征图尺寸叠加更多该结构,识别率会有更好的

表现。

图 5　 改进模型性能变化图

Fig. 5　 Improved
 

model
 

performance
 

change
 

graph
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3)图像测试结果对比

第 1 列为待分割原图,第 2 列为 U-Net 分割结果图,
第 3 列为模型改进后的分割结果图。 从图 6( a)中可以

看出,当路面因为磨损导致车道线模糊时,U-Net 模型的

分割结果断断续续,图像边缘处分割的精准度会低于改

进后的模型效果。 纵向比较 U-Net 的分割结果,分割的

不完整情况会随机出现在各个车道线上,鲁棒性不高。
模型改进后预测结果更加平滑,只有当车道线被严重磨

损时,结果才会出现断裂现象。
在图 6(b)含弯道的困难样本测试中,改进前后模型

的分割准确度相差不大。 当弯道处于图像边缘时,U-Net
模型的分割效果比较差。 模型改进后,Transformer 结构

可以对上下文信息进行预测,边缘信息得以延申,体现出

了 Transformer 从周边信息预测目标区域的优势。
从图 6(c)中可以看出,含遮挡的样本分为两类,一

种是前方行驶的汽车压在车道线上,另一种为桥和车等

阴影遮住车道线。 U-Net 对以上情况均难以保证好的分

割准确率,尤其是有桥的阴影遮挡时,分割的结果会出现

更多的漏检或断裂。 相对而言,改进后的模型能很好地

改善两种情况。 当车道线被遮挡的长度比较短时,被遮

挡部分的信息可以通过前后文信息进行预测,补足信息

使预测结果更连贯;当被遮挡长度比较长时仍需要更多

的信息进行预测,造成车道线断裂。 因此,Transformer 弥

补了 CNN 模型过度依赖标签的缺点,体现了该结构能更

好地把握全局信息。

4　 结　 论

　 　 车道线分割是高级驾驶员辅助系统的重要组成部

分,分割结果直接影响车道保持和车辆启动等任务。 分

割算法应该有很好的鲁棒性,在实践中,该模型应该能够

在不同的道路条件下准确地进行识别。 一个好的模型还

应该克服车道标记本身的模糊和弯曲等情况。 此外,模
型结构化等要求也是易于部署的先决条件。 本文通过引

入 Transformer,验证了该结构在采样过程中能更好地融

合局部信息和全局信息,并在保证了识别准确性的基础

上通过减少参数数量减少了模型文件的内存占用。
未来,网络在非理想条件下的分割效果将进一步优

化,同时需要从克服 Transformer 中自注意力机制计算的

复杂度大的问题,朝着实际应用的方向发展。
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