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基于 QPSO-DBN 集成学习的城轨列车定位研究∗
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摘　 要:高精度的定位是实现列车自动驾驶的重要前提。 针对现有机器学习用于列车定位时,存在特征选取理论依据不足、难
以确定恰当的模型结构,从而导致列车定位数据不稳定、不精确等问题,提出了一种基于集成深度置信网络( deep

 

belief
 

network,DBN)的城轨列车定位新方法。 该方法首先对原始数据集进行预处理,其次利用皮尔逊系数对特征进行筛选,然后基于

Stacking 集成模型,利用量子粒子群算法(quantum
 

particle
 

swarm
 

optimization,QPSO)优化集成模型中 DBN 基学习器的结构。 将

所提出的 QPSO-DBN 集成模型与经典机器学习方法、传统算法优化的集成模型相比,进一步提高了列车的定位精度。 最后,通
过仿真实验验证了所提出模型的优越性。
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Abstract:Highly
 

accurate
 

positioning
 

is
 

an
 

important
 

prerequisite
 

for
 

automatic
 

train
 

driving.
 

In
 

terms
 

of
 

the
 

problems
 

that
 

the
 

existing
 

machine
 

learning
 

is
 

used
 

for
 

train
 

positioning,
 

such
 

as
 

the
 

insufficient
 

theoretical
 

basis
 

for
 

feature
 

selection
 

and
 

difficulty
 

in
 

determining
 

the
 

proper
 

structure
 

of
 

model,
 

which
 

lead
 

to
 

the
 

unstable
 

and
 

inaccurate
 

data
 

about
 

train
 

positioning. A
 

new
 

positioning
 

method
 

about
 

urban
 

rail
 

train
 

is
 

proposed
 

based
 

on
 

an
 

ensemble
 

deep
 

belief
 

network
 

( DBN).
 

This
 

method
 

firstly
 

preprocesses
 

the
 

original
 

dataset,
 

then
 

uses
 

the
 

Pearson
 

coefficient
 

to
 

filter
 

the
 

features,
 

finally
 

utilizes
 

the
 

quantum
 

particle
 

swarm
 

algorithm
 

( QPSO)
 

to
 

optimize
 

the
 

structure
 

of
 

the
 

DBN-based
 

learner.
 

Comparing
 

the
 

proposed
 

QPSO-DBN
 

model
 

with
 

the
 

ensemble
 

model
 

about
 

the
 

classical
 

machine
 

learning
 

methods
 

and
 

the
 

traditional
 

optimized
 

algorithms,
 

respectively,
 

the
 

positioning
 

accuracy
 

of
 

the
 

train
 

is
 

further
 

improved.
 

Finally,
 

the
 

superiority
 

of
 

the
 

proposed
 

model
 

is
 

verified
 

by
 

simulation
 

experiments.
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0　 引　 言

　 　 随着国内城轨交通里程和速度的不断提升,城轨列

车运行的准确性、安全性面临着更大的挑战[1] ,而列车定

位的精度与其息息相关[2] 。 因此,进一步提高列车定位

精度,对列车安全保障及运营效率的改善都具有重要

意义。

城轨列车通常依赖车载、轨旁装置组合实现定位[3] ,
此类方法存在建设成本、维护难度较大等问题。 针对上

述问题,学者们将机器学习技术引入到列车定位中。 文

献[4] 采用传统机器学习算法, 分别以支持向量机

(support
 

vector
 

machine, SVM)、 最小二乘支持向量机

(least
 

square
 

SVM)作为列车位置计算模型。 文献[5]采

用浅层神经网络, 分别建立了基于反向传播 ( back
 

propagation,BP)神经网络的列车定位方法、基于径向基
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函数(radial
 

basis
 

function,RBF)的列车定位方法和基于

自适应网络模糊推理系统( adaptive
 

network-based
 

fuzzy
 

inference
 

system,ANFIS) 的列车定位方法。 上述研究主

要使用浅层机器学习算法,其数据挖掘能力有限,泛化能

力不足,并且输入特征不够丰富,限制了模型的特征表达

能力。
相对于浅层机器学习模型,深度学习模型具有更强

的特征提取、数据挖掘能力[6] 。 但目前将深度学习应用

至列车定位领域的研究较少。 文献[7]提出一种基于深

度神经网络( deep
 

neural
 

networks,DNN) 的列车定位方

法。 但该方法仅实现列车区间定位,定位精度提升有限。
在深度学习的实际应用中,模型结构、初始权值等参

数往往难以靠人工经验确定[8] 。 因此,模型参数的自动

化设置逐渐成为研究热点。 文献[ 9] 采用粒子群优化

(particle
 

swarm
 

optimization,PSO)算法优化 LSTM 的初始

权值。 文献[10] 采用 GA 算法优化 LSTM 的隐层数、训
练次数等超参数。 文献[11]首先凭经验确定 DBN 模型

的隐藏层数,接着使用 PSO 算法对隐藏层神经元数及学

习率进行寻优。 上述研究主要是使用一些经典的启发式

算法,没有尝试进一步改进的算法,并且没有考虑将隐层

数和隐层单元数两者同时优化。
相比单一深度模型,集成模型往往具有更优异的性

能表现[12] ,这是由于单一模型泛化能力有限,易于过拟

合训练数据等问题,可通过集成算法对多个学习器进行

集成得到一个强学习器,提升其泛化性能,降低过拟合的

不良影响[13] 。 Stacking 算法是一种集成算法,可通过集

成多个深度模型提升其性能表现[14] 。 大多数集成学习

使用同一种基学习器算法产生同质的基学习器,即相同

种类的学习器。
基于上述研究,提出了一种基于 Stacking 算法集成

不同 DBN 的列车定位方法,并结合计算智能并行优化模

型隐层数及隐层神经元数。 仿真结果表明,所提方法满

足列车定位的精度要求,精度能达到了厘米级。

1　 智能计算优化的集成 DBN 模型

1. 1　 DBN 模型

　 　 DBN 是一种概率生成模型,通过在输入数据与标签

数据之间构建联合分布,实现对标签数据与输入数据之

间的双向评估。 其可见单元 v 与隐层单元 h 之间的联合

概率分布密度函数为:

E(v,h | θ) = - ∑
n

i = 1
a ivi - ∑

m

j = 1
b jh j - ∑

n

i = 1
∑

m

j = 1
viw ijh j

(1)
式中: θ = {w = (w ij) n×m,a = (a i) 1×n,b = (b j) 1×m} 表示

RBM 的各类参数; vi 和 a i 分别为第 i 个可见单元的状态

及偏置; h j 和 b j 分别为第 j 个隐藏单元的状态和偏置;
w ij 为第 i个可见层单元与第 j个隐层单元间的连接权重;
n 和 m 分别为可见层神经元及隐层神经元的数目。

DBN 的结构和训练过程如图
 

1 所示,DBN 由受限玻

尔兹曼机( RBM) 及 BP 神经网络堆叠而成,其训练过

程[15] 可分为无监督预训练和有监督微调两阶段。 预训

练阶段使用无监督贪心算法对 RBM 进行逐层训练;微调

阶段采用有监督学习方法调整 DBN 的相关参数。

图 1　 DBN 模型结构

Fig. 1　 Structure
 

of
 

DBN
 

model

RBM 是一种由一个可视层和一个隐藏层构成的能

量模型,两层之间神经元以全连接方式的方式进行双向

连接,但同层神经元间是相互独立的。 在 RBM 中,隐藏

层神经元 h j 的激活概率为:

P(h j = 1 | v,θ) = σ b j + ∑
i
w ijvi( ) (2)

式中: σ 为激活函数,常用的激活函数有 sigmoid 函数、
softmax 函数及 tanh 函数等。

由于 RBM 采用双向连接,因此可视层神经元也能被

隐藏层神经元激活,其激活概率为:

P(vi = 1 | h,θ) = σ a i + ∑
j
w ijh j( ) (3)

1. 2　 Stacking 算法

　 　 Stacking 算法的思想[16] 是:首先将训练集等分为若

干子训练集,分别训练第 1 层的基学习器,基学习器输出

各自的预测结果。 然后,将第 1 层的输出结果作为第 2
层元学习器的输入,对其进行训练。 最后由第 2 层元学

习器输出最终结果。 Stacking 算法通过集成多个模型的

长处,取长补短,提升模型的泛化能力,以获得整体精度

的提升,如图 2 所示。
Stacking 算法的具体训练方式[17] 为:假定原始数据

集为 S = {(yn,xn),n = 1,…,N} ,其中 xn 为第 n 个样本

的特征向量, yn 为第 n 个样本对应的预测值。 随机将数

据集 S 划分为 K 个大小基本相等的子集,使 M 个基学习
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图 2　 Stacking 集成方式

Fig. 2　 Ensemble
 

method
 

of
 

Stacking

器对数据集 S 进行 k 折交叉验证。 对于测试集中的每个

样本 x i ,基学习器都有一个对应的预测结果 zMi ,将每个

基学习器的 k 次预测结果进行合并,即可得到新的数据

集 Snew = {(y i,z1i,…,zMi,),i = 1,…,N},元学习器以 Snew

作为训练集,学习新构成的数据特征,输出最终预测

结果。
1. 3　 量子粒子群算法

　 　 相对于经典粒子群算法( PSO),量子粒子群算法

(QPSO)中粒子的状态仅需位置向量即可描述[18] 。 其位

置变化公式通过蒙特卡洛法随机模拟的方式[19] 得到:
p = (φ1p i + φ2pg) / (φ1 + φ2) (4)

mbest = 1
N ∑

N

i = 1
p i =

1
N ∑

N

i = 1
p i1, 1

N ∑
N

i = 1
p i2,…, 1

N ∑
N

i = 1
p id( ) (5)

x( t + 1) = p ± β | mbest - x( t) | ln(1 / u) (6)
式中: φ1、φ2、u 为[0,1]之间的随机数,N 为整个粒子群

的种群大小,t 为算法迭代次数, p i
 为个体最优位置, pg

为全局最优位置, mbest 为所有粒子最优位置的均值, β 为

收缩扩张系数。
1. 4　 计算智能优化集成 DBN 总体框架

　 　 计算智能优化集成 DBN 总体框架如图 3 所示。
该框架分为 4 个部分,分别为数据的获取与处理,

Stacking 集成 DBN 模型、模型结构与权值优化及列车定

位。 数据的获取与处理部分以离线的方式从列车监控、
测速装置等设备获取列车的速度、位置及线路数据。 其

次对数据进行预处理,即数据清洗及归一化并提取特征。
接着使用皮尔逊系数对特征进行去冗余处理,筛选出合

适的输入特征。 最后,将数据划分为训练集和测试集,分
别用于模型的训练和测试。

其次,Stacking 集成 DBN 模型部分基于 Stacking 算

法集成 2 个 DBN 网络。 首先利用交叉验证法,将原始训

练集划分为 2 个数据集,对第 1 级的每个 DBN 模型,用
其中一个数据集作为训练集,另一个数据集作为验证集。
第 1 级中每个模型都能输出一个预测结果,将这 2 个预

测结果合并为一个新的数据集,用来训练第 2 级的全连

接层,最终得到基于 Stacking 算法的集成 DBN 模型。
其次,模型结构与权值优化部分基于 QPSO 算法并

行地对 2 个 DBN 模型的隐层数与隐层神经元数进行寻

优,同时利用预训练优化模型初始权值,实现结构与初始

权值并行优化。 结合图 3,具体实现步骤如下:
步骤 1)初始化粒子群位置,每个粒子包含集成模型

的隐层数及每一隐层神经元个数,代表一种模型结构;
步骤 2)计算粒子群平均最优位置;
步骤 3)计算每个粒子的适应度。 即通过粒子携带

的信息得到模型的隐层数和隐层神经元数,结合无监督

预训练对模型进行训练,最后根据设置的适应度函数输

出对应的适应度值;
步骤 4)计算粒子群当前全局最优位置;
步骤 5)对目前保存的全局最优位置进行更新;
步骤 6)更新粒子群中每个粒子的位置;
步骤 7)判断是否满足终止条件,即迭代次数达 100

次,若是则输出最优粒子,否则转步骤 2);
最后,列车定位部分将上述测试集数据输入到优化

的模型中实现预测。 在实际应用中,可通过相关设备在

线获取数据,从而实时生成列车的位置信息。

2　 实验及分析

2. 1　 参数设置

　 　 1)
 

线路参数和列车参数

选取重庆轨道 3 号线郑家院子至唐家院子线路运营

数据进行实验,参数如表 1 所示。 所用数据集含列车在

站间运营 1
 

440 次共 647
 

590 个采样点数据,其中训练集

与测试集的比例为 7 ∶ 3。

表 1　 线路参数表

Table
 

1　 Parameters
 

of
 

the
 

line
参数名称 参数值

线路长度 / m 1
 

056. 83
车站长度 / m 120

车站限速 / (km·h-1 ) 50
线路限速 / (

 

km·h-1 ) 75
0 ~ 400

 

m 坡度 / ‰ -3
400 ~ 641

 

m 坡度 / ‰ 47. 83
641 ~ 971

 

m 坡度 / ‰ -32. 439
971 ~ 1

 

056. 83
 

m 坡度 / ‰ 0
列车编组 / 节 6
列车重量 / t 162
列车长度 / m 120

区间运行时间 / s 85 ~ 95
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图 3　 计算智能优化集成 DBN 总体框架

Fig. 3　 Overall
 

framework
 

of
 

ensemble
 

DBN
 

optimized
 

by
 

computational
 

intelligence

　 　 2)
 

算法参数设置

参考文献[20]中的相关参数经验设置,在 QPSO 优

化集成 DBN 结构算法中,集成 DBN 隐层数搜索范围设

置为[1,4],隐层神经元数搜索范围设置为[8,128],迭
代次数为 100。 种群中设置 10 个粒子。 收缩扩张系数 β
设置为 0. 5。 QPSO 算法的适应度函数为 MSE 指标,具
体公式如式(10)所示。

3)
 

算法运行环境

以 Pytorch 作为运行环境,采用 Python3. 6 编写。

2. 2　 模型评价指标

　 　 如下 4 个指标用于评价集成 DBN 模型的性能。
1)

 

站间平均累 计 误 差 ( mean
 

accumulative
 

error
 

between
 

adjacent
 

states,MAEAS)

MAEAS = 1
m∑

n

i = 1
y i - y′i (7)

2)
 

平均误差(mean
 

error,ME)

ME = 1
n ∑

n

i = 1
y i - y′i (8)

3)
 

平均绝对误差(mean
 

absolute
 

error,MAE)

MAE = 1
n ∑

n

i = 1
| y i - y′i | (9)

4)
 

均方误差(mean
 

square
 

error,MSE)

MSE = 1
n ∑

n

i = 1
(y i - y′i)

2 (10)

其中, y i 与 y′i 分别为真实值及模型预测值,n 为采样

点个数,m 为测试集中列车在两站间的运营次数。 上述

指标均用于列车定位精准度的评价,其值越小,模型定位
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越精准。
2. 3　 输入特征的选择

　 　 现有文献[2-3]输入特征仅涉及列车的速度信息,缺
乏对列车动态特征及线路特征的综合考虑。 因此,为丰

富模型输入特征,提高定位精度,从原始数据集中提取多

种特征。 如表 2 所示。

表 2　 特征定义

Table
 

2　 Definition
 

of
 

features
特征类别 特征详解

列车运行动态特征

(F1)
 

前一采样点速度

(F2)
 

当前采样点速度

(F3)
 

前一采样点平均速度

(F4)
 

当前档位信息

(F5)
 

列车行驶时间

线路特征

(F6)
 

前一采样点位置平均坡度

(F7)
 

前一采样点位置坡度平均速度

(F8)
 

前一采样点位置坡度

(F9)
 

前一采样点位置坡度剩余长度

为避免特征冗余,利用皮尔逊相关系数对所构建的

9 个特征进行相关性分析,以对特征进行去冗余处理。
皮尔逊相关系数计算公式如下:

P ij =
∑

w

k = 0
f (k)
i -f

-

i( ) f (k)
i -f

-

j( )

∑
w

k = 0
f (k)
i -f

-

i( ) 2 ∑
w

k = 0
f (k)
i -f

-

j( ) 2

(11)

式中:f i 和 f j 分别表示第 i 个和第 j 个特征; f
-

i 和 f
-

j 分别

表示第 i 个和第 j 个特征的平均值;k 表示第 k 个样本;
P ij 为特征 i 和特征 j 之间的皮尔逊相关系数。 P ij 值范围

为[ - 1, 1 ] , 一般 | P ij | > 0. 5 认为两者线性相关,
P ij = 0 则表示完全不相关, P ij > 0 表示正相关、 P ij <
0 负相关。

图 4 为 9 个输入特征之间的皮尔逊相关性热力图,
Y 表示输出特征,为列车在两采样点间的走行距离。 图

中颜色越深代表两个特征之间的相关性越强,强相关的

特征属于冗余特征,会增加模型的训练和预测时间,且提

高模型过拟合的概率。 由图 4 可知, | P ij | > 0. 95 的特

征组为
 

(F1,F2) ,属强相关特征,去除特征 F1 以降低特

征之间相似性。 更进一步地,所有特征中, F3、F9 与输出

特征 Y 的相关性过低,因此去掉选择特征 F3、F9。 最终

保留的特征为 (F2,F4,F5,F6,F7,F8)。
将输入特征分为两种情况,一是将 9 个特征作为输

入特征,二是将去冗余后的 6 个特征作为输入特征。 使

用 DBN 模型对两种情况进行实验,将模型分别命名为

DBNa 、DBNb。 各评价指标结果如表 3 所示。

图 4　 特征相关性热力图

Fig. 4　 Correlation
 

thermal
 

maps
 

between
 

features

表 3　 DBN 不同特征评价指标结果

Table
 

3　 Result
 

of
 

DBN
 

with
 

different
 

features
模型 MAEAS / m ME / m MAE / m MSE / m
DBNa 0. 717

 

82 0. 004
 

06 0. 113
 

96 0. 076
 

51
DBNb -0. 620

 

97 -0. 003
 

45 0. 097
 

39 0. 066
 

29

　 　 由表 3 可看出,去冗余的 DBNb 的各项指标优于未

去冗余的 DBNa ,其中 DBNb 的 MAEAS、ME、MAE、MSE 指

标绝对值分别比 DBNa 下降了 0. 096 85、 0. 000 61、
0. 016 57、0. 010 22,表明 DBNb 比 DBNa 具有更小站间累

计误差的同时,在每一采样点具有更高定位精度,并且稳

定性更强。 主要原因是经过去冗余处理后,模型的输入

特征更合理,降低了模型在学习过程往某些冗余特征发

生偏移的可能性,从而提高了模型的性能。 且在实际训

练中,DBNb 的训练时长较 DBNa 短,训练效率得到提高。
因此,在下文的算例分析中,均使用去冗余特征作为所有

模型输入。
2. 4　 集成 DBN 模型结构的确定与性能分析

　 　 本节通过实验确定集成 DBN 模型结构及初始权值,
在此基础上采用不同算法并行优化模型的隐层数与隐层

神经元数,以验证所提模型的优越性。
1)

 

集成 DBN 模型结构优化

图 5 为 QPSO 优化时,集成 DBN 模型隐层变化图,
由图 5(a)与(b)可看出,DBN1、DBN2 的隐藏层数在 1 ~ 4
层间波动,最终在 23 代趋于稳定,隐藏层数分别稳定在 2
和 3 层。 其原因为,过多的隐层致使模型的学习能力过

强,导致“过拟合” 现象;而过少的隐藏层致使模型缺乏

充分的信息处理能力。
最终得到的集成 DBN 结构如表 4 所示,其中 DBN1

和 DBN2 的输入层和输出层神经单元数都为 6、1,DBN1

的隐层神经元数分别为 49、48,DBN2 的隐层神经元数分

别为 48、48、49。
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图 5　 集成 DBN 模型隐层变化

Fig. 5　 Hidden
 

layer
 

change
 

of
 

ensemble
 

DBN

表 4　 DBN 基学习器模型结构

Table
 

4　 Structure
 

of
 

DBN-based
 

learners

基学习器 DBN 结构
DBN1 [6,49,48,1]
DBN2 [6,48,48,49,1]

　 　 2)
 

QPSO-DBN 集成模型优越性验证

针对前言所述问题,在前述集成 DBN 模型的基础

上,使用 QPSO 算法优化其结构,同时利用预训练并行优

化初始权值。 在 QPSO 算法中,粒子变化的随机性强,具
有良好的全局搜索能力,不易陷入局部最优,且粒子更新

公式简单,收敛速度较快。
图 6 为 QPSO、PSO、GA 算法优化集成 DBN 模型过

程中适应度函数的变化情况。 适应度函数为评价指标

MSE。 由图 6 可见,GA 与 PSO 算法相比,GA 算法达到

最优解所需迭代次数要大于 PSO,但搜索到的最优解要

比 PSO 更优,其原因为 GA 由于基因变异等操作,使每一

个基因具有更强的随机性,相比 PSO 算法具有更好的全

局搜索能力,但由于其遗传操作较为复杂,而 PSO 算法

原理更加简单,参数少,执行的操作简单,因而 GA 的收

敛时间要长于 PSO,但 PSO 容易早熟,陷入局部最优,不
适用高维复杂问题。 而 QPSO 算法不仅继承了 PSO 算法

操作简单,收敛时间短的优点,更进一步提升了算法的全

局寻优能力,具有更强跳出局部最优的能力。 由图 6 可

见,QPSO 寻到的最优解要优于 GA。

图 6　 模型适应度变化曲线

Fig. 6　 Change
 

curve
 

of
 

model
 

fitness

为更好验证所提算法在时间复杂度和空间复杂度方

面的优越性,现将 QPSO 算法与 PSO、GA 算法优化集成

DBN 模型的时间复杂度和空间复杂度进行对比分析,结
果如图 7 所示。 由图 7 可知,随着种群规模的增大,3 种

算法的时间复杂度和空间复杂度都逐渐增长。 其中

QPSO 算法的时间复杂度要明显优于其他两种算法,最
优处(种群规模= 10)QPSO 算法的时间复杂度比 PSO 算

法和 GA 算法分别缩减了 14. 60%和 38. 50%。 但 QPSO
算法的空间复杂度要比 PSO 算法差,比 PSO 算法增加

3. 08%,优于 GA 算法,缩减了 13. 11%。 可能的原因是

QPSO 算法的状态更新步骤更少,但状态更新公式比 PSO
算法更复杂。 虽然 QPSO 算法与 PSO 算法在时间复杂度

和空间复杂度方面各有优劣,但从图 7 可看出,使用

QPSO 优化集成 DBN 能寻到更优的结果。

图 7　 优化时间和内存占用对比分析

Fig. 7　 Optimization
 

time
 

and
 

memory
 

usage
 

comparison
 

analysis

基于上述分析可得到用于列车定位的 QPSO-DBN 集

成模型。 为验证该模型优越性,分别与浅层神经网络、传
统机器学习算法以及 PSO、GA 优化的集成 DBN 模型进

行对比分析,其结果如表 5 所示。
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表 5　 不同模型评价指标结果

Table
 

5　 Results
 

of
 

different
 

model
 

evaluation
 

indicators

模型 MAEAS / m ME / m MAE / m MSE / m
SVR 5. 149

 

92 0. 028
 

76 0. 151
 

13 0. 095
 

65
BP -5. 739

 

02 -0. 031
 

75 0. 162
 

64 0. 104
 

88
MLP 5. 634

 

13 0. 031
 

14 0. 177
 

33 0. 101
 

09
DBN 0. 209

 

11 0. 001
 

21 0. 105
 

48 0. 069
 

55
集成 DBN -0. 849

 

45 -0. 004
 

73 0. 022
 

81 0. 016
 

87
PSO-DBN -0. 166

 

25 -0. 000
 

93 0. 022
 

27 0. 010
 

27
GA-DBN -0. 026

 

62 -0. 000
 

06 0. 025
 

55 0. 010
 

49
QPSO-DBN -0. 339

 

24 -0. 001
 

82 0. 019
 

39 0. 009
 

88

　 　 由表 5 可看出,BP 与 MLP 的各项指标都较差,其原

因为浅层神经网络缺乏足够的数据挖掘及计算能力,导
致定位精度不佳;而传统机器学习算法 SVR 由于指向性

更强,其各项指标要优于 BP 与 MLP。 且 DBN 各项指标

优于 SVR、BP、MLP,这是因为深度学习模型相对于浅层

机器学习算法而言,具有更强的特征提取、信息处理

能力。
其次,集成 DBN、PSO-DBN、GA-DBN 模型各项指标

值明显优于 DBN。 这是因为单 DBN 模型具有偶然性、随
机性,容易发生过拟合现象,导致泛化性能不强。 而集成

DBN 模型可将不同结构的子模型集成,取长补短,获得

更强的泛化性能。
特别地,表 5 所有模型中,QPSO-DBN 模型的 MSE、

MAE 指标最优,而 MAEAS、ME 指标却较 GA-DBN、PSO-
DBN 模型差,其原因为 QPSO-DBN 采样点误差正负波动

更小,计算 MAEAS 时抵消量较少,致使 MAEAS、ME 指标

较差,而 MSE、MAE 指标较优。 列车控制系统要求稳定

可靠的定位信息,因此体现数据稳定性的
 

MSE 指标,和
体现每一采样点误差大小的 MAE 指标更为关键。 就

MSE、MAE 指标而言, QPSO-DBN 比 DBN 分别降低了

0. 059 67、0. 086 09,相比性能优良的 PSO-DBN、GA-DBN,
MSE 指标分别降低了 0. 000 39、0. 000 61,MAE 指标分别

降低了 0. 002 88、0. 006 16。 并且所提模型的 MAEAS 指

标降至 33. 9 cm,达到了厘米级定位。 上述实验充分验证

了所提模型的优越性,进一步提高了列车的定位精度及

稳定性。

3　 结　 论

　 　 本文有机融合了计算智能和集成深度学习方法,实
现了精准、可靠的列车定位。 经仿真实验分析与验证得

到如下结论:
1)通过皮尔逊相关性热力图分析,筛选出集成 DBN

模型的输入特征,去除冗余特征,提高了模型训练效率,
为实现高精度的列车定位奠定良好基础。

2)基于 Stacking 算法集成两种不同结构的 DBN 模

型,降低了仅使用单一 DBN 模型所存在的偶然性、随机

性,进一步提高了列车的定位精度。 集成 DBN 模型与单

DBN 模型相比,具有明显的优越性。
3)采用计算智能与集成深度学习结合方式,优化集

成 DBN 模型结构。 所提出的 QPSO-DBN 模型与经典机

器学习方法、传统算法优化的集成模型相比,具有更高的

定位精度和稳定性。
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