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基于 MSK-SVM 的滚动轴承故障诊断方法
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摘　 要:针对非线性支持向量机分类准确率受核函数影响的问题,提出一种多尺度核支持向量机( multi-scale
 

kernel
 

support
 

vector
 

machine,MSK-SVM)分类模型,并将该模型应用于滚动轴承故障诊断。 该模型在常用的多项式核、高斯核和 Sigmoid 核函

数基础上,引入了 Morlet、Marr 和 DOG 小波核函数。 利用不同核函数的全局性和局部性以及核函数尺度参数不同作用范围不

同的特点,组合具有不同特性及不同尺度参数的核函数作为多尺度核。 基于梯度下降法,自适应地确定多尺度核函数权值,得
到 MSK-SVM 滚动轴承故障诊断模型。 为说明算法有效性,分别基于滚动轴承故障数据集和全寿命周期数据集进行了实验验

证,并分析了基于不同特性 MSK 和相同特性 MSK 的 SVM 模型分类性能。 结果表明本文所提模型较传统单个核函数 SVM 分类

准确率更高,且具有良好的泛化能力。
关键词:

 

多尺度核;支持向量机;故障诊断;滚动轴承

中图分类号:
 

TN911. 7;TH165. 3　 　 　 文献标识码:
 

A　 　 国家标准学科分类代码:
 

460. 4099

Rolling
 

bearing
 

fault
 

diagnosis
 

method
 

based
 

on
 

MSK-SVM

Jiao
  

Jing　 Yue
  

Jianhai　 Pei
  

Di
(School

 

of
 

Mechanical,
 

Electronic
 

and
 

Control
 

Engineering,
 

Beijing
 

Jiaotong
 

University,
 

Beijng
 

100044,
 

China)

Abstract:Aiming
 

at
 

the
 

problem
 

that
 

the
 

classification
 

accuracy
 

of
 

nonlinear
 

support
 

vector
 

machine
 

is
 

susceptible
 

to
 

kernel
 

function,
 

a
 

multi-scale
 

kernel
 

support
 

vector
 

machine
 

(MSK-SVM)
 

classification
 

model
 

is
 

proposed
 

and
 

applied
 

to
 

rolling
 

bearing
 

fault
 

diagnosis.
 

In
 

this
 

model,
 

Morlet,
 

Marr
 

and
 

DOG
 

wavelet
 

kernel
 

functions
 

are
 

introduced
 

on
 

the
 

basis
 

of
 

Polynomial,
 

Gaussian
 

and
 

Sigmoid
 

kernels.
 

Using
 

the
 

global
 

and
 

local
 

characteristics
 

of
 

various
 

kernel
 

functions,
 

as
 

well
 

as
 

the
 

characteristics
 

that
 

kernel
 

functions
 

with
 

different
 

scale
 

parameters
 

have
 

distinct
 

influence
 

range,
 

kernel
 

functions
 

with
 

different
 

characteristics
 

and
 

scale
 

parameters
 

are
 

combined
 

as
 

multi-
scale

 

kernel.
 

Based
 

on
 

the
 

gradient
 

descent
 

method,
 

the
 

weights
 

of
 

multi-scale
 

kernel
 

function
 

are
 

adaptively
 

determined,
 

and
 

the
 

MSK-SVM
 

rolling
 

bearing
 

fault
 

diagnosis
 

models
 

are
 

obtained.
 

In
 

order
 

to
 

illustrate
 

the
 

effectiveness
 

of
 

the
 

algorithm,
 

the
 

rolling
 

bearing
 

fault
 

data
 

set
 

and
 

life
 

cycle
 

data
 

set
 

are
 

selected
 

for
 

experimental
 

verification,
 

respectively.
 

The
 

classification
 

performance
 

of
 

MSK-
SVM

 

models
 

based
 

on
 

different
 

characteristic
 

kernel
 

functions
 

and
 

the
 

same
 

characteristic
 

kernel
 

function
 

are
 

analyzed.
 

The
 

results
 

show
 

that
 

the
 

proposed
 

algorithm
 

can
 

achieve
 

higher
 

classification
 

accuracy
 

and
 

better
 

generalization
 

ability
 

than
 

the
 

traditional
 

single
 

kernel
 

SVM.
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0　 引　 言

　 　 滚动轴承故障诊断在机械设备中具有十分重要的作

用,是旋转机械中非常重要的零件。 滚动轴承被称为“工

业的关节”,在航空航天、冶金、电力、机械、铁路等领域广

泛应用,其健康状态直接影响机械设备的安全性能[1-2] 。
近年来,随着统计学习和计算机科学的发展,滚动轴承故

障诊断算法得到了快速发展。
故障诊断实质上就是一个故障模式识别的过程,而

故障模式识别的关键是设计或选择合适的分类器,即模

式识别方法。 轴承故障诊断模型一般采样监督学习,包
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括支持向量机( support
 

vector
 

machine,SVM)、人工神经

网络 ( artificial
 

neural
 

network, ANN)、 k 近邻 ( k-nearest
 

neighbor,k-NN)、决策树( decision
 

tree,DT) 与随机森林

(random
 

forest,RF)等算法。 上述算法中,SVM 在轴承故

障诊断中得到了广泛应用。 然而,支持向量机的分类性

能受核函数的影响很大。 大量学者针对核函数参数的优

化问题开展了相关研究[3-4] 。 但这些研究仅采用了径向

基核函数这一种,在一定程度上影响力 SVM 的分类性

能。 为 解 决 这 个 问 题, 部 分 学 者 提 出 了 多 核 学 习

(multiple
 

kernel
 

learning,MKL)方法[5-8] 。 MKL 采用多个

多种核函数,对核函数的参数和权值进行自适应优化。
许多学者将 MKL 应用于 SVM 模型中的核函数,并取得

了很好的效果。
目前基于多核学习和 SVM 结合的模型在机械设备

诊断、图像识别等多个领域得到了应用。 Jiao 等[9] 基于

MKL-SVM 提出一种同轴振动信号融合的滚动轴承故障

诊断算法。 吕忠亮[10] 基于不同权重因子的全局核函数

和局部核函数构造多核函数,并利用免疫遗传算法优化

核函数和 SVM 参数,构建了轴承故障分类模型。 杜伟

等[11] 提出一种基于改进果蝇优化算法优化多核 SVM 的

液压泵故障诊断方法。 曹惠玲等[12] 和刘向波等[13] 将

MKL 和 SVM 结合,分别应用于发动机和柴油机故障诊

断。 颜学龙等[14] 和杨晓朋等[15] 则分别提出了改进的

MKL-SVM 模型,应用于模拟电路故障诊断。 Xu 等[16] 建

立了多核支持向量机模型,并基于神经网络的群方法

( group
 

method
 

of
 

data
 

handling
 

neural
 

network,GMDH-NN)
优化了模型参数,应用于图像分类。 高巍等[17] 将马氏距

离高斯核纳入到多核学习框架中,得到一个马氏距离多

核支持向量机模型,并应用于高光谱图像分类。
上述研究结果均表明多核函数模型分类精度高于单

核模型,但这些研究均基于多项式核和高斯核这两种核

函数的线性组合,核函数种类较为单一。
本文针对上述问题,提出一种基于多尺度核支持向

量 机 ( multi-scale
 

kernel
 

support
 

vector
 

machine, MSK-
SVM)的滚动轴承故障分类模型。 首先,以同轴上的两个

轴承为研究对象,基于轴承的振动信号,利用集合经验模

态分解(ensemble
 

emprical
 

mode
 

decomposition,EEMD)对

其进行自适应分解并通过自相关函数降噪,提取降噪后

固有模态函数(intrinsic
 

mode
 

function,IMF)的 R􀆧nyi 熵作

为轴承状态表征。 之后,在高斯核函数、多项式核函数基

础上,引入多种小波核函数,并基于梯度下降法对不同核

函数组合的 MSK-SVM 进行核函数参数、权值及 SVM 分

类函数的参数寻优。 最后,通过优化后的 MSK-SVM 实

现轴承故障分类。

1　 多尺度核支持向量机

1. 1　 多核支持向量机

　 　 支持向量机是一种基于统计学习理论和结构风险最

小化原理的机器学习方法,其分类决策函数如下:

f(x) = sign ∑
N

i = 1
α∗

i y iK(x i,x j) + b∗( ) (1)

式中:K(x i,
 

x j)为核函数,x i 是第 i 组训练数据,x j 是第 j
组测试数据;α∗为拉格朗日乘子;b∗为分离超平面截距,
b∗由 KKT 条件得出。

b∗ = y j - ∑
N

i = 1
α∗

i y iK x i·x j( ) (2)

核函数的参数直接影响 SVM 分类器的性能,SVM 通

过核函数映射,将原空间的非线性问题转换成高维空间

的线性问题。 然而,对于复杂的分类问题,仅通过单一核

函数难以得到高分类精确度的非线性分类模型。 近年

来,许多学者对多核支持向量机进行了相关研究。 为了

选择合适的核函数,多核支持向量机结合不同的核函数

进行学习,从而具有更大的灵活性、更好的泛化能力和更

强的模型解释能力。
在多核学习框架中,K(x i,

 

x j)是一组基本核的凸线

性组合。

K x i,x j( ) = ∑
M

m = 1
dmKm x i,x j( ) ,

s. t. dm ≥ 0,∑
M

m = 1
dm = 1 (3)

式中:dm 是第 m 个核函数 Km(x i,
 

x j)的权值。
针对多核 学 习 参 数 确 定 的 问 题, Rakotomamonjy

等[18] 提出了 SimpleMKL 方法来学习系数 α∗和权重 dm。
该方法采用梯度法求解 MKL 问题,通过计算目标函数关

于 dm 的梯度得到最优解,对偶问题的目标函数值如下:

J(d) = - 1
2 ∑

i,j
α∗

i α
∗
j y iy j∑

m
dmKm x i,x j( ) + ∑

i
α∗

i

(4)
将模型最优解 α∗代入式(2)得出 b∗ ,从而得到多核

支持向量机的决策函数:

f(x) = sign ∑
N

i = 1
α∗

i y i ∑
M

m = 1
dmKm(x i,x j)( ) + b∗( ) (5)

1. 2　 核函数及其特性分析

　 　 核函数按特性分为局部核和全局核。 局部核只有当

数据点间距离很近或两者特征相似时,才会对核函数的

值产生大的影响;全局核函数值无论是在数据点间的距

离很近或特征相似时,还是距离很远或特征差别很大,都
能对核函数的值产生很大的影响[19] 。 现有的核函数

K(x i,
 

x j) 常以两向量 x i 和 x j 的差 x i - x j 或者两向量的

内积 x i
Tx j 为自变量,向量间差值可理解为距离,而内积
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则可表示两者间相似性。
1)多项式(Polynomial)核
对于任意正整数 d,且 c>0,则一个多项式核函数可

以表示为:
K(x i,x j) = (xT

i x j + c) d (6)
当 c>0 时,多项式核是非齐次多项式核,为全局核函

数;当 c= 0 时是齐次多项式核 K(x i,
 

x j)= (x i
Tx j)

d,为全

局核函数;当 c = 0 且 d = 1 时,则是线性核 K( x i,
 

x j ) =
(x i

Tx j+c),为局部核函数。
多项式核中的参数 d 为阶数,决定了核函数的特征

空间维数。 参数 c 则用于控制不同阶数的单项式的权

重,一般直接令 c= 1[20] 。 图 1(a)所示为 c = 1,d = [1
 

2
 

3
 

4
 

5]时的多项式核函数,从图 1( a)可以看出,当 x i
Tx j 在

[0,1]区间时,核函数值均随着横坐标的增大而增大,即
多项式核函数值不受两样本间距离影响,是典型的全局

核函数,具有良好的泛化能力。 且多项式核函数公式中

两向量间的内积,可看作两向量的相似性度量。
2)高斯(Guassian)核
高斯核函数也称为径向基函数(radial

 

basis
 

function,
RBF),是一种典型的局部核函数,也是目前应用最广泛

的核函数。 高斯核函数可以表示为:

K(x i,x j) = exp -
‖x i - x j‖

2

2σ2( ) (7)

参数 σ 为尺度参数,也可理解为高斯核的截止参数。
从图 1(b)可以看出,高斯核函数中间值大,两边值急剧

减小,说明当 x i
Tx j 值较小即两向量距离较近时,核函数

值较大,其余情况核函数值均很小。 而且随着 σ 的增大,
函数曲线更加平缓,增加了核函数对训练集的影响范围,
从而使模型的决策边界更宽松,增加模型泛化能力。

3)双曲正切(Sigmoid)核
Sigmoid 核函数可以表示为:
K x i,x j( ) = tanh βxT

i x j + θ( ) (8)
式中:β 为尺度参数;θ 为衰减参数。 Sigmoid 核具有很强

的分类能力,机器学习中一个重要的分类模型逻辑回归

(logistic
 

regression,LR) 就是基于 Sigmoid 函数实现的。
图 1(c)为当 θ= 0. 2,β= [1

 

2
 

3
 

4
 

5]时的 Sigmoid 核函数。
可以看出,x i

Tx j 无论是较大还是较小,Sigmoid 核函数值

都会受到较大影响,是典型的全局核函数。
4)小波核

小波函数具有稀疏变化和多尺度性质。
小波母函数如下:

ψu,s(x i) = 1
a
ψ

x i - b
a( ) (9)

式中:a 为伸缩因子;b 为平移因子。 其相对应的小波核

函数可以表示为:

图 1　 不同参数核函数

Fig. 1　 Kernel
 

with
 

different
 

parameters

K(x i,x j) = ∏
N

i = 1
ψ

x i - x j

a( ) (10)

常用的几种小波核函数有 Morlet 小波、Marr 小波和

DOG 小波等。
(1)Morlet 小波核

Morlet 小波母函数为:

ψ(x) = cos(1. 75x)exp - x2

2( ) (11)

小波核函数为:
K x i,x j( ) =

∏
N

i = 1
cos 1. 75

x i - x j

a i
( ){ exp -

‖x i - x j‖
2

2a2
i

( ) } (12)

如图 1(d)为 Morlet 小波核的尺度因子 a 分别取[1
 

2
 

3
 

4
 

5]时的核函数。 可以看出,在 x i 和 x j 距离较小或

较大时,都有较大的核函数值,随着 a 值的增大,其全局

特性更加明显。 而在两向量间距离 x i-x j 很接近时,函数

值较大,说明 Morlet 小波核同时具有局部特征。
(2)Marr 小波核

Marr 小波母函数为:

ψ(x) = (1 - x2)exp - x2

2( ) (13)
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小波核函数为:
K(x i,x j) =

∏
N

i = 1
1 -

x i - x j

a i
( )

2
é

ë
êê

ù

û
úú{ exp -

‖x i - x j‖
2

2a2
i

( ) } (14)

图 1(e)为 Marr 小波核的尺度因子 a 分别取[1
 

2
 

3
 

4
 

5]时的核函数,可发现 Marr 和 Morlet 函数图较为相似,
两个函数具有相似特性,即同时具有全局和局部特性,但
相同尺度因子的 Marr 较 Morlet 小波核函数作用的数据

区间更广。
(3)DOG 小波核

DOG 小波母函数为:

ψ(x) = exp - x2

2( ) - 1
2

exp - x2

8( ) (15)

小波核函数为:
K x i,x j( ) =

∏
N

i = 1
exp -

x i - x j( ) 2

2a2
i

é

ë
ê
ê

ù

û
ú
ú -{ 1

2
exp -

x i - x j( ) 2

8a2
i

é

ë
ê
ê

ù

û
ú
ú } (16)

从图 1(f)可看出,其函数特点与 Morlet 和 Marr 小波

核函数差别较大,DOG 小波核是典型的全局核函数。
由于小波函数的多尺度分析特性,小波变换被广泛

应用于非平稳信号分析,但基于小波核函数的机器学习

分类和预测算法的滚动轴承健康状态分析研究相对较

少。 通过上述分析可看出,小波核函数具有丰富的特性,
将其引入多尺度核学习可极大丰富模型,从而提高模型

的分类准确率和泛化能力。
1. 3　 MSK-SVM 滚动轴承故障诊断算法步骤

　 　 本文所提的 MSK-SVM 滚动轴承故障诊断算法流程

如图 2 所示,主要分为特征提取和模型训练与分类两部

分,算法具体实现步骤如下。

图 2　 MSK-SVM 算法流程

Fig. 2　 Algorithm
 

flowchart
 

of
 

MSK-SVM

1)采集或选取同轴的两个滚动轴承传感器振动信

号,记为振动信号 1 和振动信号 2。

2)分别通过 EEMD 分解、自相关降噪和 R􀆧nyi 熵计

算振动信号特征矩阵 1 和特征矩阵 2(维数均为 n×1,n
为样本个数),并组成特征矩阵(维数为 n×2)。

3)将特征矩阵分为训练集(维数为(n-m) ×2)和测

试集(维数为 m×2)。
4)选取两种或多种核函数,并初步确定核函数尺度

参数范围。
5)通过随机梯度法训练得出 MSK-SVMs 模型,SVM

采用一对多的形式。
6)将测试集输入 MSK-SVMs 模型,进行故障诊断,输

出分类结果。

2　 滚动轴承故障实验结果与分析

2. 1　 实验数据

　 　 本文所用滚动轴承故障实验数据来源于美国凯斯西

储大学( Case
 

Western
 

Reserve
 

University,CWRU) 轴承数

据库,根据文献[21]的 CWRU 数据分析结论,从数据库

中选取了 1 组正常轴承数据和 7 组难以诊断的故障轴承

数据进行分析,如表 1 所示。 实验数据采用电机风扇端

和驱动端轴承的两个振动传感器数据,采样频率均为

12
 

kHz。
表 1　 实验数据信息

Table
 

1　 Experiment
 

data
 

information
序号 数据编号 轴承状态 状态简称

1 99 正常 N
2 171 驱动端内圈故障 I-D
3 120 驱动端滚子故障 B-D
4 198 驱动端外圈故障(6 点钟方向) O6-D
5 276 风扇端内圈故障 I-F
6 292 风扇端滚子故障 B-F
7 301 风扇端外圈故障(3 点钟方向) O3-F
8 307 风扇端外圈故障(12 点钟方向) O12-F

2. 2　 特征提取

　 　 在进行 MSK-SVM 分类模型训练前,本文通过如下 4
个步骤对原始数据进行特征提取。

1)从 8 组实验中两个传感器数据,分别以 0. 1
 

s 数据

长度(1
 

200 个点)进行切割,每组实验取 100 段数据,即
共有 8×2×100 = 1

 

600 段数据。
2)分别对 1

 

600 段数据进行 EEMD 分解。
3)对所有数据的 IMF 分量进行自相关降噪。
4)提取自相关降噪后 IMFs 的 R􀆧nyi 熵特征,每组实

验得到 100×2 维特征矩阵。
特征提取具体的过程本文不再赘述。 图 3 所示为经

上述提取步骤所得的 8 组实验数据的特征分布。 从图 3
可看出,经过上述特征提取的 4 个步骤,8 组实验数据的
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特征分布已有一定的区分度。

图 3　 CWRU 实验数据特征分布

Fig. 3　 Feature
 

distribution
 

of
 

CWRU
 

experiment
 

data

2. 3　 分类结果与分析

　 　 MSK-SVM 模型以多项式核、高斯核、 Sigmoid 核、
Morlet 小波核、Marr 小波核和 DOG 小波核组成核函数

库,将这些具有不同特性、不同尺度的核函数作为寻优对

象,通过梯度下降法得出各核函数的权值,形成多尺度核

函数,并将其应用于 SVM 分类模型。 模型将 8 组实验的

800×2 维特征矩阵,分为 560×2 维的训练数据和 240×2
维的测试数据,并对训练数据进行标准化处理,训练最大

迭代次数为 500。 MSK-SVM 的核函数共有如下 3 种。
1)全局核函数,多项式核阶次分别取[1

 

2
 

3],共 3
个;Sigmoid 核 θ = 0. 2,β 分别取[3

 

5
 

7
 

9],共 4 个;DOG
小波核尺度 a,分别取[1

 

1. 5
 

2
 

2. 5
 

3],共 5 个。
2)局部核函数,高斯核带宽 σ 分别取[0. 01

 

0. 1
 

1],
共 3 个。

3)全局 & 局部核函数,Morlet 和 Marr 小波核,尺度 a
均分别取[1

 

1. 5
 

2
 

2. 5
 

3],两种类型小波核各 5 个不同尺

度核。
所有 MSK-SVM 模型的核函数在训练过程中,分别

作用于 560×2 维特征中的第 1 维、第 2 维和 2 维特征,即
共 3 种不同组成的训练数据。
2. 3. 1　 不同特性多尺度核函数分类结果

1)分类准确率和训练效率对比

表 2 所示为不同特性多尺度核函数组合形式( 全

局+局部核、局部+全局 & 局部核、全局 +全局 & 局部

核)、核函数参数及分类结果。
从表 2 可以看出,全局+局部核组合的 3 组 MSK-

SVM 模型(分别为模型编号 1、2 和 3)均得到了最高的分

类准确率 98. 75%。 对比表 2 编号为 13 的基于传统的单

个核函数模型, MSK-SVM 模型的分类准确率提高了

15. 42%。 而由高斯核和具有全局 & 局部特性的 Morlet
和 Marr 小波核的模型 4 和 5 也得到了较高分类准确率,

分别为 98. 33%和 98. 75%。 但全局+全局 & 局部核的组

合模型 6 ~ 11 中,模型 6、7 和 8 的分类准确率不高,模型

9 和 10 未收敛,最终达到最大迭代次数才结束训练。 说

明并非所有的多尺度核函数均可得到较为理想的滚动轴

承故障分类模型。
表 2　 不同特性多尺度核模型分类结果

Table
 

2　 Classification
 

results
 

of
 

MSK
 

models
with

 

different
 

characteristics

编号 核函数 核函数参数 分类准确率
循环次数 /
训练时间 / s

全局+局部

1
高斯 [0. 01

 

0. 1
 

1] 98. 75% 18 /
多项式 [1

 

2
 

3] (237 / 240) 124. 03

2
高斯 [0. 01

 

0. 1
 

1] 98. 75% 45 /
Sigmoid [3

 

5
 

7
 

9] (237 / 240) 208. 37

3
高斯 [0. 01

 

0. 1
 

1] 98. 75% 10 /
DOG [1

 

1. 5
 

2
 

2. 5
 

3] (237 / 240) 77. 86
局部+全局 & 局部

4
高斯 [0. 01

 

0. 1
 

1] 98. 33% 16 /
Morlet [1

 

1. 5
 

2
 

2. 5
 

3] (236 / 240) 82. 59

5
高斯 [0. 01

 

0. 1
 

1] 98. 75% 45 /
Marr [1

 

1. 5
 

2
 

2. 5
 

3] (237 / 240) 240. 79
全局+全局 & 局部

6
Morlet [1

 

1. 5
 

2
 

2. 5
 

3] 86. 67% 11 /
多项式 [1

 

2
 

3] (208 / 240) 13. 84

7
Marr [1

 

1. 5
 

2
 

2. 5
 

3] 87. 92% 78 /
多项式 [1

 

2
 

3] (211 / 240) 128. 76
全局+局部

8
Morlet [1

 

1. 5
 

2
 

2. 5
 

3] 85. 42% 9 /
DOG [1

 

1. 5
 

2
 

2. 5
 

3] (205 / 240) 33. 00

9
Marr [1

 

1. 5
 

2
 

2. 5
 

3] 81. 67% 500 /
DOG [1

 

1. 5
 

2
 

2. 5
 

3] (196 / 240) 6
 

224. 13

10
Morlet [1

 

1. 5
 

2
 

2. 5
 

3] 95. 42% 500 /
Sigmoid [3

 

5
 

7
 

9] (229 / 240) 4
 

515. 51

11
Marr [1

 

1. 5
 

2
 

2. 5
 

3] 95. 83% 42 /
Sigmoid [3

 

5
 

7
 

9] (230 / 240) 206. 37
全局、局部+全局 & 局部

12
高斯 [0. 01

 

0. 1
 

1] 98. 75% 56 /
多项式 [1

 

2
 

3] (237 / 240) 243. 15
Marr [1

 

1. 5
 

2
 

2. 5
 

3]
单核 SVM

13
高斯 0. 01 83. 33% 0. 11

(200 / 240)

　 　 除基于上述不同特性多尺度核的两两组合外,还建

立了基于高斯核、多项式核和 Marr 小波核 3 种不同类型

核函数组合的模型 12,并得到了 98. 75%的分类准确率。
从表 2 结果可得出,全局+局部核函数、局部+全局 &

局部核组成的多尺度核,比基于全局+全局 & 局部核具

有更好的分类准确率。
在计算效率方面,较传统的高斯核和多项式核组合

(即表 2 的模型 1) 124. 03
 

s 的训练时间,高斯核和 DOG
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小波核(表 2 的模型 3)组成的多尺度核函数的训练时间

减少了 46. 17
 

s。 图 4 所示为达到最高分类准确率的模

型 1、2、3、5 和 12 训练过程中,目标函数迭代曲线,可以

看出模型 3 最快实现了收敛。

图 4　 目标函数迭代曲线

Fig. 4　 Evolution
 

of
 

objective
 

values

2)核函数权值对比

图 5 所示为模型 1、2、3、5 和 12 最终训练得到的核

函数权值。 从图 5 可以看出,在这 5 个多尺度核中高斯

核都占了较高比重,且带宽 0. 01 和 0. 1 的两个高斯核比

重更高,说明滚动轴承故障分类模型核函数中局部特性

更加重要。 通过对比图 5(a)和(e)看出,虽然模型 12 中

的核函数组合增加了多项式核,但其在多尺度核中比例

较低,且模型 5 和 12 中的高斯核与 Marr 小波核的权重

分布较为接近,即两个模型的多尺度核分布近似,从而也

说明了图 4 中两个模型的目标函数曲线十分接近。 同时

也说明了所提的 MSK-SVM 模型,不仅能提供更加丰富

的核函数样本,还能够从这些样本中训练出轴承故障诊

　 　 　 　 　

断的最优模型,提高分类准确率。

图 5　 模型 1、2、3、5 和 12 的核函数权值

Fig. 5　 Kernel
 

weight
 

of
 

model
 

1,
 

2,
 

3,
 

5
 

and
 

12

2. 3. 2　 相同特性多尺度核函数分类结果

表 3 所示为相同特性多尺度核函数组合形式、核函

数参数及分类结果。 通过模型结果得出,相较于不同特

性的多尺度核函数 MSK-SVM 模型,基于相同特性的核

函数模型的分类准确率较低,并且不收敛的模型数量占

比更大。 但基于多尺度高斯核函数的模型 4,其分类准

确率同样达到 98. 75%,说明高斯核函数对轴承故障诊断

分类能力较强,但其模型训练时间比表 2 的模型 3(高斯

核和 DOG 小波核)多 42. 33
 

s。

表 3　 相同特性多尺度核模型分类结果

Table
 

3　 Classification
 

results
 

of
 

MSK
 

models
 

with
 

same
 

characteristics

编号 核函数 核函数参数 分类准确率
循环次数 /
训练时间 / s

编号 核函数 核函数参数 分类准确率
循环次数 /
训练时间 / s

全局 全局 & 局部

1
多项式 [1

 

2
 

3] 87. 92% 500 /
DOG [1

 

1. 5
 

2
 

2. 5
 

3] (211 / 240) 8131. 91
5

Morlet [1
 

1. 5
 

2
 

2. 5
 

3] 87. 50% 5 /
(210 / 240) 9. 09

2
多项式 [1

 

2
 

3] 55. 00% 500 /
Sigmoid [3

 

5
 

7
 

9] (132 / 240) 134028. 36
6

Marr [1
 

1. 5
 

2
 

2. 5
 

3] 90. 83% 10 /
(218 / 240) 37. 97

3
Sigmoid [3

 

5
 

7
 

9] 83. 33% 500 /
DOG [1

 

1. 5
 

2
 

2. 5
 

3] (200 / 240) 4008. 50
7

Morlet [1
 

1. 5
 

2
 

2. 5
 

3] 87. 5% 9 /
Marr [1

 

1. 5
 

2
 

2. 5
 

3] (210 / 240) 19. 51
局部

4
高斯

 

[0. 01
 

0. 1
 

1] 98. 75%
 

18 /
(237 / 240) 120. 19

3　 滚动轴承全寿命实验结果与分析

3. 1　 实验数据

　 　 本文所用滚动轴承全寿命实验数据来源于美国

NSFI / UCRC 智 能 维 护 中 心 ( intelligent
 

maintenance
 

systems,IMS)滚动轴承全寿命周期加速试验数据集[22] 。
实验台一根转轴上安装了 4 个轴承,转速 2

 

000
 

r / min,采
样频率 20

 

kHz,每隔 10
 

min 采集 1
 

s 的数据。 数据集共

分为 3 组,本文选取第 2 组。 该数据集在 4 个轴承上均
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安装了 1 个振动传感器,共 984 个文件,且在实验最后验

证轴承 1 出现了外圈故障。 因此,以轴承 1 和与其临近

的轴承 2 的振动信号为分析对象。
选取第 100 ~ 102、541 ~ 543 和 702 ~ 704 个文件,分别

代表滚动轴承正常、轴承 1 早期故障和轴承 1 异常这 3
种不同状态,并分别简称为 IMS-N、IMS-E 和 IMS-F。 每

种状态 3 个文件,每个文件为 1
 

s 的数据,即每种状态共

3
 

s 的数据。
3. 2　 特征提取

　 　 分别以 0. 1
 

s 数据长度(2
 

000 个点)进行切割,每种

状态为 30 段数据,即共有 3×2×30 = 180 段数据。 按 2. 2
节中特征提取步骤 2) ~ 4),得到 90×2 维的特征矩阵,其
分布如图 6 所示。 从图 6 可看出,正常 IMS-N 和早期故

障 IMS-E 两种状态的部分特征样本混在一起,区分度

较差。
3. 3　 分类结果与分析

　 　 通过 2. 3 节分类结果,分析得出基于全局+局部核、
局部+全局 & 局部核这两类不同特性核函数组合的

MSK-SVM 更适用于滚动轴承故障诊断,所以结合 2. 3 节

实验结果选取了部分核函数组合进行建模。

图 6　 IMS 实验数据特征分布

Fig. 6　 Feature
 

distribution
 

of
 

IMS
 

experiment
 

data

此外,结合所提取的 IMS 数据特征分布的特点,调整了部

分核函数参数,增加了尺度参数 σ= 0. 001 的局部高斯核

函数,增加了尺度参数 d = 4 的全局核多项式核函数,全
局 & 局部核函数 Morlet 和 Marr 小波核的尺度参数及

DOG 小波核尺度参数 a 调整为[2
 

3
 

4
 

5
 

6],共建立不同

特性 MSK-SVM 模型 5 个。 此外,还设立了单个高斯核

SVM 作为对比。 最终得出的分类结果如表 4 所示。

表 4　 IMS 数据集分类结果

Table
 

4　 Classification
 

results
 

of
 

IMS
 

data
 

set

编号 核函数 核函数参数 分类准确率
循环次数 /
训练时间 / s

编号 核函数 核函数参数 分类准确率
循环次数 /
训练时间 / s

全局+局部 局部+全局 & 局部

1
高斯 [0. 001

 

0. 01
 

0. 1
 

1] 85. 19% 38 /
多项式 [1

 

2
 

3
 

4] (23 / 27) 2. 65
4

高斯 [0. 001
 

0. 01
 

0. 1
 

1] 88. 89% 13 /
Morlet [2

 

3
 

4
 

5
 

6] (24 / 27) 1. 20

2
高斯 [0. 001

 

0. 01
 

0. 1
 

1] 85. 19% 30 /
Sigmod [0. 1

 

0. 2
 

0. 3
 

0. 4] (23 / 27) 2. 77
5

高斯 [0. 001
 

0. 01
 

0. 1
 

1] 85. 19% 27 /
Marr [2

 

3
 

4
 

5
 

6] (23 / 27) 1. 60
3 高斯 [0. 001

 

0. 01
 

0. 1
 

1] 85. 19% 18 /
DOG [2

 

3
 

4
 

5
 

6] (23 / 27) 1. 37
单核 SVM

6 高斯 0. 001 81. 48% 0. 14
(22 / 27)

　 　 从表 4 可看出,基于高斯核和 Morlet 小波核的 MSK-
SVM 模型分类准确率最高,为 88. 89%,比基于单个高斯

核的 SVM 模型分类准确率提高了 7. 41%。 其他 4 个

MSK-SVM 模型也都达到了 85. 19%的分类准确率。 虽然

模型针对所选的 IMS 数据集的分类准确率略低于 CWRU
数据集,但在本文数据样本量少,且 IMF-N 和 IMF-E 两

模型的特征存在较多样本重叠的情况下,仍能得到较高

的分类准确率。 实验结果说明,本文所提 MSK-SVM 滚

动轴承故障诊断模型具有较高的分类准确率,同时也具

有良好的泛化能力。

4　 结　 论

　 　 针对 SVM 分类准确率受核函数类型和参数影响的

问题,本文提出一种 MSK-SVM 轴承故障诊断模型,研究

了多尺度核对模型分类能力的影响,丰富了 SVM 模型多

尺度核的组合形式。 通过理论分析和基于两种数据集的

实验验证,得出如下结论,基于不同特性的多尺度核函数

的 MSK-SVM 模型更加适用于滚动轴承故障诊断,能够

得到较高的分类准确率和训练效率,且模型泛化能力强。
绝大多数 MSK-SVM 比传统单核 SVM 模型分类准确率

高,且高斯核和小波核的多尺度组合核在保证较高的分

类准确率下计算效率也较高。 本文所提出的高斯核、多
项式核、Sigmod 核、Morlet、Marr 和 DOG 小波核函数中,
高斯核函数对轴承故障诊断分类能力较强。

分类算法依赖输入特征的质量,后续将从轴承故障

振动信号本质出发,进一步研究振动信号降噪和特征增

强方法,以提升故障诊断模型性能。
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