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基于 RFRFE 与 ISSA-XGBoost 的变压器故障辨识方法∗

王雨虹　 王志中

(辽宁工程技术大学电气与控制工程学院　 葫芦岛　 125105)

摘　 要:针对变压器故障诊断精度低的问题,提出了随机森林-递归特征消除( RFRFE)算法与改进麻雀算法( ISSA)优化极端梯

度提升树(XGBoost)的变压器故障诊断方法。 首先以诊断精度为标准,利用 RFRFE 算法选择重要特征变量,去除冗余特征;然
后采用服从均匀分布随机调整策略和莱维飞行策略来对传统麻雀算法(SSA)进行改进,并将 ISSA 与 SSA 和粒子群算法( PSO)
进行算法性能测试,证明其分类精度和网络寻优能力均有所提升;最后使用改进的麻雀算法对 XGBoost 相关超参数进行寻优,
获取 RFRFE 与 ISSA-XGBoost 相结合的综合故障诊断模型,并与 PSO-XGBoost 和 SSA-XGBoost 故障诊断模型对比诊断效果,结
果表明 ISSA-XGBoost 故障诊断率为 91. 08%,比 PSO-XGBoost 和 SSA-XGBoost 分别提高了 9. 9%、6. 93%验证了所提方法能够有

效地提高变压器故障诊断性能。
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Abstract:
 

Aiming
 

at
 

the
 

problem
 

of
 

low
 

accuracy
 

of
 

transformer
 

fault
 

diagnosis,
 

a
 

random
 

forest-recursive
 

feature
 

elimination
 

(RFRFE)
 

algorithm
 

and
 

an
 

improved
 

sparrow
 

algorithm
 

( ISSA)
 

optimization
 

of
 

the
 

extreme
 

gradient
 

boosting
 

tree
 

( XGBoost)
 

transformer
 

fault
 

diagnosis
 

method
 

are
 

proposed.
 

First,
 

based
 

on
 

the
 

diagnostic
 

accuracy,
 

the
 

RFRFE
 

algorithm
 

is
 

used
 

to
 

select
 

important
 

feature
 

variables
 

to
 

remove
 

redundant
 

features;
 

then
 

the
 

traditional
 

sparrow
 

algorithm
 

( SSA)
 

is
 

improved
 

by
 

the
 

uniform
 

distribution
 

random
 

adjustment
 

strategy
 

and
 

the
 

Levi
 

flight
 

strategy,
 

and
 

the
 

ISSA
 

and
 

SSA
 

and
 

particle
 

swarm
 

optimization
 

( PSO)
 

performs
 

algorithm
 

performance
 

testing,
 

which
 

proves
 

that
 

its
 

classification
 

accuracy
 

and
 

network
 

optimization
 

capabilities
 

have
 

been
 

improved;
 

finally,
 

the
 

improved
 

sparrow
 

algorithm
 

is
 

used
 

to
 

optimize
 

XGBoost
 

related
 

hyperparameters
 

to
 

obtain
 

the
 

synthesis
 

of
 

the
 

combination
 

of
 

RFRFE
 

and
 

ISSA-XGBoost.
 

The
 

fault
 

diagnosis
 

model
 

is
 

compared
 

with
 

the
 

PSO-XGBoost
 

and
 

SSA-XGBoost
 

fault
 

diagnosis
 

models.
 

The
 

results
 

show
 

that
 

the
 

fault
 

diagnosis
 

rate
 

of
 

ISSA-XGBoost
 

is
 

91. 08%,
 

which
 

is
 

9. 9%
 

and
 

6. 93%
 

higher
 

than
 

that
 

of
 

PSO-XGBoost
 

and
 

SSA-
XGBoost,

 

respectively.
 

The
 

proposed
 

method
 

can
 

effectively
 

improve
 

the
 

performance
 

of
 

transformer
 

fault
 

diagnosis.
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0　 引　 言

　 　 变压器作为电网中关键枢纽设备之一,在电能转换、
分配以及传输等方面起着重要作用[1] 。 变压器故障不仅

会造成巨大的经济损失,还会危害公共安全,因此及时准

确诊断变压器故障对保障电力系统安全具有重要

意义[2] 。
变压器发生故障时,绝缘油中会产生 H2、CH4、C2H6

等多种气体,其气体含量与故障类型呈现较强的非线性

特征相关性[3] 。 因此,基于油中溶解气体分析( dissolved
 

gas
 

analysis,
 

DGA)技术普遍用于变压器故障监测与诊断
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之中[4] 。 近 年 来, 利 用 神 经 网 络[5] 、 支 持 向 量 机

(SVM) [6-7] 、极限学习机( ELM) [8] 等人工智能方法结合

DGA 分析的变压器故障智能诊断技术不断发展成熟,相
关学者对此展开研究。 文献[9]通过 CEABC-WNN 诊断

模型对变压器故障进行分析,该模型误判率低,稳定性

高;文献[ 10] 通过改进萤火虫寻优支持向量机 ( IFA-
SVM)模型对变压器进行故障诊断,验证了 SVM 具有较

好的模式识别特性;文献[11]通过改进型 ELM 用于变压

器故障诊断,取得了较好的诊断效果。 基于上述故障诊

断模型对变压器故障诊断精度确实有所提高,但由于算

法本身的不足导致故障诊断方法具有一定的局限性。 如

神经网络结构还存在系统相对复杂、收敛速度慢、过拟合

等[12] 缺点;SVM 本质是一个二分类器,对于变压器故障

诊断等多分类问题效果不佳;ELM 容易受初始随机生成

参数的影响。
极 端 梯 度 提 升 树 ( extreme

 

gradient
 

boosting,
XGBoost) [13] 是 在 梯 度 提 升 决 策 树 ( gradient

 

boosting
 

decision
 

tree,GBDT) 的基础上对 boosting 思想的扩展。
其基本思想是将多个分类准确率较低的基分类器集成为

一个准确可靠的集成分类器,以提升其预测速度与精

度[14] 。 XGBoost 的超参数配置是建立变压器故障诊断的

一个重要过程,人工寻参需使用者具有专业的背景知识

和实践经验,这使得调整超参数的过程不易重现。 为此,
学者们利用智能仿生算法对 XGBoost 超参数进行寻优,
文献[15]对故障数据进行无编码比值作为模型输入变

量,然后利用遗传算法优化 XGBoost 相关超参数得到故

障诊断模型,有效提升了诊断精度。
本文 建 立 改 进 麻 雀 算 法 优 化 XGBoost ( ISSA-

XGBoost)模型进行变压器故障诊断,诊断前首先利用随

机森林-递归特征消除 ( random
 

forest-recursive
 

feature
 

elimination,RFRFE) [16] 算法对故障数据集进行特征选

择,去除冗余特征;然后采用经服从均匀分布随机调整策

略和莱维飞行策略改进的麻雀算法 ( sparrow
 

search
 

algorithm,SSA) 来优化 XGBoost 的相关超参数;最后将

RFRFE 算法选择的重要特征量作为分类模型输入,减轻

ISSA-XGBoost 模型的计算压力。 并通过与其他变压器故

障诊断模型对比分析,验证了本文模型在提高变压器故

障诊断精度的优势。

1　 变压器的故障特征选择

1. 1　 随机森林(RF)和特征重要度分析

　 　 RF[17] 采用 bootstrap 重采样技术采样若干个样本集,
每个样本集进行节点分裂决策树建模,多棵决策树构建

随机森林,通过每棵树预测投票出最终结果。

　 　 本文选择变压器故障发生时其内部油和固体绝缘材

料分解的常用 7 种主要气体 H2、CH4、C2H6、C2H4、C2H2、
CO、CO2 组合形成变压器故障特征数据集[18] 。 n 为训练

样本个数,故障特征 X j的特征重要性度量 P j 按照如下步

骤进行计算。
1)初始化 n = 1,训练样本数据构建决策树 Tn 并将袋

外数据标记为 Koob
n 。

2)决策树每个节点处抽取变压器故障数据集的 mtry

(mtry <7)个特征,以分类能力最佳特征进行节点分裂。
每颗决策树不剪枝。

3)重复步骤 1) ~ 3)共 N(7)次,生成含有 N(7)棵决

策树的随机森林。
4)对于故障特征 X j,( j = 1,2,…,7),对 Koob

n 中的特

征 X j 的值进行扰动,扰动后的数据集记为 Koob
nj ,使用 Tn

对 Koob
nj 进行分类,统计故障样本正确分类的个数,记为

Roob
nj 。

5)根据式(1) 计算故障特征 X j 的特征重要性度量

P j。

P j =
1
N ∑

n

i = 1
(Roob

n - Roob
nj ) (1)

1. 2　 RFRFE 算法

　 　 RFRFE 算法由特征重要性排序和递归特征消除

(rcursive
 

feature
 

elimination,RFE) [19] 两部分构成。 特征

重要性排序:基于初始故障训练集数据使用 RF 计算特

征重要性并排序。 递归特征消除:删除重要性最小故障

特征,剩余故障特征重新测试 RF 分类正确率。 逐次迭

代,直到所有特征序列搜索完毕[20] 。 最后得到特征数目

最少、分类精度最高的变压器故障特征集。

2　 基于 ISSA-XGBoost 变压器故障辨识模型

2. 1　 麻雀优化算法

　 　 SSA 算法[21] 是一种新型启发式群智能算法。 通过

模拟麻雀觅食并躲避捕食者的行为等过程实现对模型参

数的优化搜索。 假设标准 SSA 算法种群数为 N,在 D 维

区域搜索最优解。
发现者位置更新如下:

x t +1
id =

x t
id·exp

- i
α·T( ) ,R2 < ST

x t
id + Q·L,R2 ≥ ST

ì

î

í
ïï

ïï
(2)

式中: x t +1
id 表示在 t + 1 代第 i只麻雀的位置;T为最大迭

代次数;α 为均匀随机数,在(0. 1] ; Q 为符合标准正态

分布的随机数; L 表示矩阵; R2 为警戒值; ST 为安

全值。
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加入者位置更新如下:
x t +1
id =

Q·exp
xw t

d - x t
id

i2( ) , i > n
2

xb t +1
d + 1

D ∑
D

d = 1
( rand { - 1,1}·| x t

id - xb t +1
d | ), i ≤ n

2

ì

î

í

ï
ï

ï
ï

(3)
式中: xw t

d 表示最劣位置,x t
id 表示最优位置;xb t +1

d 表示种

群 t + 1 次迭代时麻雀在 d 维最优位置。
侦察者位置更新为:

x t +1
id =

xb t
d + β(x t

id - xb t
d), f i ≠ fg

x t
id + K

x t
id - xw t

d

| f i - fw | + e( ) , f i = fg

ì

î

í

ï
ï

ïï

(4)

式中: β 为步长控制参数;K 为[ -1,1]的随机数,表示麻

雀移动方向; f i 和 fw 以及 fg 分布表示当前麻雀的适应度、
最劣适应度和最佳适应度。
2. 2　 改进麻雀算法

　 　 传统麻雀优化算法在搜索过程中存在全局搜索能力

不足,局部开发能力较弱,易陷入局部最优等缺陷。 为此

从两个方面改进麻雀搜索算法:1)服从均匀分布随机调

整策略,受文献[22]启发在发现者中加入非线性控制参

数来协调算法全局搜索与局部开发能力;2)莱维飞行策

略,对加入者引入莱维飞行策略,对当前最优解进行扰

动,增强局部开采能力,避免算法陷入局部最优。
2. 2. 1　 服从均匀分布随机调整策略

引入非线性控制参数对麻雀发现者进行改进协调算

法的全局搜索与局部开发能力。
发现者位置更新如下:

x t +1
id =

c· x t
id·exp

- i
α·T( )é

ë
êê

ù

û
úú , R2 < ST

x t
id + Q·L, R2 ≥ ST

ì

î

í
ïï

ïï
(5)

非线性控制参数 c 公式如下:

c( t) = δ lg
cmax

Tmax
( )

-20t

+ exp
t

Tmax
( )

-20(cmax -cmin)

( ) (6)

式中: cmax 、cmin 是参数 c 的最大值和最小值;Tmax 为最大

迭代次数;t 是当前迭代次数;δ 是服从[0,
 

Tmax ] 之间均

匀分布随机数且 δ 的取值范围介于 0 ~ 1。 c( t) 变化曲线

如图 1 所示。
由图 1 可知,c( t)

 

随迭代次数增加呈非线性递减状

态,在算法搜索前期 c 具有较大的值,发现者有充分时间

进行全局探索;算法搜索后期 c 具有较小的值来实现对

某个区域的局部开发。
服从均匀分布随机数 δ 让参数 c 在算法搜索前期可

能保持较大值,
 

一定程度上加强全局探索;
 

后期参数 c
下降缓慢 δ 可能产生较大的值,让参数 c 实现动态变化,

 

图 1　 非线性控制参数 c 变化曲线

Fig. 1　 Variation
 

curve
 

of
 

nonlinear
 

control
 

parameter
 

c

从而增强算法局部开发以及在一定程度上加快算法

收敛。
2. 2. 2　 莱维飞行策略

 

莱维飞行[23] 为服从莱维分布的随机搜索方法,是短

距离搜索与偶尔较长距离行走相间的行走方式。 加入者

中引入莱维飞行策略,当算法在搜索空间中寻到局部最

优解时,对当前最优解进行扰动,提高了全局寻优能力。
加入者公式更新如下:

X t +1
i,j =

Q·exp
xw t

d - x t
id

i2( ) , i > n
2

xb t +1
d + (xb t +1

d - x t
id)  Levy(λ), 其他

ì

î

í

ïï

ïï

(7)
式(7)中  表示点对点乘法; Levy(λ) 表示服从莱

维分布的路径且满足 1<λ≤3,λ 是幂次数,带有重尾的

概率分布,较为复杂。
计算 Levy 飞行的搜索路径 L(λ)

 

时,采用 Mantegna
提出的模拟

 

Levy 飞行路径的计算公式:
s = u / | v | 1 / β (8)

式中:s 为
 

Levy 飞行路径 L(λ);β∈(0,2),本文取 β =
1. 5;参数 u、v 为正态分布随机数,服从式(9)所示的正态

分布;式(9)所对应正态分布的标准差取值满足式(10)。
u ~ N(0,σ 2

u)

v ~ N(0,σ 2
v )

{ (9)

σ u = Γ(1 + β)sin(πβ / 2)}
Γ[(1 + β) / 2]2(β -1) / 2β{

σ v = 1
{ (10)

2. 3　 算法性能测试

　 　 为验证上述改进麻雀优化算法的有效性, 选取

Ackely 和 Schwefel 函数两个测试函数对其进行性能测

试,并与传统 SSA 和粒子群优化算法( PSO)进行比较分

析。 Ackely 函数最中心的位置为最小值,其四周存在很
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多局部极小值,通常检测算法跳出局部最优的能力和全

局收敛速度。 如图 2 所示,函数表达式如下:

f1(x) = - 20exp - 0. 2 1
d ∑

d

i = 1
x2
i( ) -

exp
1
d ∑

d

i
cos(2πx i)( ) + 20 (11)

其中,x∈[ -32,32],定义域内全局最小值为 0。
Schwefel 函数较复杂,具有很多局部极小值。 如图 3

所示,表达式如下:

f2(x) = - ∑
n

i = 1
- x isin | x i |( ) | (12)

其中 x ∈ [ - 500, 500 ], 定 义 域 内 全 局 最 小 值

为-418. 982
 

9D。

图 2　 测试函数 f1(x)
Fig. 2　 Test

 

function
 

f1(x)

图 3　 测试函数 f2(x)
Fig. 3　 Test

 

function
 

f2(x)

对测试函数进行寻优测试,最大迭代次数 Tmax =
300,维数 Dim= 4,测试结果如图 4 和 5 所示。

在 f1 函数测试中,3 种寻优算法都能随着迭代次数

的增加达到逐渐收敛。 PSO 收敛速度慢且适应度值较

低,在 300 次的迭代过程中陷入局部最优 60 次;传统

SSA 陷入局部最优 14 次,迭代 91 次时达到收敛状态;而
ISSA 仅在迭代次数为 11 和 13 次时陷入两次局部最优,
且迭代 20 次就可达到收敛状态,适应度值为 8. 88 ×
10-16。 在 f2 函数测试中,3 种寻优算法都达到收敛状态

且适应度值接近全局最优解,其中,PSO 和 SSA 陷入局部

图 4　 ISSA、SSA 和 PSO 对 f1(x)函数寻优过程

Fig. 4　 ISSA,
 

SSA
 

and
 

PSO
 

to
 

optimize
 

the
f1(x)

 

function
 

process

图 5　 ISSA、SSA 和 PSO 对 f2(x)函数寻优过程

Fig. 5　 ISSA,
 

SSA
 

and
 

PSO
 

to
 

optimize
 

the
f2(x)

 

function
 

process

最优的次数分别 16 和 25;ISSA 在第 1、13、27 次迭代时

仅有 3 次陷入局部最优,迭代 33 次趋近最优解。 通过 f1

和 f2 测试函数对 3 种寻优算法进行性能测试,能够说明

改进后的麻雀算法在收敛速度和迭代次数以及跳出局部

最优能力方面均优于传统 SSA 和 PSO 算法。
2. 4　 XGBoost 算法

　 　 假设变压器故障特征数据集为 Φ,其中 Φ = {(xi,
yi):xi ∈ Rm,yi ∈ R} 有 n样本,m特征。 数据集 xi 对应的

标签为 yi,K 棵回归树(CART)集成最终故障预测结果为:

ŷ i = ∑
K

k = 1
fk x i( ) ,fk ∈ F (13)

其中,每一个函数 fk 是独立的一棵回归树,F 为
CART 构成的集合; fk(x i) 为在第 K 棵 CART 上数据样本

集 i 的预测值; ŷ i 为最终的预测结果。 XGBoost 的目标函

数定义为:

Ob j = ∑
n

i = 1
l y i,ŷ i( ) + ∑

k

k = 1
Ω( fk) (14)

Ω( fk) = γT + 1
2
γ‖w‖2 = γT + 1

2
λ∑

T

j = 1
w2

j (15)
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式中: y i 表示样本集真实值, ∑
n

i = 1
l(y i,ŷ i) 表示损失函数;

Ω( fk) 为正则项,预防模型过拟合;T 和 W 分别表示叶子

节点的数量及权重; γ 和 λ 为惩罚项,抑制随着叶子节点

增加导致模型更加复杂。 设 ŷ( t)
i 为在第 t 次迭代中的预

测值,加入新函数 f t 贪婪优化目标函数,以提高预测精

度。 则第 t 次迭代中学习模型的目标函数为:

L( t) = ∑
n

i = 1
l y i,ŷ

( t -1)
i( ) + f t(x i)( ) + Ω( f t) (16)

对式(16)中损失函数二阶泰勒公式展开得第 t 次训

练简化目标函数为:

L
~ ( t) ≅ ∑

n

i = 1
g i f t(x i) + 1

2
h i f

2
t (x i)

é

ë
êê

ù

û
úú + Ω( f t) (17)

式中: g i 为损失函数的一阶导数; h i 为损失函数的二阶

导数。 将式(15)代入式(17),得到最终的目标函数为:

L
~ ( t) = ∑

T

j = 1
∑
i∈Ij

g i( ) w j + 1
2 ∑

i∈Ij

h i + λ( ) w2
j

é

ë
êê

ù

û
úú + γT

(18)
式中: w j 为二次函数。 最优 w j 为:

w∗
j = -

∑
i∈Ij

g i

∑
i∈Ij

h i + λ
(19)

代入式(18)中,得到最优的目标值:

L( t)= - 1
2 ∑

T

j = 1

∑
i∈Ij

g i( )
2

∑
i∈Ij

h i + λ
+ γT (20)

式中: L( t)代表树的结构分数,越小精度越高。
2. 5　 ISSA 优化的 XGBoost 模型

　 　 为了提高 XGBoost 的分类性能,利用 ISSA 优化算法

对 XGBoost 模型的超参数进行寻优,以得到更加准确的

变压器故障诊断结果。 XGBoost 超参数较多,全部优化

对计算机配置要求较高,运行时间较长。 本文最终选取

4 个主要超参数进行优化。
树的数量 n_estimators,该值过大,占用内存以及训练

时间会相应增长;树的最大深度
 

max_depth,能够避免过拟

合;学习率 eta,控制树的权重;subsample 为控制每棵树,随
机采样比例。 XGBoost 相关超参数搜索区间如表 1 所示。

表 1　 XGBoost 超参数寻优区间

Table
 

1　 XGBoost
 

hyperparameter
 

optimization
 

interval
超参数 寻优范围

n_estimators [10 ~ 200]
eta [0. 01 ~ 1]

max_depth [2 ~ 10]
subsample [0. 1 ~ 0. 9]

　 　 ISSA 对 XGBoost 相关超参数寻优流程如图 6 所示。

图 6　 ISSA 优化 XGBoost 流程

Fig. 6　 ISSA
 

optimization
 

XGBoost
 

flow
 

chart

　 　 1)设置种群规模 N,搜索空间维度 D,最大迭代次数

T。 初始化麻雀种群,对麻雀位置初始化。
2)将 XGBoost 的相关超参数进行初始化,包括超参

数的寻优范围。
3)计算出当前 XGBoost 超参数下的每一只麻雀的最

优和最劣适应度值,并记录其位置。
4)根据式(5)、(7)、(4) 依次随着迭代过程更新发

现者、加入者、侦察者位置信息。
5)计算麻雀新位置的适应度值,若前者更优则保持

原有个体不变。
6)更新整个麻雀种群所经历的最优和最劣适应度

值,及其位置。
7)判断是否满足最大迭代次数,若不满足返回步骤

4)继续迭代。
8) 确定 XGBoost 最优超参数组合, 得到最佳的

XGBoost 故障诊断模型。

3　 实验测试及分析

　 　 本文数据来源于 IEC
 

TC
 

10 和国家电网出版的《电

网设备检测技术应用典型案例》中的案例数据以及从辽

宁某供电公司获得的监测数据,为保证模型具有良好的

普适性和泛化能力,从中随机选取 505 组有效数据,在
Anaconda3 集成环境下使用 python3. 7 进行多次仿真实

验,验证本文方法在变压器故障诊断中的准确性与可

行性。
505 组故障数据随机抽取 101 组作为测试集其余均
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为训练集。 为消除不同量纲的影响,提高训练速度和分

类精度,对故障数据进行归一化处理。 辨识变压器故障

类型分别是正常、低能放电、高能放电、局部放电、中低温

过热、高温过热,编号为 0 ~ 5。 训练集和测试集样本数据

的分布如表 2 所示。
表 2　 样本数据的分布

Table
 

2　 Distribution
 

of
 

sample
 

data
故障类型 正常 低能 高能 局部 中低温 高温

训练样本 62 71 73 66 67 65
测试样本 22 12 13 16 16 22

3. 1　 故障特征选择

　 　 RFRFE 算法选择重要特征变量需要确定参数包括

随机特征变量个数和决策树数量其中 mtry 根据文献[17]

选取默认值 n (n 为训练集特征个数) 决策树数量设置

为 1
 

000。 所得故障特征重要度按照由高到低依次排列

为 H2、C2H6、CH4、C2H4、C2H2、CO、CO2。 故障特征( 个

数)与诊断精度的关系如图 7 所示。

图 7　 故障特征与准确率的关系

Fig. 7　 The
 

relationship
 

between
 

fault
 

characteristics
 

and
 

accuracy

由图 7 可以看出,特征个数为 7 时,删除重要度最低

的特征,剩余特征重新测试分类正确率。 随着特征个数

减少,分类正确率呈上升趋势。 因为删除重要度较低特

征能够减小冗余信息对算法性能的影响。 特征个数为 5
时,得到最高分类正确率。 依次迭代,随着重要度较高故

障特征的减少,分类正确率开始逐渐下降。 由 RFRFE 算

法的选择结果,选择前 5 个特征作为变压器故障诊断的

输入。 经 RFRFE 算法选择后的部分数据如表 3 所示。
　 　 为了说明重要特征变量选择对变压器故障诊断精度

的影响。 对 RFRFE 故障特征选择前后,诊断精度和运行

时间进行对比分析,XGBoost 采用默认参数进行故障诊

断,实验结果如表 4 所示。 经 RFRFE 特征选择后,降低

了故障特征数据的维数,减少了故障诊断模型的输入数

据,使得故障诊断的时间和精度都有所提高。

表 3　 重要特征样本集部分数据

Table
 

3　 Partial
 

data
 

of
 

important
 

feature
 

sample
 

set

特征气体成分及含量 / (μL·L-1 )
H2 C2 H6 CH4 C2 H4 C2 H2

故障

类型

7. 5 3. 4 5. 7 2. 6 3. 2 正常

31 4. 7 6. 6 19 67 低能放电

49 25. 1 41. 6 124 15. 7 高能放电

201 9. 4 11. 2 2. 6 0 局部放电

5. 5 3. 9 9. 6 50 1. 5 中低温过热

17 11 21 145 4. 1 高温过热

表 4　 RFRFE 特征选择前后对比

Table
 

4　 Comparison
 

before
 

and
 

after
RFRFE

 

feature
 

selection
原始特征 重要特征

运行时间 / s 10. 921 5. 317
诊断精度 / % 74. 25 86. 13

3. 2　 不同故障诊断模型诊断结果分析

　 　 RFRFE 算法选择后的重要特征作为诊断模型输入,
分别选取 K 近邻( KNN)、SVM、ELM、RF 四种主流监督

学习模型在默认参数下进行训练,并将测试结果与传统

XGBoost 模型进行对比,结果如表 5 所示。 由表 5 可知,
XGBoost

 

模型在变压器故障诊断中对正常和高能放电较

为敏感,对高温过热和低能放电诊断效果略差,但综合故

障诊断精度在 5 种模型中最高。
表 5　 不同模型诊断精度

Table
 

5　 Diagnosis
 

accuracy
 

of
 

different
 

models
故障

类型

诊断正确率

KNN SVM ELM RF XGBoost
正常 0. 836

 

3 0. 909
 

0 0. 909
 

0 0. 954
 

5 1
低能放电 0. 583

 

3 0. 666
 

7 0. 833
 

3 0. 916
 

6 0. 750
 

0
高能放电 0. 769

 

2 0. 692
 

3 0. 769
 

2 0. 846
 

1 0. 923
 

0
局部放电 0. 937

 

5 0. 687
 

5 0. 687
 

5 0. 812
 

5 0. 875
 

0
中低温过热 0. 875

 

0 0. 75 0. 625
 

0 0. 75 0. 812
 

5
高温过热 0. 545

 

5 0. 590
 

9 0. 636
 

4 0. 681
 

8 0. 727
 

3
总计 0. 762

 

3 0. 722
 

7 0. 742
 

6 0. 821
 

7 0. 851
 

4

　 　 为了对
 

XGBoost
 

的计算稳定性进行测试,5 种方法

均运行 30 次,每次得到的结果进行统计分析,对比各方

法故障诊断准确率,如表 6 所示。

表 6　 不同模型重复训练结果

Table
 

6　 Repeated
 

training
 

results
 

of
 

different
 

models
基准模型 最高准确率 最低正确率 平均正确率

KNN 0. 782
 

1 0. 712
 

8 0. 763
 

2
SVM 0. 752

 

4 0. 693
 

0 0. 732
 

6
ELM 0. 792

 

0 0. 702
 

9 0. 740
 

5
RF 0. 851

 

4 0. 742
 

5 0. 797
 

9
XGBoost 0. 871

 

2 0. 801
 

9 0. 842
 

4

　 　 由表 6 可见,基于 XGBoost 的变压器故障诊断模型

的 30 次平均故障诊断正确率为 0. 842
 

4。 与其他 4 种主
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流监督学习模型相比,基于 XGBoost 的变压器故障诊断

模型具有最高的平均正确率。
3. 3　 不同 XGBoost 模型诊断结果分析

　 　 由于 XGBoost 模型的超参数对其训练学习效果有着

显著的影响,因此采用 ISSA 对设定的 4 个超参数同时优

化,并且与 SSA 和 PSO 的优化效果进行对比分析。
ISSA、SSA 和 PSO 中相关参数设置为种群数 40,最大迭

代次数为 80,空间维数为 4。 适应度值以变压器故障诊

断精度为标准,适应度变化曲线如图 8 所示。

图 8　 适应度变化曲线

Fig. 8　 Fitness
 

change
 

curve
从图 8 可以看出,3 种优化算法中标准 PSO 收敛速

度较慢且适应度值最低。 标准 SSA 算法由于全局搜索能

力较弱局部开发能力不强,所以在迭代 25 次后才达到全

局最优解。 而引入非线性控制参数 c 和莱维飞行的 ISSA
在迭代 11 次时就达到收敛状态且适应度值最高,说明改

进的 ISSA 与其他两种优化算法相比,具有更强的全局寻

优能力和收敛速度。
3. 4　 诊断结果及对比分析

　 　 101 组测试集样本数据用于测试训练后 ISSA-
XGBoost 故障诊断模型的诊断精度,分类结果与 SSA 和

PSO 优化 XGBoost 诊断结果进行对比分析。 各方法诊断

结果如表 7 所示,分类准确率如图 9 ~ 11 所示。
表 7　 变压器故障诊断正确率结果

Table
 

7　 Transformer
 

fault
 

diagnosis
 

results (%)
故障类型 PSO SSA ISSA

正常 90. 90 95. 45 100
低能放电 91. 66 75 83. 33
高能放电 84. 61 69. 23 92. 30
局部放电 68. 75 81. 25 93. 75

中低温过热 75 93. 75 87. 50
高温过热 77. 27 81. 81 86. 36

　 　 由图 9 可以得出,利用 PSO-XGBoost 模型进行变压

器故障诊断时,2 个正常诊断为高温过热和中低温过热;
1 个低能放电诊断为局部放电;2 个高能放电诊断为正常

和高温过热;5 个局部放电诊断为中低温过热、高能放电

和低能放电;4 个中低温过热诊断为高能放电和高温过

热;5 个高温过热诊断为正常、局部放电、中低温过热以

图 9　 PSO-XGBoost 故障诊断结果

Fig. 9　 PSO-XGBoost
 

fault
 

diagnosis
 

result

图 10　 SSA-XGBoost 故障诊断结果

Fig. 10　 SSA-XGBoost
 

fault
 

diagnosis
 

result

图 11　 ISSA-XGBoost 故障诊断结果

Fig. 11　 ISSA-XGBoost
 

fault
 

diagnosis
 

result

及高能放电。 综合故障诊断率为 81. 18%。
由图 10 可以得出,利用 SSA-XGBoost 模型进行变压

器故障诊断时,1 个正常诊断为高温过热;3 个低能放电

诊断为高能放电;4 个高能放电诊断为正常、高温过热和

低能放电;3 个局部放电诊断为高能放电和低能放电;1
个中低温过热诊断为高温过热;4 个高温过热诊断为中
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低温过热和高能放电。 综合故障诊断率为 84. 15%。
由图 11 可以得出,利用 ISSA-XGBoost 模型进行变压

器故障诊断时,2 个低能放电诊断为高能放电和中低温

过热;1 个高能放电诊断为高温过热;1 个局部放电诊断

为高能放电;2 个中低温过热诊断为高温过热和正常;3
个高温过热诊断为中低温过热和低能放电。 综合故障诊

断率为 91. 08%。
结果表明,变压器故障样本集经过 RFRFE 算法特征

选择后, ISSA-XGBoost
 

的变压器故障诊断模型, 相比

SSA-XGBoost 和 PSO-XGBoost 故障诊断模型,具有更高

的故障识别准确率。

4　 结　 论

　 　 本文针对变压器故障诊断精度较低的问题,充分利

用变压器油中气体成分的特征信息进行有监督学习,建
立了基于 RFRFE-ISSA-XGBoost 变压器故障诊断模型。
RFRFE 算法对变压器故障样本数据进行重要特征选择,
能够去除冗余特征,减少变量之间的相关性,缩小训练时

间以及提高诊断精度。 采用服从均匀分布随机调整策略

和莱维飞行策略改进麻雀算法协调了全局搜索与局部开

发的平衡并且改善了寻优过程中易陷入局部最优的缺

陷。 采用 ISSA 优化 XGBoost 的相关超参数,能够有效提

高 XGBoost 变压器故障诊断模型的泛化能力和精度。 同

其他 主 流 监 督 学 习 模 型 以 及 PSO-XGBoost 和 SSA-
XGBoost 故障诊断模型相比,结果表明本文所提方法能

更准确的对变压器故障信息做出快速、精确、可靠诊断,
具有一定理论研究和工程实际意义。
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