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摘　 要:基于 WLAN(wireless
 

local
 

area
 

network)的定位在智能家居、室内导航、个性化服务等应用中扮演着重要的角色。 研究了

基于序列到序列 seq2seq 模型的室内 WLAN 定位方法。 该方法基于在自然语言处理中广泛应用的 seq2seq 神经网络模型,通过

样本数据学习信号指纹空间中的时间序列和坐标空间中的时间序列的关系。 经过滤波等预处理后,再进行样本增强,并设计合

理的输入输出及代价函数,本方法能够实现更高精度定位。 实测的数据表明,提出的方法相比于其他几种基于神经网络的定位

方法,度量学习 RFSM 方法、去噪自编码器 DAE 方法、f-RNN 方法,平均定位精度分别提高了 23%、11%和 20%。
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Abstract:Wireless
 

local
 

area
 

network
 

(WLAN)
 

based
 

positioning
 

plays
 

an
 

important
 

role
 

in
 

smart
 

homes,
 

indoor
 

navigation
 

and
 

user-
defined

 

services.
 

Proposed
 

a
 

seq2seq
 

model
 

based
 

WLAN
 

indoor
 

positioning
 

method.
 

The
 

method
 

is
 

based
 

on
 

the
 

seq2seq
 

neural
 

network
 

model,
 

which
 

is
 

widely
 

adopted
 

in
 

the
 

natural
 

language
 

processing
 

(NLP).
 

The
 

seq2seq
 

model
 

can
 

learn
 

the
 

relationships
 

of
 

the
 

time
 

sequences
 

in
 

the
 

signal
 

domain
 

and
 

the
 

coordinate
 

domain.
 

After
 

carefully
 

designed
 

signal
 

pre-processing,
 

sample
 

augmentation
 

and
 

reasonable
 

loss
 

function,
 

the
 

learned
 

model
 

can
 

be
 

adopted
 

for
 

positioning.
 

According
 

to
 

the
 

experimental
 

results
 

from
 

our
 

collected
 

data,
 

our
 

method
 

can
 

improve
 

positioning
 

accuracy
 

compared
 

with
 

some
 

other
 

neural
 

network
 

based
 

methods,
 

including
 

the
 

RFSM
 

method,
 

the
 

denoising
 

autoencoder
 

(DAE)
 

based
 

method
 

and
 

the
 

f-RNN
 

method,
 

by
 

23%,
 

11%
 

and
 

20%
 

respectively.
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0　 引　 言

随着普适计算研究的深入和 WLAN ( wireless
 

local
 

area
 

network)无线网络的普及,基于环境的位置感知、特
别是室内环境中的位置感知是当前研究的热点[1-2] 。 通

过一定设备感知环境中 WLAN 信号,并估计当前的设备

的位置,是物联网( internet
 

of
 

things,
 

IOT)、基于位置的

服务(location
 

based
 

service,
 

LBS)等的信息基础,在智能

家居、室内导航、个性化服务等具体应用中扮演着重要的

角色。 并且由于 WLAN 信号在室内环境中的普及,以及

WLAN 感知设备的普及,使得基于 WLAN 的定位应用具

有较大的优势,具体来说,相比于其他的需要在室内另外

建设定位基础设施的方法,如基于 UWB 的定位方式、基
于蓝牙的定位方式[3-4] 、基于超声的定位方式[5-6] 、基于可

见光通信的定位方式[7-8] 等,具有更低的成本和较强的普

适性。
由于室内环境中存在较丰富的 WLAN 信号,并且由

于这些信号具有一定的短时平稳特性,通常来说,根据设

备感知到的不同 WLAN 信号可以用于区分几何空间的

位置,即信号空间的信号与几何位置空间中的位置存在

一定的映射关系。 基于 WLAN 的定位方法,通过一定的

训练数据学习信号与位置的映射关系,从而在设备感知

到 WLAN 信号时,通过学习到的映射关系求得位置。 在
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实际应用中,设备感知的 WLAN 信息通常包含信道状态

信息(channel
 

state
 

information,
 

CSI)和信号强度(received
 

signal
 

strength,
 

RSS),由于 CSI 信息的获取受到较大的硬

件限制[9] ,信号强度信息应用更为广泛。 又由于信号强

度信息在不同的几何位置中具有较高的独特性,因此感

知到的 WLAN 信息又被称为信号强度指纹 ( received
 

signal
 

strength
 

fingerprint,
 

RSSF)。 传统的 WLAN 定位方

式,通过采集不同几何位置的信号强度指纹信息作为训

练数据,再通过指纹匹配的方法进行位置估计。
随着深度学习研究的深入,其也拓展到了 WLAN 定

位领域。 基于深度学习的 WLAN 定位方法由于能够通

过训练数据提取到信号特征间中对定位有用的特征,能
够在一定程度上克服信号强度空间中复杂的噪声,提供

更好的定位精度,因此是当前研究的热点。
传统的基于深度学习的 WLAN 定位主要有如下

几类。
1)通过卷积神经网络学习信号空间度量方式( radio

 

fingerprint
 

similarity
 

measure,
 

RFSM) [10] 。 该方法通过得

到最佳的信号空间度量,从而寻找对应的几何空间的近

邻关系,再通过最近邻的方法得到几何位置估计。 该方

法的缺点是,本质仍然时最近邻定位过程,计算量随着信

号指纹的数目无限增大,不满足大规模应用的要求;
2)基于自编码器(auto

 

encoder,
 

AE)的定位方法[11] ,
通过自编码器对神经网络进行无监督的预训练 ( pre-
training),再通过少许带标签(即已知几何位置的 RSSF)
进行精调整( fine-tuning)。 该方法的优点是定位方法对

信号空间的噪声不敏感,仅需要少许带标签的数据,可以

进行半监督的学习。 缺点是由于进行与训练时用到的是

逐层贪心算法,当带标签的数据较多时,退化成普通的神

经网络定位方法,无法充分利用大量的带标签数据。
3)基于 RNN 的方法[12-13] ,基于 RNN 的方法由于可

以充分利用序列的信息(在定位背景下,是时间序列),
因此通常可以获得更好的定位精度。 3 种不同的 RNN
结构如图 1 所示[13] 。 图 1( a)为简单的多输入单输出的

结构,即根据多个时间的 RSS 信号指纹,联合估计单个时

间的几何位置;图 1( b)为多输入多输出的结构,根据多

个时间的 RSS 信号指纹,联合估计多个时间的几何位置;
图 1(c)在多输入多输出结构的基础上,把前一时刻的位

置输出也作为后一时刻的输入。 文献[13]指出图 1( c)
(f-RNN)中的结构有着最好的定位精度,但是其缺点也

很明显,即该方法需要人员的初始位置,才能进行后续的

定位,在实际应用中可能受到较大的限制。
受到上面方法的启发,本文提出一种基于 seq2seq 模

型[14-15] 的方法。 seq2seq 模型具有编码器-解码器的结

构,在自然语言处理(natural
 

language
 

process,
 

NLP)的翻

译任务中有着重要的应用。

图 1　 基于 RNN 的 WLAN 定位方法的经典网络结构

Fig. 1　 The
 

three-classical
 

structure
 

for
 

RNN
 

based
WLAN

 

positioning
 

method

自然语言中的翻译任务与 WLAN 定位问题有着如

下的相似性,因此 seq2seq 模型也非常适用于室内 WLAN
的定位问题。 1)传统的 seq2seq 模型的输入是前后相互

关联的序列(一种语言的一句话或一个短语),WLAN 信

号指纹定位中的输入的信号强度指纹也是前后相互关联

的序列;2)传统的 seq2seq 模型的输出是前后相互关联

的序列(另一种语言的对应的句子或短语),在本文的定

位过程中需要的输出也是前后相关的连续位置估计。 定

位中,相关性体现在连续位置估计中,由于行人的行走速

度有限导致的距离限制,由于室内空间限制导致的行人

轨迹约束等;3)在自然语言翻译任务中和 WLAN 行人定

位过程中,seq2seq 模型都能应对变化的输入长度。 特别

是在行人定位过程中,可根据定位场景对实时性和定位

精度的限制,灵活调整模型的输入长度,即行走过程中采

集到的信号强度指纹的数目。 通常来说,该数目越短,实
时性越好,精度越差;该数目越长,处理时间越长,但由于

更充分利用了序列前后的相关性,精度越高。
由于上面提到的原因,本文将 seq2seq 模型应用到了

WLAN 行人定位中,该方法有如下的特点:1)能够充分利

用连续采集的信号强度指纹的相关性,从而提高定位精

度;2)能够充分利用训练数据中位置空间的前后相关性,
提高精度;3)在定位时,不需要人员的初始位置,并且该

模型能够应对不同长度的输入,定位的适应场景更多。
最后本文通过实测的实验数据对该方法进行了验证,并
且与前文提到的 3 种典型的基于神经网络的方法( RFSM
方法、去噪自编码器 DAE 方法、f-RNN 方法) 进行了比
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较,证明了本文提出的方法具有更好的定位精度,平均定

位精度分别提高了 1. 2、0. 5 和 1. 0
 

m,对应的百分比为

23%、11%和 20%。 但是,由于本文的方法中输入输出均

为可变长度的序列,因此在训练中通常需要大量的训练

样本数据,即需要人员在定位前在室内环境中采集更多

已知位置的信号强度指纹,该问题可以通过连续指纹采

集的方式在一定程度上缓解。

1　 方法步骤

seq2seq 模型在自然语言处理中的翻译任务有着较

为成熟的应用,由于翻译任务中与 WLAN 定位有着一定

的相似性,因此也可以将该模型用于 WLAN 定位中。 在

该节中,首先介绍 seq2seq 模型的特点以及在翻译任务中

的经典应用,然后再详细介绍 seq2seq 模型在 WLAN 定

位中的具体应用方法。 在 WLAN 定位中,应用 seq2seq
模型的不同之处主要体现在如下几个方法:1)输入和输

出不同,WLAN 定位中输入为信号强度指纹数据,输出为

位置;2)预处理方法不同,特别是模型的输入为信号强度

指纹数据,需要进行较多的预处理方法,从而解决输入维

度不同、信号衰落导致的信号强度跳变等问题;3)训练样

本的匮乏性问题,本文提出一种方法增加训练样本的数

目。 本文主要从这几个方面详细论述 seq2seq 模型在

WLAN 定位中的应用。
1. 1　 seq2seq 模型简介

seq2seq 模型最早在文献[14]提出,可以应对输入输

出序列长度变化的情况,因此适合在自然语言处理的翻

译任务中有进行应用。 结构如图 2 所示,有着编码器-译
码器结构。 该结构中,由一种语言的输入通过 RNN 网络

将该输入进行编码成一个向量,再将该向量作为译码

RNN 网络的输入,得到的输出即为翻译后的另一种语

言。 该模型最大的优点是可以应对长度变化的输入,并
且可以学习到两个不同域的映射关系,因此也适合在本

文中的 WLAN 定位中应用(由信号域映射到坐标域)。
传统的 seq2seq 模型的应用中主要包含如下 4 种关

键技术。
1)词嵌入技术。 由于一个域中的单词数目巨大,如

果直接进行 one-hot 编码可能导致数据维度巨大,所需要

的参数量巨大,从而难以进行实际的运用。 因此引入词

嵌入技术对单词的表示向量进行降维。 传统的词嵌入方

法包含 word2vec 方法,通过语料中单词,按照一定的模

型,如连续词袋(continuous
 

bag
 

of
 

words,CBOW),图 3 所

示为通过 CBOW 方法产生样本进行训练后,得到的单词

表示维度较低,并且在该空间的表示能够较好地反映出

单词的相似性[16-17] .
2)encoder-decoder 模型,即编码器译码器模型。 如

图 2　 seq2seq 编码器译码器模型

Fig. 2　 The
 

encoder-decoder
 

structure
 

for
 

the
 

seq2seq
 

model

图 3　 CBOW 方式产生的词嵌入训练样本

Fig. 3　 The
 

training
 

samples
 

originated
 

from
 

the
 

CBOW
 

method

图 2 所示,能够通过长短期记忆门控单元( long
 

short
 

term
 

memory,
 

LSTM) 构成 RNN 网络, 得到编码器-译码器

结构。
3)注意力机制。 注意力机制在 seq2seq 中的应用首

先在文献[15]提出。 注意力机制解决了传统的 seq2seq
模型中信息输入序列信息丢失的问题:即当输入序列较

长,上下文向量,即编码器的输出( context
 

vector)维度有

限时,编码器输出的上下文向量丢失了较多信息,导致输

出不准确。 注意力机制如图 4 所示,相比于图 2 的模型,
注意力机制的变化主要存在于编码器译码器之间,加入

了注意力机制,影响了编码器和译码器之间的信息传递。
注意力机制中的关键步骤可以表示为计算新的上下

文变量 ci:

ci = ∑
T

j = 1
α ijh j (1)

其中, h j 对应于编码器的隐藏变量, α ij 对应于式

(2),由 eij 决定。

α ij =
expeij

∑
T

k = 1
expeik

(2)

其中, eij 由编码器和译码器的不同时刻的隐藏变量

共同决定,为:
eij = get_score( s j,h j) (3)
其中,函数 get_score( . ) 为得分函数,不同的策略可

以有不同的得分函数,详情参考文献[15]。
4)预测机制。 在 seq2seq 模型训练完成后,需要通

过输入对翻译的输出进行预测。 由于模型中,前面一个
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图 4　 带注意力机制的 seq2seq 模型

Fig. 4　 Seq2seq
 

model
 

with
 

the
 

attention
 

mechanism

状态的输出会影响到后面的输出,因此,总是利用贪心算

法,计算当前输出概率最大的单词作为输出的策略,可能

存在错误的情况,影响到整体的输出质量。 通常来说,利
用 BeamSearch 算法,计算几个连续输出概率最大的序列

从而避免译码器的输出发生的错误影响到后面的输出。
由于翻译任务与 WLAN 定位任务有着如下的相似

性,因此 seq2seq 模型同样适用于 WLAN 定位任务。 首

先,两者的输出输出都是前后关联的序列。 特别是在

WLAN 定位任务中,信号强度指纹和位置都是前后关联

的序列。 其次,两种不同的应用中,其输入输出都是可变

长度的。 在 WLAN 定位应用中,存在如下情况:有时要

求采集到一个信号强度指纹后立即输出当前的位置估

计,有时允许一定的延迟,在连续获得几个信号强度指纹

后,再估计当前的位置。
1. 2　 基于 seq2seq 模型的 WLAN 定位方法

在 WLAN 定位中,与自然语言的翻译任务虽然存在

较多的相似性,也存在一些有关任务的独特之处,因此在

seq2seq 模型的应用过程中需要一些特殊处理。 这些需

要特殊处理的地方主要体现在输入输出的预处理,特别

是输入的信号强度指纹信号,由于信号的衰落等原因,测
量得到的信号强度有较大的噪声,并且信号的维度不同,
不能直接作为神经网络的输入,因此需要对输入信号进

行预处理;另外,由于 seq2seq 模型在训练时需要较多数

量的样本,而在实际应用中,采集大量的已知几何坐标位

置的较难实现。 需要根据已有的样本,生成新的序列作

为输入。 本文提出的基于 seq2seq 的方法考虑到了以上

提到的两点,下面对该方法进行详细论述。
1)样本数据预处理

在 WLAN 的定位中,所用到的用于定位的信息是信

号强度指纹信息。 该信息在实际的应用中有着如下的特

点[10] :(1)噪声较大,引起噪声的原因有很多。 首先由于

信号的衰落现象严重,较小的位置偏移可能导致信号强

度的较大变化。 其次,环境的动态变化,如人员的移动,
人员的朝向的变化等,导致接收信号强度产生变化,最后

是信号本身的热噪声。 ( 2) 信号维度的缺失。 通常来

说,即使保持人员的位置不变,对于某些 WLAN 路由器

的信号时而可见时而不可见,导致信号维度的缺失。 该

问题从本质上来说,也是噪声问导致的问题。 (3) 信号

维度的不同。 在一些位置能够观察到的信号强度的维度

与其他位置不一样,这种现象在较大的定位场景中尤其

明显。 (4)由于信号采集平台的不同导致的信号强度的

分布不同问题。 该问题在 WLAN 定位中较为明显。 通

常来说在训练过程中,采集信号的软硬件平台是可控的,
然而在实际的定位过程中,不同的用户的软硬件平台不

同,就算在相同的环境中,采集到的信号强度指纹观测的

分布也不同,需要进行归一化处理。
为了解决上述的问题,需要对信号强度指纹进行预

处理。 本文中的预处理主要有如下 3 个步骤。
(1)对指纹信号进行维度变化,使得所有的信号指

纹有相同的维度。 如式(4) 所示,首先求数据集中的所

有信号强度指纹中不同路由器的集合,该集合是数据集

中不同信号强度指纹的路由器集合的并集,算子 Set{ . }
表示对某信号强度指纹求路由器集合。

Sall =∪ {Set{RSS1},Set{RSS2},Set{RSS3},…}
(4)

根据 Sall 求得所有路由器集合与单独的信号强度中

的路由器集合 Set{RSS i} 进行比较,将 RSS i 中不存在的

路由器的信号强度设置为一个默认值。 在补齐的过程

中,将 RSS i 中不存在的路由器的信号强度设置为一个默

认值。 该默认值表示该路由器发出的信号淹没在了环境

噪声中。 该假设利于实际工程上的应用,是目前 WLAN
信号指纹定位方法中存在的一个普遍假设[9-10] 。 不同的

方法在默认的底噪数据中存在较小不同。 该默认值表示

该路由器发出的信号淹没在了环境噪声中。
(2)对信号指纹进行滤波平滑处理。 该过程主要是

为了减少信号强度观测中的噪声的影响。 本文中,采用

文献[13]的经典的低通滤波的方法,该方法中的滤波器

幅度响应如图 5 所示。 该滤波器系数经过文献[13]的验

证,为最佳的滤波器,本文中直接采用。
(3)信号的归一化。 为了解决信号强度在不同软硬

件采集的条件下分布不同的问题,需要对信号强度进行

归一化处理。 归一化处理后,所有的信号强度都分布在

区间[0,
 

1]中,处理方法如下:

snorm =
sraw - smin
smax - smin

(5)

式中: sraw 为原始的信号强度; sraw 为归一化后的信号强
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图 5　 滤波器的幅度响应

Fig. 5　 The
 

amplitude
 

response
 

of
 

the
 

proposed
 

filter

度; smax 和 smin 分别为信号强度中的最大值和最小值。
2)训练样本采集方法

seq2seq 模型通常需要较多的训练样本,从而能够学

习到不同种类序列之间的关系。 在 WLAN 定位中,仅仅

依靠人员在之内环境中进行标记行走,样本数据十分有

限,因此本文提出对原始采集到的信号样本进行一定的

处理,从而从已有的样本中生成新的样本,达到增加样本

数据的目的。 本文主要通过三种方式增加样本的数目。
首先,通过不同的滑窗长度划分行走轨迹,产生不同

长度的子轨迹样本。 对于单点定位样本的训练,由于其

与多点定位的网络共享网络参数,因此虽然单点训练部

分的均方误差(mean
 

square
 

error,MSE)没有变化,但是网

络的整体输入输出发生了变化,也会影响单点定位的训

练。 训练后的网络能够更好地捕捉序列的前后关系,因
此具备提高定位精度的潜能。 其次,通过改变轨迹的顺

序,如轨迹逆向,增加样本数目。 最后,如图 6 所示,通过

相近的轨迹点生成新的轨迹。 图 6 的两个相交的轨迹

中,如果存在两个相交的点,则可以按照交点在两个不同

的轨迹中切换,从而生成新的轨迹,该图中按照该方式可

以生成 4 条新的轨迹,从而产生新的样本。 通过交叉点

生成新样本序列的方法加入注意力机制对定位精度不会

产生负面影响。 原因为注意力机制增强了神经网络中当

前信号指纹输入和当前位置估计的对应关系,而通过交

叉点生成新样本不会对这种对应关系产生影响。
3)网络结构及损失函数

本文中所用到的 seq2seq 网络的结构如图 7 所示,将
两个 LSTM 单元进行级联,生成一个深度的 RNN 网络。
该网络中,输入为预处理后的不同长度的信号强度序列,
输出为二维的归一化的坐标位置。 此处,坐标位置的归

一化 ( 式 ( 6)) 与信号强度的预处理归一化 ( 式 ( 5))
类似。

pnorm =
praw - pmin

pmax - pmin
(6)

其中, p 表示位置空间中的横坐标或纵坐标。 该网

络的输出序列是位置坐标的序列,该序列不需要原始

seq2seq 模型中的词嵌入,因为坐标域已经能够较好地衡

量近邻关系。

图 6　 增加轨迹样本

Fig. 6　 A
 

method
 

for
 

increasing
 

the
number

 

of
 

trajectory
 

samples

图 7　 基于 seq2seq 定位的整体模型

Fig. 7　 The
 

overall
 

model
 

for
 

seq2seq
based

 

positioning
 

method

由于网络的输出为归一化的坐标域位置,因此该网

络与传统网络不同的是该网络是一个回归网络,而不是

分类网络。 因此,本文直接利用最小 MSE 作为训练的损

失函数:

MSE = ∑ N

i = 1
[(xpred

i - xsample
i ) 2 + (ypred

i - ysample
i ) 2]

(7)
式中: xpred

i 、xsample
i 、ypred

i 、ysample
i 分别为预测的横坐标、样本横

坐标、预测纵坐标、样本纵坐标。 本文用到的训练框架为

Tensorflow,采用的优化算法为 Adam 算法,步长设置为

0. 05,并且学习步长根据训练循环进行指数衰减。

2　 实验分析

为了能够更加充分地说明本文提出的基于 seq2seq
模型的定位方法的有效性,采集了数据集对方法进行了

验证。 该数据集在办公室环境内采集,具有较好的代表

性,其包含了不同楼层、不同硬件型号的信号、不同的人
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员采集的数据。 采集数据集时,通过人员在环境内行走,
利用智能手机在行走过程中连续采集过程中的信号强度

指纹,并且通过已知的室内起始点和结束点获得不同时

刻的人员位置。 通过实验,本文分别验证了信号预处理

的滤波、LSTM 层数、注意力机制、样本增加机制对方法性

能的影响。 最后将本文提出的方法与传统的几种基于神

经网络的 RFSM 方法、去噪自编码器 DAE 方法、f-RNN
方法进行了对比,充分说明了本文提出的方法的有效性。
2. 1　 信号强度预处理对精度的影响

信号强度维度补齐和滤波是信号强度预处理的重要

步骤。 在维度补齐的过程中,需要设置默认的底噪参数。
为了验证底噪参数对定位精度的影响,加入了不同底噪

参数影响的实验。 如表 1 所示,当底噪参数分别为-100、
-110 和-120

 

dBm(3 个典型值)时,平均定位精度分别为

4. 4、4. 0 与 4. 3
 

m。 因此本文取-110
 

dBm 作为环境中的

噪声水平。
表 1　 不同底噪参数对平均定位精度的影响

Table
 

1　 The
 

effect
 

of
 

different
 

noise
 

level
 

parameter
over

 

the
 

average
 

positioning
 

accuracy
底噪参数 / dBm 平均定位精度 / m

-100 4. 4
-110 4. 0
-120 4. 3

　 　 而预处理中的滤波步骤可以在一定程度上克服采集

到的信号强度噪声。 图 8 所示为加入信号强度滤波过程

对定位的误差积累分布曲线(cumulative
 

density
 

function,
 

CDF)的影响。 可以看出,在其他参数或条件相同的情况

下,加入信号强度滤波预处理过程能够有效提高定位精

度,其平均定位误差降低了 0. 7
 

m。

图 8　 信号强度预处理的影响

Fig. 8　 The
 

effect
 

of
 

pre-processing
 

signal
 

strength

2. 2　 LSTM 层数对精度的影响

通常来说,增加网络的深度对提高精度有着有利的

影响。 本文中比较了 LSTM 层数分别为 1 和 2 时对定位

精度的影响。 由于 seq2seq 较难训练的特性,此处仅比较

了层数分别为 1 和 2 的影响,对更多层数的影响将在后

面进行研究。 图 9 所示为 LSTM 层数分别为 1 和 2 的不

同 CDF 曲线,此处加深 LSTM 一层,对平均定位精度的提

高较为有限,仅为 0. 9
 

m。

图 9　 LSTM 层数的影响

Fig. 9　 The
 

effect
 

of
 

number
 

of
 

layers
 

of
 

LSTM

2. 3　 注意力机制的影响

从原理上来说,注意力机制在定位过程中有着较为

重要的作用。 在定位过程中,不同的信号强度指纹与坐

标位置存在一定的对应关系,利用 seq2seq 模型可以更好

地利用前后相关的信息,但不能通过不采用注意力模型

放弃信号指纹与位置的一一对应关系。 如图 10 所示,注
意力机制的确对定位精度有着较大的影响,取消注意力

机制后,平均定位精度由 4. 0 下降至 5. 4
 

m。

图 10　 注意力模型对精度的影响

Fig. 10　 The
 

effects
 

of
 

attention
 

mechanism
 

over
 

performance

2. 4　 样本增加机制的影响

本文提出的样本增加机制,通过变化的滑窗长度、变
化的轨迹方向,以及新生成的轨迹丰富已有的样本数目。
该样本增加过程可以看做是对原数据集的增加。 由于

seq2seq 的特性,对数据集进行增强,能够帮助神经网络

更好地学习到序列前后的关系,并利用该关系提高定位
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精度。 图 11 所示为样本增强机制对定位曲线的影响,可
以看出,增强样本后,定位精度的提高较为明显,提高了

约 1. 7
 

m。

图 11　 数据增强的影响

Fig. 11　 The
 

effects
 

of
 

data
 

augmentation

表 2 对不同因素在定位精度的影响进行了总结。 可

以看出,对定位精度提高的最大两个影响因素分别为加

入注意力机制和对数据集进行增强。
表

 

2　 不同因素对平均定位精度的影响

Table
 

2　 The
 

effect
 

of
 

different
 

aspects
 

over
the

 

average
 

positioning
 

accuracy

因素 精度提高 / m
滤波预处理 0. 7

加深 LSTM 层数 0. 9
加入注意力机制 1. 4

样本增强 1. 7

2. 5　 与其他的方法的横向比较

本文方法的一些因素对方法本身定位精度有影响,
将这些因素设置好后, ( 即加入信号预处理滤波, 将

LSTM 设置为 2 层,加入注意力机制,进行样本增强),本
文的方法与经典的基于神经网络的 RFSM 方法、去噪自

编码器 DAE 方法、f-RNN 方法 3 种方法进行了精度对

比。 其不同的 CDF 曲线如图 12 所示,结果显示了本文

的方法由于是基于序列的,能够更好地利用信号或坐标

位置序列的前后关系,定位精度更好。 如表 3 所示,相比

于 RFSM 方法、去噪自编码器 DAE 方法、f-RNN
 

3 种方

法,平均定位精度分别提高了 1. 2、0. 5 和 1. 0
 

m,提高的

百分比分别为了 23%、11%和 20%。
表

 

3　 不同方法平均定位精度对比

Table
 

3　 Comparisons
 

of
 

accuracies
 

over
 

different
 

methods

方法 平均精度 / m
本文方法 4. 0

RFSM 5. 2
DAE 4. 5

f-RNN 5. 0

图 12　 方法对比

Fig. 12　 Method
 

comparisons

3　 结　 论

由于 seq2seq 模型能够学习到可变长度的不同序列

之间的相关性,在自然语言处理的翻译任务中有着重要

的应用。 该模型同样适用于室内的基于 WLAN 的定位,
该定位问题中,需要寻找信号空间的时间序列和坐标空

间的时间序列的对应关系。 本文提出将 seq2seq 模型应

用于 WLAN 人员定位任务中。 通过一系列的处理过程,
包含信号强度预处理、数据样本增强等,能够使 seq2seq
模型适用于定位任务。 实验结果表明,本文提出的方法

相比于如下几种基于神经网络的定位方法,基于度量学

习的 RFSM 方法,基于降噪自编码器的 DAE 方法,和典

型的 f-RNN 方法,在相同的数据条件下,平均定位误差分

别下降了 1. 2、0. 5 和 1. 0
 

m,对应的百分比为 23%、11%
和 20%。
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