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摘　 要:无人驾驶技术改变人类生活方式,带车道线属性的高精地图,是无人驾驶领域的重要一环。 针对现有算法在车道线检

测时存在准确率低、效率低等问题提出基于 MultiRes+UNet 检测方法。 该方法通过空洞卷积扩大卷积感受野,从而对全局信息

统筹,运用 MultiRes
 

block 和 Res
 

path 结构减轻编码器-解码器特征之间的差异,大大降低了内存的需求。 实验结果表明,此算

法在保证检测准确率的同时,
 

提高了算法的稳定性和运行速率,在纯车道、复合车道、阴影污损车道等多情况下,调和平均值分

数分别为 0. 959、0. 942、0. 891,该算法存在高效性、高鲁棒性。
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Abstract:Unmanned
 

technology
 

changes
 

human
 

lifestyle.
 

The
 

high-precision
 

map
 

with
 

the
 

lane
 

line
 

attribute
 

plays
 

a
 

crucial
 

role
 

in
 

the
 

unmanned
 

field.
 

Proposing
 

a
 

detection
 

method
 

based
 

on
 

MultiRes
 

+
 

UNet
 

network,
 

aiming
 

at
 

the
 

problem
 

that
 

the
 

low
 

accuracy
 

and
 

low
 

efficiency
 

of
 

existing
 

algorithms
 

in
 

the
 

detection
 

of
 

composite
 

lane
 

lines.
 

This
 

method
 

expands
 

the
 

convolution
 

receptive
 

field
 

by
 

dilated
 

convolution
 

to
 

co-ordinate
 

global
 

information.
 

The
 

MultiRes
 

block
 

and
 

Res
 

path
 

structure
 

are
 

used
 

to
 

reduce
 

the
 

difference
 

between
 

the
 

encoder
 

and
 

decoder
 

features,
 

which
 

greatly
 

reduces
 

the
 

memory
 

requirement.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

proposed
 

algorithm
 

improves
 

the
 

detection
 

speed
 

of
 

the
 

algorithm
 

while
 

ensuring
 

the
 

detection
 

accuracy.
 

When
 

the
 

pure
 

lane,
 

compound
 

lane
 

and
 

shadow
 

fouling
 

lanes
 

are
 

obtained,
 

the
 

harmonic
 

mean
 

F1
 

scores
 

are
 

0. 959,
 

0. 942,
 

and
 

0. 891,
 

the
 

algorithm
 

is
 

high
 

efficiency
 

and
 

high
 

robustness.
Keywords:lane

 

detection;MultiRes+UNet
 

network;dilated
 

convolution;deep
 

learning

0　 引　 言

随着汽车工业技术和经济水平的快速发展,使得机

动车的保有量快速上升[1] 。 从而汽车驾驶的安全性成为

人们最为关心的热点题之一,如何提高汽车安全系数是

一件急需解决的问题。 而当前自动驾驶技术作为一种缓

解乃至解决该问题的重要技术手段,日益受到了人们的

关注[2] 。 随着深度学习技术的应用,人工智能行业发展

迅猛,立足人工智能的自动驾驶技术更是获得了学者和

工业界的青睐[3] 。 自动驾驶中最为重要的问题就是对交

通场景的检测,而车道线检测又是其重点。 传统的目标

检测[4] 和图像的阈值分割方法[5] 在交通场景的检测上效

果较差[6] ,难以应用到实际生产中,而深度学习的出现,
使得交通场景检测算法的研究有了新的方向。

关于车道线检测方法,
 

国内外专家学者已取得一定

的成果。 主要分为基于传统的检测方法和基于深度学习

的检测方法两类。 传统的车道线检测方法通常采用道路
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图像特征、几何特征等信息建模或利用车载传感器实现。
文献[7]提出利用变内核的顶帽算法进行车道线分割,
结合加权最小二乘法及随机投种法实现三车道识别。 但

该方法只对直线及较大曲率道路效果明显。 文献[8]提

出了基于粒子滤波方法进行车道线检测,利用 Catmull-
Rom 样条曲线数学模型标定车道线。 该方法在夜间、雨
天等恶略环境下检测性能较弱。 文献[9-10] 结合 Otau
算法和 Hough 变换较好实现在光线不均匀及夜间车道检

测,但该方法只能选择固定区域进行提取。 文献[11]考

虑固定区域内的车道检测不适用于陡峭度较大的道路,
提出了一种结合车道线颜色特征的动态 ROI 的漏斗检测

算法,并在复杂光照环境下有良好的效果。 文献[12]提

出基于双 ROI 和变相位扫描的车道检测算法,双 ROI 提

取独立的左右区域,加快了检测速度。 取得更好的效果,
但缺点是道路噪声,使算法的鲁棒强度不高。 文献[13]
提供基于有限端点和随机采样算法( RANSAC)的车道检

测算法,但很难检测到受损和不稳定的交叉口,对复杂的

路况检测效果较差。 文献[14] 用于自动驾驶中复杂车

道线检测方法和地图匹配算法,提出了一种使用 LiDAR
结合 AVM 摄像机的车道标记检测算法。 将上述两种车

道检测方案融合,作为地图映像算法的一部分,并在一个

独立的测试车上实现该算法。 以上传统的车道线检测方

法多通过全局、局部位置信息进行特征提取,无法实现对

车道跟踪的功能,且大多算法都局限于特定的应用环

境下。
近年来,随着深度学习在计算机视觉领域上的广泛

应用,国内外学者相继提出多种基于深度学习的车道线

检测方法。 文献 [ 15 ] 提出将现有的卷积神经网络

(CNN)模型能用于高速自动驾驶,得到端到端的 CNN 能

够用于车道检测与分类。 文献[16] 用像素级特征描述

上下文信息进行建模,并用增强算法选择用于检测车道

标记的上下文特征。 文献[17]将 CNN 和 RANSAC 算法

结合从边缘图像来检测车道,采用 CNN 主要用于图像增

强,此方法仅适用于路边树遮挡,栅栏或十字路口道等复

杂场景。 文献[18]介绍了一种 DVCNN,利用前视和俯视

图像可排除误检和去除非车道结构的目标。 文献[19]
提出适用多目标深度卷积网络,其重点用于寻找车道的

几何结构属性(如位置、方向) 并结合 RNN 来检测车道

线。 然而上诉基于深度学习检测方法存在共性问题:均
受限于检测一个预训练的、固定数量的车道线,且无法处

理车道变化;通过训练模型产生二值化后的车道线分割

图型仍需分离到不同的车道实例中。
本文提出基于 MultiRes+UNet 网络的车道线检测方

法。 该网络模型目前在医学领域上得到较好的应用,本
文将其引入到车道线语义分割中,确保在道路平面变化

下的车道线拟合仍具有高效性、高鲁棒性。 首先,为扩大

卷积感受野保留更多细节信息引入空洞卷积;为解决

UNet 网络对图像尺度输入的多样性支持不足问题,模型

中创新性的引入具有残差结构的 MultiRes 模块;为减轻

编码器-解码器特征之间特征差异,模型中引入 Res
 

path
结构,同时增强网络的非线性能力。 基于 MultiRes+UNet
网络的检测算法相对于 UNet 网络[20] ,同等环境下其准

确率和检测速度,均有较明显的改进效果,较好实现了对

车道线的检测。

1　 MultiRes+UNet 网络

改进的 MultiRes+UNet 网络依然采用 UNet 基本构

架。 网络结构分成对称的两部分:从图像中提取空间特

征的编码器(下采样),以及从编码特征构造分割图的解

码器(上采样)。 图 1 所示为 MultiRes+UNet 算法整体构

架。 该结构由空洞卷积、MultiRes 模块、Res
 

Path 结构构

成。 为更好统筹图像全局信息,引入空洞卷积从而扩大

感受野;网络中将 UNet 中所有模块转换成 MultiRes 模

块,该模块通过多个 3×3 卷积块及残差连接的扩展,使网

络具有更优良的局部拓扑结构,从而更好的处理尺寸问

题。 同时引入 Res
 

Path,通过非线性操作减少编码器与

解码器特征间产生的语义差距。
1. 1　 空洞卷积

在像素级的预测任务中,预测结果是端到端的像素

级输出,且输出图像的尺寸应与输入图像保持一致。 针

对下采样会降低图像分辨率,丢失特征信息的问题,本文

引入空洞卷积(dilated
 

convolution),通过卷积时在卷积核

元素之间塞入空格增大感受野,进一步提取不同尺度的特

征,将不同尺度的特征进行融合,得到表现力更强的综合

特征。 从而更好地学习图像的全局信息,精确定位目标。
本网络中 MultiRes

 

block5 将常规卷积替换为空洞卷积。
二维空间的空洞卷积公式可表示为:

(F∗lk)(P) = ∑
s+lt = P

F( s)·k( t) (1)

式中: F 为输入的二维图像; s 为其定义域; l 为膨胀因

子; ∗l 为空洞卷积; k 为核函数; P 为空洞卷积的定

义域。
当模型中塞入 d - 1 个空格数时,空洞卷积的卷积核

大小可表示为:
n = k + (k - 1)·(d - 1) (2)

式中:k 表示卷积核大小;d 为空洞卷积采样率。
空洞卷积后输出的特征图的大小可表示为:

o =⌊ i - 2p - n
q

」 + 1 (3)

式中: i 表示输入空洞卷积的大小; p 代表卷积过程中补

零个数; n 为空洞卷积后新卷积核大小; q 为卷积步长。
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图 1　 MultiRes+UNet 算法构架

Fig. 1　 MultiRes+UNet
 

algorithm
 

architecture

1. 2　 MultiRes
 

block+
 

Res
 

path 结构

MultiRes
 

block 如图 2 所示,该模块替换了 UNet 结构

中的卷积层,以便在不同尺度上协调学习特征。 其核心

是使用一系列体积更小的 3×3 卷积块对 5×5 和 7×7 卷

积层进行分解。 第 2 和第 3 个 3×3 卷积块的输出分别有

效地接近 5×5 和 7×7 卷积运算。 从而减少网络参数的

数目,提升网络的深度,加快网络的训练速度。 从 3 个卷

积块中获取输出并将它们串联,以提取不同尺度的空间

特征。 同时添加了 1 条用于保存尺寸的残差结构连接

(1×1)的卷积核,最后使用 add 融合。 通过该方法的改

进,大大降低了内存的需求。

图 2　 MultiRes
 

block 结构

Fig. 2　 MultiRes
 

block
 

frame

Res
 

path 结构如图 3 所示,在 UNet 结构中采用快捷

连接,使得网络能够从编码器传播到解码器,但在编码器

中的特征由于卷积层数较浅(低层次的特征),而解码器

中对应的特征由于卷积层更深(较高层次的特征),二者

在语义上有较大差距,不宜直接将二者进行拼接。 本结

构中为了减轻编码器-解码器特征之间的差异,编码器的

特征在与解码器中的对应特征连接之前,先进行了卷积

操作。 通过 3×3 卷积层与 1×1 残差结构的非线性操作,
使 编 码 器-解 码 器 在 连 接 前 具 有 一 致 的 深 度, 在

ResPath1、2、3、4 中分别使用 4、3、2、1 个卷积层。

2　 实验与结果分析

本文的算法使用 python 作为开发语言,卷积神经网

图 3　 Res
 

path 结构

Fig. 3　 Res
 

path
 

frame

络的 建 立、 训 练 及 测 试 均 基 于 百 度 公 司 开 发 的

PaddlePaddle 框架;软件环境为 ubuntu-18. 04. 2-desktop
 

-
amd64, 依 赖 Python

 

3. 6、 opencv-python、 paddlepaddle
 

-
gpu、imgaug,硬件环境为四核 i5-5200U_@ _2. 20

 

GHz、8G
 

RAM、NVIDIA
 

GeForce
 

920
 

M。
2. 1　 算法评价标准

本文按照以下 3 个算法评价标准评定:是否有检测

到车道、是否检测正确和算法运算时间。 用来衡量前两

个方面的分别是召回率( RC)和准确率( PR),再综合召

回率与准确率的调和平均 F1
 score 作为比较参数。 计算

公式分别为:

PR = TP
TP + FP

(4)

RC = TP
TP + FN

(5)

F1 = 2 × PR × RC
PR + RC

(6)

式中: TP 表示网络正确检测到车道像素的点数; FP 表

示网络错误检测到车道像素点的点数; FN 表示网络错

误检测到非车道像素的点数。
2. 2　 数据集介绍

本文使用百度公司公开车道数据库进行训练,该数

据集拥有较为精细车道标注数据图片共 5
 

600 张,分辨

率为 3
 

384×690,记为 ColorImage_road,该训练集已除去

较强曝光、车道不明显及全图车道极少的图片,所有图片
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均以特定颜色标注了不同类型车道线结果。 该训练集部

分样本示例如图 4 所示。

图 4　 ColorImage_road 数据集

Fig. 4　 ColorImage_road
 

datasets

算法验证通过采集校园外街道 205 张照片作为测试

集,标记为 test_road,该数据集具有较强的随机性,并包

含磨损、理想、强光、阴影等特殊车道情况。
2. 3　 训练过程

训练集原像素为 3
 

384×1
 

710,为减小图像的压缩比

例,提升整体的检测速度。 考虑到原训练集上部分均为

天空和树木,没有正样本的存在,训练前裁掉了 3
 

384 ×
690 的图像。 训练时采用了修改版的 Cycle

 

LR 策略。 采

用收敛速度较快的 Adam。 由于测试集与训练集在图像

质量和视觉感知上存在较强的差异,太小的学习率很容

易导致过拟合,因此采用 0. 000
 

1 作为最小学习率。 为

保持图像比例均衡,每个阶段采用 768×256,1
 

024×384,
1

 

536×512 三种分辨率进行训练,大分辨率的模型通过前

1 个小分辨率的预训练模型训练得到,此方法可以快速

验证模型的有效性,并可以提供较好的特征分布;基于小

分辨率的预训练,可以帮助大分辨率更好地进行收敛,同
时大幅度提升网络针对输入图片分辨率的自适应性。
2. 4　 实验结果

本文使用相同车道线数据集对 UNet 神经网络及本

文的 MultiRes+UNet 网络结构进行实验。 训练后的网络

模型分别对测试集中的图像进行车道线检测。
本文测试使用 i5-5200U_@ _2. 20

 

GHz、8G
 

RAM 作

计算单元,为提升测试效果,采用 iaa 的图像处理方式,
从亮度、对比度、饱和度等方面对测试数据进行效果增

强,以便得到更好的检测分割效果。 测试集分为纯车

道、复合车道( 包括多种交通标示线,如匝道、斑马线、
箭头、黄网格线等) 、污损车道(受树荫遮挡、时间过长

车道特征不清晰、有污水遮挡等其他污损的车道线) 3
种类型共 205 张图片进行测试,部分测试结果如图 5 所

示,不难看出两种算法均可较为完整的检测纯车道线;
对于复合车道分割结果,UNet 检测算法对箭头等复合

车道线检测效果欠佳;针对污损车道线分割结果,由于

污损影响,UNet 算法未能够对污损部分进行有效检测,
而本文提出的 MultiRes + UNet 得到较好的检测效果。
通过 2 个算法在 3 种车道线的测试结构比较,2 种算法

均能检测出车道线,但是优化后的算法明显拥有较高

的检测精度。

图 5　 两种网络结构图像测试结果

Fig. 5　 Two
 

kinds
 

of
 

network
 

structure
 

test
 

results

按照上文提出的算法评价标准,通过脚本计算两算

法的召回率、准确率,综合调和平均 F1
 score, 各算法测

试结果如表 1 所示。 通过测试结果可知 MultiRes+UNet
网络在各车道类型中 F1

 score 分数得分均高于基础 UNet
网络,MultiRes+UNet 网络在纯车道、复合车道、阴影污损

车道中 F1
 score 分别为 0. 959、0. 942、0. 891。

表
 

1　 各算法测试结果

Table
 

1　 Test
 

results
 

of
 

each
 

algorithm
车道类型 算法 召回率 / % 准确率 / % F1 分数

纯车道 MultiRes+UNet 94. 45 97. 38 0. 959
UNet 90. 87 96. 14 0. 934

复合车道 MultiRes+UNet 90. 45 98. 38 0. 942
UNet 80. 50 93. 44 0. 865

阴影污损车道 MultiRes+UNet 86. 05 92. 33 0. 891
UNet 82. 23 88. 02 0. 850
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　 　 同时在表 2 得到两算法的运行时间,本文采用完成

每张图片处理所需时间为标准。 通过计算时间项可知

MultiRes+UNet 网络运算时间快于基础 UNet 网络,相对

于 UNet 网络减少了 22. 72%的运行时间。

表
 

2　 各算法运行时间

Table
 

2　 Running
 

time
 

of
 

each
 

algorithm
算法 每张计算时间 单位

MultiRes+UNet 4. 538
 

51 s
UNet 5. 872

 

50 s

　 　 MultiRes+UNet 网络算法在利用深度学习进行对应

数据集训练之后在检测新的环境车道时相对于 UNet
算法有着较高的召回率、准确率和鲁棒性,也将 UNet
算法 运 算 时 间 减 少 22. 7%, 由 此 可 见 经 过 本 文

MultiRes+UNet 网络算法进行车道线检测有较高的适用

性和实用性。

3　 结　 论

本文提出一种基于 MultiRes + UNet 网络的车道线

检测算法。 该方法通过引入空洞卷积,更好的统筹图

像全局信息;引入 MultiRes 模块,更好处理尺寸问题;
引入 Res

 

Path,通过非线性操作减少编码器与解码器特

征之间产生的语义差距。 优化了计算性能,节约计算

成本。 实验结果表明,本文提出的算法在同等环境下

其准确率和检测速度,均有较明显的改进效果,有效提

高了车道线分割的准确度,较好的实现了对车道线的

检测。
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