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基于 BiLSTM-Attention 的迁移学习变工况
故障识别方法研究∗
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摘　 要:针对传统深度学习网络模型在变工况条件下的故障诊断泛化能力差的问题,提出一种基于迁移学习的双向长短时记忆

网络和注意力机制(TLBA)融合的故障识别方法。 将原始故障数据划分为源域及目标域;并构建融合注意力机制的双向长短时

记忆网络(BiLSTM-Attention,BA)模型,之后使用此模型学习源域数据特征;最后利用迁移学习通过对目标域数据的学习,进一

步优化调整 BA 模型的网络参数,最终得到目标域的故障分类辨识模型。 以航空器翼梁故障为案例,结果表明,该方法与传统

故障诊断方法 BiLSTM-Attention 相比,其综合评价指标 F1-score 有 3. 4%的提高,故障平均诊断准确率在 91%以上;同时针对变工

况下的故障分类结果较为稳定。
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Abstract:
 

Aiming
 

at
 

the
 

problem
 

of
 

poor
 

generalization
 

ability
 

of
 

fault
 

diagnosis
 

of
 

traditional
 

deep
 

learning
 

network
 

model
 

under
 

variable
 

working
 

conditions,
 

a
 

fault
 

identification
 

method
 

based
 

on
 

the
 

fusion
 

of
 

transfer
 

learning
 

bidirectional
 

long
 

short
 

memory
 

network
 

and
 

attention
 

mechanism
 

( TLBA)
 

is
 

proposed.
 

Divide
 

the
 

original
 

fault
 

data
 

into
 

source
 

domain
 

and
 

target
 

domain,
 

and
 

construct
 

a
 

bidirectional
 

long
 

short-term
 

memory
 

network
 

(BA)
 

model
 

that
 

integrates
 

attention
 

mechanisms,
 

and
 

then
 

use
 

this
 

model
 

to
 

learn
 

source
 

domain
 

data
 

features.
 

Finally,
 

transfer
 

learning
 

is
 

used
 

to
 

further
 

optimize
 

and
 

adjust
 

the
 

network
 

parameters
 

of
 

the
 

BA
 

model
 

by
 

learning
 

the
 

data
 

in
 

the
 

target
 

domain,
 

and
 

finally
 

the
 

fault
 

classification
 

identification
 

model
 

in
 

the
 

target
 

domain
 

is
 

obtained.
 

Taking
 

the
 

aircraft
 

wing
 

beam
 

fault
 

as
 

an
 

example,
 

the
 

results
 

show
 

that
 

compared
 

with
 

the
 

traditional
 

fault
 

diagnosis
 

method
 

BiLSTM-Attention,
 

the
 

comprehensive
 

evaluation
 

index
 

F1-scoreof
 

this
 

method
 

is
 

improved
 

by
 

3. 4%,
 

and
 

the
 

average
 

fault
 

diagnosis
 

accuracy
 

is
 

above
 

91%.
 

At
 

the
 

same
 

time,
 

the
 

fault
 

classification
 

results
 

under
 

variable
 

operating
 

conditions
 

are
 

relatively
 

stable.
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0　 引　 言

　 　 随着现代工业自动化、智能化程度的提高,各种机械

设备也变得愈加精密复杂,但同时带来故障复杂程度高、
诊断难度大、特征模糊不易提取等困难,因此对于故障诊

断技术提出了更高的要求[1] 。

以大数据为驱动的故障预测技术被广大学者应用于

故障分类研究领域中[2] ,主要分为基于统计分析[3-5] 与机

器学习的故障诊断方法,但随着计算机技术不断发展,基
于机器学习的故障诊断日益成为故障诊断的主流方

式[6-8] ;雷春丽等[9] 提出基于马尔科夫转移场(( Markov
 

transition
 

field,
 

MTF)编码方式,将一维振动数据信号转

化为二维特征图,进而通过卷积神经网络( convolutional
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neural
 

networks,CNN)进行分类;Orhan 等[10] 通过梅尔频

率倒谱系数( Mel-frequency
 

cepstral
 

coefficient,MFCC) 对

无人机电机音频信号进行特征提取,最后使用支持向量

机(support
 

vector
 

machine,SVM)对数据分析进而完成电

机故障的分类;黄宇等[11] 将 LSTM 与 Self-Attention 融合

并成功预测滚动轴承的剩余寿命,首先通过对原始信号

处理得到其退化特征,再将其进行归一化处理后作为模

型的输入,深度挖掘潜层特征,完成滚动轴承 RUL 预测;
赵志宏等[12] 提出了一种将原始信号直接导入 Bi-LSTM
模型进行故障分类,并取得良好的分类效果。

但是在实际生产工作中,由于机械设备工作环境、设
备个体、使用时间等复杂多变,往往会导致实际运行时的

工况复杂多变。 传统机器学习对于变工况下的数据泛化

能力差,对新出现的故障类型模式需要重新建模,造成大

量时间以及精力浪费,难以将原有工况下建立的模型应

用于新出现未知工况下的故障类型。 针对这一问题迁移

学习应运而生,迁移学习具有故障知识跨领域的特性,其
是指从某些已知领域学到的知识信息迁移到相关或者不

同领域的一种算法[13] 。 相关学者在迁移学习方向进行

了广泛研究,谢锋云等[14] 提出迁移学习与 CNN 相结合

的电机故障诊断方法,即通过源域数据对模型进行训练,
其次利用目标域数据实现模型参数优化,最后进行电机

目标域故障诊断分类;林培等[15] 首先对潜在故障特征数

据进行提取,并将其导入到一维卷积自编码器中进行源

域上的训练,然后将分类器代替原有解码层,同时将编码

层参数进行冻结,其次利用目标域数据对分类器参数进

行微调,最后实现故障特征分类;Li 等[16] 通过在同一台

机械设备上,将一种故障模式下训练好的模型,采用另一

种故障模式下的数据对模型进行微调,最终模型具有较

好的预测效果。
尽管上述方法具有良好的效果,但是对迁移模型部

分层参数冻结,势必会造成数据特征的遗失。 鉴于此,本
文提出一种基于迁移学习的双向长短时记忆网络和注意

力机制融合( transfer
 

learning-BiLSTM-Attention,TLBA)的

故障识别方法。

1　 TLBA 故障诊断方法

1. 1　 双向长短时记忆网络

　 　 双向长短时记忆网络是长短期记忆网络一种变体形

式,在前向和后向两个方向上使用两个独立的隐藏层处

理时间序列数据,充分利用过去与将来的信息,有效解决

LSTM 只能单向处理数据的问题[17] ,其网络结构如图 1
所示。

LSTM 是递归神经网络 ( recursive
 

neural
 

network,
RNN)的一种特殊结构,它不仅仅考虑当下信息,同时也

图 1　 Bi-LSTM 网络结构

Fig. 1　 Bi-LSTM
 

network
 

structure
 

diagram

充分利用先前信息完成对即将到来状态的预测,避免了

传统 RNN 网络出现的梯度爆炸与消失问题[18-19] ,其网络

结构如图 2 所示。

图 2　 LSTM 网络神经元结构

Fig. 2　 Bi-LSTM
 

network
 

structure
 

diagram

LSTM 主要由 3 个门控制函数对单元状态 ( cell
 

state)进行调节:遗忘门、输入门、输出门。 遗忘门:遗忘

门 f t 的作用是在 t时刻对 C t -1 特征进行选择性过滤,保留

至 C t 用于长期计算,其计算公式为:
f t = σ(W f·[h t -1,X t] + b f)

C t = f t  C t -1 + i t  C
~

t
{ (1)

输入门:输入门 i t 的作用是在 t 时刻完成对输入 X t

以及先前短时状态 h t -1 有效信息的筛选,用于更新单元

状态值 C
~

t ,其内部计算公式为:
i t = σ(W i·[h t -1,X t] + b i)

C
~

t = tanh(WC·[h t -1,X t] + bC)
{ (2)

输出门:输出门 o t 的作用是在 t 时刻完成对长期信

息 C t 以及 C
~

t 信息整合保留至短时状态 h t ,其内部计算

公式为:
o t = σ(Wo[h t -1,X t] + bo)
h t = o t  tanh(C t)

{ (3)

式中: σ 为 Sigmoid 函数, W 和 b 分别代表门函数的偏移
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矩阵和偏置,代表向量相乘。
1. 2　 注意力机制

　 　 视觉注意力是人类大脑长期进化所特有的一种信息

处理机制,核心思想为从大量信息中快速关注重要信息

而减少对其他信息的关注。 注意力机制本质正是借鉴此

方式,根据特征信息对最终目标影响程度赋予不同权重,
而快速准确实现时间序列的预测精度[20] ,其结构如图 3
所示。

图 3　 注意力机制结构

Fig. 3　 Attention
 

mechanism
 

structure

其工作过程分为 3 步:首先将查询(Query)与各个键

(Key)进行相似相关性计算得到权重系数;然后使用

Softmax 函数对上述权重系数进行标准归一化;最后将权

重与对应值( Value) 进行加权求和。 内部主要计算公

式为:
et = utanh(W∗H + b)

α t = softmax(et) =
exp(et)

∑
t

j = 1
et

ì

î

í

ï
ï

ï
ï

(4)

式中: u、W 代表权重, b 代表偏置, H 代表 Bi-LSTM 网络

的输出, α 代表各输出特征不同权重系数。
注意力机制的引入,可使建模过程中更多关注重要

信息,尽可能详细的获取其细节信息,减少无关信息。 因

此,注意力机制的引入可更关注输入与输出数据时间关

联性更强的信息,提高输出质量,减轻运算量。
1. 3　 迁移学习

　 　 迁移学习( transfer
 

learning)是机器学习近些年来产

出的一个重要分支,通过已有解决某种问题的能力而应

用到其他相关领域或问题中[21] ,其学习原理图如图 4
所示。

在故障分类任务中,比如设备 A 存在的某一故障类

型 α ,设备 B 存在类似故障模式 α、β、γ 等,彼此之间可

以看作相似领域,通过对设备 A 存在各类故障特征进行

分析学习,针对设备 B 情况下的部分相似故障同样适用。
通俗来讲,迁移学习指通过在源域 Ds 学习到的知识、模
式、特征等转移到目标域 D t 中,实现目标域 D t 中目标任

务的预测或分类,从而提高学习者的表现能力,改善目标

模型的性能与效率。

图 4　 迁移学习

Fig. 4　 Transfer
 

learning

1. 4　 效果评价指标

　 　 为了对所提模型故障诊断分类效果进行量化评估,
本文中使用准确率、查准率、召回率以及综合评价指标

F1-score 作为网络模型的评价指标[22] ,各个指标具体运算

如下:

Acc =
TP + TN

TP + FP + TN + FN

Pre =
TP

TP + FP

Re =
TP

TP + FP

Re =
TP

TP + FP

ì

î

í

ï
ï
ï
ï
ï

ï
ï
ï
ïï

(5)

式中:TP 为将某一类被正确分类的样本个数,TN 为将其

他类被正确分类的样本数目,FP 为将负类诊断为正类的

样本数目,FN 为将正类诊断为负类的样本数目;准确率

(Acc)代表样本正确分类的比例,精确率(Pre) 代表模型

诊断为故障的样本被正确识别为故障类别的比例,召回

率(Re)代表在所有的故障样本中被正确识别为故障类

别的比例,综合评价指标(F1-score)代表精确率与召回率的

加权调和平均。
1. 5　 TLBA 模型构建

　 　 基于 TLBA 的变工况故障分类方法整体流程如图 5
所示。

1)对采集到的数据集划分类别及贴标签预处理,并
将数据集划分为源域及目标域(详见 2. 2 节)。

2)鉴于各故障模式数据差异较小,特征隐藏较深,选
择搭建双层 Bi-LSTM 并融合 Attention 机制( BA)对深层

故障数据特征的提取筛选,之后连接全连接层完成故障
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图 5　 TLBA 故障诊断整体流程

Fig. 5　 Overall
 

process
 

of
 

TLBA
 

fault
 

classification

分类;利用充足的源域数据训练模型,并保存模型网络

参数。
3)引入迁移学习,利用目标域数据对步骤 2)中训练

的模型进行参数调整;特别地,对于全连接层根据不同目

标域下的类别进行调整输出。
4)基于步骤 3)中迁移学习调整完的模型完成目标

域测试集的故障模式识别及分类,并对模型识别效果进

行评估。

2　 实验验证

2. 1　 数据集介绍

　 　 为验证本文所提模型的性能,以航空器机翼大梁不

同故障所产生的振动信号变化数据集作为仿真数据,实
验装置如图 6 所示。

图 6　 机翼大梁实验装置

Fig. 6　 Wing
 

girder
 

experimental
 

device

实验基于 Lamb 波响应来描述机翼大梁不同螺钉松

动拧紧及不同大小模拟损伤引起的信号变化:设置激励

压电片与传感压电片,同时在两者之间设置 6 个螺钉及

一处模拟损伤点;激励信号由激励压电片产生,传感压电

片进行信号的接收,信号传递过程经过 6 个螺钉及模拟

损伤处,两片传感器相距间距为 120 mm,激励信号频率

为 200
 

kHz,采样率固定为 10 MHz,采样点数为 10
 

000
点,平均次数为 100。

数据集是一个 10
 

000×60×20 的矩阵,10
 

000 表示信

号的采样长度,20 表示一共展开 20 次重复实验,60 代表

不同工况下数据采集:
1)无螺钉松动时,在模拟损伤处分别粘贴 0、4、8、

12、16 mm
 

5 种模拟损伤

2)1 号螺钉松动再拧紧后,在模拟损伤处分别粘贴

0、4、8、12、16 mm
 

5 种模拟损伤

3)2 号螺钉松动再拧紧后,在模拟损伤处分别粘贴

0、4、8、12、16 mm
 

5 种模拟损伤

4)3 号螺钉松动再拧紧后,在模拟损伤处分别粘贴

0、4、8、12、16 mm
 

5 种模拟损伤;
对上述 20 种不同工况,每种工况通过采集 3 组

Lamb 波信号来描述不同的故障。
2. 2　 数据预处理

　 　 根据不同工况下的无螺钉松动、1 号螺钉松动再拧

紧、2 号螺钉松动再拧紧、3 号螺钉松动再拧紧对其划分

4 种任务数据集 A ~ D,如表 1 所示。
表 1　 任务分类及标签设置

Table
 

1　 Task
 

classification
 

and
 

label
 

setting

螺钉 裂纹尺寸 / mm 标签

A 无螺钉

0 L0
4 L1
8 L2

12 L3
16 L4

B 1 号螺钉

0 L5
4 L6
8 L7

12 L8
16 L9

C 2 号螺钉

0 L10
4 L11
8 L12

12 L13
16 L14

D 3 号螺钉

0 L15
4 L16
8 L17

12 L18
16 L19

　 　 以上述 4 种任务数据集 A ~ D 各自分别作为源域,剩
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余其他每种数据集分别作为目标域,共 12 种迁移任务:
A-B、A-C、A-D、 B-A、 B-C、 B-D、 C-A、 C-B、 C-D、 D-A、 D-B
及 D-C。 以 A-B 为例,无螺钉松动情况下的数据集 A 作

为源域,1 号螺钉松动再拧紧情况下的数据集作为目标

域任务 B,通过源域对搭建的模型进行预训练及参数保

存,之后利用目标域训练集进行模型微调,最后实现目标

域测试集的任务分类。
以迁移任务 A-B 为例,源域数据集下的不同故障时

域图如图 7 所示,目标域数据集下不同故障时域图如图 8
所示。

图 7　 源域数据集故障对比

Fig. 7　 Source
 

domain
 

dataset
 

fault
 

comparison

图 8　 目标域数据集故障对比

Fig. 8　 Target
 

domain
 

dataset
 

fault
 

comparison

2. 3　 实验设置及分析

　 　 实验计算机配置基于 windows 系统、NVIDIA
 

GeForce
 

GTX2080Ti、Intel
 

Core
 

i9-9900、32GRAM;实验使用的编

程工具为 Python
 

3. 6,深度学习框架为 Pytorch
 

1. 9. 0。 为

了保持原始数据的可靠性,实验中没有对数据进行进一

步处理,直接将原始 Lamb 振动信号作为模型的输入;其
中随机选取数据集的 80%作为训练集,剩余 20%作为测

试集。 之后选择搭建两层对时间序列预测较强的双向长

短期记忆网络(Bi-LSTM),同时融合注意力机制;在长短

期记忆网络模型中:批量数据 batch _ size 大小设置为

128,隐藏层 hidden_size 设置为 64;使用优化器 Adam 加

速模型超参数的收敛更新,为了探究学习率对迁移模型

调整时存在的影响, 通过将全连接层学习率设置为

0. 001,其他层设置为[0. 001,0. 000 5,0. 000 1];为了避

免实验的偶然性,每个实验运行 10 次,将 10 次平均值用

作最终结果,以迁移任务 A-B 为例,其结果如表 2 所示。
表 2　 不同学习率的单次模型训练时间及 F1-score

Table
 

2　 Single
 

model
 

training
 

time
 

with
different

 

learning
 

rates
 

and
 

F1-score

学习率 单次模型训练时间 / s 平均 F1-score

0. 001
 

0 1. 06 0. 902
 

9
0. 000

 

5 1. 05 0. 424
 

2
0. 000

 

1 1. 03 0. 362
 

6

　 　 由表 2 可以看出不同学习率对于最终结果影响较

大,当设置为 0. 001 时,尽管训练时间相比其他稍长,但
是对于最终 F1-score 结果差距近 50%,于是确定学习率为

0. 001,迁移任务 A-B 混淆矩阵图 9 所示。

图 9　 迁移任务 A-B 混淆矩阵

Fig. 9　 Migration
 

task
 

A-B
 

confusion
 

matrix

由图 9 可以看出本文所提模型在目标域测试集多分

类任务中其平均识别精度可达到 91%。 为了避免实验的

偶然性,同时验证模型的泛化效果,将本文所用方法

(TLBA)分别与传统 BiLSTM-Attention、基于迁移学习的

双向长短时记忆网络 ( transfer
 

learning
 

Bi-LSTM,
 

TL-
BiLSTM) 及基于迁移学习的残差神经网络 ( transfer

 

learning
 

ResNet,
 

TL-ResNet) 进行对比[23-24] ,其各项评价

指标结果如图 10 所示,分别代表不同迁移任务及不同模

型下的各项评价指标,图中数字代表每一类别平均值:
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图 10　 不同模型指标对比

Fig. 10　 Comparison
 

of
 

indicators
 

of
 

different
 

models

　 　 根据图 10 对比可以看出,本文所提方法 TLBA 相较

于不使用迁移算法的传统 BiLSTM-Attention 对不同类型

故障综合评价指标结果提升 3. 4%,对于 TL-BiLSTM 及

TL-ResNet 分别有 1. 7%及 16. 2%的提升。
另外,根据图 10 中所得的准确率 Acc 结果,分别计

算不同模型准确率的标准差,其结果如图 11 所示。

图 11　 不同模型准确率标准差

Fig. 11　 Standard
 

deviation
 

of
 

accuracy
 

for
 

different
 

models

由图 11 可以看出,针对不同任务,TLBA 故障识别率

的标准差远低于其他几种模型。 因此本文所提方法,不
仅在准确率上高于其他几种方法,同时还具有良好的故

障识别的稳定性。
2. 4　 实验结果分析及总结

　 　 由实验结果可知,本文所提神经网络模型 TLBA 在
实验验证过程中,其准确率高于其他几种模型,诊断精度

均超过 91%,同时针对不同故障识别率的标准差低于其

他模型,证明了本文所提方法可以提取较多的有效特征

且具有良好的分类稳定性。 另外,鉴于实验数据信号直

接通过压电片传感器进行信号的发射及采集,在信号传

输过程中,两压电片之间金属环境存在一定的影响;同时

实验中裂纹故障为模拟损伤,导致不同故障类别的数据

信号差异较小,造成不同故障分类的困难;因此对于不同

故障分类精度仍有进一步提升空间。 为了进一步提高模

型分类精度,之后工作考虑以下方法进行实验:
1)通过对数据集进行去噪处理,减少外界环境的影

响,提高数据的质量。
2)基于特征工程,原始数据基础上利用小波变换等

数学方法和领域知识,提取更加有效的特征,以便更加有

效地区分不同故障类型。

3　 结　 论

　 　 本文主要针对传统深度学习模型在变工况条件下的
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故障诊断泛化能力差的问题,提出一种基于迁移学习的

双向长短期网络和注意力机制融合( TLBA)的故障分类

模型,并基于航空器翼梁故障数据完成对该模型的验证。
通过实验结果表明,本文所提模型故障平均诊断准确率

较高,同时针对变工况下的故障分类结果较为稳定。 为

了进一步提高模型分类精度,未来工作将从数据集去噪

以及特征工程方向开展进一步研究。
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