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摘　 要:燃气轮机结构复杂,工况严苛,实际针对运行过程中转子系统故障样本难以获取,样本量少导致故障诊断精度低的问

题,提出一种多通道卷积神经网络(multi-channel
 

convolutional
 

neural
 

network,
 

MCCNN)深度迁移学习的燃气轮机转子故障诊断

方法。 该方法首先以轴承一维原始振动信号为输入,将数据重新排列组合模拟转换二维图像,有效避免实际转换图像的繁琐操

作。 用西储大学(CWRU)的公开轴承数据和西安交通大学(XJTU)公开轴承数据对 MCCNN 模型进行训练更新权重并诊断,取
得了 100%和 99. 95%的故障分类准确率。 以 CWRU 轴承故障数据集为源域,燃气轮机转子故障数据集为目标域,利用迁移学

习将从源域训练得到的模型参数保留,输入目标域数据集进行训练,并对燃气轮机故障数据进行分类,分类准确率达到

97. 78%,由实验结果可知多通道卷积神经网络和迁移学习适应任务需要,可以在转子系统故障样本量少的情况下解决问题。
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Abstract:
 

In
 

view
 

of
 

the
 

complex
 

structure
 

and
 

severe
 

working
 

conditions
 

of
 

gas
 

turbine,
 

a
 

multi-channel
 

convolutional
 

neural
 

network
 

(MCCNN)
 

deep
 

transfer
 

learning
 

gas
 

turbine
 

rotor
 

fault
 

diagnosis
 

was
 

proposed
 

for
 

the
 

problem
 

that
 

it
 

was
 

difficult
 

to
 

obtain
 

the
 

rotor
 

system
 

fault
 

samples
 

during
 

operation
 

and
 

the
 

fault
 

diagnosis
 

accuracy
 

was
 

low
 

due
 

to
 

the
 

small
 

sample
 

size.
 

The
 

method
 

firstly,
 

took
 

the
 

one-dimensional
 

raw
 

vibration
 

signal
 

of
 

the
 

bearing
 

as
 

the
 

input,
 

then
 

rearranged
 

and
 

combined
 

the
 

data
 

to
 

simulate
 

the
 

converted
 

two-
dimensional

 

image,
 

effectively
 

avoiding
 

the
 

tedious
 

operation
 

of
 

the
 

actual
 

converted
 

image.
 

The
 

MCCNN
 

model
 

was
 

trained
 

with
 

the
 

public
 

bearing
 

data
 

from
 

Case
 

Western
 

Reserve
 

University
 

(CWRU)
 

and
 

Xi′an
 

Jiaotong
 

University
 

( XJTU)
 

to
 

update
 

the
 

weights
 

and
 

diagnose.
 

The
 

fault
 

classification
 

accuracy
 

is
 

up
 

to
 

99. 95%
 

~ 100%.
 

CWRU
 

bearing
 

fault
 

datasets
 

were
 

used
 

as
 

the
 

source
 

domain
 

and
 

the
 

gas
 

turbine
 

rotor
 

fault
 

datasets
 

were
 

used
 

as
 

the
 

target
 

domain,
 

the
 

model
 

parameters
 

obtained
 

from
 

the
 

source
 

domain
 

training
 

were
 

retrained
 

by
 

using
 

transfer
 

learning
 

method
 

for
 

the
 

target
 

domain
 

datasets
 

and
 

the
 

classification
 

accuracy
 

for
 

the
 

gas
 

turbine
 

fault
 

data
 

was
 

97. 78%.
 

The
 

experimental
 

results
 

demonstrated
 

that
 

multi-channel
 

convolutional
 

neural
 

networks
 

and
 

transfer
 

learning
 

model
 

is
 

suitable
 

to
 

the
 

task
 

needs
 

and
 

can
 

solve
 

the
 

problem
 

with
 

a
 

small
 

sample
 

size
 

of
 

rotor
 

system.
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0　 引　 言

　 　 燃气轮机在现代工业中扮演着至关重要的作用,在
工业领域得到广泛的应用。 若发生故障停机,轻则影响

工厂生产,导致经济损失,重则影响人员安全,造成人员

生命财产损失。 机械故障诊断的发展过程大致经历了 3
种方法,即基于物理模型的方法、基于信号处理的方法、
基于数据驱动的方法[1] 。 基于物理模型的方法主要是获

取设备的数据信号,建立模型对数据处理结果进行分析,
从而得到诊断结果,这需要深入了解机器的工作机理。
基于信号处理的方法旨在探索先进的信号去噪和滤波技

术,突出故障特征信息,这需要大量的故障表征理论和数

学基础。 由于现代测量设备的愈加成熟,能够满足燃气

轮机转子全生命周期、多传感器的数据需求,采用数据驱

动技术的诊断方法成为研究热点,藉由海量的数据通过

人工智能手段实现故障的检测和日常运行数据的监测,
分析提取特征信息,对系统进行故障诊断和性能评估。
该方法不需要大量的领域专家知识和知识的表达式推理

机制,也不需要建立精确的复杂系统模型,但常常需要大

量的精确数据。
人工智能方法包括机器学习和深度学习,在机器学

习中,学习任务之间是相互独立的,由于工况的不断变化

导致训练数据和测试数据不再服从独立同分布假设,因
此现有机器学习技术无法训练出有效的通用模型。 当两

者数据分布不同时,在训练集训练好的学习系统无法取

得满意表现,需要进行重新训练。 深度学习能够自动地

从大量数据中提取特征,满足机械故障诊断对自适应特

征提取的要求。 科研人员已经应用了许多不同的深度学

习模 型, 如 堆 叠 自 动 编 码 器[2] ( stacked
 

autoencoder,
 

SAE)、深度置信网络( deep
 

belief
 

networks,
 

DBN)、递归

神经网络( recursive
 

neural
 

network,
 

RNN)、卷积神经网

络[3] ( convolutional
 

neural
 

networks,
 

CNN ) 等, 侯 荣 涛

等[4] 、余萍等[5] 使用堆叠自动编码器进行轴承故障诊断

优于 BP 神经网络;李益兵等[6] 使用的粒子群优化的深

度置信网络准确率高,鲁棒性好;林天骄等[7] 使用的空洞

卷积神经网络处理旋转机械故障诊断分类准确率达

99%。 这些例子表明深度学习模型在机械故障智能诊断

中得到了越来越广泛的应用。 对于现实环境中的某些机

器,要获取大量的标签数据是非常困难的。 另外,即使标

记数据可以从某些机器上获得,但由于数据分布的不同,
用该标记数据训练的智能故障诊断方法可能无法将从其

他机器上获得的未标记数据分类。 这就限制了智能故障

诊断在无标签数据集和稀疏数据集中的应用。 在燃气轮

机转子数据中,故障数据较少,难以获得足够的标签数据

集,大量数据为正常运行数据。 如何利用少量故障数据

训练出分类模型则需要迁移学习的帮助。
迁移学习最初由 Pratt[8] 在 1992 年神经信息处理系

统进展大会上提出,发现经过甄别的参数初始化比随机

参数初始化训练收敛更快;Pan 等[9] 在 2009 年对迁移学

习做了细致的分类。 按照迁移学习方法采用的技术划

分,可以把迁移学习方法大体上分为:基于特征选择的迁

移学习算法研究;基于特征映射的迁移学习算法研究;基
于权重的迁移学习算法研究。 如今迁移学习发展迅猛,
前沿进展有传递迁移学习、深度迁移学习[10] 、迁移强化

学习、对抗迁移学习[11] 等。
在迁移学习中,虽然源任务和目标任务不同,但可以

从不同源任务的不同数据中挖掘与目标任务相关的知识

并帮助目标任务的学习。 可通过模型迁移将在轴承数据

库中训练得到的权重保留,再利用燃气轮机转子故障数

据微调模型得到最终的模型。 避免了模型从零开始训练

燃气轮机转子故障数据不足的问题。 刘飞等[12] 将

ResNet18 与迁移学习结合同样使用 CWRU 数据集验证

取得了 95. 2%的准确率;曹梦婷等[13] 将 GRU,CNN 和迁

移学习结合使用 CWRU 数据集验证取得了 98%平均准

确率;唐竞鹏等[14] 使用 WDCNN 和迁移学习针对燃气轮

机转子数据取得了 96%的平均准确率。 可见很多网络都

可以适用迁移学习方法以改进模型、提升准确率、减少训

练时间,然而论文中一般使用二维卷积神经网络,需要把

故障数据转换为二维图片,转换的方式和生成的图像不

尽相同,在输入给卷积网络的过程中,分辨率或有折损,
使得数据在预处理步骤上繁琐且易丢失数据精度造成网

络在判断上不够准确。 本文将使用数据重排列以模拟图

片的方式,省去实际转换为图片的步骤,将数据准确的反

映给网络以便分类更加精确。

1　 理论研究

　 　 迁移学习是把在某个领域获取的知识迁移到对另一

个领域的学习中,运用已存有的知识对不同但相关领域

问题进行求解的一种新的机器学习方法[15] 。 它放宽了

传统机器学习中的两个基本假设:1)用于学习的训练样

本与新的测试样本满足独立同分布的条件;2)必须有足

够可利用的训练样本才能学习得到一个好的分类模

型[16] 。 因此利用迁移学习可以解决故障数据稀疏问题,
只需少量数据即可训练出故障诊断模型。 迁移学习中有

两个基本领域,源域和目标域,其对应内容如下:
1)源域 Ds 轴承监测数据服从数据分布

 

P(Xs),样本

空间 Xs 包含健康状态标签信息,为识别工程实际轴承的

健康状态提供所需的先验知识。
2)目标域 Dt 轴承监测数据服从数据分布

 

P(Xt),样
本空间 Xt 无健康状态标签信息,是诊断模型的应用对象。
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3)源域与目标域之间应具有相关的典型故障类别,
且源域须满足目标域的故障诊断知识需要。 要求源域数

据的标记空间 s 须涵盖目标域数据的标记空间 t。
迁移学习之所以能够利用稀疏故障数据训练模型,

是因为在卷积神经网络的卷积阶段(卷积层、ReLU 层和

池化层)提取了输入的一般特征,而全连接阶段的层(全

连接层、Softmax 层、分类层)更具体于任务。 因此,作为

一个整体迁移到新任务的前部的特征提取层可以被视为

针对类似任务的训练有素的特征提取工具,最后几层作

为待训练的分类器。 即使只有少量的训练数据,使用迁

移的权重参数作为初始化也可以提高总体性能。 相比于

传统机器学习,迁移学习有其明显的优势,如表 1 所示。

表 1　 迁移学习与传统机器学习对比

Table
 

1　 Comparison
 

between
 

transfer
 

learning
and

 

traditional
 

machine
 

learning
矛盾 传统机器学习 迁移学习

大数据与少标注
增加人工标注,
但高费用高耗时

数据的迁移标注

大数据与若计算 需要强大计算能力,难推广 模型迁移

普适化模型与

个性化需求

通用模型无法满足

个性化需求
模型自适应调整

特定应用 冷启动问题无法解决 数据迁移

　 　 目前使用的迁移学习方法主要是基于卷积神经网络

(convolutional
 

neural
 

network,
 

CNN)模型的迁移,也就是

保留模型在源域中训练得到的权重,再结合目标域的分

类目标,重构分类全连接层,用目标域的数据训练、微调

模型,使其适应新的分类要求,减少训练时间,达到更好

的分类效果。
卷积神经网络是一种应用广泛的深度学习模型,具

有强 大 的 图 像 处 理 能 力。 CNN 由 若 干 卷 积 层

(Convolutional
 

layer)、池化层( pooling
 

layer)、全连接层

(fully
 

connected
 

layer)组成。 由于卷积层学到的是局部

模式,且具有平移不变性,因此对于感知任务可以高效地

利用数据。 此外,CNN
 

的多层次结构可以从大量数据中

提取深层次关系,避免了人工特征提取的操作,即实现了

特征工程自动化。 数据预处理方法也都是将轴承振动数

据转化为二维图片输入网络进行分类,如图 1 所示。
图 1 中将已经训练好的图片分类 CNN 模型的权重

迁移至新模型中,将振动数据转化为二维时域图片,送入

模型进行训练,实现故障分类。

2　 多通道卷积神经网络诊断方法

　 　 现代监测机械设备往往在仪器设备的不同位置放置

多个传感器同时采集数据,分析数据时将多个传感器同

图 1　 CNN 模型迁移示意图

Fig. 1　 CNN
 

transfer
 

learning
 

diagram

一时段的数据独立出来,转化为二维图片,标记标签,再
送入模型中训练。 这样的做法一是将同时段各传感器数

据分隔开来单独计算,不能全面整体表达故障特征信息,
不利于故障数据的分类与检测;二是将一维数据转化为

二维图片增加了数据预处理的步骤和时间、占据了更多

的计算机资源,不够高效。
卷积神经网络具有强大的图像处理能力,图像一般

为 RGB 模式,每种颜色为一个通道,每种颜色的深浅由

0 ~ 255 表示,如图 2 所示。 一般神经网络训练数据预处

理步骤会将一维振动信号排列成矩阵形式再转化为图

片,然后将图片送入卷积神经网络中训练,然而即使不将

振动信号转为图像,仅将信号值以类似的映射方式转换

为“像素矩阵”,将每个传感器接收的振动信号作为一个

通道以实现数据预处理,即可送入卷积神经网络中,无需

将信号实际转为图片,这样做提高了效率节约了资源,而
且可以达到同样的效果。

图 2　 RGB
 

3 通道图片示意图

Fig. 2　 RGB
 

3-channel
 

picture

2. 1　 数据预处理

　 　 由传感器得到的振动数据是一维的,但可以将其进

行二维排列成矩阵,排列方式定义如式(1)所示:
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(a1, a2, …, an) =
a1,1 … a1,m

︙ ⋱ ︙
am,1 … am,m

( ) ,

am+1,1 … am+1,m

︙ ⋱ ︙
a2m,1 … a2m,m

( ) ,… (1)

首先选定矩阵的边长 m,将 n 个振动数据点按顺序

横向依此排列,在排满第 1 个矩阵后,再排列第 2 个矩

阵,以此类推。
机械设备振动数据往往需要多个传感器同时采集,

将不同位置的 n 个传感器数据并行排列,同时将每个传

感器数据按顺序排列成m×m 二维矩阵。 此时 n×m×m 个

数据点将打包作为一个数据单元。 如图 3 所示。

图 3　 一个数据单元

Fig. 3　 One
 

data
 

unit

无需将振动数据转为二维图像,直接输入振动数据

重排列即可完成数据预处理。 若以 m = 32 为例,重新排

列组合凯瑟西楚大学轴承数据集并将之转化为图片,效
果如图 4 所示。

图 4　 像素矩阵对应的图像

Fig. 4　 Pictures
 

of
 

pixel
 

matrix

2. 2　 MCCNN 网络结构

　 　 MCCNN 网络由 4 个基础模块组成的网络,每个模块

都包括一个卷积层( Convolutional
 

layer),一个归一化层

(Batch
 

normalization),一个最大池化层( Max
 

pooling),如
图 5 所示。 首先第一个基础模块设置 32×32 大卷积核,
其余模块使用 3×3 小卷积核,激活函数使用 ReLU,即:

ReLU(x) = max(x,0) (2)
模型参数如表 2 所示,较大的卷积核用于抑制高频

噪声,利用卷积层提取振动信号的浅层特征,再利用连续

小卷积核扩展网络深度,提高网络性能[17] 。

图 5　 MCCNN 网络模型

Fig. 5　 MCCNN
 

model

表 2　 MCCNN 参数设置

Table
 

2　 MCCNN
 

configuration

层名称 卷积核大小 输出大小 是否补零

C1 32×32 (32,32,16) 是

C2 3×3 (16,16,32) 是

C3 3×3 (8,8,64) 是

C4 3×3 (2,2,128) 否

Dense / 64 /
Dense / 10 /

　 　 全连接层首先使用 64 个神经元过渡,最后一层分类

按照故障数量自定义个数,并使用 softmax 函数激活,即:

softmax(x) i =
exp(x i)

∑
n

j = 1
exp(x i)

(3)

再将权重迁移至结构相同的卷积网络(只调整最后

分类层参数),将块 1 和块 2 模块权重参数冻结,块 3 与

块 4 权重参数参与燃气轮机转子数据的训练、微调权重。
2. 3　 燃气轮机转子故障诊断步骤

　 　 燃气轮机转子故障诊断步骤如图 6 所示。
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步骤 1)构建 MCCNN 模型。
步骤 2)使用凯瑟西储大学公开轴承数据集,将不同

位置的
 

3
 

个传感器数据并行排列,同时将每个传感器数

据按顺序排列成
 

32×32
 

二维矩阵。 此时
 

3×32×32
 

个数

据点将打包作为一个数据单元。 如图 3 所示。
步骤 3)训练模型,交叉验证模型准确率,得到初始

权重。
步骤 4)通过安装在燃气轮机试验设备上的传感器

收集振动信号。
步骤 5)依照步骤 2 数据预处理方法,将一维振动数

据预处理为 p 个二维数据单元,为每个数据单元标记

标签。
步骤 6)用燃气轮机转子数据训练模型,验证模型准

确率。

图 6　 MCCNN 诊断步骤

Fig. 6　 MCCNN
 

diagnosis
 

procedures

3　 实验验证

3. 1　 西储大学轴承数据集

　 　 实 验 首 先 使 用 凯 瑟 西 储 大 学 ( Case
 

Western
 

University,
 

CWRU)公开轴承数据集训练初始参数,该数

据集广泛的被研究人员用于开展轴承故障诊断研究。
平台由一个 1. 5

 

kW(2 马力)的电动机、一个扭矩传

感器 / 译码器、一个功率测试计、电子控制器组成,如图 7
所示。

其轴承健康状态包括了正常状态(normal,
 

N)
 

、内圈

故障( inner
 

race
 

fault, IF)
 

、外圈故障( outer
 

race
 

fault,
OF)

 

、滚动体故障(ball
 

fault,BF)
 

4
 

种,轴承故障尺寸包

括了
 

0. 007
 

in、0. 014
 

in、0. 021
 

in、0. 028
 

in;振动数据包

含 4 种不同运行状态下的振动数据,分别为 0、1、2 和 3

图 7　 CWRU 滚动轴承振动信号采集实验台

Fig. 7　 CWRU
 

rolling
 

bearing
 

vibration
 

signal
acquisition

 

experiment
 

platform

米制马力电机负载。 每组数据都有 3 个传感器,分别为

驱动端、风扇端和基座端,3 个传感器数据每个数据取

102
 

400 个点,按序以 1
 

024 个数据点为一组,以 32 × 32
的布局排列成矩阵,并行排列,即共 100 个 3×32×32 个数

据单元,每个故障均有 4 种不同的电机负载,最终每种故

障尺寸有 400 组数据,每种故障测试样本有 80 组数据。
故障标签如表 3 所示。

表 3　 轴承故障及其标签

Table
 

3　 Bearing
 

faults
 

and
 

corresponding
 

labels
故障名称 结构参数 训练样本 标签

IR 0. 007″ 400×3×1
 

024 0
0. 014″ 400×3×1

 

024 1
0. 021″ 400×3×1

 

024 2
OR 0. 007″ 400×3×1

 

024 3
0. 014″ 400×3×1

 

024 4
0. 021″ 400×3×1

 

024 5
B 0. 007″ 400×3×1

 

024 6
0. 014″ 400×3×1

 

024 7

N
0. 021″

\
400×3×1

 

024
400×3×1

 

024
8
9

　 　 MCCNN 模型训练结果如图 8 所示,训练准确率稳步

上升,约 10 轮训练预测精度达到 100%,验证集预测精度

开始较低,后逐渐上升,约 30 轮训练达到 100%,测试集

结果同样也为 100%,混淆矩阵如图 9 所示,表明 MCCNN
能够有效识别故障特征,鉴别分类故障。

图 8　 CWRU 数据集训练精度

Fig. 8　 CWRU
 

dataset
 

training
 

accuracy
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图 9　 CWRU 滚动轴承振动信号采集实验台

Fig. 9　 CWRU
 

rolling
 

bearing
 

vibration
 

signal
acquisition

 

experiment
 

platform

3. 2　 西安交通大学轴承数据集

　 　 西安交通大学轴承实验台是由交流电动机、电动机

转速控制器、转轴、支撑轴承、液压加载系统和测试轴承

等组成,测试了轴承在 3 种不同工况下,每个工况 5 个轴

承的加速寿命试验,获取测试轴承的全寿命周期监测数

据,如图 10 所示。

图 10　 西安交通大学轴承实验台

Fig. 10　 XJTU
 

bearing
 

platform

数据集共含有 15 个全生命周期且已知失效部位的

轴承数据,试验选取外圈、内圈、保持架故障轴承数据以

及全故障包括外圈、内圈、滚动体、保持架的轴承数据,如
表 4 所示。

表 4　 西安交通大学轴承数据故障及标签
Table

 

4　 XJTU
 

bearing
 

dataset
 

faults
 

and
 

labels
工况 轴承名称 故障类型 标签

1 Bearing1_1 外圈 0
Bearing1_4 保持架 1

2 Bearing2_1 内圈 2
3 Bearing3_2 内圈、滚动体、保持架、外圈 3

　 　 每个轴承数据集由两个传感器采集的数据组成,其
中第 1 列为水平方向的振动信号,第 2 列为竖直方向的

振动信号。 按照 2. 1 节数据预处理方式,将每列数据以

32×32 格式排列成数据矩阵,两列数据并排排列组成 2×
32×32 的一个数据单元。 每个轴承选取 3

 

200 组数据单

元,2
 

500 组用于训练,700 组用于测试,如表 5 所示,经
过 5 轮交叉验证训练结果如图 11、12 所示。

表 5　 西安交通大学轴承数据训练样本数

Table
 

5　 Number
 

of
 

training
 

and
 

testing
 

dataset
 

of
 

XJTU
工况 轴承名称 训练 测试

1 Bearing1_1 2
 

500 700
Bearing1_4 2

 

500 700
2 Bearing2_1 2

 

500 700
3 Bearing3_2 2

 

500 700

图 11　 XJTU 数据集训练精度

Fig. 11　 XJTU
 

dataset
 

training
 

accuracy

图 12　 XJTU 预测结果混淆矩阵

Fig. 12　 XJTU
 

prediction
 

confusion
 

matrix

　 　 结果显示, 测试集准确率达到了 99. 95%, 表明

MCCNN 模型对于西安交通大学数据集的有效性。
3. 3　 燃气轮机转子数据集

　 　 由于燃气轮机转子复杂且高温的内部环境,业内常

采用整机测振的方式,通过在不同位置、角度的多次实验
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与分析,如图 13 所示,选取了在低压压气机机匣前端的

径向位置上安装一个加速度传感器(传感器 1)作为前测

点,在高压压气机与燃烧室之间机匣径向位置上安装一

个加速度传感器(传感器 2)作为后测点,以及在燃气机

内部安装测量高低压转子转速传感器的测试方案。

图 13　 燃气轮机传感器布置示意图

Fig. 13　 Position
 

of
 

sensors
 

of
 

gas
 

turbine

首先进行数据预处理。 将采集到的燃气轮机转子的

试车台测试数据进行预处理。 去掉奇异值和噪声,计算

其有效值 RMS:

RMS = 1
N ∑

N

k-1
X2(k) (4)

试车台前侧点数据的 RMS 值,如图 14 所示,图中下

方实线为前侧点滤波信号的 RMS 值,上方实线为高压转

速曲线,中间一条虚线是振动超限值曲线,按照产品检测

标准,振动 RMS 值超过 8 的状态为异常状态[18-20] 。

图 14　 振动超限示意图

Fig. 14　 Vibration
 

transfinite
 

diagram

建立燃机故障类型数据库并作为模型的环境,数据

类型集合包括前侧点正常数据、后侧点正常数据、前侧点

气流激振、转子弯曲、转子不平衡故障、后侧点气流激振

共 6 类。
将由 3. 1 节 CWRU 轴承数据集训练 MCCNN 模型,

训练精度达到 98%以上时,将模型保存,训练参数保留。
构建新的 MCCNN 模型,将输入端的输入参数改为(32,
32,2),以匹配燃气轮机转子试验台只有前侧点和后侧点

两个传感器;将末端 softmax 分类层的 10 个神经元替换

成 6 个以匹配新的故障类型数量;再将保存的模型参数

读取录入;为了充分利用在轴承数据集上预训练 MCCNN
模型的特征提取功能,冻结前两层卷积层不进行参数更

新,即前两层卷积层参数不随训练迭代而改变,只更新后

两层卷积层参数。 在训练过程中,首先设置第 3 层和第 4
层卷积层的学习速率为 0. 000 1,批大小( batch) 设置为

64,迭代次数为 40。 数据预处理部分将传感器 1 和传感

器 2 所得数据重新排列为 32×32×2 为一组的数据单元,
再将数据送入权重迁移后的 MCCNN 模型中训练,样本

数据的 80%作为训练集,20%作为测试集验证模型的诊

断精度。 数据选取各工况典型故障类型作为分类标签,
如表 6 所示:

表 6　 燃气轮机转子工况与故障标签

Table
 

6　 Working
 

conditions
 

and
labels

 

of
 

gas
 

turbine
 

rotor
数据类型 训练集 测试集 标签

前侧点正常 1
 

200 300 0
后侧点正常 1

 

200 300 1
前侧点气流激振 1

 

200 300 2
转子弯曲 1

 

200 300 3
转子不平衡 1

 

200 300 4
后侧点气流激振 1

 

200 300 5

　 　 经过权重迁移的模型和未经过权重迁移模型的验证

集准确率结果对比如图 15 所示。

图 15　 燃气轮机转子故障分类验证集准确率对比

Fig. 15　 Comparison
 

of
 

testing
 

accuracy
 

between
transfer

 

learning
 

and
 

non-transfer

权重迁移模型的测试集混淆矩阵结果如图 16 所示。
测试集的准确率达到 97. 78%,相比于未经权重迁移

的准确率 91. 49%提升明显,证明所提的 MCCNN 模型经

权重迁移后可以提取出故障特征并取得较好的分类

结果。

4　 结　 论

　 　 本文构建了一个多通道卷积神经网络,将同一时间

不同的传感器采集到的数据作为独立的通道重新排列,
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图 16　 燃气轮机转子故障分类测试集混淆矩阵

Fig. 16　 Confusion
 

matrix
 

of
 

faults
 

classification

使得 MCCNN 在进行卷积操作时综合判断不同的传感器

数据,经过 CWRU、XJTU 公开轴承数据集的验证并取得

100%和 99. 95%的分类准确率,随后将从 CWRU 数据集

训练得到的权重迁移至新模型,用于燃气轮机转子数据

集的再训练再分类,最终取得了 97. 78%的准确率结果,
相比于未经迁移的模型仅取得 91. 49%的准确率提升明

显,证明使用 CWRU 轴承数据集训练并将权重迁移至新

MCCNN 模型再作用于燃气轮机转子数据集上是有效的。
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