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摘　 要:实现电力设备温度的准确预测对于保障电力系统安全和提高维修效率具有重要意义。 传统预测方法无法满足高精度

的预测要求,提出一种基于改进型长短期记忆(long
 

short-term
 

memory,LSTM)神经网络的电力设备温度预测方法,利用去池化

的卷积神经网络(convolutional
 

neural
 

networks,
 

CNN)对时间序列进行局部特征提取,然后利用 LSTM 设计的循环递归层对时间

序列进行长期特征提取,实现电气设备温度预测。 在首都国际机场的供电设备运行状态监测数据集的实验结果表明,温度预测

值在 20 ~ 60
 

min 内预测精度优于 1
 

℃ ,且均方根误差( RMSE) 0. 12 均小于其他温度预测模型,可以有效实现电气设备温度

预测。
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Abstract:
 

It
 

is
 

of
 

great
 

significance
 

to
 

realize
 

the
 

accurate
 

prediction
 

of
 

the
 

temperature
 

of
 

power
 

equipment
 

to
 

ensure
 

the
 

safety
 

of
 

the
 

power
 

system
 

and
 

to
 

improve
 

maintenance
 

efficiency.
 

Traditional
 

forecasting
 

methods
 

cannot
 

meet
 

the
 

requirements
 

of
 

high-precision
 

forecasting.
 

A
 

temperature
 

prediction
 

method
 

for
 

power
 

equipment
 

based
 

on
 

an
 

improved
 

long
 

short-term
 

memory
 

( LSTM)
 

neural
 

network
 

is
 

proposed,
 

which
 

uses
 

de-pooling
 

convolutional
 

neural
 

networks
 

(CNN)
 

to
 

extract
 

local
 

features
 

of
 

time
 

series,
 

and
 

then
 

use
 

the
 

recursive
 

layer
 

designed
 

by
 

LSTM
 

to
 

extract
 

the
 

long-term
 

features
 

of
 

the
 

time
 

series
 

to
 

realize
 

the
 

temperature
 

prediction
 

of
 

electrical
 

equipment.
 

Experimental
 

results
 

on
 

the
 

Power
 

monitoring
 

temperature
 

data
 

set
 

of
 

Capital
 

International
 

Airport
 

show
 

that
 

the
 

prediction
 

accuracy
 

of
 

the
 

temperature
 

prediction
 

value
 

is
 

better
 

than
 

1
 

℃
 

within
 

20
 

to
 

60
 

minutes,
 

and
 

the
 

root
 

mean
 

square
 

error
 

(RMSE)
 

0. 12
 

is
 

smaller
 

than
 

other
 

temperature
 

prediction
 

models.
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0　 引　 言

　 　 电力是国家发展经济的命脉。 近年来我国经济发展

迅速,电力系统逐渐庞大且结构复杂,不同区域之间的互

联也越来越紧密。 这就对电力系统的稳定安全运转提出

更严格的要求。 然而由于复杂因素的影响,故障出现又

是不可避免的。 目前电力设备大都通过简单阈值判定设

备是否存在故障。 这种故障诊断的方式,往往发现异常

时,设备已经损坏比较严重,或已经造成损失。 如果能在

有故障征兆时,就能预测到最可能发生故障的地点或者

设备,并能进行针对性的预防维护,将有效解决被动的事



·168　　 · 电
 

子
 

测
 

量
 

与
 

仪
 

器
 

学
 

报 第 35 卷

后维护以及计划维修中存在的维修不足及过度维修的问

题。 因此,对电力设备进行在线温度实时监测和预测温

度未来变化趋势,可以对设备状态更好地掌握,有效防止

电气设备过热等事故发生,对电力系统的稳定性、安全性

和降低维护成本具有重要意义[1] 。
目前温度数据的预测方法主要包括时间序列分析

法[2] 、支持向量机( SVM) [3] 和神经网络[4] 等。 Shirvani
等[5] 使用差分自回归综合移动平均模型预测波斯湾海表

面温度异常,指出该方法对于时间平稳性高的序列具有

很好的预测效果。 时间序列等传统方法无法准确进行复

杂的预测。 樊浩等[6] 提出粒子群优化-支持向量机( PSO-
SVM)算法对电缆接头温度进行预测,指出大小不一样的

数据样本会对预测结果精度造成明显影响。 机器学习方

法虽然能够处理复杂的非线性问题,但是在处理大规模

数据方面存在一定困难。 孙为钊等[7] 提出利用卷积神经

网络提取输入数据特征进行温度预测,指出卷积神经网

络(CNN) 在学习非线性序列的数据方面准确率更高。
然而,当数据波动性和不稳定性较大时,单一的卷积神经

网络模型难以较好学习数据的变化规律。 杨洪富等[8] 基

于长短时记忆网络( LSTM) 建立的 EGT 的预测模型,并
说明了 LSTM 方法在 EGT 的预测问题上比循环神经网络

(RNN)与支持向量机更加准确。 李和明[9] 提出卷积神

经网络与长短时神经网络结合在同步电机励磁绕组匝间

短路故障预警中的应用,并指出不同模型结合在训练速

度和拟合效果上要强于单独的 CNN 或 LSTM 模型。
电力设备温度变化规律受多种因素影响,如时间序

列等传统方法无法准确进行复杂的预测。 机器学习方法

虽然能够处理复杂的非线性问题,但是在处理大规模数

据方面存在一定困难。 单一的 CNN 模型难以较好学习

时序数据的变化规律。 当利用 LSTM 的模型预测提取数

据特征时,输入序列过长时容易丢失信息,从而一定程度

上影响预测准确度。 针对 LSTM 等预测方法存在的问

题,本文通过分析温度数据变化特点,提出一种卷积神经

网络和长短时记忆神经网络相结合方法构建温度预测模

型。 最后,通过实例分析,将本文提出方法与典型方法进

行对比,指出本文所提方法具有更高的预测精度。

1　 数据采集及预处理

1. 1　 数据采集

　 　 基于光纤传感器的温度监测系统主要用子监测电力

系统中的变压器、开关柜、母排等主要设备的温度变化情

况。 通常情况下电力系统中大多数变压器与开关柜均会

独立放置,且数量较少,所以通常会在变压器与开关柜内

部设置 6 ~ 9 个温度监测点。 母排常常因为距离长,数量

多,所以通常会利用分布式光纤设置多个温度监测点。

本文研究使用数据来自北京首都国际机场供电设备

运行状态监测项目的温度监测数据。 该监测系统以光纤

光栅传感器[10]为基础研究开发了 8 通道、每通道 23 单元

的光纤光栅温度传感系统[11] ,布设于首都机场 T3 航站楼

行李供电系统进行全天候、长期温度监测。 光纤光栅温度

传感系统主要由光纤温度传感器、光纤解调仪、数据服务

器、主机构成。 如图 1 所示,主要监测地下廊道的母排节

点、开关柜触点、变压器触点温度,温度精度为±0. 5
 

℃。

图 1　 温度监测系统结构

Fig. 1　 Temperature
 

monitoring
 

system
 

structure
 

diagram

1. 2　 温度数据描述

　 　 电力设备温度变化在时间上具有两种重复模式,长
期和短期。 长期模式是根据四季、白天和夜晚、甚至小

时、分钟之间的联系,具有一定规律性变化,大周期内包

含小周期。 短期则反应设备功率变化、天气等的影响,可
能会出现震荡变化现象,波动的幅度也因影响因素的不

同而存在不同。
以北京首都国际机场供电设备运行状态监系统采集

的数据为例,数据采集间隔为 1
 

min,采集了从 2019 年 8
月~2020 年 6 月的 432

 

000 条数据,该时间段包括一年四

季 24
 

h 连续数据,这些数据能很好反映监测节点的温度

变化规律。 数据曲线如图 2 所示。

图 2　 温度曲线

Fig. 2　 Temperature
 

curve
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2　 数据处理

2. 1　 数据预处理

　 　 监测系统采集的数据包括测点 ID,测点温度值,测
点时间,测点状态等。 由于仪器故障、数据库存储和外部

干扰等不可控因素会导致采集到的数据存在缺失值、异
常值等异常情况[12] ,因此对数据集进行了缺失值填充、
异常值替换、数据归一化[13] 等预处理。
2. 2　 数据集划分

　 　 样本数据为北京首都国际机场供电设备运行状态监

系统 2019 年 8 月 1 日~ 2020 年 6 月 14 日的现场温度监

测数据,采用频率为 1
 

min。 以 2019 年 8 月 ~ 2020 年 3
月的数据集作为训练集,用于温度预测模型的拟合。 以

2020 年 4 月 ~ 2020 年 5 月的数据集作为验证集,用于使

用各个模型对验证集数据进行预测,调整超参数并监控

模型是否发生过拟合,从而选出最优模型。 以 2020 年 5
月~2020 年 6 月的数据集作为测试集,用于评估最终模

型泛化能力。

3　 模型构建

　 　 本节介绍了建立温度预测模型的基本理论和方法。
首先,给出了温度预测模型的结构,在此基础上给出温度

预测模型的学习方法。
3. 1　 模型结构

　 　 温度预测模型由 CNN 组件的卷积层、GRU( Unit)组

件的递归层以及 LSTM 设计的循环层 3 部分组成,如图 3
所示。

图 3　 模型结构

Fig. 3　 Model
 

structure

1)卷积层

温度预测模型的第 1 层是一个去池化的一维卷积

网络。
CNN 属于典型前馈神经网络,具有稀疏连接和权值

共享的特性[14] ,可以很好地识别出数据中的简单模式,
然后使用这些简单模式在更高级的层中生成更复杂的模

式。 一维卷积网络优势在于从整体数据集较短的片段中

获取目标特征且该特性在该数据片段的位置不具有高度

相关性。 一维卷积网络可以很好地应用于传感器数据的

时间序列分析;同样也可以很好地用于分析具有固定长

度周期的信号数据(比如音频信号)。 此外,还能应用于

自然语言处理的任务中[15] 。
对于温度时间序列数据,温度预测模型通过卷积层

提取时间维度上的短期模式以及变量的相关特征。 卷积

层由宽度是 2 高度是 1 的多个滤波器组成。 第 K 个滤波

器扫描输出矩阵 x 并产生:
hk = RELU(Wk∗x + bk) (1)

式中:w 表示过滤器的宽度,高度为 n(高度设置与变量

个数相同),本文设置为 1,∗是卷积运算,RELU 函数是

RELU(x)= max(0,x)。
2)递归层

卷积层的输出同时输入到具有 GRU 的递归层和

LSTM 设计的循环层中,目标是捕获长期和非常长的

信息。
递归层是由 GRU 组成,使用 RELU 函数作为隐藏的

更新激活函数[16] 。 t 时刻递归层单元的隐藏状态可以表

示为,
rt = σ(x tWxr + h t -1Whr + br)
u t = σ(x tWxu + h t -1Whu + bu)
ct = RELU(x tWxc + rt☉(h t -1Whc) + bc)
h t = (1 - u t)☉h t -1 + u t☉ct (2)
其中,☉是元素积,σ 是 sigmoid 函数,x t 是输入以及

卷积层在时间戳 t 的输出。
3)循环层

递归层通过记忆历史信息,从而识别到相对长期的

信息。 在实际应用中,因为梯度消失的原因,GRU 组成

的递归层往往无法捕捉到非常长期的相关性特征。 基于

上述原因,可以通过加入一个重新设计的 LSTM 结构[17]

作为一个新的循环跳跃组件,来识别非常长期的模式。
在温度时间序列数据中,每天的温度呈现明显的规

律。 如果温度预测模型想预测今天 t 时刻的温度值,除
了用最近的温度记录值外,还可以利用历史上 t 时刻的

温度记录值。 但是由于历史跨度周期可能较长,例如一

天、两天甚至更长时间,这种依赖性很难被递归层捕捉

到。 所以在温度预测模型中加入重新设计的 LSTM,即在

LSTM 的当前隐藏单元格中和相邻时段的同一阶段的隐

藏单元格之间添加跳过链接。 更新过程如下:
rt = σ(x tWxr + h t-pWhr + br)
u t = σ(x tWxu + h t -pWhu + bu)
ct = RELU(x tWxc + rt☉(h t -pWhc) + bc)
h t = (1 - u t)☉h t -p + u t☉ct (3)
其中该层的输入为卷积层的输出,p 是跳过的隐藏

单元数,对于温度时间序列数据,可以将周期调整为 1
 

d
或者 1 周,从而更好去预测温度的未来值。
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3. 2　 模型训练

　 　 1)模型参数

深度学习算法通常有几个超参数需要调整以获得最

佳结果。 本文模型有许多超参数需要确定,如学习速率、
CNN 过滤器的个数、LSTM 网络层数、GRU 单元个数、跳
过周期等。 利用训练集样本构建模型,将模型学习速率

设置为 0. 01,LSTM 网络层数为单层。
本文采用网格搜索法[18] 确定其余超参数。 网格搜

索算法(grid
 

search)的基本原理是在给定参数的变化范

围内,按照不同的增长方向,以设定好的步长遍历范围内

的所有点,相当于形成了一个多维的网格,并验证网格中

的每个参数以选择最佳网络结构参数。
首先,需要确定每个超参数的范围。 预测模型主要

分为 2 个部分,卷积神经网络和循环递归部分。 卷积神

经网络部分实现对短期特征的提取,循环递归层部分实

现对序列时间长期依赖性的特征提取。 时间输入序列为

Xn = [x1,x2,…,x t],在 t 时刻将 x t 作为模型输入并输入

到卷积神经网络中,多层网络可以具有更深的特征抽取

能力,因此模型设置一维卷积层数为 5 层。 由于模型参

量较少,过滤器数目过多,容易造成过度拟合,过滤器个

数为 10 ~ 40。 不同的 GRU 层在空间相连,时间序列数据

从上层输出到下一层。 每层 GRU 都包含许多 GRU 神经

元,以提取数据的时间依赖性。 在每层 GRU 中,神经元

之间进行彼此信息的交换,实现时间性的实现时间性的

连接。 此外,每个神经元的输出不仅要在下一刻循环进

入自身,还要与其他神经元共享。 要提高模型精确性。
因此将 GRU 的隐含层层数设置为 80 ~ 120。 对于 LSTM
层跳过隐藏单元的个数,由于温度变化的周期表现,本文

将周期设置为 1、3
 

d 和 1 周。 表 1 为用于网格搜索的每

个超参数的范围。
表 1　 LSTNet 超参数范围

Table
 

1　 LSTNet
 

hyperparameter
 

range
参数 范围

CNN 过滤器 [10,40]
GRU

 

单元 [80,120]
跳过隐藏单元 [1

 

440,10
 

080]

　 　 2)模型损失函数

本文温度预测模型选取 432
 

000 个样本数据,按

7 ∶ 3 的比例分为训练集和测试集。 批大小设置为 50。
训练 500 个周期保存训练模型,记录训练过程中损失函

数的变化,并在测试集中记录均方根误差( RMSE)。 模

型损失函数如图 4 所示。
3. 3　 模型预测流程

　 　 本文所用模型的预测流程具体描述如下。
1)数据预处理。

图 4　 loss 值随训练周期变化曲线

Fig. 4　 Loss
 

value
 

changes
 

with
 

training
 

times

2)模型训练,将训练集的数据输入模型进行训练,由
CNN 层识别短期模式,之后将输出同时输入到门控制单

元设计的递归层和 LSTM 设计循环层,用于捕捉长期

模式。
3)预测结果输出。

4　 实例分析

　 　 本文在模型训练完成后,选取北京首都国际机场母

排电力设备的 2020 年 5 月 1 日 ~ 6 月 15 日监测数据作

为输入对训练模型进行测试,并与实测值进行对比分析。
温度预测模型运行时首先通过 MySql 的数据库服务器读

取历史温度数据,并通过数据预处理生成时间序列数据,
进而通过卷积层和循环递归层进行预测,并输出预测

结果。
4. 1　 性能评估

　 　 本文使用 RMSE、均方误差( mean
 

square
 

error,MSE)
作为评价温度预测模型精度的指标[19] ,两个指标的方程

式如下:

MSE = 1
N ∑

N

i = 1
(y i -ŷ) 2

RMSE = 1
n ∑

N

i = 1
(y i -ŷ) 2 (4)

4. 2　 时间窗口和预测间隔

　 　 电力设备发热现象往往是渐进式发热,温度会在出

现故障后逐渐升高。 因此温度预测模型需要预测未来

20 ~ 60
 

min 的温度变化。 由于传感器数据在不同地区的

特征不同,因此温度预测模型需要确定模型输入数据的

窗口大小和输出的预测时间间隔,从而达到预测要求。
本文使用不同的窗口大小和预测时间间隔来选择在 MSE
和 RMSE 准则下表现良好的参数。

对于本文所选取的母排节点,根据该地区的位置,散
热,环境等因素,选取输入时间窗口为 60、120、180 等不
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同情况进行预测,以确定最终的参数组合。 实验实例如

表 2 所示,说明如何确定选取节点温度预测模型的窗口

大小和预测间隔。
表 2　 时间窗口和预测间隔

Table
 

2　 Time
 

window
 

and
 

forecast
 

interval
时间窗口 / min 预测时间步长 / min MSE RMSE

60 20 0. 014
 

4 0. 12
60 30 0. 022

 

5 0. 15
60 40 0. 072

 

9 0. 27
120 20 0. 016

 

9 0. 13
120 30 0. 014

 

4 0. 12
120 40 0. 102

 

4 0. 32
180 20 0. 010

 

0 0. 10
180 30 0. 016

 

9 0. 13
180 40 0. 072

 

9 0. 27

　 　 表 2 中,本文选择了 180
 

min 的窗口大小和 20
 

min
的预测时间步长。 这是因为参数组合在 RMSE 和 MSE
表现良好,输入参数的数量相对较少(随着窗口的增加,
数据量也会变大,这将导致模型预测性能的下降)。
4. 3　 实验测试

　 　 以 5 月 1 日~ 6 月 15 日监测数据作为输入,并与实

　 　 　 　

测值对比如图 5 所示。 从图 5 可以看到,温度预测值能

够很好的跟踪此时间段内母排节点的温度实测值。

图 5　 预测值与实测值对比

Fig. 5　 Comparison
 

of
 

predicted
 

value
 

and
 

measured
 

value

4. 4　 实验对比

　 　 为了验证温度预测模型的有效性,本文选择自回归

移动平均模型[20] 和 3 次指数平滑模型[21] 、长短时记忆模

型、支持向量机作为对照基准模型。 并采用 RMSE 指标

作为定量评定预测结果的优劣,5 种模型所对应的结果

如表 3 所示。

表 3　 各种预测方法的结果

Table
 

3　 Results
 

of
 

various
 

forecasting
 

methods

预测方法
60

 

min 固定窗口预测时间 120
 

min 固定窗口预测时间 180
 

min 固定窗口预测时间

20 30 40 20 30 40 20 30 40
自回归移动模型

 

RMSE 0. 14 0. 13 0. 33 0. 21 0. 23 0. 43 0. 24 0. 25 0. 45
三次平滑指数模型

 

RMSE 0. 13 0. 13 0. 35 0. 16 0. 21 0. 45 0. 21 0. 25 0. 41
长短时记忆模型 RMSE 0. 12 0. 14 0. 29 0. 14 0. 15 0. 36 0. 13 0. 13 0. 31
支持向量机模型

 

RMSE 0. 13 0. 14 0. 31 0. 15 0. 16 0. 39 0. 20 0. 23 0. 39
改进型 LSTM 模型

 

RMSE 0. 12 0. 15 0. 27 0. 13 0. 12 0. 32 0. 1 0. 13 0. 27

　 　 由表 3 可知,温度预测模型在 120、180
 

min 的固定窗

口条件下,无论是在预测时间为 20
 

min、30
 

min、40
 

min
时,温度预测模型 RMSE 均小于其余 4 种方法的 RMSE,
此模型仅在 60

 

min 的固定窗口条件下预测 30
 

min 时,
RMSE 为 0. 15 大于其余 4 种方法的 RMSE,总体来看温

度预测模型的效果要好于其余 4 种方法,证明对母排节

点温度预测有效,可以对设备进行预防性维护。

5　 结　 论

　 　 随着我国经济高速发展,电力能源是重中之重,提前

及时进行电力设备的温度预测及故障预警,可以有效降

低设备运行维护成本以及故障引起的经济损失。 本文主

要利用电力系统温度传感数据进行分析和挖掘,构建一

种基于深度学习的电力设备温度预测模型,为达到预测

温度精度更高的效果,本文实现将 CNN 与 LSTM 进行结

合的预测策略。
本文以北京首都国际机场供电设备运行状态监测的

温度数据为数据源,通过分析数据得出长期和短期的变

化特点。 考虑到数据波动较大时,CNN 难以准确学习数

据特征;当输入序列过长,LSTM 会发生丢失序列现象,所
以本文,使用 CNN 与 LSTM 相互结合来对预测模型进行

改进,并通过机场实际母排编号为 9-2-9 的实际监测数据

进行模型训练,测试验证。 结果表明,母排节点温度未来

20 ~ 60
 

min 的温度预测值能够很好跟踪实测值。
本文提出的基于改进型 LSTM 的温度预测模型可以

在故障发生之前获得设备的预测温度。 而预测结果可以

帮助经验丰富的人员根据过去的经验设置警报阈值,以
便及时准确地预测故障,并预测可能的故障位置和故障

原因,这将有效帮助采取有效措施并排除故障,节约经

济,节省人力。 因此对于具有温度监测系统的众多领域,
关于设备的温度预测将会是很好的研究方向。
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