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摘　 要:提出一种基于多任务深度学习的故障诊断方法,将故障诊断任务分为故障分类和损伤程度识别。 共享层采用卷积神经

网络提取监测振动信号中蕴含的故障特征信息,两个子任务模块使用门控循环单元从共享层的输出中进一步提取特征,进行故

障分类和损伤程度识别。 在多任务深度学习方法中两个子任务模块可以通过共享层相互影响,提高模型的特征提取能力,获得

更好的故障诊断性能。 在轴承数据集上进行故障诊断实验,同时与故障分类单任务模型和损伤程度识别单任务模型进行对比,
以检验多任务深度学习方法的故障诊断性能,实验结果显示多任务深度学习模型在测试集上两个任务同时正确的准确率为

99. 79%。 为进一步验证多任务深度学习方法的特征提取能力,在测试集中添加不同程度的高斯噪声进行故障诊断实验,在较

强噪声情况下,多任务深度学习模型的准确率明显高于单任务深度学习模型。 研究结果表明,多任务深度学习模型与单任务深

度学习模型相比故障诊断准确率更高,同时抗噪性能更好,具有一定的实用价值。
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Abstract:A
 

fault
 

diagnosis
 

method
 

based
 

on
 

multi-task
 

deep
 

learning
 

is
 

proposed,
 

which
 

classifies
 

fault
 

diagnosis
 

tasks
 

into
 

fault
 

classification
 

and
 

defect
 

severity
 

recognition.
 

The
 

shared
 

layer
 

uses
 

convolution
 

neural
 

network
 

to
 

extract
 

fault
 

characteristic
 

information
 

contained
 

in
 

monitoring
 

vibration
 

signal,
 

and
 

the
 

two
 

subtask
 

modules
 

use
 

gated
 

recurrent
 

unit
 

to
 

classify
 

fault
 

and
 

recognize
 

defect
 

severity
 

respectively.
 

In
 

multi-task
 

deep
 

learning
 

method,
 

the
 

two
 

subtask
 

modules
 

can
 

interact
 

with
 

each
 

other
 

through
 

the
 

shared
 

layers
 

to
 

promote
 

the
 

feature
 

extraction
 

ability
 

of
 

the
 

model
 

and
 

make
 

the
 

whole
 

model
 

have
 

better
 

fault
 

diagnosis
 

performance.
 

Fault
 

diagnosis
 

experiments
 

are
 

carried
 

out
 

on
 

bearing
 

dataset
 

and
 

compared
 

with
 

fault
 

classification
 

single-task
 

model
 

and
 

defect
 

severity
 

identification
 

single-task
 

model
 

to
 

verify
 

the
 

fault
 

diagnosis
 

performance
 

of
 

multi-task
 

deep
 

learning
 

method.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

accuracy
 

of
 

the
 

multi-task
 

deep
 

learning
 

model
 

is
 

99. 79%
 

for
 

both
 

tasks
 

on
 

the
 

test
 

set.
 

In
 

order
 

to
 

further
 

verify
 

the
 

feature
 

extraction
 

capability
 

of
 

the
 

multi-task
 

deep
 

learning
 

method,
 

different
 

degrees
 

of
 

Gaussian
 

noise
 

were
 

added
 

to
 

the
 

test
 

set
 

for
 

fault
 

diagnosis
 

experiment.
 

Under
 

the
 

condition
 

of
 

strong
 

noise,
 

the
 

accuracy
 

of
 

the
 

multi-task
 

deep
 

learning
 

model
 

was
 

significantly
 

higher
 

than
 

that
 

of
 

the
 

single-task
 

deep
 

learning
 

model.
 

The
 

research
 

results
 

show
 

that
 

the
 

multi-task
 

deep
 

learning
 

model
 

can
 

diagnose
 

fault
 

more
 

accurately
 

and
 

has
 

better
 

denoising
 

than
 

the
 

single-task
 

deep
 

learning
 

model,
 

which
 

has
 

certain
 

practical
 

value.
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0　 引　 言

　 　 滚动轴承是机械设备中最为重要的零部件之一,旋
转机械设备中总故障的 30%是滚动轴承故障,对其展开

健康检测十分必要。 在轴承健康状态监测系统运行中,
传感器会采集到海量蕴含轴承健康信息的大数据[1] 。 如

何利用这些大数据进行准确、高效的故障诊断是一个重

要的研究课题。
Hinton 等[2-3] 于 2006 年提出了深度学习概念并为深

度神经网络的训练提供了方法,近年来深度学习技术发

展迅速,在计算机视觉和自然语言处理领域尤为突出。
由于深度学习方法无需手工特征提取,具有较强的特征

自提取能力,因此深度学习方法逐渐成为了故障诊断领

域的研究热点。
孙文珺等[4] 将稀疏自编码器与 Dropout 方法相结合,

使得学习到的模型具有较强的鲁棒性,在感应电机的故

障诊断上取得了较好的效果。 侯文擎等[5] 提出一种改进

的堆叠降噪自编码器诊断方法,利用粒子群算法进行网

络超参数自适应选择,在仿真信号和变转速工况实测信

号下的实验中均取得较高的诊断准确率。 唐波等[6] 提出

一种基于一维深度卷积的轴承故障诊断方法,在多故障、
变负载的情况下取得了较高的准确率。 宫文峰等[7] 提出

一种使用全卷积神经网络( CNN) 和支持向量机( SVM)
的电机轴承微小故障诊断方法,在不同负载下具有良好

的迁移泛化能力。 周兴康等[8] 提出一种基于深度一维残

差卷积自编码器的齿轮箱故障诊断方法,不需要大量有

标签数据就能够对齿轮箱故障进行诊断,具有一定的实

用价值。 吴春志等[9] 提出一种一维深度卷积神经网络的

齿轮箱故障诊断模型,具有较强的特征提取能力,故障诊

断准确率高于传统方法。 昝涛等[10] 提出一种多输入层

的深度卷积神经网络模型,在输入振动信号的同时将谱

分析数据在模型的其他位置输入,和传统卷积神经网络

模型相比收敛速度更快准确率更高。 周齐才等[11] 提出

基于改进的堆叠式循环神经网络的轴承故障诊断模型,
利用深度学习模型极强的非线性拟合能力以及门控循环

单元(gated
 

recurrent
 

neural
 

network,GRU)特有的沿时间

通道传播的特点,对轴承故障进行了有效的诊断。 王太

勇等[12] 提出一种基于注意力机制和双向长短期记忆网

络的故障诊断方法,故障诊断的准确率高达 99%以上,并
且在变工况的情况下也可以取得了较高的故障诊断准

确率。
以上故障诊断方法都属于单任务深度学习故障诊断

方法。 随着深度学习的发展,很多专家学者将多任务学

习思想[13] 应用于深度学习模型的设计,例如目标检测领

域的 Faster
 

R-CNN[14] 就是一个多任务深度学习模型,其

物体识别任务和候选框定位任务共用一个特征提取网

络,使得目标检测精度和效率都得到提升。 另外,在人脸

识别[15] 、文本分割[16] 和自然语言理解[17] 等领域多任务

深度学习也有很多应用,均取得了很好的效果。 本文基

于多任务深度学习思想,将故障诊断任务划分为故障分

类和损伤程度识别两个子任务,利用多任务学习不同任

务之间的相互影响,使模型获得更好的性能。 本文多任

务深度学习模型的共享层使用卷积神经网络,各个子任

务模块使用门控循环单元进一步提取特征,在公开的轴

承振动信号数据集上和单任务深度学习模型进行对比实

验,实验结果表明多任务深度学习方法可以获得更好的

故障诊断准确率,并且在噪声环境下具有更好的鲁棒性。

1　 理论基础

1. 1　 多任务深度学习

　 　 多任务深度学习是将复杂的任务划分为多个相互关

联的子任务,与单任务深度学习各个模型相互独立不同,
多任务深度学习模型可以通过参数共享的方式提升模型

的泛化能力,使各个子任务的性能得到提升[18] 。 多任务

深度学习常用的参数共享方式可以分为软参数共享和硬

参数共享,软参数共享通过对多个单任务深度学习模型

的网络层施加约束使得模型中部分网络层的参数相似;
硬参数共享则直接共用部分网络层,使得部分网络层参

数一致。 多任务深度学习有效的原因主要有[19] 隐层表

示能力更强,通过同时学习服务于多个任务的特征可以

获得一个相较于单任务深度学习模型更一般的表示;窃
听机制( Eavesdropping),一个较难学习的任务可以获得

另一个容易学习任务的辅助;正则化,引入规约偏置来改

进模型,抑制了过拟合。
1. 2　 卷积神经网络

　 　 卷积神经网络模型通常由卷积层、池化层和全连接

层组成。 卷积神经网络学到的模式具有平移不变性,特
征出现在输入数据的特定位置,经过卷积,输出的特征也

将出现在特定位置。 同时卷积神经网络学到的模式还具

有空间层次结构,后一层卷积可以学习前一层卷积提取

到的特征组成的模式,通过卷积层的堆叠,网络可以提取

到越来越抽象,越来越复杂的特征。
本文设计的卷积神经网络包括卷积层、批规范化层、

Dropout 层。 卷积层的计算如下:
x l
i = f(Wl

i
∗X l-1 + b l

i) (1)
式中:∗代表卷积运算;f 代表激活函数; Wl

i 代表第 l 层
的第 i 个卷积核的权重矩阵; X l -1 代表上一层的输出,即
l-1 层的输出; x l

i 代表 l 层输出的第 i 个特征; b l
i 代表第 l

层的第 i 个卷积核的偏置项。
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采用 SELU 作为卷积层的激活函数。 SELU 的运算

公式如下:

SELU =
λx,x > 0
λαex - α,x ≤ 0{ (2)

式中:λ= 1. 050
 

700
 

98,α = 1. 673
 

263
 

24。 SELU 激活函

数克服了 ReLU 激活函数将所有负值置零和 Sigmoid 激

活函数不利于梯度反向传播的缺点[20-21] 。 SELU 允许一

定范围的负值存在,可以很好地解决特征丢失和梯度消

失的问题,并且求导运算速度快,可以提升深度学习模型

的性能[22] 。
批规范化层[23] 可以对输入进行白化预处理:

x~ = x - E(x)
Var(x) + ε

(3)

式中: E(x) 表示一个批次输入 x的平均值;Var(x) 代表

该批次数据的标准差,ε 代表极小的整数用来避免分母

为 0。 使得该层神经元的输出既不过分的大也不过分的

小,均值为 0,标准差为 1+ε。 为了改善标准化后的偏移

量的丢失,引入“比例及平移(scalar
 

and
 

shift)”操作:

y = λ x~ + β (4)
Dropout 层在网络的训练过程中随机丢弃两个层之

间一定比例的神经元[24] 。 通过设置 Dropout 层可以使得

模型获得更好的泛化性能,避免过拟合现象。
1. 3　 门控循环单元

　 　 门控循环单元[25] 相较于传统循环神经网络可以更

好地捕捉时间序列中时间距离较长的依赖关系。 门控循

环单元有两个门———重置门和更新门。 重置门决定先前

的隐藏状态单元是否被忽略,更新门控制当前隐藏状态

单元是否需要被新的隐藏状态单元更新。 门控循环单元

与长短期记忆网络相比,由 3 个门减少到了两个门,在保

证了一定的性能的同时,减少了训练的参数,使得训练网

络所需的时间减少。 门控循环单元的结构如图 1 所示,
图中 zt 和 rt 分别为更新门和重置门, h t 为隐藏层输出,σ
为 Sigmod 激活函数。 h t 的计算方式如下:

zt = σ(W( z)x t + U( z)h t -1) (5)
rt = σ(W( r)x t + U( r)h t -1) (6)

h
~

t = tanh(rt°Uh t-1 + Wx t) (7)

h t = (1 - zt)° h
~

t + zt°h t -1) (8)

式中: h
~

t 为输入 x t 和过去隐藏状态单元的输出的 h
~

t -1

汇总; W( z) 、U( z) 、W( r) 、U( r) 、W 和 U 为可训练参数矩阵。
在门控循环的网络中可以设置输入 x t 的 Dropout 和过去

隐藏状态单元 h t 的 Dropout( Recurrent_Dropout) 来优化

模型,避免过拟合。

图 1　 门控循环单元网络结构

Fig. 1　 Structure
 

of
 

GRU

2　 多任务深度学习模型

　 　 本文提出一种结合卷积神经网络和门控循环单元的

多任务深度学习模型,采用硬参数共享方式。 共享层由

卷积神经网络组成,负责提取蕴含故障类别和损伤程度

信息的特征,然后将这个特征分别送入两个由门控循环

单元组成的子任务模块中进一步提取故障类别和损伤程

度的特征,并进行分类。 轴承故障诊断的多任务深度学

习模型如图 2 所示,共享层采用卷积神经网络进行数据

降维和特征提取。 虽然通过池化操作可以降低维度,但
是同时会损失大量有用信息,不利于之后的子任务模块

进一步提取对应的特征,因此本文通过在卷积层中设置

较大的卷积核和较长的步长来减少数据的维度。 使用

Dropout 避免过拟合,使用 SELU 激活函数和批规范化来

提高模型的拟合能力和收敛速度。
两个子任务模块分别为故障分类模块和损伤程度识

别模块。 子任务模块采用门控循环单元来进一步提取特

征,门控循环单元相较于全连接神经网络、卷积神经网络

可以更好地提取时序特征,相较于传统的循环神经网络

解决了长距离依赖问题,与长短期记忆网络相比又减少

了参数量和计算量,所以选用门控循环单元作为子任务

模块的特征提取网络。 同时为进一步防止过拟合在门控

循环单元中设置 Dropout 和 Recurrent_Dropout。 损失函

数由两个任务的损失相加得到,模型损失 L 为:
L = μL falut + λLdefect (9)

L fault = ∑
N

i = 1
F( i) logF̂( i) + (1 - F( i) )log(1 - F̂( i) )

(10)

Ldefect = ∑
M

i = 1
D( i) logD̂( i) + (1 - D( i) )log(1 -D̂( i) )

(11)
式中:F fault 为故障分类任务的损失函数;Fdefect 为损伤程

度识别任务的损失函数;μ 和 λ 为两个损失函数的权重,
本文 μ= 1、λ = 0. 6;N 和 M 分别为故障类别数和损伤程

度类别数,本文 N= 4,M= 4; F( i) 为样本是第 i 类故障类
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图 2　 多任务深度学习模型

Fig. 2　 Multi-task
 

deep
 

learning
 

model

别的概率; F̂( i) 为多任务深度学习模型预测样本是第 i 类
故障类别的概率; D( i) 为样本是第 i 类损伤程度类别的

概率; D̂( i) 为多任务深度学习模型预测样本是第 i 类损

伤程度的概率。
训练中使用 Adam 优化器进行优化,学习率设置为

0. 001,网络参数的具体设置如表 1 所示。

3　 实验研究

3. 1　 数据集

　 　 1)数据来源

采用凯斯西储大学( CWRU) 滚动轴承数据集[26] 来

验证多任务深度学习方法的故障诊断性能,该数据集被

广泛应用于轴承故障诊断研究。 该数据集来自图 3 的轴

承故障试验台,从左到右依次为电机、转矩传感器和功率

计。 数据集包含 0、1、2 和 3
 

hp 四种负载下的内圈故障、
外圈故障和滚动体故障上的单点故障,每种故障包含

0. 177
 

8、0. 355
 

6 和 0. 533
 

4
 

mm 的 3 种损伤程度,同时数

据集也包含了 4 种负载下正常状态的轴承振动信号。 振

动信号通过 16 通道的 DAT 记录器以 12
 

kHz 的采样频率

采集。
表 1　 网络参数设置

Table
 

1　 The
 

parameters
 

of
 

network
 

structure
网络层名称 参数 输出特征大小

InputLayer 无 2
 

000×1
GaussianNoise 均值= 0,标准差= 0. 3

 

2
 

000×1

Conv1D_1
卷积核= 30×1×65,步长= 15,

激活函数= SELU
134×30

Dropout_1 0. 2 134×30

Conv1d_2
卷积核= 30×30×6,步长= 1,

激活函数= SELU
134×30

Conv1d_3
卷积核= 24×30×65,步长= 8,

激活函数= SELU
17×24

GRU_1
GRU_2

输出维度= 256,Dropout = 0. 2,
Recurrent_Dropout = 0. 2

256

Dropout_2
Dropout_3

0. 5 256

Dense_1
Dense_3

单元数= 50,激活函数= ReLU 50

Dense_2
Dense_4

单元数= 4,激活函数= Softmax 4

图 3　 试验台

Fig. 3　 Experiment
 

rig

　 　 2)数据增强和数据划分

采用滑动窗口取样,使得训练网络所需的数据集中

包含尽可能多的相位初值,以提升模型的泛化能力,避免

过拟合。 从原始信号的起始点开始采集,每个样本采集

2
 

000 个采样点,窗口向后移动 28 个采样点采集下一个

样本,以获得更多样本。
对原始数据进行滑动窗口采样后,按照负载不同进

行划分,构建出数据集 A、B、C、D 和 E,其中 E 包含了 4
种不同负载的信号,数据集划分如表 2 所示。 数据集 A、
B、C、D 和 E 的样本总数分别为 20

 

000、20
 

000、20
 

000、
20

 

000 和 72
 

000。 数据集中的样本根据表 3
 

和 4 制作故

障类别和损伤程度标签。 数据集 A、B、C 和 D 中故障分

类为正常、滚动体故障、内圈故障和外圈故障的样本数分

别为 2
 

000、6
 

000、6
 

000 和 6
 

000。 数据集 E 中故障分类
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为正常、滚动体故障、内圈故障和外圈故障的样本数分别

为 7
 

200、21
 

600、21
 

600 和 21
 

600。 数据集 A、B、C 和 D
中损伤程度为 0、0. 177

 

8、0. 355
 

6 和 0. 533
 

4
 

mm 故障的

样本数分别为 2
 

000、6
 

000、6
 

000 和 6
 

000。 数据集 E 中

损伤程度为 0、0. 177
 

8、0. 355
 

6 和 0. 533
 

4
 

mm 故障的样

本数分别为 7
 

200、21
 

600、21
 

600 和 21
 

600。
3. 2　 实验分析

 

　 　 1)多任务深度学习故障诊断实验

本实 验 的 硬 件 环 境 为 Intel
 

i7-9750
 

H、 NVIDIA
 

GTX1650 和 16
 

G 内 存, 软 件 环 境 为 Python3. 6、
TensorFlow-gpu1. 14. 0 和 Keras2. 2. 4,模型的输入层大小

为 2
 

000×1,batch_size 为 120,迭代训练 150 次。 使用多

任务深度学习模型在数据集 A、B、C、D 和 E 上进行实验,
在各个数据集上的实验结果如表 5 所示,可以看出多任

务深度学习模型的故障诊断性能比较好,可以 100%准确

识别单一负载数据集的故障类别和损伤程度,并且多次

训练和测试均可以保持 100%的准确率,在混合负载的数

据集上 E 上也取得了 99. 79%的准确率。

表 2　 数据集划分

Table
 

2　 Segmentation
 

of
 

data
 

set

数据集
正常 滚动体 内圈 外圈

0 0. 177
 

8 0. 355
 

6 0. 533
 

4 0. 177
 

8 0. 355
 

6 0. 533
 

4 0. 177
 

8 0. 355
 

6 0. 533
 

4
负载 / hp

训练集 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400
A 验证集 400 400 400 400 400 400 400 400 400 400 0

测试集 200 200 200 200 200 200 200 200 200 200
训练集 1

 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400
B 验证集 400 400 400 400 400 400 400 400 400 400 1

测试集 200 200 200 200 200 200 200 200 200 200
训练集 1

 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400
C 验证集 400 400 400 400 400 400 400 400 400 400 2

测试集 200 200 200 200 200 200 200 200 200 200
训练集 1

 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1
 

400 1400
D 验证集 400 400 400 400 400 400 400 400 400 400 3

测试集 200 200 200 200 200 200 200 200 200 200
训练集 5

 

040 5
 

040 5
 

040 5
 

040 5
 

040 5
 

040 5
 

040 5
 

040 5
 

040 5
 

040
E 验证集 1

 

440 1
 

440 1
 

440 1
 

440 1
 

440 1
 

440 1
 

440 1
 

440 1
 

440 1
 

440 混合

测试集 720 720 720 720 720 720 720 720 720 720

表 3　 故障类别的标记类型

Table
 

3　 Tag
 

types
 

of
 

fault
 

classification
故障类别 标记类型

正常 0
外圈故障 1
内圈故障 2

滚动体故障 3

表 4　 损伤程度的标记类型

Table
 

4　 Tag
 

types
 

of
 

defect
 

severity
损伤程度 标记类型

0
 

mm 0
0. 177

 

8
 

mm 1
0. 355

 

6
 

mm 2
0. 533

 

4
 

mm 3

表 5　 多任务故障诊断准确率

Table
 

5　 Accuracy
 

of
 

multi-task
 

fault
 

diagnosis (%)
A B C D E

故障分类 100 100 100 100 99. 83
损伤程度识别 100 100 100 100 99. 94

同时正确 100 100 100 100 99. 79

　 　 多任务深度学习模型在数据集 E 验证集上的准确率

曲线和损失曲线分别如图 4( a)和( b)所示,从准确率曲

线可以看出,收敛速度较快,在 50 代之前故障分类和损

伤程度识别的准确率已经达到 98%以上,在 100 代之后

故障分类和损伤程度识别的准确率达到一个较高水平。
从损失曲线可以看出故障分类损失的波动大于损伤程度

识别损失的波动。
2)与单任务深度学习模型对比
 

为验证参数共享可以提高故障诊断准确率,分别构

建故障分类单任务深度学习模型 ( fault
 

classification
 

single-task
 

deep
 

learning
 

model,FCSM)和损伤程度识别单

任务深度学习模型( defect
 

severity
 

recognition
 

single-task
 

deep
 

learning
 

model,DSRSM)与多任务深度学习模型进行

对比试验。 两个单任务深度学习模型的网络结构如图 5
所示, FCSM 和 DSRSM 均由共享层、 门控循环单元、
Dropout 和全连接层组成,网络层设计和超参数与多任务

深度学习模型一致。 训练 FCSM 和 DSRSM 使用的数据

与训练多任务深度学习模型相同,单一负载数据集 A、B
和 C 中训练集的数量为 14

 

000,验证集的数量为 4
 

000,
测试集数量为 2

 

000;混合负载的数据集 D 中训练集的数

量为 504
 

000,验证集的数量为 14
 

400,测试集的数量为



　 第 12 期 一种轴承故障诊断的多任务深度学习方法 ·113　　 ·

图 4　 准确率和损失曲线

Fig. 4　 Accuracy
 

and
 

loss
 

curve

7
 

200,并根据任务不同分别打上故障类别和损伤程度的

标签。 分别在数据集 A、B、C、D 和 E 上进行实验,实验结

果如表 6 所示。

图 5　 单任务深度学习模型

Fig. 5　 Single-task
 

deep
 

learning
 

model

　 　 对比表 5 和 6 得出多任务深度学习模型相较于

FCSM 和 DSRSM 有如下特点:在单一负载的数据集 A、B、
C 和 D 上两种方法均可以取得 100%的准确率;但是对于

分类难度增大的数据集 E 时,多任务深度学习模型两个

任务同时正确的准确率相较于单任务深度学习模型提高

了 0. 82%。 同时多任务深度学习方法只需训练一个模

型,所需要训练的参数相对较少,训练速度更快。
表 6　 单任务模型的准确率

Table
 

6　 Accuracy
 

of
 

single
 

task
 

models (%)
模型 A B C D E
FCSM 100 100 100 100 99. 35

DSRSM 100 100 100 100 99. 61
同时正确 100 100 100 100 98. 97

　 　 3)抗噪实验

为进一步验证多任务深度学习模型具有更好的特征

提取能力,在混合负载的数据集 E 上进行抗噪能力实验。
使用不添加噪声的训练集训练多任务深度学习模型、
FCSM 和 DSRSM,在添加不同程度噪声的测试集中测试

故障诊断能力。
在数据集 E 的测试集中添加不同程度的噪声,构建

信噪比为 6、8、10、15、20
 

dB 的测试集。 其中信噪比 SNR
的计算公式为:

SNR = 10lg(Ps / Pn) (12)
式中: Ps 表示原始信号的有效功率; Pn 表示噪声的有效

功率。
不同程度噪声下的多任务深度学习模型、FCSM 和

DSRSM 准确率如表 7 所示,从表 7 可以看到,在较高信

噪比的情况下,多任务深度学习模型相比两个单任务深

度学习模型的提升不明显。 但是在较低信噪比的情况

下,多任务深度学习模型的抗噪性能更强,不仅故障分类

和损伤程度识别的准确率高于单任务深度学习模型,而
且同时正确的准确率也高于单任务深度学习模型。 其中

在信噪比为 6
 

dB 的情况下,多任务深度学习模型的故障

分类准确率、故障程度识别准确率和同时正确的准确率

分别为 97. 42%、97. 14%和 95. 31%,比单任务深度学习

模型分别提高了 25. 77%、7. 08%和 8. 91%。 验证了多任

务深度学习模型相较于单任务深度学习模型提取到的故

障特征更好,鲁棒性更强。

表 7　 不同程度噪声下的准确率

Table
 

7　 Recognition
 

accuracy
 

under
different

 

levels
 

of
 

noise (%)
单任务模型

FCSM DSRSM

两个单任务

模型同时

正确

多任务模型

故障

分类

损伤程

度识别

同时

正确

6
 

dB 71. 65 90. 06 86. 40 97. 42 97. 14 95. 31

8
 

dB 99. 42 99. 26 98. 68 99. 49 99. 82 99. 31

10
 

dB 99. 89 99. 42 99. 30 99. 72 99. 86 99. 58

15
 

dB 99. 63 99. 49 99. 11 99. 47 99. 89 99. 39

20
 

dB 99. 13 99. 22 98. 36 99. 50 99. 81 99. 31
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4　 结　 论

　 　 本文提出一种故障诊断的多任务深度学习模型,将
故障诊断任务分为故障分类任务和损伤程度识别任务,
并与单任务深度学习模型进行对比实验,结果表明多任

务深度学习模型获得了更高的准确率和更好的鲁棒性。
多任务深度学习模型在故障分类和损伤程度识别任

务中都取得了较高的故障诊断准确率。 在轴承故障诊断

的多任务深度学习模型中,故障分类任务和损伤程度识

别任务两个任务通过共享层相互影响,提高了轴承故障

特征提取能力。 多任务深度学习故障诊断方法与单任务

相比抗噪能力更强,在较强噪声的情况下多任务深度学

习模型的准确率可以提高 10%以上。
本文方法的不足之处为训练模型所需的样本数较

多,训练时间较长,进一步工作需要简化模型,缩短训练

时间,提高网络的诊断速度。
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