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摘　 要:针对精密电子、塑形成型等高速高精加工过程滚动轴承的剩余使用寿命预测建模中存在样本少、标注难度大等问题,引
入深度置信网络,融合无监督与有监督微调学习方法开展滚动轴承剩余使用寿命预测研究。 将滚动轴承的振动数据特征作为

输入、剩余使用寿命作为输出,以能量函数量化特征准确性的概率分布作为基本组成部件,部件的上一层特征输出作为下一层

的输入,将多个这样的部件首尾相接,构建滚动轴承剩余使用寿命预测模型。 通过原始数据的无监督预训练得到模型中各个单

元的初始参数,然后利用剩余使用寿命标签数据进行模型的有监督微调,进一步提高模型预测的准确性。 实验结果表明,所提

出的方法能够对滚动轴承的剩余使用寿命进行预测,与支持向量回归( SVR)和主成分分析-深度置信网络( PCA-DBN)方法进

行比较,预测误差分别减少 28. 48%、5. 57%,该方法在现场预测方面,具有更高的预测准确度,而且本方法还能减少对专家知识

的依赖,模型的泛化能力更强。
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Abstract:Aiming
 

at
 

the
 

problems
 

of
 

few
 

samples
 

and
 

difficult
 

labeling
 

in
 

the
 

remaining
 

useful
 

life
 

prediction
 

modeling
 

of
 

rolling
 

bearings
 

in
 

high-speed
 

and
 

high-precision
 

machining
 

processes
 

such
 

as
 

precision
 

electronics
 

and
 

plastic
 

shaping,
 

this
 

paper
 

introduces
 

the
 

deep
 

belief
 

network
 

that
 

integrates
 

the
 

unsupervised
 

and
 

supervised
 

fine-tuning
 

learning
 

methods
 

to
 

carry
 

out
 

the
 

research
 

on
 

the
 

prediction
 

of
 

the
 

residual
 

service
 

life
 

of
 

rolling
 

bearings.
 

The
 

vibration
 

data
 

features
 

of
 

rolling
 

bearing
 

are
 

taken
 

as
 

input
 

and
 

the
 

remaining
 

useful
 

life
 

as
 

output.
 

The
 

probability
 

distribution
 

of
 

features
 

accuracy
 

quantified
 

by
 

energy
 

function
 

is
 

taken
 

as
 

the
 

basic
 

component,
 

and
 

the
 

feature
 

output
 

of
 

the
 

previous
 

layer
 

of
 

the
 

components
 

is
 

taken
 

as
 

the
 

input
 

of
 

the
 

next
 

layer.
 

The
 

remaining
 

useful
 

life
 

prediction
 

model
 

of
 

rolling
 

bearing
 

is
 

constructed
 

by
 

connecting
 

multiple
 

such
 

components
 

head
 

to
 

tail.
 

The
 

initial
 

parameters
 

of
 

each
 

unit
 

in
 

the
 

model
 

are
 

obtained
 

by
 

unsupervised
 

pre
 

training
 

of
 

the
 

original
 

data,
 

then
 

the
 

supervised
 

fine-tuning
 

of
 

the
 

model
 

is
 

carried
 

out
 

by
 

using
 

the
 

remaining
 

useful
 

life
 

label
 

data
 

to
 

further
 

improve
 

the
 

accuracy
 

of
 

the
 

model
 

prediction.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

method
 

proposed
 

in
 

this
 

paper
 

can
 

predict
 

the
 

remaining
 

service
 

life
 

of
 

rolling
 

bearing.
 

Compared
 

with
 

SVR
 

and
 

PCA-DBN,
 

the
 

prediction
 

error
 

is
 

reduced
 

by
 

28. 48%
 

and
 

5. 57%
 

respectively.
 

This
 

method
 

has
 

higher
 

prediction
 

accuracy
 

in
 

field
 

prediction,
 

and
 

it
 

can
 

reduce
 

the
 

dependence
 

on
 

expert
 

knowledge
 

as
 

well
 

as
 

improve
 

generalization
 

ability.
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0　 引　 言

在精密电子、塑形成型等高速高效制造场合,制造设

备运行工况、环境尤为复杂,设备的关键核心部件,如滚

动轴承若开始退化则发生直接故障可能会造成产品良品

率下降甚至停机维修。 因此,对滚动轴承这一类的关键

部件的剩余使用寿命进行有效的评估显得极其重要[1] 。
目前对滚动轴承的剩余使用寿命预测的方法多半是对滚

动轴承振动时域特征提取后,然后通过退化模型、机器学

习等方法[2-3] 进行预测。 文献[4] 用均方根对原始振动

数据进行特征提取然后使用经天牛须搜索算法优化的分

数布朗运动模型预测轴承剩余使用寿命;文献[5]采用

滑移平均处理后的数据进行特征提取,然后使用支持向

量回归(SVR)进行剩余寿命预测;文献[6] 利用主成分

分析(PCA)对时域高维特征集进行降维,输入至由粒子

群(PSO)优化的支持向量机( SVM)中,完成退化趋势预

测;文献[7]利用 PCA 方法对从原始振动数据进行降维,
输入深度置信网络( DBN)进行轴承故障诊断;文献[8]
从原始数据中提取特征用于训练隐马尔可夫模型表示不

同健康状态,利用 LSSVR 预测特征的趋势,根据每个隐

马尔科夫模型的概率能够预测剩余使用寿命;文献[9]
采用 PCA 多个振动信号提取得到的特征指标,消除特征

间的冗余和相关性,构造出相对多特征的退化特征量,将
退化特征量输入 SVM 模型中进行轴承剩余寿命预测。

分析已有文献可知,目前的方法在提取数据过程中,
要得到合适的特征,既需要一定的经验和专业知识,也需

要大量的精力进行筛选融合,在面对海量无标签的状态

监测数据时这类方法显得捉襟见肘。 鉴于此,本文提出

基于深度置信网络的设备剩余使用寿命预测方法。 深度

置信网络具有特征自学习的优点,适合无标签数据学习,
从而可减少实际制造场合特征提取、筛选与融合等过程

对专家知识过度依赖,并提高预测的准确性和模型的系

统泛化能力。 本文内容包括:基于深度置信网络设备剩

余使用寿命预测框架、以轴承为例的剩余使用寿命深度

置信网络预测模型构建、剩余使用寿命预测模型验证以

及用轴承退化数据集进行验证。

1　 基于 DBN 的轴承剩余使用寿命预测模型
框架

　 　 本文提出一种基于 DBN 的轴承剩余使用寿命预测

模型,图 1 所示为设备剩余使用寿命预测模型的框架。
模型采用一种以能量函数量化特征准确性的概率分布模

型作为深度置信网络的基本组成部件,将多个这样的部

件首尾相接,上一层的特征输出作为下一层的输入,逐层

分解输入的复杂数据,最终得到设备剩余使用寿命的

结果。

图 1　 基于深度置信网络的轴承剩余使用寿命预测模型框架

Fig. 1　 Framework
 

of
 

bearing
 

remaining
 

useful
 

life
 

prediction
model

 

based
 

on
 

deep
 

belief
 

network

要使网络得到特征自提取能力以及剩余寿命预测能

力,需要对模型进行在训练集上无监督预训练以及有监

督微调,获得网络各参数的最优值。 模型完成训练后,直
接向模型输入设备状态监测数据就能得到设备剩余使用

寿命的预测。

2　 剩余使用寿命 DBN 预测模型构建

轴承的振动信号通常会受到各种工况和背景噪声的

影响,导致振动信号十分复杂,变得越来越多样化和非线

性[10] 。 传统方法从这些振动信号中无法直接获得更多

的故障信息,浅层模型难以表征大数据情况下信号与剩

余寿命之间复杂的映射关系。 本文采用深度置信网络挖

掘轴承振动数据的深度特征[11-12] ,并通过模型建立振动

数据特征与寿命之间映射关系,从而实现剩余使用寿命

的预测。
面对服从高斯分布的轴承振动信号序列输入,模型

中使用含高斯噪声的线性输入单元来处理连续数据,同
时使用了 ReLU 单元[13-15] 增强模型的非线性。 以下通过

无监督以及有监督方法逐层训练模型,将模型训练为适

应轴承振动数据的剩余使用寿命预测模型。
2. 1　 无监督预训练

概率分布模型从输入单元接收输入数据,并通过一定

的映射关系将值传递到特征单元,然后用特征单元重构输

入单元。 在训练中通过一定的更新规则,使输入单元和重

构输入单元之间的差异足够小,即可认为特征单元是输入

单元的另外一种表达,因此特征单元可以作为输入单元的

特征提取结果,从而达到了特征自提取的目的。
特征提取能力主要在于比较重构输入单元和原始的

输入单元之间的差异。 为了量化两者之间的差异,在模
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型中引入了能量函数。 在特定的参数条件下,该能量函

数的定义式如下:

E v,h | θ( ) = ∑
i

(vi - ai)
2

2σ2
i

-∑
j
bjhj -∑

i
∑

j

vi
σ2

i

hjwij

(1)

式中: σ i 为该单元所带高斯噪声的标准方差向量。 上述

能量函数的值越小,对应单元就越趋于稳定;当能量函数

趋于最小值时,就可以认为隐含层得到的数据向量是原

始输入向量的高层次特征表达[16-17] ,训练过程如图 2
所示。

图 2　 单层无监督训练过程

Fig. 2　 Single
 

layer
 

unsupervised
 

training
 

process

　 　 基于能量函数,得到单元在状态 (v,h | θ) 下的概率

分布为 P(v,h | θ):

P(v,h | θ) = e -E(v,h| θ)

Z
(2)

式中: Z(θ) 是归一化因子,可通过对输入单元和特征单

元中的各个单元的能量状态求和得到:

Z(θ) = ∑
v,h

e -E(v,h| θ) (3)

通过对特征单元所有状态 P(v,h) 求和,得到输入

单元的概率分布为 P(v):

P(v | θ) =
∑ h

e -E(v,h| θ)

Z(θ)
(4)

由式(4)可得到条件分布 P(h | v):

P(h | v) = P(v,h | θ)
P(v | θ)

= 1
Z′(θ)∏

j
exp

 

{ ∑
j
b jh j +

∑
i

∑
j

vi
σ2

i

h jw ij}

1
Z′(θ)

= 1
P(v)

1
Z(θ)

exp
 

{ - ∑
i

(vi - a i)
2

2σ2
i

} (5)

模型中采用 ReLU 单元作为特征单元,不仅能有更

稀疏的表示,更能获得比其他单元更快的训练速度,提高

了模型性能。 给定输入单元时,模型中各个特征单元之

间是独立的,因此给定输入序列 v 向第 j 个特征单元的转

移概率为:

P(h j = 1 | v) = max(0,b j + ∑
i
W ij

vi
σ2

i

) (6)

特征单元的重构过程就是通过特征经一定的解码过

程得到相应的输入。 与转移概率类似地,给定特征单元

重构输入的条件概率为:

P(vi = 1 | h) = N(x | a i + ∑
j
W ijh j,σ

2
i ) (7)

为了减小输入单元和重构输入单元之间的差异,通
过特征重构所得的数据与训练样本数据的运算,可以得

到模型各参数的更新规则:

W′ij = W ij + η <
vi
σ2

i

h j >
data

- <
vi
σ2

i

h j >
model

( )
a′i = a i + η <

vi
σ2

i

>
data

- <
vi
σ2

i

>
model

( )
b′j = b j + η < h j > data - < h j > model( ) (8)
根据这些更新规则得到的参数能使特征向量映射到

不同特征空间,使网络尽可能多地保留原始输入数据的

特征信息。 同时,预训练能够防止网络在有监督微调中

发生过拟合,收敛到局部最小。 每一次网络根据参数更

新规则前都会根据将重构输入数据与样本数据的差值,
与预先设定好的阈值进行比较,若差值大于阈值,则利用

当前参数计算转移概率、重构概率,进行下一次的参数更

新;否则,终止过程,采用当前参数。
通过上述方法逐层训练深度置信网络的每一层,直

到到达模型的分类预测的前一层,即完成预训练。 深度

置信网络经过预训练后,能够通过多层的特征提取从原

始数据中提取出根据数据深层相关性所得的特征集。
2. 2　 有监督微调

完成无监督预训练后,网络中各个单元都得到了能

够有效提取特征的初始参数。 但要网络具备剩余寿命预

测能力,仍需要利用训练集对应的剩余寿命标签进行有

监督微调,使模型能够得到更为准确的预测结果。
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模型最后一层设置为分类器模型,将特征集作为输

入特征向量。 完成对原始输入数据的特征提取得到特征

集后,通过在模型的最顶层添加标签数据,对模型进行有

监督训练,即用所得的预测结果与标签数据进行比较,根
据误差函数的数值进行有监督微调。 记 y i 是样本剩余寿

命标签, y′i 记为模型分类预测得到的剩余寿命标签,误差

函数为:

L = 1
2 ∑

i
(y′i - y i)

2 (9)

通过对模型进行有监督训练将进一步减少训练误

差,提高模型的准确率。 训练后的预测模型通过一系列

训练好的权值与阈值,建立了对于特征集与寿命标签之

间的联想记忆和预测能力。 在实际应用中,输入了特征

自提取所得的特征集后,此预测模型能够根据训练好的

联想记忆,预测得出剩余寿命值。

3　 模型验证与测试实验

3. 1　 数据集描述及模型初始参数

本部 分 实 验 使 用 来 自 IEEE
 

PHM
 

2012
 

Data
 

Challenge[18] 的 轴 承 退 化 数 据 集。 本 数 据 集 在

PRONOSTIA 平台上采集。 平台为了加速轴承的退化,采
用可控转速的径向加载力,两个相互垂直的加速传感器

安装在试验轴承的关键位置。 本实验采用数据集中运行

状态为 4
 

000
 

N 负载和 1
 

800
 

r / min 转速共 7 组数据。
数据集采样频率为 25. 6

 

kHz,每个样本持续时间为

0. 1
 

s,即每个样本包含 2
 

560 个数据点,样本采样间隔为

10
 

s。 每条训练样本 {(x i,y i)} 中,x i 为第 i 次采集到的

振动加速数据,即 0. 1
 

s 内传感器采集的数据(共 2
 

560
个数据点), y i 为该次采集时所对应的剩余寿命标签,即
当前时刻与失效时刻间的时间与起始时刻和失效时刻间

的时间的比值。 如本实验所采用的数据集中轴承 1 共有

2
 

803 个样本,即其使用寿命为 28
 

030
 

s。 当该轴承运行

到第 1
 

500 个样本时,其剩余寿命为 13
 

030
 

s,则该样本

的标签 y1500 为 0. 464
 

859。 图 3 所示为原始振动信号。
测试中为了防止平台损坏,一旦采集到的信号幅度

超过预先设定的阈值即认为轴承失效,停止测试。 这个

轴承退化数据集由于训练数据少且实验时长高变(训练

时长在 1 ~ 7
 

h),因此对预测模型提出了更高的要求。
本实验中针对轴承数据集的数据特点,深度置信网

络寿命预测模型的节点数设为 2560-500-20-1,以正态随

机分布初始化模型的权重,阈值初始化为 0,组成网络的

概率分布模型最大迭代次数为 100,初始学习率设置为

0. 005,dropout 值设为 0. 1。 针对深度置信网络的特性,
模型中加入逐层递减学习率的机制,随着迭代次数的增

加也会对学习率进行等步长的衰减,使训练初期的学习

图 3　 原始振动信号

Fig. 3　 Raw
 

vibration
 

signal

率相对大一些,使网络迅速收敛;在训练后期学习率变

小,网络能更好地收敛到最优解。
3. 2　 剩余使用寿命预测模型验证

剩余使用寿命预测模型的训练过程保证了模型在训

练集上的精度能达到一定标准,使模型足够拟合训练集。
但如果只对模型在训练集上的精度做出要求,尽管进行

了预训练,模型仍可能会出现过拟合现象,不能保证模型

能够在真实数据上得到准确的预测结果。 为了防止模型

在训练集上过拟合,本文采用留一验证文献[19]的方法

验证剩余使用寿命预测模型。
假设原始数据有 N 个样本集,则会进行 N 次交叉验

证。 每个样本集单独作为验证集,其余 N-1 个样本集作

为训练集,通过 N 次验证最终会得到 N 个模型。 将 N 个

模型在各自验证集上的泛化误差作为模型的性能指标,
对比之下选择泛化性能最好的模型,防止模型发生过拟

合。 每个模型在验证集上的泛化误差为:

G = 1
N ∑

N

i = 1
[(y′i - y i)

2 + var(y)] (10)

式中: var(y) 为该模型在验证集上的方差;(y′i - y i) 也称

为该模型在验证集上的偏差。 为了取得优良的泛化性

能,应该让偏差尽量小,使模型能充分拟合训练集;方差

尽量小,数据扰动产生的影响也比较小。 泛化误差是描

述这种要求的理想指标。 每一次交叉验证中,几乎所有

的样本集都会用于模型的训练,因此模型十分接近原始

数据样本的分布,没有随机因素影响验证过程,所得的评

估结果比较可靠。 经验证后,本实验根据验证结果选择

轴承 3 的数据作为测试集,其余 6 组轴承数据作为训练

集训练本文提出的模型。
3. 3　 测试实验结果

基于寿命预测模型验证的泛化性能指标,将轴承 1、
2、4、5、6、7 的振动数据和标签叠加组成训练集对模型进

行训练;轴承 3 的数据作为测试集,通过模型在测试集上

得出的预测结果与轴承 3 的样本标签的对比,得模型的

预测精度。 模型得到的剩余寿命预测结果如图 4 所示。



·128　　 · 电
 

子
 

测
 

量
 

与
 

仪
 

器
 

学
 

报 第 35 卷

图 4　 降噪前的剩余使用寿命预测

Fig. 4　 Remaining
 

useful
 

life
 

prediction
 

before
 

noise
 

reduction

从图 4 可以看出,预测结果整体波动显著,某些相邻

时刻的预测值相差很大,导致预测误差较大。 为了减少

预测误差,提高预测准确率,实验中对模型的输出进行加

权平均降噪[20] 。 降噪后的预测结果如图 5 所示,可以观

察到预测数据的波动明显减小,降噪后的预测值曲线更

加贴近实际剩余使用寿命线,降噪前预测误差较大的预

测点预测误差均有一定幅度的减少。

图 5　 降噪后的剩余使用寿命预测

Fig. 5　 Remaining
 

useful
 

life
 

prediction
 

after
 

noise
 

reduction

3. 4　 结果分析

将本文提出的方法与传统的 SVR、使用 PCA 进行特

征预处理的 PCA-DBN 方法的预测结果进行对比。 SVR
方法的性能退化特征选用均方根和峭度,默认核函数为

径向基核函数,惩罚因子 C 和径向基宽度 γ 进行反复比

对测试,最终得 C = 63. 4、γ = 0. 004
 

01;PCA-DBN 方法选

取平均值、峰值、方根幅值、有效值、裕度因子、峰值因子、
波形因子等指标参数,从 7 维特征参数矩阵中利用

 

PCA
算法对数据降低到

 

4 维,输入包含 4 个输入节点、1 个输

出节点,5 层每层 10 个神经元的 DBN 网络,学习率设为

0. 01。 3 种方法均使用相同的训练集与测试集。 首先用

训练集训练各个模型,然后用测试集得到各个模型的输

出,然后进行加权平均降噪,得到最后的预测结果。 各个

模型的最终结果如图 6、7 所示。
由图 6、7 可以看出,本文方法与其他两种方法对比,

在预测精度上有一定的优势,本文方法预测值更接近实

际剩余寿命。 为了表示模型预测错误样本的偏差程度,
本文引入了均方根误差( RMSE)指标作为损失函数来评

估模型在剩余寿命预测上的性能,其数学表达式如下:

图 6　 PCA-DBN 的剩余寿命预测

Fig. 6　 Remaining
 

useful
 

life
 

prediction
 

by
 

PCA-DBN

图 7　 SVR 的剩余寿命预测

Fig. 7　 Remaining
 

useful
 

life
 

prediction
 

by
 

SVR

RMSE =
　 1

n ∑
n

i = 1
(y i -y

︿
i)

2 (11)

式中: n 为样本数; y i 和y︿ i 分别表示真实值和预测值。
3 种模型的 RMSE 值如表 1 所示。

表 1　 三种模型 RMSE 值

Table
 

1　 RMSE
 

values
 

of
 

three
 

models
SVR PCA-DBN 本文方法

0. 140
 

45 0. 115
 

39 0. 109
 

31

　 　 从表 1 统计可以看出,本文方法比 SVR 方法的

RMSE 值 减 少 了 28. 48%; 比 PCA-DBN 方 法 降 低

了 5. 57%。

4　 结　 论

本文引入 DBN 构建了轴承剩余使用寿命预测模型,
基于能量概率模型的多层堆叠对数据进行特征自提取,
并利用有监督的微调实现了剩余使用寿命的预测。 用轴

承退化数据集进行实验,实验结果表明,本文方法能够对

轴承的剩余使用寿命进行准确预测,预测结果的 RMSE
值达到 0. 109

 

31,预测误差比 SVR、PCA-DBN 方法分别

减少 28. 48%、5. 57%,该方法在特征提取过程对专家知

识的依赖少,能对无标签数据进行学习,模型的泛化能力

得到提升。
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