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基于多变量相空间重构和 RBF 神经网络的
光伏功率预测方法∗
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摘　 要:针对光伏功率单变量预测方法的不足,设计了一种新型光伏功率多变量相空间重构预测方法。 首先,基于相关性分析,
选取实际光伏电站的历史光伏功率和气象因素时间序列组成多变量时间序列;然后,利用 C-C 法和虚假邻近点( false

 

nearest
 

neighbors,FNN)法重构光伏功率预测的多变量相空间,并以小数据法识别其混沌特性;最后,结合径向基函数( radial
 

basis
 

function,RBF)神经网络强大的非线性拟合能力,建立了基于多变量相空间重构和 RBF 神经网络的光伏功率预测模型。 算例分

析表明,相较于单变量预测方法,所提出的多变量相空间重构预测方法性能更加优越。
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Abstract:In
 

view
 

of
 

the
 

shortcomings
 

of
 

the
 

single
 

variable
 

prediction
 

method
 

of
 

photovoltaic
 

( PV)
 

power,
 

a
 

new
 

multivariable
 

phase
 

space
 

reconstruction
 

prediction
 

method
 

of
 

PV
 

power
 

is
 

designed.
 

Firstly,
 

based
 

on
 

the
 

correlation
 

analysis,
 

the
 

historical
 

PV
 

power
 

and
 

meteorological
 

factors
 

time
 

series
 

of
 

the
 

actual
 

PV
 

power
 

plant
 

are
 

selected
 

to
 

form
 

multivariate
 

time
 

series.
 

Then,
 

the
 

multivariable
 

phase
 

space
 

of
 

PV
 

power
 

prediction
 

is
 

reconstructed
 

by
 

C-C
 

method
 

and
 

false
 

nearest
 

neighbors
 

( FNN)
 

method,
 

and
 

its
 

chaotic
 

characteristics
 

are
 

identified
 

by
 

small
 

data
 

method.
 

Finally,
 

combined
 

with
 

the
 

powerful
 

nonlinear
 

fitting
 

ability
 

of
 

radial
 

basis
 

function
 

(RBF)
 

neural
 

network,
 

a
 

PV
 

power
 

prediction
 

model
 

based
 

on
 

multivariate
 

phase
 

space
 

reconstruction
 

and
 

RBF
 

neural
 

network
 

is
 

established.
 

The
 

example
 

analysis
 

shows
 

that
 

the
 

proposed
 

multivariate
 

phase
 

space
 

reconstruction
 

prediction
 

method
 

has
 

better
 

performance
 

than
 

the
 

single
 

variable
 

prediction
 

method.
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0　 引　 言

随着光伏发电技术的发展、发电成本的降低,太阳能

光伏发电产业发展非常迅速,受到了人们的广泛关注。
光伏功率的随机性、波动性、间歇性,会使得高比例光伏

并网对电网造成不良影响,及时、准确地预测光伏功率显

得尤为重要[1] 。 光伏功率预测越准,光伏并网对电网的

安全稳定运行带来的风险就越小,同时能够有效地帮助

电网调度部门制定合理的调度计划。
近年来,国内外学者一直在孜孜不倦地寻找、应用各

种先进的方法理论,建立光伏功率预测的数学模型,以揭

示光伏功率的内在发展规律,包括神经网络[2-3] 、支持向

量机[4] 、神经网络分位数回归[5] 、Copula 理论[6] 、模糊理

论[7] 、灰色模型[8] 、马尔可夫链[9] 、混沌理论[10] 等。 其

中,混沌理论用于光伏功率预测是指光伏功率时间序列

混沌系统有其内在的客观发展规律,经过一段时间的演

化后会呈现一种有规律的运动,会产生一种有形的、规则
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的轨迹(混沌吸引子)。 相空间重构技术可以从光伏功

率时间序列提取、恢复出这种规律,从而将光伏功率的预

测问题转化为相空间中相点演化过程的讨论,利用混沌

理论对光伏功率进行预测已经取得了一些成果。 文

献[11]针对小采样间隔光伏功率数据的多维时间序列,
提出了一种基于支持向量回归( SVR)的局部预测模型。
文献[12]从定性、定量两方面判定光伏功率时间序列的

混沌特性后,建立了混沌结合径向基函数( RBF)神经网

络的光伏功率预测模型。 文献[13] 在对光伏功率时间

序列相空间重构后,引入小波神经网络预测光伏功率。
以上方法的共同特点是均为光伏功率时间序列的单变量

预测方法,建模对象只选择光伏功率这一单变量时间序

列,将单一光伏功率时间序列通过相空间重构嵌入到高

维状态空间后,采用非线性模型预测光伏功率,未考虑气

象因素对光伏功率的影响。 而光伏功率预测既受历史光

伏功率时间序列数据影响,又与辐射强度、温度等气象因

素密切相关。 理论上,光伏功率时间序列的单变量预测

方法在参数选择适当的情况下能够取得较高的预测精

度。 然而,实际中采集到的长度有限、含噪声的单一光伏

功率时间序列无法保证其重构的相空间能够有效地恢复

非线性动力系统特征[14] 。 相较于单变量相空间重构,多
变量相空间重构已被证明能够更为准确地描述系统特

征,充分考虑了光伏功率和其影响因素之间的内在关系,
包含的系统动态信息更加丰富。

基于以上分析,本文设计了一种基于多变量相空间

重构和 RBF 神经网络的光伏功率预测方法,重点讨论了

以下问题:光伏功率的影响因素及其相关性分析;光伏功

率预测的多变量相空间重构、参数优化以及混沌特性判

定;RBF 神经网络的实现结构、预测模型的建立和预测流

程的设计。 最终,以澳大利亚和美国两个实际光伏电站

的数据验证了本文方法的有效性。

1　 光伏功率影响因素及其相关性分析

光伏功率是由多种复杂变量共同作用的结果,在工

程实际中,光伏功率受两方面因素影响[15] :1) 光伏阵列

的转换效率、总面积和安装角度等系统参数;2)太阳辐射

强度、温度等气象因素。 在光伏发电系统的使用周期内,
系统参数的变化是很小的,可以认为是一个常数。 因此,
预测模型的输入变量主要考虑太阳辐射强度、温度等气

象因素的影响。 选取哪些气象因素重构光伏功率预测的

多变量相空间对最终的预测结果具有重要的意义。 人为

主观选取的气象因素带有明显的不确定性,可能会掩盖

重要变量的作用、增加模型复杂度、降低模型可用性和准

确性。
为了充分挖掘和定量描述光伏功率和气象因素之间

的内在关系、更加准确地选取模型输入变量,本文选用

Pearson 相关系数[16] 对光伏功率和气象因素进行相关性

分析。 Pearson 相关系数能够考察两个事物之间的相关

程度,其计算公式如下:

ρXY =
∑(X - X

-

)(Y - Y
-

)

∑(X - X
-

) 2 ∑(Y - Y
-

) 2
(1)

式中: X 为光伏功率; Y为气象因素(太阳辐射强度、温度

等)。 其中 ρXY ∈ [ - 1,1],ρXY 绝对值越大,两个变量之

间相关性越大。 若 ρXY = 0, 则两个变量不相关。 表 1 为

Pearson 相关系数取值范围和相关程度之间的对应关系,
根据 Pearson 相关系数分析结果,本文选择与光伏功率

Pearson 相关系数绝对值大于 0. 2 或者小于但接近 0. 2
的气象因素作为参与光伏功率预测的变量。 需要说明的

是,上述 Pearson 相关系数不是固定不变的,分析结果可

能会随着光伏电站的位置以及所取数据时间段的不同而

有所变化,实际应用中对同一光伏电站可按月或季度更

新 Pearson 相关系数分析结果,进而重新选取变量。 这样

做最大程度地考虑了不同气象因素在不同时间段对光伏

功率影响程度的差异,提高了模型的动态自适应能力。

表 1　 Pearson 相关系数和相关程度对应关系

Table
 

1　 Correspondence
 

between
 

Pearson
 

correlation
coefficient

 

and
 

correlation
 

degree

Pearson 相关系数取值范围 相关程度

ρXY ∈[0. 8,1] 极强相关

ρXY ∈[0. 6,0. 8) 强相关

ρXY ∈[0. 4,0. 6) 中等程度相关

ρXY ∈[0. 2,0. 4) 弱相关

ρXY ∈[0,0. 2) 极弱相关或无相关

2　 光伏功率预测的多变量相空间重构及混
沌特性判定

2. 1　 光伏功率预测的多变量相空间重构

以光伏功率时间序列 x1 和与光伏功率密切相关的 D
个气象因素时间序列 x2,x3,…,xD+1 构成 M 维多变量时

间序 列 X1,X2,…,XN, 其 中,x i = (x i(1),x i(2),…,
x i(N))( i = 1,2,…,M,N 为单变量时间序列的长度),
X t = (x1( t),x2( t),…,xM( t))( t = 1,2,…,N), 其多变量

相空间重构结果为:
Vn = (x1(n),x1(n - τ 1),…,x1(n - (m1 - 1)τ 1),

x2(n),x2(n - τ 2),…,x2(n - (m2 - 1)τ 2),…,
xM(n),xM(n - τM),…,xM(n - (mM - 1)τM) (2)
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式中: n =max
1≤i≤M

(mi - 1)τ i + 1,…,N;τ i 和 mi 分别第 i 个
单变量时间序列的延迟时间和嵌入维数。 当M = 1时,Vn

退化为单变量相空间重构结果。 由 Takens 嵌入定理可

知,当嵌入维数 m或mi 足够大, m =m1 + m2 + … + mM >
2D时,其中 D为吸引子维数,则存在确定性映射 F:Rm →

Rm m = ∑
M

i = 1
mi( ) , 使得式(3)成立。

Vn+1 = F(Vn) (3)
其等价形式为:
x i(n + 1) = F i(Vn) (4)
根据式(2)可知,多变量相空间重构后的相点 Vn 不

仅包含了和仅以光伏功率 x1 为基础的单变量相空间重

构一致的演化关系,还引入了气象因素 x2,x3,…,xD+1 等

耦合变量,使得 Vn 包含了更为丰富的系统信息,能够更

好地逼近原非线性动力系统的局部变化规律[17] 。 要获

取下一时刻光伏功率的预测值,只需求解式(4)在 i = 1
时的方程即可。
2. 2　 光伏功率预测的多变量相空间重构参数优化

延迟时间 τ 和嵌入维数 m 是多变量相空间重构的两

个重要参数。 在延迟时间的众多计算方法中,C-C 法因

计算简单、易于实现而被广泛使用。 C-C 法的基本原理

如下。
根据统计学原理,取 2 ≤ m ≤ 5,ri = ( i·std) / 2( i =

1,2,3,4;std 为时间序列的标准差),计算下列各个变量:

S
-

(τ) = 1
16∑

5

m = 2
∑

4

i = 1
S(m,ri,τ)

ΔS
-

(τ) = 1
4 ∑

5

m = 2
ΔS(m,τ)

Scor(τ) = S
-

(τ) + ΔS
-

(τ)

ì

î

í

ï
ï
ï

ï
ï
ï

(5)

其中, S
-

(τ) 和 ΔS
-

(τ) 反映了所求时间序列的自相

关性。 寻找 S
-

(τ) 第 1 个零点或 ΔS
-

(τ) 的第 1 个局部极

小值点即可确定延迟时间。 对于嵌入维数 m, 本文采用

Kennel 等[18] 提出的 FNN 法来确定。 设时间序列 y =
( x(1) ,x(2) ,…,x(N) ) ,以延迟时间 τ 和不同的嵌入

维数 m 重 构 y 的 相 空 间, 则 相 空 间 中 的 相 点 为

X i = [ x( i) ,x( i + τ) ,…,x( i + (m - 1) τ) ] , 其 中

i = 1,2,…,N - (m - 1) τ。 通过计算两相点之间的欧

氏距离可以找到 X i 的最近邻点 X j。 当 m 较小时,相空

间吸引子没有完全打开,X j 并非 X i 真正的最近邻点,称
之为虚假邻近点。 当 m 逐渐增大时,虚假邻近点占总

相点的比例将会慢慢下降直至小于某一阈值或者虚假

邻近点不再随 m 的增加而减小,此时认为吸引子完全

展开。
定义如下判据 A 和判据 B。

判据 A:
R2

m+1( i,j) - R2
m( i,j)

R2
m( i,j)

é

ë
ê
ê

ù

û
ú
ú

1 / 2

=

x( i + mτ) - x( j + mτ)
Rm( i,j)

> R tol (6)

式中: Rm( i,j)、Rm+1( i,j) 分别为嵌入维数为 m 和 m + 1
时相空间任一最近邻点对(X i,X j) 之间的距离;R tol 为门

限值,可在[10,50] 取值,本文取 R tol = 15。
判据 B:

Rm+1( i,j)

1
N ∑

N

n = 1
(x(n) - 􀭰x) 2

> A tol,A tol = 2 (7)

式中: 􀭰x 为时间序列 y 的均值。 若最近邻点满足以上任

一判据,则为虚假邻近点。 令 m = 1 开始统计虚假邻近点

占总相点的比例。 当其比例小于 5%或者虚假邻近点不

再随 m 的增加而减小时,此时的 m 即为所求嵌入维数。
2. 3　 光伏功率预测的多变量时间序列混沌特性判定

光伏功率预测的多变量时间序列由多个单变量时间

序列组成,在利用混沌理论预测前,需确定多变量时间序

列是否具有混沌特性。 最大李雅普诺夫( Lyapunov)指数

是常用的判据之一,用以表征系统是否对初始值敏感。
采用抗噪能力强的小数据法计算最大 Lyapunov 指数,具
体计算原理参考文献[19],若其值大于 0,则表明多变量

时间序列具有混沌特性。

3　 基于多变量相空间重构和 RBF 神经网络
的光伏功率预测方法

　 　 基于相空间重构的光伏功率预测方法是通过相空间

重构技术,使得重构后的 m 维状态空间与光伏功率原混

沌动力学系统具有等价的几何特征和相同的拓扑结构。
通过系统当前的状态,利用非线性预测模型推演光伏功

率未来的发展趋势。 在各种非线性预测模型中,RBF 神

经网络优势明显,具有收敛速度快、能避免陷入局部极小

值、所需参数少等优点。 因此,采用 RBF 神经网络来确

定光伏功率预测输出变量和输入变量之间的非线性

关系。
3. 1　 RBF 神经网络

RBF 神经网络是一种包含输入层、隐含层、输出层的 3
层前馈神经网络,其输出层第 k个节点的输出可以描述为:

yk = ∑
J

j = 1
wkjθ j(x) (8)

式中: x = (x1,x2,…,xI) 为输入向量;wkj(k = 1,2,…,K;
j = 1,2,…,J) 为隐含层第 j个节点和输出层第 k个节点之

间的连接权重;J、K 分别为隐含层和输出层节点数;θ j 为
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隐含层第 j 个节点的输出,有:
θ j(x) = exp( -‖x - c j‖

2 / 2σ 2
j ) (9)

式中: c j 为第 j 个基函数的中心向量; σ j 为基宽。
定义 RBF 的总误差为:

E = 1
2 ∑

Q

q = 1
∑

K

k = 1
(yq

dk - yq
k)

2 (10)

式中: Q 为样本个数; yq
k、y

q
dk 分别为第 q 个样本第 k 个输

出层节点的预测输出和期望输出。
根据网络的总误差 E, 输出层权重 wkj, 中心向量 c j,

基宽 σ j (统一用 α 表示)的迭代公式如下:

α( t + 1) = α( t) - η ∂E
∂α( t)

(11)

式中:η 为学习率。
3. 2　 RBF 神经网络结构的确定

多变量相空间重构的相点 Vn 同时包含了光伏功率

和相应的气象信息,完整刻画了光伏功率在 m 维状态空

间的变化规律,揭示了光伏功率内在的波动本质。 因此

将 Vn 选为预测模型的输入向量,则输入层节点数确定为

I = m。 此时,RBF 能够完成对光伏功率的精准预测。 同

时,对不同光伏电站和不同时段的光伏功率,其多变量相

空间重构的嵌入维数 m 是不同的,这在一定程度上保证

了预测模型的动态性和适应性。 隐含层节点数直接影响

神经网络的预测精度。 节点数过少,无法保证较好的网

络性能;节点数过多,则会增加网络的学习时间,易使网

络出现“过拟合” 现象。 隐含层的最佳节点数 J 可通过

RBF 神经网络建模函数 net = newrb( )来确定。 随着隐含

层节点数的不断增加,系统通过计算其对应的误差来搜

寻最优的隐含层节点数。 根据式(4)可知,模型通过 Vn

来预测下一时刻的光伏功率 x1(n + 1), 为单步预测,故
输出层节点数确定为 K = 1。
3. 3　 光伏功率预测流程设计

基于多变量相空间重构和 RBF 神经网络的光伏功

率预测方法预测步骤如图 1 所示。
1)提取光伏电站的历史光伏功率和相应气象数据时

间序列,组成光伏功率预测的多变量时间序列。
2)分别利用 C-C 法和 FNN 法确定多变量时间序列

的延迟时间 τ i 和嵌入维数 mi, 重构光伏功率预测的多变

量相空间。
3)建立基于 RBF 神经网络的光伏功率预测模型。

确定神经网络的拓扑结构,并将样本数据分为训练样本

集和测试样本集,将相点 Vn 作为模型的输入, x1(n + 1)
作为输出,训练 RBF 神经网络预测模型。

4)根据所建立的模型和预测信息 V t 预测下一时刻

的光伏功率 x1( t + 1), 然后将 t + 1 时刻的光伏功率实测

值加入到预测信息 V t +1 中,再以此预测 t + 2 时刻的光伏

功率,依此类推,完成光伏功率的预测。

5)待预测完所有样本点的光伏功率后,将预测结果

反归一化,还原为光伏功率预测的实际值。

图 1　 光伏功率预测流程

Fig. 1　 PV
 

power
 

prediction
 

flow
 

chart

4　 算例分析

4. 1　 算例描述

选择澳大利亚和美国两个不同装机容量的光伏电站

实测数据验证本文预测方法。 算例 1 和算例 2 的光伏电

站详细参数如表 2 所示,表 2 中,P、v、T、H、I 分别代表光

伏功率、风速、温度、相对湿度、太阳辐射强度。 由美国

15
 

kW 光伏电站的光伏功率和气象因素组成的多变量时

间序列如图 2 所示。

表 2　 光伏电站参数

Table
 

2　 Detailed
 

parameters
 

of
 

PV
 

power
 

station
光伏电站参数 算例 1 算例 2

地理位置 澳大利亚 美国

装机容量 327. 6
 

kW 15
 

kW
气象数据 P、v、T、H、I P、v、T、I

每天采样时段 7:00 ~ 18:00 7:00 ~ 18:00
每次采样间隔 15

 

min 1
 

h

训练时段
2016-07-06 ~
2016-09-30

2015-01-01 ~
2015-03-01

预测时段
2016-10-01 ~

2016-10-20(20
 

d)
2015-03-02 ~

2015-3-9(8
 

d)

4. 2　 评价指标

采用国际通用的平均绝对误差 EMAE、均方根误差
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图 2　 算例 2 多变量时间序列

Fig. 2　 Multivariable
 

time
 

series
 

of
 

example
 

2

ERMSE 度量本文方法的优劣,EMAE、ERMSE 分别用以表征预

测方法的预测能力和预测结果的稳定性,对应公式为:

EMAE = 1
S ∑

S

i = 1

P̂′i - P′i
PN

× 100% (12)

ERMSE = 1
S ∑

S

i = 1

P̂′i - P′i
PN

( )
2

× 100% (13)

式中: S 为预测样本个数; P′i、P̂′i 分别第 i 个预测样本的

实测值和预测值; PN 为光伏电站的额定装机容量。
4. 3　 预测结果分析

在预测光伏功率前, 首先计算算例 1、 2 的最大

Lyapunov 指数,结果分别为 0. 007
 

9 和 0. 014
 

6,两者均大

于 0,表明两个算例的多变量时间序列具有混沌特性。
然后,利用 Pearson 相关系数分析结果选取模型的输入变

量,分析结果如表 3 所示。 算例 2 缺少相对湿度 H,为表

述方便,将其 H 与 P、v、T、I 的相关系数全部置 0。 根据

表 3 选取与光伏功率相关系数绝对值大于或小于但接近

于 0. 2 的气象因素作为参与光伏功率预测的变量,即算

例 1、2 分别选取 P、v、T、H、I
 

5 个变量时间序列和 P、v、T、
I

 

4 个变量时间序列构成光伏功率预测的多变量时间序

列。 最后,根据 C-C 法和 FNN 法分别计算两个多变量时

间序列的相空间重构参数,计算结果如表 4 所示。
采用所提出的光伏功率多变量相空间预测方法对算

例 1、2 预测时段的光伏功率进行预测,并与单变量预测

方法作比较,部分预测结果如图 3、4 所示。 从图 3、4 可

以看出,本文方法的预测功率曲线更加贴近实测功率,能
够更好地跟踪光伏功率的变化规律,在大多数时刻预测

效果更优。 表 5 为两种方法的预测误差,由表 5 可知,基

于本文预测方法的两个算例 EMAE、ERMSE 平均值分别为

4. 60%和 6. 84%,而基于单变量预测方法的两个算例

EMAE、ERMSE 平均值分别为 5. 00%和 7. 12
 

%。 本文方法能

够有效减小预测误差,显著提高了预测精度。
表 3　 Pearson 相关系数分析结果

Table
 

3　 Pearson
 

correlation
 

coefficient
 

analysis
 

results
算例 变量 P v T H I

1

2

P 1. 000 0. 270 0. 355 -0. 338 0. 807
v 0. 270 1. 000 0. 292 -0. 291 0. 283
T 0. 355 0. 292 1. 000 -0. 687 0. 427
H -0. 338 -0. 291 -0. 687 1. 000 -0. 491
I 0. 807 0. 283 0. 427 -0. 491 1. 000
P 1. 000 0. 190 0. 267 0. 000 0. 978
v 0. 190 1. 000 0. 371 0. 000 0. 196
T 0. 267 0. 371 1. 000 0. 000 0. 340
H 0. 000 0. 000 0. 000 0. 000 0. 000
I 0. 978 0. 196 0. 340 0. 000 1. 000

表 4　 多变量时间序列相空间参数

Table
 

4　 Multivariate
 

time
 

series
 

phase
 

space
 

parameters
算例 变量 τ m

1

2

P 9 8
v 13 7
T 13 6
H 10 7
I 9 7
P 3 7
v 6 6
T 3 5
I 3 7

图 3　 算例 1 某天预测结果

Fig. 3　 Forecast
 

result
 

for
 

a
 

certain
 

day
 

of
 

example
 

1

表 5　 两种方法的预测误差
Table

 

5　 Prediction
 

error
 

of
 

two
 

methods
算例 预测方法 EMAE

 / % ERMSE
 / %

1
本文方法 3. 67 6. 84

单变量预测方法 4. 05 7. 11

2
本文方法 5. 52 6. 84

单变量预测方法 5. 95 7. 12
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图 4　 算例 2 某天预测结果

Fig. 4　 Forecast
 

result
 

for
 

a
 

certain
 

day
 

of
 

example
 

2

　 　 为了充分证明本文方法的优越性,以算例 2 美国

15
 

kW 光伏电站 2015 年 1 ~ 6 月的数据为训练样本,预测

2015 年 7 ~ 11 月多月的光伏功率,预测误差如表 6 所示。
通过 7 ~ 11 月两种方法的误差对比可以看出,本文方法

在 7 ~ 11 月所有月份的预测精度均高于单变量预测方

法,具有更好的泛化能力,在一定程度上能够减小由光伏

功率波动性、随机性所带来的预测风险。 以上分析充分

表明,本文方法是可行的。

表 6　 两种方法多月预测误差

Table
 

6　 Multi-month
 

prediction
 

error
 

of
 

two
 

methods
月份 预测方法 EMAE

 / % ERMSE
 / %

7 月
本文方法 6. 42 9. 46

单变量预测方法 6. 93 10. 25

8 月
本文方法 7. 38 11. 09

单变量预测方法 7. 64 11. 45

9 月
本文方法 8. 30 11. 87

单变量预测方法 8. 95 12. 55
 

10 月
本文方法 8. 83 12. 21

单变量预测方法 9. 34 12. 72

11 月
本文方法 7. 91 10. 36

单变量预测方法 8. 40 10. 97

5　 结　 论

在光伏功率单变量相空间重构的基础上,本文设计

了一种基于多变量相空间重构和 RBF 神经网络的光伏

功率预测方法。 本文方法既兼顾了光伏功率单变量预测

方法的优点,又综合考虑了实际光伏功率混沌系统往往

受到的是多种变量的影响。 算例分析表明,由光伏功率

和气象因素组成的光伏功率预测的多变量时间序列能够

重构出更为准确的相空间。 本文方法比单变量方法具有

更小的预测误差,显示出了优良的预测性能。
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