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摘　 要:针对卷积神经网络通过局部感受野对输入信号进行特征提取,在变负荷和变噪声条件下无法有效捕获全局上下文信息

导致滚动轴承故障诊断精度较低的问题,提出了一种多尺度自适应深度可分离卷积(MADSC)和空间交互双流 Swin
 

Transformer
(SIDSwinT)的滚动轴承故障诊断方法。 首先,利用小波变换将一维振动信号转换成二维时频图以保留完整信息;接着,构建

MADSC 提取局部特征信息,捕捉不同尺度下滚动轴承振动信号的特征变化;然后,设计 SIDSwinT 提取全局特征信息,利用提出

的空间交互模块(SIM)自适应地调整特征权重;同时,通过可变形注意力对采样信息进行加权消除工况波动造成的分布差异;
最后,利用双向长短时记忆网络(BiLSTM)更好地理解上下文信息,提升诊断准确性和稳定性。 使用两种不同数据集验证所提

方法的故障诊断性能,实验结果表明,所提方法在信噪比为-4 时准确率高于 93. 00%,在变负荷条件下准确率高于 92. 00%,验
证了所提方法较对比方法具有更强的抗噪性能和泛化能力。
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Abstract:
 

Aiming
 

at
 

the
 

problem
 

that
 

the
 

convolutional
 

neural
 

network
 

extracts
 

the
 

features
 

from
 

the
 

input
 

signal
 

through
 

the
 

local
 

receptive
 

field,
 

and
 

cannot
 

effectively
 

capture
 

the
 

global
 

context
 

information
 

under
 

variable
 

load
 

and
 

noise
 

environments,
 

resulting
 

in
 

the
 

low
 

recognition
 

accuracy
 

of
 

rolling
 

bearing
 

fault
 

diagnosis,
 

a
 

rolling
 

bearing
 

fault
 

diagnosis
 

method
 

based
 

on
 

multiscale
 

adaptive
 

depthwise
 

separable
 

convolution
 

(MADSC)
 

and
 

spatial
 

interaction
 

double-stream
 

Swin
 

Transformer
 

( SIDSwinT)
 

is
 

proposed.
 

Firstly,
 

one-dimensional
 

vibration
 

signals
 

are
 

converted
 

into
 

two-dimensional
 

time-frequency
 

maps
 

using
 

wavelet
 

transform
 

to
 

retain
 

the
 

complete
 

information.
 

Next,
 

MADSC
 

is
 

constructed
 

to
 

extract
 

local
 

feature
 

information
 

and
 

capture
 

the
 

characteristic
 

changes
 

of
 

rolling
 

bearing
 

vibration
 

signals
 

at
 

different
 

scales.
 

After
 

that,
 

SIDSwinT
 

is
 

designed
 

to
 

extract
 

the
 

global
 

feature
 

information,
 

and
 

the
 

proposed
 

spatial
 

interaction
 

module
 

( SIM)
 

is
 

utilized
 

to
 

adaptively
 

adjust
 

the
 

feature
 

weights,
 

while
 

the
 

sampled
 

information
 

is
 

weighted
 

by
 

the
 

deformable
 

attention
 

to
 

eliminate
 

the
 

distributional
 

differences
 

caused
 

by
 

fluctuations
 

in
 

working
 

conditions.
 

Finally,
 

bidirectional
 

long
 

short-term
 

memory
 

( BiLSTM)
 

is
 

utilized
 

to
 

better
 

understand
 

the
 

contextual
 

information
 

and
 

to
 

improve
 

the
 

diagnostic
 

accuracy
 

and
 

stability.
 

Two
 

different
 

datasets
 

are
 

used
 

to
 

verify
 

the
 

fault
 

diagnosis
 

performance
 

of
 

the
 

proposed
 

method,
 

and
 

the
 

experimental
 

results
 

show
 

that
 

the
 

accuracy
 

of
 

the
 

proposed
 

method
 

is
 

higher
 

than
 

93. 00%
 

when
 

the
 

signal-to-noise
 

ratio
 

is
 

-4,
 

and
 

the
 

accuracy
 

is
 

higher
 

than
 

92. 00%
 

under
 

the
 

condition
 

of
 

variable
 

load,
 

which
 

verifies
 

that
 

the
 

proposed
 

method
 

has
 

a
 

stronger
 

anti-noise
 

performance
 

and
 

generalization
 

ability
 

than
 

the
 

comparison
 

methods.
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0　 引　 言

　 　 滚动轴承是一种精密部件,广泛用于各种旋转机械。
由于滚动轴承大多处于非平稳、强噪声环境中,容易出现

点蚀、断裂等各种故障,影响整机工作的稳定性和安全

性。 据统计,30% ~ 40%的感应电机故障是由轴承故障引

起的[1] ,因此,滚动轴承故障诊断的研究就显得尤为

重要。
滚动轴承故障诊断中信号处理方法主要有时域分

析、频域分析和时频域分析,时域分析主要关注信号在时

间域的波形特征,频域分析则是通过分析信号的频谱特

征,如频率成分、频率分布等来诊断轴承的故障类型,而
时频分析结合了时域和频域的优势,能够同时提供信号

在时间和频率上的信息,适用于具有时变特性的信号,因
此,时频分析被广泛应用于滚动轴承故障诊断。 常用的

时频分析方法包括短时傅里叶变换[2] 、小波变换[3] 、经验

模态分解[4] 和奇异值分解[5] 等。 一些传统的智能分类器

算法,例如支持向量机[6] 、贝叶斯分类器[7] 和随机森林方

法[8] 被用于识别故障类型和严重程度,但这些方法十分

依赖信号处理和专家经验,很难自主挖掘海量数据中的

有效信息,对于复杂的任务和大规模数据集,手动选择特

征向量是非常困难且耗时的。
近年来,深度学习方法如深度置信网络[9] 、卷积神经

网络[10] 、自编码器[11] 等被应用于故障诊断领域。 其中卷

积神经网络作为一种典型的深度学习方法,通过使用卷

积层和池化层来自动提取图像或其他类型数据中的特

征,解决了传统人工选择特征向量的问题。 例如,李恒

等[12] 提出了基于短时傅里叶变换和卷积神经网络的故

障诊断方法,实现了端到端的故障模式识别。 曲建玲

等[13] 提出了自适应一维卷积神经网络( ACNN-FD)故障

诊断算法,利用深度网络结构实现对原始振动信号特征

的自适应层级化提取,取得较好的诊断准确率。 同时,作
为深度学习的后起之秀,Transformer[14] 凭借全局特征提

取能力在许多任务中取得了非常好的效果, 然而,
Transformer 网络通常参数量非常大,尽管有学者在轻量

级方面已经取得了一些突破,但仍有很大的进步空间。
为了解决 Transformer 参数量大的问题, Li 等[15] 提出

SwinT 方法,该方法通过引入滑动窗口机制在处理大尺

寸图像时能够实现更好的计算效率,同时通过局部注意

力机制保持了 Transformer 模型对图像全局信息的关注。
虽然上述方法取得了不错的诊断效果,但是单一卷

积神经网络和 Transformer 在变负荷和变噪声条件下无法

有效捕获全局上下文信息而导致滚动轴承故障诊断精度

不佳。 因此,提出了一种多尺度自适应深度可分离卷积

( multiscale
 

adaptive
 

depthwise
 

separable
 

convolution,

MADSC) 和 空 间 交 互 双 流 Swin
 

Transformer ( spatial
 

interaction
 

double-stream
 

swin
 

transformer,SIDSwinT) 滚动

轴承故障诊断方法,该方法首先通过小波变换将一维振

动信号转换成二维时频图,充分利用信号的时频特性,并
通过重采样技术提高时频分辨率以及减小频谱泄漏来增

强方法的泛化能力。 接着,构建 MADSC 模块灵活地提取

不同尺度下的局部特征信息,有效捕捉滚动轴承振动信

号在复杂工作条件下的细微变化,确保方法能够适应各

种工况下的故障特征提取。 在局部特征提取的基础上进

一步设计 SIDSwinT 架构,它通过双流设计同时处理时频

域的信息,利用空间交互模块( spatial
 

interaction
 

module,
SIM)促进信息融合,从而实现对全局特征的高效捕捉。
为克服工况波动带来的分布差异,本研究还引入了可变

形注意力机制,通过对采样信息进行加权处理,模型能够

自动调整关注关键特征,有效抑制噪声干扰。 最后,利用

双向 长 短 时 记 忆 网 络 ( bidirectional
 

long
 

short-term
 

memory,BiLSTM)对提取的特征进行整合,进一步提升故

障诊断的精度和稳定性,确保在复杂工况下仍能维持高

水平的诊断能力。 实验结果表明,所提方法解决了强噪

声和变负荷条件下滚动轴承故障诊断准确率较低的

问题。

1　 基础理论

1. 1　 小波变换

　 　 时频分析是现代信号处理领域的一项重要技术,滚
动轴承的振动信号通常具有非平稳性,而小波变换以其

独特的多分辨率特性非常适合非平稳信号分析[16] ,小波

函数的表达式如式(1)所示。

WT(a, ) = 1
a
∫+∞

-∞
f( t) × φ( t

-
a

)dt (1)

式中:a 是比例因子,控制函数的宽度, 是平移因子,控
制函数在轴上的位置。

在小波变换中,小波基的选择非常重要,常见的小波

基包括 Haar 小波、Daubechies 小波、Coiflets 小波、Morlet
小波 等, 每 种 小 波 基 都 有 其 独 特 的 特 性 和 优 势。
Daubechies 小波缺乏对瞬态特征的敏感性,适合于平滑

信号的分析;Haar 小波由于其简单的阶跃函数形式,虽
然能够快速检测信号中的突变点,但其时频分辨率较低,
不适合捕捉复杂的轴承故障特征;Coiflets 小波设计时考

虑了对称性和平滑性,适合于处理具有平滑过渡的信号;
Morlet 小波具有良好的时频局部化特性。 轴承在发生故

障时会产生周期性的冲击脉冲信号,这些冲击信号具有

短暂、高能量的特点,而 Morlet 小波通过其参数的调整,
可以很好地匹配这些瞬态冲击信号的特性,从而实现对

轴承故障特征的有效提取。 因此,本研究选择的小波基
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为 Morlet 小波。
1. 2　 深度可分离卷积神经网络

　 　 DSC 是一种轻量级的卷积神经网络结构,它通过将

标准卷积操作分解为深度卷积和逐点卷积两个步骤来减

少参数量和计算量,其结构示意图如图 1 所示,步骤

如下:
1)深度卷积:深度卷积是在每个输入通道上分别应

用卷积核,生成与输入通道数量相同的特征图。 这个操

作可以捕获输入数据的空间特征,但不进行通道之间的

信息交互。
2)逐点卷积:逐点卷积是在深度卷积的输出上应用

1×1 的卷积核,用于将不同通道之间的特征进行线性组

合。 这个操作可以实现通道之间的信息交互和特征

融合。

图 1　 深度可分离卷积

Fig. 1　 Deep
 

separable
 

convolution

1. 3　 Transformer
　 　 Transformer 是一种基于自注意力机制的神经网络架

构,最初用于自然语言处理任务。 随着 Transformer 模型

在自然语言处理领域的成功应用, 研究人员开始将

Transformer 应用于图像分类任务中,这些模型通常被称

为 ViT,由于图像通常具有较高的分辨率和较大的尺寸,
这导致了输入序列的长度非常大,从而增加了计算和内

存的需求。 为解决 ViT 在处理图像时需要大量的计算和

内存资源的问题,提出了一种 SwinT 网络作为可行解决

方案,结构如图 2 所示。

图 2　 SwinT 结构

Fig. 2　 SwinT
 

structure

由图 2 可知,SwinT 通过引入分层的窗口注意力机制

和跨窗口的位置编码,有效地解决了传统 Transformer 在

处理大尺寸图像时的计算量大和内存需求过高问题。

2　 滚动轴承故障诊断方法

　 　 在滚动轴承故障诊断领域,由于振动信号中的特征

受到多重耦合作用,常呈现出复杂的多尺度特性。 基于

CNN 的特征学习方法消除了传统故障诊断技术中人为

特征提取的需要,允许端到端的信息处理。 然而,使用单

一模型处理信号可能不会产生理想的结果。 因此,提出

了一种基于 MADSC 和 SIDSwinT 滚动轴承故障诊断方

法,结构如图 3 所示。
2. 1　 空间交互模块

　 　 注意力机制模拟了人类注意力的行为,它通过计算

输入序列中每个位置的重要性权重,然后根据这些权重

来加权计算输出结果。 受 EMA[17] 的启发,本文设计了一

个空间交互模块( spatial
 

interaction
 

module,SIM),如图 4
所示,该模块采用 3 个并行路线来提取分组特征图的注

意力权重。 首先,在第一分支中采用平均池化操作对通

道进行编码,在卷积之后加入 BN 层和 Relu 非线性激活

函数,以此减少协变量偏移的影响和学习复杂的关系,并
且在第 2 分支中仅堆叠单个 3×3 内核以捕获多尺度特征

表示;此外,为了在第一分支中的两个并行路径之间实现

不同的跨通道交互特征,通过乘法聚合每个组内的两个

通道注意图,这样,SIM 得到加权通道和空间信息;然后,
利用最大池化操作对第一分支输出中的全局空间信息进

行编码,为了高效计算,在最大池化处的输出采用非线性

函数 Softmax,以拟合线性变换;最后,聚合输出特征图生

成的空间注意力的权重值,它捕获像素级成对关系并突

出显示所有像素的全局上下文。
2. 2　 空间交互双流 SwinT 网络结构

　 　 为了关注时域信息和频域信息,设计了 SIDSwinT 网

络,其结构如图 5 所示。 SIDSwinT 采用了分层的注意力

机制,将输入图像分解为不同的块,在每个分层级别对这

些块进行自注意力计算,使得模型能够更好地捕获全局

和局部信息。 同时,在 SIDSwinT 中引入了跨层连接,允
许不同层之间直接进行信息交换和传递,这有助于提高

模型的表示能力,在融合层通过 SIM 模块对通道和空间

信息进行编码,自适应地分配特征权重以便获取更全面

的故障特征。 此外,虽然传统的注意力机制能够捕获全

局上下文,但其计算复杂度随着输入序列长度的增加而

迅速增长。 相比之下,可变形注意机制通过局部化采样

和有限的偏移量学习,可以显著降低计算成本,同时保持

良好的性能,因此,将 MSA 通过可变形注意机制替换。
最终,SIDSwinT 被计算为:

ẑl = SWMSA(LN( zl -1)) + zl -1 (2)

zl = MLP(LN( ẑl)) +ẑl (3)
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图 3　 故障诊断方法

Fig. 3　 Fault
 

diagnosis
 

method

图 4　 空间交互模块

Fig. 4　 Spatial
 

interaction
 

module

ẑl +1 = DA(LN( zl)) + zl (4)

zl +1 = MLP(LN( ẑl +1)) +ẑl +1 (5)

式中: ẑl 和 zl 分别表示块 L 的注意力模块和 MLP 模块的

输出特征。

2. 3　 故障诊断流程

　 　 所提出的滚动轴承故障诊断方法流程图如图 6 所

示。 首先,将生成的小波时频图数据集按 7 ∶ 1. 5 ∶ 1. 5
的比例划分成训练集、验证集和测试集;然后,进行参数

初始化以提高模型的性能和训练效率,根据训练结果对

参数进行优化,判断结果是否达到收敛,若结果收敛,则
保存最佳模型;最后,在独立的测试集上评估模型对轴承

故障类型的诊断准确性,以验证其泛化能力和实用性。

3　 实验结果与分析

3. 1　 实验环境配置

　 　 本研究所有实验都在具有以下配置的环境运行:
Torch2. 0. 0 和 Cuda117,以及通过 Pytorch 框架运行的

Windows
 

10 操作系统,显卡为 GeForce
 

RTX
 

4060
 

Ti,处理

器为 13th
 

Gen
 

Intel(R)
 

Core(TM)
 

i5-13400F
 

2. 50
 

GHz。
优化器采用基于随机梯度下降算法的自适应 SGD 优化

器,并使用反向传播来更新模型的参数,损失函数使用交

叉熵损失函数,学习率设为 0. 000 1,批次大小设为 16。
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图 5　 空间交互双流 SwinT
Fig. 5　 Spatial

 

interaction
 

dual-stream
 

SwinT

图 6　 故障诊断流程

Fig. 6　 Process
 

of
 

fault
 

diagnosis

3. 2　 凯斯西储大学轴承数据集

　 　 1)
 

数据描述和划分

本次实验使用 CWRU 轴承数据集[18] 进行训练和测

试,CWRU 实验台如图 7 所示,由驱动电机、扭矩传感器、
测功机和加载电机等部分组成。

该实验台采用加速度计收集对应转速负载条件分别

为 3
 

HP、2
 

HP、1
 

HP 和 0
 

HP 下的轴承数据,驱动端轴承

型号为 SKF6205,采样频率为 12
 

kHz 和 48
 

kHz。 风扇端

图 7　 CWRU 实验台

Fig. 7　 CWRU
 

experimental
 

bench

轴承为 SKF6203,采样频率为 12
 

kHz。 数据集由正常信

号和故障信号组成,故障信号采用电火花加工,故障位置

包括内圈、滚动体以及外圈[19] 。 根据轴承不同故障类

型,将 CWRU 数据划分为 10 种类别,如表 1 所示,采样点

数设置为 1
 

024,分辨率为 224×224 像素。
表 1　 CWRU 轴承数据划分

Table
 

1　 Division
 

of
 

CWRU
 

bearing
 

data

轴承状态 故障尺寸 / mm 标签

正常 \ 0

内圈故障

0. 177
 

8 1
0. 355

 

6 2
0. 533

 

4 3

外圈故障

0. 177
 

8 4
0. 355

 

6 5
0. 533

 

4 6

滚动体故障

0. 177
 

8 7
0. 355

 

6 8
0. 533

 

4 9

　 　 2)
 

对比方法验证

为了验证所提方法的优越性, 将该方法应用于
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CWRU 轴承数据集,并与 WDCNN[20] 、PCNN-BiLSTM[21] 、
CWT-SwinT[22] 、CWT-ResNet18[23] 、CWT-MFFCNN[24] 以及

CWT-MSMCNN[25] 这几种先进的方法进行了比较。 其中,
WDCNN 和 PCNN-BiLSTM 中输入信号为原始时序信号。
所有方法均进行 5 次独立实验取平均值,诊断准确率如

图 8 所示。

图 8　 诊断准确率

Fig. 8　 Diagnostic
 

accuracy

　 　 由图 8 可以看出,在 SNR 值取-4 时,所提方法诊断

准确率达到 95. 33%,较 WDCNN 高 18. 49 个百分点,较
PCNN-BiLSTM 高 15. 11 个 百 分 点, 较 CWT-SwinT 高

12. 47 个百分点,较 CWT-ResNet18 高 8. 09 个百分点,较
CWT-MFFCNN 高 12. 67 个百分点,较 CWT-MSMCNN 高

9. 22 个百分点;当 SNR 值取 4 时,WDCNN 达到 96. 55%
的诊断准确率,但是比所提方法低 1. 55 个百分点。 这表

明所提方法较对比方法具有更好的稳定性和更强的抗噪

性能。 此外, 在 SNR 为 - 4
 

dB 时, WDCNN 和 PCNN-
BiLSTM 的诊断准确率要低于其他方法,这表明输入

CWT 信号比输入原始信号具有更强的抗噪性能。
为了验证所提方法对正常数据和故障数据的分离效

果,使用混淆矩阵[26] 显示了在样本量为 100 且 SNR 分别

为-4、-2、0、2 和 4 的详细诊断结果,如图 9 所示,在混淆

矩阵中,主对角线上的每个元素表示该类别被正确分类

的样本数占该类别所有样本数的比例。
由图 9 可知,SNR 为-4 时,所提方法的分类准确率

达到 96. 10%,SNR 为 4 时,分类准确率达到 100%,这表

明所提方法在强噪声干扰下也有较高的分类准确率。

图 9　 故障分类混淆矩阵

Fig. 9　 Fault
 

classification
 

confusion
 

matrix

　 　 3)
 

不同样本数量在噪声环境下对准确率的影响

滚动轴承在实际运行中,大部分时间都会处于健康

状态,这导致了可采集的故障数据有限,因此,数据缺乏

情况下的故障诊断是目前面临的重要问题。 为了观察模
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型在少量样本下的性能,本研究使用样本量为 60、100、
300 的样本来训练和验证模型的性能。 同时,在工程实

际环境中,振动信号往往无法避免噪声干扰,利用无噪声

的训练集来评估模型的抗噪声能力,然后将噪声添加到

测试集进行验证,实验结果如表 2 所示。 噪声的信号强

度用信噪比(SNR) [27] 来衡量,表示为:

SNR = 10lg
Psignal

Pnoise
(6)

式中: Psignal 表示信号功率, Pnoise 表示噪声功率。
表 2　 噪声环境下故障诊断准确率

Table
 

2　 Fault
 

diagnosis
 

accuracy
 

in
 

noisy
 

environment

类样本数 负载 / HP
SNR / dB

-4 -2 0 2 4

300

0 94. 22 94. 35 95. 11 95. 77 96. 44
1 95. 33 95. 55 96. 44 97. 11 98. 00
2 91. 33 97. 77 98. 00 99. 33 99. 55
3 92. 66 95. 55 98. 22 97. 33 98. 88

100

0 82. 00 86. 00 88. 00 92. 00 92. 76
1 88. 66 93. 33 93. 64 96. 00 96. 66
2 91. 33 93. 33 93. 82 94. 66 96. 00
3 83. 42 88. 66 92. 81 95. 33 97. 33

60

0 76. 66 82. 22 92. 96 94. 00 96. 33
1 71. 58 80. 00 85. 55 88. 88 91. 24
2 76. 44 78. 88 91. 11 93. 24 95. 55
3 73. 85 77. 86 83. 89 83. 83 88. 88

　 　 由表 2 可知,在样本数量为 60 条件下、负载 0
 

HP 且

SNR 为-4 时,所提方法准确率达到 76. 66%,而当 SNR
为 4 时,准确率达到 96. 33%;在样本量 300 条件下、负载

　 　 　 　

为 0
 

HP 且 SNR 为-4 时,准确率为 94. 22%,当 SNR 为 4
时,准确率为增加至 96. 44%。 所提方法在样本量不变的

条件下,随着 SNR 逐渐增加,诊断准确率也随之增加,当
样本量从 60 增加到 300 时诊断准确率从 76. 66%增加至

94. 22%。 因此,即使是少样本高噪声的条件下,依然能

保持较高的诊断准确率。
4)

 

变负荷故障诊断结果

在实际工作环境中,轴承工作的条件会经常变化,因
此,为了验证所提方法在不同负荷下的泛化能力,采用基

于微调的迁移学习方法对不同负荷下的滚动轴承进行故

障诊断,验证所提出的方法在不同负荷下的适应性。 故

障诊断结果如图 10 所示,其中,“0
 

HP ~ 1
 

HP”表示模型

在 0
 

HP 负荷下训练,1
 

HP 负荷下测试,依此类推。

图 10　 变负荷故障诊断结果

Fig. 10　 Diagnostic
 

results
 

of
 

variable
 

load
 

faults

图 11　 不同方式编码图

Fig. 11　 Coding
 

diagrams
 

of
 

different
 

modalities

　 　 5)与其他图像编码方式进行对比

为进一步验证 WT 图在故障诊断领域的优越性,本
节选用以下图像输入方法与所提方法进行对比:(1) 利

用短时傅里叶变换(short-time
 

fourier
 

transform,
 

STFT)将

振动信号转换为时频图作为输入;(2)将原始振动信号

转换为马尔科夫迁移场( markov
 

transition
 

field,MTF) 图

作为输入;(3)以递归图( recurrence
 

plot,RP)作为输入;
(4)将振动信号通过转换后的灰度图像作为输入。 轴承

振动信号采用 CWRU 数据集在 0 负载条件下的振动信

号,按照 7 ∶ 1. 5 ∶ 1. 5 的比例将数据划分为训练集、验证

集和测试集,图像大小设为 224×224。 将 4 种图像编码

方式各取一个样本进行展示,如图 11 所示。
将上述 4 种图像和 WT 时频域图像分别作为本文网

络模型的输入,在训练阶段,超参数选择跟上述实验保持

一致,训练结果如图 12 所示。
从图 12 可以观察到,随着迭代次数的增长,模型很

快收敛,在迭代 30 次之后,所提方法故障识别准确率曲

线均趋于平稳,故障识别准确率可达 99. 99%;STFT 图作
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图 12　 不同输入图像对诊断准确率的影响

Fig. 12　 Effect
 

of
 

different
 

input
 

images
 

on
 

diagnostic
 

accuracy

为网络输入时识别准确率分别为 98. 57%,所提方法故障

诊断准确率有 1. 42%的提高,STFT 准确率较低的原因是

STFT 在时间和频率上的分辨率是固定的,无法灵活地适

应信号的,而 WT 具有多分辨率分析、时间和频率局部

化、去噪能力以及非平稳信号分析等优势。 RP 图、MTF
图以及灰度图作为网络输入时的识别准确率分别为

95. 88%、94. 55%和 96. 27%,均低于本文所提方法。 相

比较于 RP 图、MTF 图以及灰度图作为输入时故障诊断

准确率,以 STFT 图作为输入,故障识别准确率有着明显

的提高,这是因为 STFT 能够将信号在时间和频率上进行

分析,生成的时频图能够融合信号的时域和频域信息,提
供更全面的特征描述。

6)
 

消融实验

为了验证所提方法的计算效率和资源消耗,记录了

训练样本量为 100 时,模型迭代 100 次所需的平均训练

时间与模型参数量,结果如表 3 所示。
表 3　 消融实验结果

Table
 

3　 Results
 

of
 

ablation
 

experiments
方法 准确率 / % 训练时间 / s 参数量 / 106

WDCNN 85. 84 47 0. 57
PCNN-BiLSTM 87. 21 84 1. 14

CWT-SwinT 94. 33 671 8. 18
CWT-ResNet18 88. 37 203 2. 27
CWT-MFFCNN 92. 18 330 3. 52
CWT-MSMCNN 93. 61 278 3. 57

所提方法 99. 27 221 2. 41

　 　 由表 3 可知,WDCNN 作为一种典型的网络结构,其
训练时间和参数量均为最低,但准确率仅为 85. 84%;
PCNN-BiLSTM 模型由于网络深度的增加,训练时间和参

数量都有所上升;CWT-ResNet18 网络由于从时频维度上

提取特征,导致输入数据维度增加,因此其训练时间和参

数量相较于 WDCNN 和 PCNN-BiLSTM 都有所增加;

CWT-MFFCNN 和 CWT-MSMCNN 网络的训练时间和参数

量显著增加,主要是因为常规卷积在生成每个新的特征

图时都需要一组新的权重参数,从而导致了参数量的增

长。 所提方法通过结合 MADSC 和 SIDSwinT,在保证高

准确率的同时有效避免了通道冗余计算,优化了计算资

源的使用。
3. 3　 MFS 轴承数据集

　 　 1)
 

数据描述和划分

为进一步验证所提方法在不同轴承数据上的泛化

性,采用 MFS 轴承数据集进行实验,MFS 实验台主要由

加速度传感器、交流电机、交流控制器和信号采集器等部

分组成,如图 13 所示。

图 13　 MFS 实验台

Fig. 13　 MFS
 

experimental
 

bench

轴承类型为深沟球轴承,型号为 ER-16K。 该轴承故

障均是由激光刻蚀技术加工所得。 在正常状态下模拟了

4 个位置故障,对转速分别为 1
 

130
 

r / min、1
 

251
 

r / min、
1

 

348
 

r / min 和 1
 

449
 

r / min 的信号进行收集,采样频率为

15. 6
 

kHz,样本以训练集、测试集和验证集按 7 ∶ 1. 5 ∶
1. 5 的比例进行划分,如表 4 所示。

表 4　 MFS 轴承数据描述

Table
 

4　 MFS
 

Bearing
 

Data
 

Description
轴承状态 故障直径 / mm 采样频率 / Hz 标签

滚球故障 0. 6 15
 

600 BA
内圈故障 2. 4 15

 

600 IR
外圈故障 0. 6 15

 

600 OR
复合故障 in0. 6&ou0. 9 15

 

600 NO

　 　 2)
 

方法对比

为了 全 面 比 较 所 提 方 法 抗 噪 性 能, 在 转 速

1
 

130
 

r / min 时将 SNR 值为-4、-2、0、2 和 4 的高斯白噪

声添加到测试集中,取 5 次重复实验的平均值作为实验

结果,每种实验方法的诊断结果如图 14 所示。
由图 14 可知,随着 SNR 值降低,对比方法的分类精

度显着下降,特别是 ResNet18 方法受噪声影响最大。 在

SNR 为-4 时,所提方法准确率达到 93. 00%,这表明所提

方法具有良好的抗干扰能力。
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图 14　 诊断准确率

Fig. 14　 Diagnostic
 

accuracy

　 　 为进一步验证以 WT 图像编码方式的优越性,使用

跟 3. 2 节中 5)的 4 种图像编码方式与 WT 进行对照。
表 5　 不同输入方式的平均故障识别准确率

Table
 

5　 Average
 

fault
 

recognition
 

accuracy
for

 

different
 

input
 

methods
输入图像方式 STFT MTF RP 灰度图 WT

平均诊断准确率 / % 98. 00 94. 86 96. 52 97. 18 99. 58

　 　 实验结果如表 5 所示,可以看到以 WT 的图像编码

方式仍然可以取得最高的故障识别准确率,进一步验证

了 WT 的优越性。
3)

 

不同样本数量在噪声环境下对准确率的影响

为了验证所提方法在 MFS 数据集上的泛化性能,在
模型迭代 100 次之后的实验结果如图 15 所示。

图 15　 不同转速下故障诊断准确率

Fig. 15　 Accuracy
 

of
 

fault
 

diagnosis
 

at
 

different
 

speeds

　 　 由图 15 可知,在样本数为 300 时,高转速和低转速

对准确率的影响并不明显,SNR 为-4 时准确率均在 93%
以上;但是样本数为 60 的条件下,在转速为 1

 

130
 

r / min
时, 准 确 率 达 到 96. 44%, 在 转 速 为 1

 

251
 

r / min、
1

 

378
 

r / min 和 1
 

449
 

r / min 时的准确率分别为 83. 33%、
88. 88%和 87. 50%,在高转速下准确率降低的原因是某

些故障可能只在低转速下才会出现,而在高转速下不明

显或完全消失,因此,在高转速下进行故障诊断时,可能

会错过一些故障的信息。 此外,在样本量为 60 且 SNR
为 4 时诊断准确率均高于 94. 00%。 以上实验数据都验

证了本文方法在小样本条件下也具有较强的抗噪性能。
4)

 

可视化

为了观察这些方法的特征提取能力,在测试集上使

用 t-SNE 可视化最后分类层的输出,图 16 显示了转速

1
 

449
 

r / min 下 SNR 值为 0 时的结果。
从图 16 可以看出 WDCNN、 CWT-SwinT 和 CWT-

ResNet18 方法在特征空间中存在明显的重叠,导致小样

本故障诊断的准确性较差。 相比之下,PCNN-BiLSTM、
CWT-MFFCNN 和 CWT-MSMCNN 方法提高了学习特征的

可分离性,成功分离了大多数轴承状态。 然而,在分析复

合故障时,仍然存在部分重叠,与上述方法相比,所提方

法在同一簇内的样本之间的距离相对较近,而簇之间的

距离较远。 因此,即使在强噪声环境下,所提方法也能实

现高精度的滚动轴承故障分类且优于其他几种对比

方法。

4　 结　 论

　 　 为了解决卷积神经网络在变负荷和变噪声环境下无

法有效捕获全局上下文信息导致滚动轴承故障诊断准确

率低的问题,提出了一种新的滚动轴承故障诊断方法。
该方法首先利用小波变换将一维振动信号转换成二

维时频图以保留原始信号的时频特性。 然后, 构建

MADSC 提取局部特征并进一步设计 SIDSwinT 结构有效

地捕获细粒度特征和建模全局依赖关系。 此外,设计

SIM 对通道间信息进行编码以自适应调整不同通道的重

要性;同时,构建可变形注意力对采样信息进行加权克服

了工况波动引起的分布差异,进一步提高了模型的性能;
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图 16　 聚类可视化结果

Fig. 16　 Clustering
 

visualization
 

results

最后,通过两个轴承数据集进行实验验证,在变负荷和变

噪声情况下所提方法均具有较高的诊断准确率和较强的

泛化能力。
虽然该方法在故障诊断中取得了良好的效果,但实

验结果依赖于数据服从同一分布的假设。 因此,在以后

的工作中会考虑域自适应故障诊断方法研究。
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