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摘　 要:将人工智能技术应用到故障诊断领域可以实现电力设备的自动化、智能化诊断,提高诊断精度和效率。 以单输入多输

出的反激式开关电源为例,针对其因脆弱元件失效而引起的电路工作性能异常的问题,通过分析不同故障模式的信号特性和可

分性,提出了融合输入电流和输出电压信息的非侵入式开关电源故障诊断方法。 构建了由时域特征及频带小波包奇异熵特征

组成的融合时频域信息的多维特征矢量,建立了故障特征与故障模式之间的映射关系。 进而,提出了基于人工智能技术的深度

神经网络(DNN)故障诊断方法,实时监测反激式开关电源的运行状态,并通过数据分析及时识别故障位置,对潜在故障进行预

警。 实验结果表明,所提出的方法对单故障和多故障模式均具有良好的诊断效果,诊断准确率可达 97. 9%,并且,在不同工况

下,该方法均可表现出较高的诊断准确率和较强的抗干扰性能。
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Abstract:
 

The
 

application
 

of
 

artificial
 

intelligence
 

technology
 

to
 

the
 

field
 

of
 

fault
 

diagnosis
 

can
 

realize
 

the
 

automation
 

and
 

intelligent
 

diagnosis
 

of
 

power
 

equipment
 

and
 

improve
 

diagnosis
 

accuracy
 

and
 

efficiency.
 

Taking
 

the
 

single-input
 

multiple-output
 

flyback
 

switching
 

power
 

supply
 

as
 

an
 

example,
 

for
 

the
 

problem
 

of
 

abnormal
 

circuit
 

performance
 

caused
 

by
 

the
 

failure
 

of
 

its
 

fragile
 

components,
 

a
 

non-
intrusive

 

switching
 

power
 

supply
 

fault
 

diagnosis
 

method
 

fusing
 

the
 

input
 

current
 

and
 

output
 

voltage
 

information
 

is
 

proposed
 

by
 

analyzing
 

the
 

signal
 

characteristics
 

and
 

divisibility
 

of
 

different
 

fault
 

modes.
 

A
 

multidimensional
 

feature
 

vector
 

fusing
 

time-frequency
 

domain
 

information
 

consisting
 

of
 

time-domain
 

features
 

and
 

frequency-band
 

wavelet
 

packet
 

singular
 

entropy
 

features
 

is
 

constructed,
 

and
 

the
 

mapping
 

relationship
 

between
 

fault
 

features
 

and
 

fault
 

modes
 

is
 

established.
 

Then,
 

a
 

deep
 

neural
 

network
 

(DNN)
 

fault
 

diagnosis
 

method
 

based
 

on
 

artificial
 

intelligence
 

technology
 

is
 

proposed
 

to
 

monitor
 

the
 

operation
 

status
 

of
 

the
 

flyback
 

switching
 

power
 

supply
 

in
 

real
 

time,
 

identify
 

the
 

fault
 

location
 

in
 

time
 

through
 

data
 

analysis,
 

and
 

provide
 

early
 

warning
 

for
 

potential
 

faults.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

method
 

proposed
 

in
 

this
 

paper
 

has
 

a
 

good
 

diagnostic
 

effect
 

on
 

both
 

single-fault
 

and
 

multi-fault
 

modes,
 

the
 

diagnostic
 

accuracy
 

can
 

reach
 

97. 9%,
 

and
 

the
 

method
 

can
 

show
 

high
 

diagnostic
 

accuracy
 

and
 

strong
 

anti-interference
 

performance
 

under
 

different
 

working
 

conditions.
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0　 引　 言

　 　 反激式开关电源因其高效、简洁的设计而在现代电

子设备应用中越发广泛。 作为一种电力转换装置,它能

够将输入的交流电转换为稳定的直流电,以供设备使用。
然而,尽管反激式开关电源的设计旨在提供稳定可靠的

电源输出,但在实际应用中,由于元器件老化、设计缺陷、
环境因素(如温度、湿度、电磁干扰) 等原因使得它们仍

然可能遇到各种故障和问题,如果不及时发现和解决,可
能会导致设备性能下降,甚至完全失效,从而影响整个系

统的稳定性和安全性[1-3] 。 因此,对反激式开关电源进行

状态监测和实时精准的故障诊断和维护,不仅是提高设

备效率的关键,也是确保其长期稳定运行的必要条件。
目前,开关电源状态监测与故障诊断主要成果有:文

献[4-7]指出故障失效主要由功率器件、电解电容、整流

二极管、保护二极管等引起。 文献[4]分析了具有 APFC
功能的开关电源元器件老化失效引起的故障模式,对由

单个器件引起的硬故障及软故障进行状态监测与故障辨

识。 文献[5-6]研究了开关电源中的电解电容故障,指出

了其是引起开关电源频繁故障的主要因素。 文献[5]针

对电解电容的失效问题,根据电源电压畸变程度判断滤

波电容的故障率,并进行故障预警;文献[6]利用等效串

联电阻(equivalent
 

series
 

resistance,ESR)作为反映电解电

容性能退化的特性参数,建立纹波电压和 ESR 的映射关

系,监测电解电容的退化情况和进行实时故障诊断。 以

上方法利用在线方式提取电压信号,可实现实时在线监

测。 文献[7]针对故障字典法不能有效诊断软故障的缺

陷,提出了节点电压灵敏度序列的概念,同时实现了开关

电源的软故障和硬故障诊断。
人工智能技术具有强大的数据搜索、处理以及决策

能力,将人工智能的理论和方法应用于故障诊断技术成

为近些年的研究热点[8-10]。 文献[8]提出了一种基于

深度学习的模块化多电平换流器 ( modular
 

multilevel
 

converter,MMC)的 IGBT 开路故障诊断方法,在不损害检

测准确率的前提下,提升了故障检测速度。 但该方法需

要大量数据进行训练和测试,消耗了的计算资源。 文献

[9]提出了基于粒子群算法( particle
 

swarm
 

optimization,
PSO)优化深度置信网络( deep

 

belief
 

network,DBN)的故

障诊断方法,文献[10]提出了一种基于特征优选和深度

学习的电源微小故障诊断方法。 这些方法有效减低了噪

声扰动,提升了诊断效率。
利用开关电源的人工智能( artificial

 

intelligence,AI)
故障诊断方法,可以提升故障诊断智能化和效率。 通过

以在中小功率高精度电源中具有广泛应用的反激式开关

电源为例,因为目前关于其状态监测与故障分析相关研

究成果较少。 与其他开关电源相比,反激式开关电源因

工作频率较高,器件热应力较大,高频干扰强,导致信号

波形复杂,且内部可观察点少,输出电压精度高,使早期

故障后输出信号变化不明显,给监测增加了挑战[11-13] 。
综上,针对反激式开关电源中发生单个或多个脆弱

元器件的软、硬故障问题,提出通过采集输入端电流以及

输出端电压信号,提取时域特征以及频带小波包奇异熵

特征共同构成融合时域与时频域信息的多维特征向量,
并分析论证了故障特征与故障模式之间的可分性,进而

提出利用深度学习技术的大数据处理与分析能力构建基

于人工智能的深度神经网络( deep
 

neural
 

network,DNN)
模型的故障诊断方法。

1　 反激式开关电源

　 　 图 1 为高可靠电源设备所用的一个高精度单输入多

输出的多路反激开关电源。 其输入电压为 220
 

V,50
 

Hz
的交流电,输出电压为±15

 

V、+
 

24
 

V
 

高稳定的直流电。
分析图 1 可知,高精度开关电源由桥式整流电路、单

开关反激电路、高频稳压电路、控制电路、反馈电路、保护

电路等构成,故障模式较复杂。 电源运行的核心为控制

芯片 UC3844, 且 UC3844 直 接 驱 动 功 率 MOSFET。
UC3844 芯片原理是一种高性能的单端输出的电流控制

型脉宽调制器芯片,能防止开机瞬间或负载短路时变压

器可能出现的饱和现象,使用该芯片构成电源时所用外

接元件少,结构简单,成本低。 但是,只要控制芯片性能

下降或出现故障,整个电路将无法工作。
输入交流电压经过整流、反激、整流、集成稳压后,并

利用电压内部反馈调节和线性稳压模块以实现高精度稳

定电压输出。 然而,由于这种稳压机制降低了输出电压

对内部电路元件参数的灵敏度,从而增加了利用输出端

电压、电流来进行故障检测与诊断的难度。 因此,仅采集

输出端电压或者电流信号作为故障信息来源,故障可观

测性较低。
基于上述分析,利用综合采集输入端电流信号、输出

端电压信号的反激式开关电源的故障监测与诊断方法。
该方法不影响设备运行,还可实现在线状态监测与故障

诊断。

2　 故障特性分析

　 　 根据市场调研报告显示,开关电源中功率器件、电解

滤波电容、整流二极管、保护二极管等元件引起的故障超

六成。 电解电容、功率半导体开关管是目前公认的最易

发生故障的器件。
开关电源故障可分为两种,一种是元件参数值偏离
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图 1　 反激式开关电源电路原理图

Fig. 1　 Flyback
 

switching
 

power
 

supply
 

circuit
 

diagram

标称值容差范围的软故障,如器件导通电阻增大、反向电

阻减小;另一种是元件发生开路或短路情况下的硬故障。
例如:分析图 1 电路元件可知,其中 C1、C7 ~ C9 为电解电

容。 电解电容内部容易发热使工作温度升高,从而加速

电容电解液的蒸发造成电解电容性能下降,进而产生软

故障,也可能产生开路或短路故障;整流二极管 D1 ~ D4、
D6 ~D8 和保护二极管 D5 会受到脉冲冲击电流或电压,
非常容易出现退化,也会出现软故障和硬故障;MOSFET
功率管 M1,则会发生导通损耗和开关损耗,产生热应力

而产生软故障和硬故障。 根据图 1 所示电路和上述故障

类型,搭建 Pspice 仿真电路,进行故障类型可检测与可诊

断分析。 仿真设置如下:三路输出负载电阻为 20
 

Ω,无
源元件容差为±5%,以 220

 

V,50
 

Hz 的正弦交流电为输

入,运行仿真,通过采集输入电流和输出电压进行数据

分析。
根据图 1 所示的电路图设计原理,三路输出均值电

压分别为+24
 

V、+15
 

V 和-15
 

V。 由于三路输出结构相

同,后续以第一路输出为例进行分析,图 2 给出了其正常

状态下输出电压的暂态波形。 在容差允许范围内,利用

暂态波形,可计算出最大输出电压 24. 296
 

V,最小电压

24. 071
 

V,均值 24. 096
 

V,纹波电压 ΔV = 0. 225
 

V。
在电路正常状态下,输入电流波形如图 3 所示。 当

达到稳定状态时,最大值为 7. 73
 

A,最小值为-7. 69
 

A,
输入电流是脉冲冲击波形。

图 2　 输出电压示意图

Fig. 2　 Schematic
 

diagram
 

of
 

output
 

voltage

2. 1　 硬故障

　 　 以电气隔离高频变压器为分析点,当后级输出回路

中脆弱元件发生开路或短路的硬故障时,输出电压波形

图如图 4 所示。
开关管发生开路故障,会导致电源无明显输出,故只

考虑开关器件 M1 的短路故障,故障后波形如图 4( b)所

示。 由图 4(a)和( b)可知,输出电压与正常状态下相比

会有大幅度的下降,且此时电压存在延时,之后便处于不

断启停状态,震荡状态。
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图 3　 输入电流示意图

Fig. 3　 Schematic
 

diagram
 

of
 

the
 

input
 

current

输出回路滤波电容 C7 发生开路和短路故障后,参考

电源电路输出电压波形分别如图 4(c)和(d)所示。 由波

形经过计算可得,滤波电容 C7 开路时,最大电压变为

　 　 　 　 　

42. 982
 

V,最小电压变为-5. 442
 

V,均值 37. 518
 

V,纹波

电压 ΔV= 48. 424
 

V。 可知,因电容滤波稳压较小,以致

纹波电压剧增,输出电压波形明显变坏。 当 C7 短路时,
输出电压波形凌乱, 且输出值较小, 最大电压变为

320. 0
 

mV,最小电压变为 - 26. 739
 

mV, 电压均值为

234. 603
 

mV,纹波电压 ΔV = 346. 739
 

mV,此时没有输出

电压。 另外,如果电解电容出现参数退化的情况则只会

影响电路性能。
输出回路整流管 D6 发生开路或短路故障后,输出电

压波形分别如图 4(e)和(f)所示。 可知,当整流管 D6 开

路时,输出电压波形杂乱、不稳定,且电压值很低。 经计

算得,输出电压均值为-357. 22
 

nV。 当整流管 D6 发生短

路故障时, 最大电压变为 83. 977 mV, 最小电压变为

-461. 226 mV,电压均值为 49. 791 mV,纹波电压 ΔV =
545. 203 mV,整流管 D6 短路后,输出电压波形变为高频

交流输出。

图 4　 各故障模式下输出电压波形

Fig. 4　 Output
 

voltage
 

waveform
 

under
 

various
 

fault
 

modes

　 　 高频变压器前级输入回路中脆弱元件发生软、硬故

障时,输出电压信号暂态波形如图 5 所示。 由图 5 可知,
输出电压只在波形的暂态部分有微弱变化,且变化时间

很短。 在几种典型故障模式下,输出电压信号对输入回

路故障不灵敏,容易导致故障误判。
为了实现非侵入式的输入回路故障诊断,经过分析,

由于输入电压受交流输入电源钳制,因而利用输入电流

进行输入回路故障检测与诊断。
输入回路滤波电容和整流管发生硬故障后,输入电

流波形如图 6 所示。 由图 6( a)可知,当滤波电容 C1 发

生开路故障时,导致输入电流幅值减小,波形明显不同,
其中谐波含量明显增加。 由图 6(b)可知,当滤波电容 C1

短路时,输入电流信号呈正弦周期性变化。

图 5　 输入回路故障的输出电压波形

Fig. 5　 Output
 

voltage
 

waveform
 

when
 

the
 

input
 

circuit
 

fails
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由图 6(c)可知,当整流桥二极管 D1 发生开路故障

时,整流桥的一个路径被切断,每个周期内只有半周期的

输入交流电转化为直流电,使得整流效率降低,从而导致

输出电流的有效值减少。 由图 6( d) 可知,当二极管 D1

发生短路故障时,会导致电流持续流过,不受交流输入电

压的控制,使得电流急剧增加。 显然,故障波形与正常波

形明显不同。

图 6　 C1 、D1 硬故障时输入电流波形

Fig. 6　 Input
 

current
 

waveform
 

of
 

C1
 and

 

D1
 hard

 

faults

2. 2　 软故障

　 　 电容软故障建模为等效参数退化,即容值降低、等效

串联电阻增大。 二极管软故障建模为内阻逐渐变大,反
向漏电流逐渐增大。 利用故障灵敏度分析,采用输入电

流诊断前级故障,输出电压诊断后级故障。
电源软故障时输入电流和输出电压波形变化趋势

如图 7 所示。 由图 7( a) 和( b) 可知,当输入回路中电

解电容和整流二极管等元件发生参数退化时,电路稳

定后不同故障模式下输入电流的波形和幅值均存在明

显的差异;由图 7( c)和( d)可知,当输出回路中电解电

容和整流二极管等元件发生参数退化时,电路稳定后

输出电压波形凌乱,存在纹波电压,但输出电压有效值

相差不大。
根据以上分析,将输入和输出回路中由单个元器件

引起的软故障称为单故障Ⅰ型,硬故障称为单故障Ⅱ型;
由多个元器件引起的软故障称为多故障Ⅰ型,硬故障称

为多故障Ⅱ型,多故障主要考虑输入和输出同时发生故

障。 表中↓表示元器件相对于标称值下降 20%以上,↑
表示元器件相对于标称值上升 20%以上。 可诊断的故障

模式如表 1 所示。

图 7　 软故障信号波形

Fig. 7　 Signal
 

waveforms
 

for
 

soft
 

faults

表 1　 反激式开关电源的故障类型

Table
 

1　 Fault
 

types
 

of
 

flyback
 

switching
 

power
 

supply
故障标签 故障模式 故障类别 诊断信号

F1 - 正常 Iin 、Vout

F2 C1 ↓ 单故障Ⅰ型 Iin

F3 D1 ↑ 单故障Ⅰ型 Iin

F4 C1 开路 单故障Ⅱ型 Iin

F5 C1 短路 单故障Ⅱ型 Iin

F6 D1 开路 单故障Ⅱ型 Iin

F7 D1 短路 单故障Ⅱ型 Iin

F8 C7 ↓ 单故障Ⅰ型 Vout

F9 M1 ↑ 单故障Ⅰ型 Vout

F10 D6 ↑ 单故障Ⅰ型 Vout

F11 C7 开路 单故障Ⅱ型 Vout

F12 C7 短路 单故障Ⅱ型 Vout

F13 M1 短路 单故障Ⅱ型 Vout

F14 D6 开路 单故障Ⅱ型 Vout

F15 D6 短路 单故障Ⅱ型 Vout

F16 M1 ↑、C7 ↓ 多故障Ⅰ型 Vout

F17 C1 ↓、D6 ↑ 多故障Ⅰ型 Iin

F18 M1 短路、D6 开路 多故障Ⅱ型 Vout

F19 C1 短路、D6 开路 多故障Ⅱ型 Vout

F20 D1 开路、C7 短路 多故障Ⅱ型 Iin

3　 特征提取

　 　 目前,故障特征提取方法分为时域法、频域法和时-
频域法。 采用多域特征组成的混合特征向量作为故障特

征向量,可以更全面地捕捉故障特征,从而提高故障检测

和诊断的准确性。
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3. 1　 时域特征

　 　 时域特征分为有量纲特征值和无量纲特征值。 有量

纲特征值如最值、有效值、均值等易受工况等影响,无量

纲特征值则被影响不明显,如波形因数、冲击因数、裕度

因数等,可很好反映故障状态。 综合考虑反激式开关电

源电路发生软、硬故障信号特点,选取综合 2 种量纲的 11
种时域特征为故障特征,其数学表达式如表 2 所示。

表 2　 时域特征

Table
 

2　 Time-domain
 

features
时域特征 计算方式

平均值 s
-
= 1

N ∑
N

i = 1
si

标准差 ρt = 1
N ∑

N

i = 1
si - s

-
( ) 2( )

1
2

有效值 srms = 1
N ∑

N

i = 1
si

2( )
1
2

偏度 sske = 1
N ∑

N

i = 1

( si - s
-
) 3

ρt3

峭度 skur = 1
N ∑

N

i = 1

( si - s
-
) 4

ρt4

峰-峰值 Δs = smax - smin

振幅因数 Cf = smax / srms

波形因数 Wf = srms /
1
N ∑

N

i = 1
| si |( )

冲击因数 If = smax /
1
N ∑

N

i = 1
| si |( )

裕度因数 Mf = smax
1
N ∑

N

i = 1
| si |( )

2

峭度因数 Kf = skur / srms
4

　 　 表中 si 为信号的采样数据点幅值,N 为每个样本的

采样数据点数。 上述 11 维的特征矢量表示为:

FV = [s
-

ρ t 　 srms 　 sskeskurΔsC fWfIfMf 　 K f] (1)
为了说明时域特征的故障可分性,图 8 给出了均值、

有效值、峰-峰值三维特征下的输入回路故障分布图。 由

图 8 可知,故障可观测性较强,容易区分。 除此外,故障

F5、F6、F7 的峰-峰值或平均值为正常状态的十几倍以

上,特征差异明显。 因数值过大,图 8 中没有画出。
相对于硬故障,电源软故障特征具有一定的重叠和

模糊性。 图
 

9 为不同软故障下输出电压均值、有效值以

及纹波量的三维特征分布图。 由图 9 可知,在输出电压

均值、有效值、纹波量 3 种特征下,软故障也具有可区分

性,但同时也会存在故障重叠的现象,如 F1、F9 和 F16 的

3 种特征值较为接近,容易混淆,不利故障分类。
3. 2　 小波包奇异熵

　 　 为了进一步区分软故障,提取时频域小波包奇异熵

图 8　 输入回路故障的三维特征分布

Fig. 8　 3D
 

feature
 

distribution
 

during
 

input
 

circuit
 

failure

图 9　 电源软故障时的三维特征分布

Fig. 9　 3D
 

feature
 

distribution
 

during
 

power
 

supply
 

soft
 

faults

作为特征矢量,用于量化信号在频域上的复杂性或不规

则性,可降低故障的重叠性[14] 。
计算小波包奇异熵的具体步骤如下:首先对信号

S(N)进行小波包分解,再对各分解频段系数进行重构得

到小波包重构系数矩阵 A,并对其进行奇异值变换得到

对角矩阵 Λ ,其对角元素 {λ 1,λ 2,…,λ r} 即为矩阵 A 的

奇异特征值( r 为矩阵 Λ 的秩),进而建立 λ i 的概率分布

量 p i,计算公式如式(2)所示。

p i = λ i / ∑
k

j = 1
λ j (2)

其中,j 为经小波包分解后所得的频段数量,则信号

S(N)的 k 阶小波包奇异熵的表达式为:

WSE(k) = - ∑
k

i = 1
p i lnp i(k ≤ r) (3)

为增加故障可分性,构建了融合时频域信息的 20 维

特征向量,其具体组成为:表 2 中 11 种时域特征、三层小

波包分解后的 9 个小波包奇异熵特征,将其依次编号为

1 ~ 20,作为故障诊断的特征向量。
图 10 为一个典型的时频特征下的故障分布。 图 10

所示为电源输出回路的 5 种软故障。 由图 10 可知,融合

时频信息的故障特征可观测性较强,容易区分。
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对比图 10 和 9 可知,虽然故障 F1、F9 和 F16 电压平

均值和纹波量特征较为接近,但小波包奇异熵特征区别

明显。 因此,引入小波包奇异熵构成的融合时频信息的

特征矢量在不同故障模式下特征重叠性较低,可分性

较好。

图 10　 融合时频信息的三维特征分布

Fig. 10　 3D
 

feature
 

distribution
 

integrating
time-frequency

 

information

4　 基于 AI 技术的故障诊断方法

　 　 基于上述故障分析和特征,基于人工智能技术的开

关电源的故障诊断方法被提出, 方法流程图如图 11
所示。

图 11　 AI 诊断方法流程图

Fig. 11　 AI
 

diagnostic
 

method
 

flowchart

采集开关电源的输入电流和输出电压信号,对其进

行数据处理提取故障特征,进而采用人工智能领域的深

度学习技术构建故障诊断模型,实现对不同的故障模式

的分类识别,利用网络算法对大量的数据信息进行分析

及时识别故障类型,并对潜在故障发出预警。
由于深度神经网络( DNN) 在人工智能领域中技术

成熟、应用广泛,因此选用深度神经网络进行故障识别分

类。 包含两个隐藏层的 DNN 各层结构设计如图 12 所

示。 输入层、隐藏层和输出层的层与层之间是全连接的,
隐藏层是 DNN 的核心组成部分,每个隐藏层中的神经元

用于对上一层输出进行处理,提取特征信息,由输出层得

出预测结果[15-16] 。

图 12　 DNN 结构示意图

Fig. 12　 Structure
 

of
 

DNN

上述提出的开关电源故障 AI 诊断方法的具体步骤

如下:
步骤 1)采集反激式开关电源的输入电流和输出电

压,获取不同故障模式下的诊断信号。
步骤 2)对诊断信号进行数据处理,分析反激式开关

电源的信号特性和故障可分性。
步骤 3)提取信号时域特征、时频域小波包奇异熵特

征,组成融合时频信息的 20 维特征矢量;进而构建数据

集,并划分训练集和测试集。
步骤 4) 学习训练 DNN 模型并将特征数据输入到

DNN 诊断模型,根据最大输出确定故障类型归属。

5　 实验测试

　 　 为了验证基于人工智能技术的深度神经网络诊断方

法,对反激式开关电源进行了故障诊断实验,实验测试平

台如图 13 所示。
为了模拟复杂电源变化和负载情况,平台采用可调

交流电源和可编程电子负载模拟工况,同时对分立元件

故障采用故障注入法模拟故障情况。 由于本文篇幅所

限,以电解电容 C1 的软、硬故障为例,采集实验测试波形

如图 14 所示。
由图 14 可知,实验测试波形与仿真波形一致,但是

因在实验过程中受电阻热噪声、半导体器件的散粒噪声

和闪烁噪声等干扰,测试波形存在高频噪声。
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图 13　 实验测试平台

Fig. 13　 Experimental
 

test
 

platform

图 14　 实验测试波形

Fig. 14　 Experimental
 

test
 

waveform

5. 1　 方法说明

　 　 为了获取各种数据,用 Cadence
 

Orcad / Pspice17. 4 软

件搭建主电路仿真模型,对电路进行仿真和故障模拟,模
拟电路中无源器件的容差设置为±5%,利用 Monte-Carlo
获取每个故障的 50 个样本数据集,进而利用 MATLAB

 

2022a 进行数据处理,提取 20 维特征向量。
故障诊断测试实验在 MATLAB

 

2022a 平台及其智能

工具箱进行。 利用相同的数据集对 DNN 模型与反向传

播( back
 

propagation,
 

BP )、 PSO-BP、长短时记忆 ( long
 

short
 

term
 

memory,
 

LSTM)、卷积神经网络
 

( convolutional
 

neural
 

network,
 

CNN)等网络模型[17-20] 进行对比分析。 各

模型参数设置如下:
DNN 模型采用 Adam 梯度下降算法学习优化,初始

学习率为 0. 002,模型大小设置为 100,模型的训练迭代

次数设置为 500,激活函数为 ReLU;BP
 

网络采用 3 层神

经网络,隐含层神经元个数为 20 个;CNN 网络、LSTM 网

络均采用 Adam 梯度下降算法学习优化,CNN 网络的初

始学习率为 0. 001,学习率下降因子为 0. 1,激活函数

ReLU,最大迭代次数为 500
 

次;LSTM 网络初始学习率为

0. 01,学习率下降因子为 0. 1,学习率下降周期为 750,最
大迭代次数为 1

 

000 次。
将含有 20 维特征向量样本数据集的 80%划分为训

练集、20%划分为测试集。 利用训练集和测试集进行训

练和测试 DNN 模型,经过一次运行的诊断结果和混淆矩

阵如图 15 和 16 所示。
根据图 15 和 16 可得,经过一次运行的 DNN 模型诊

断准确率达 98%。 在 200 个测试样本中,有 4 个样本出

现了误判,将输出回路中的 F14 故障(整流二极管 D6 开

路)错误识别为其他种类的故障。 通过分析可知,误判故

障为输出回路元件,输入回路中没有发生误判现象,这是

因为输入回路通过采集输入电流来区分故障,电流灵敏

度高,故障特征区别明显。

图 15　 测试集故障诊断结果

Fig. 15　 Fault
 

diagnosis
 

result
 

of
 

test
 

set

在模型训练过程中,作为评估模型的泛化能力的指

标,准确度能够衡量模型在所有预测样本中预测正确的

比例,损失值则能够衡量模型预测结果与真实值之间差

异。 准确度越高、损失值越小,且二者出现一致的稳定变

化趋势时,说明模型的性能越好[17] 。 采用 DNN 模型学

习训练过程中准确度和损失变化情况如图 17 所示。
由图 17 可知,模型的准确度随迭代次数递增,损失

随迭代次数递减。 当迭代次数达到 2
 

000 次左右时,模
型准确率和损失值都逐渐趋于稳定,其后波动很小,说明

了训练过程中学习数据的效果良好,过拟合风险较低。
5. 2　 实验结果分析

　 　 为了验证 DNN 模型的诊断效果,将 DNN 模型与 5. 1
小节中所列模型进行对比分析,各模型诊断结果如表 3
所示。 表中数据为 10 次测试的平均值,以减少诊断模型
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图 16　 测试集混淆矩阵

Fig. 16　 Confusion
 

matrix
 

for
 

test
 

set

图 17　 DNN 模型训练过程

Fig. 17　 DNN
 

model
 

training
 

process

的随机性。
表 3　 诊断模型性能对比

Table
 

3　 Diagnostic
 

model
 

performance
 

comparison
辨识模型 训练集样本数 测试集样本数 训练精度 / % 测试精度 / %

BP 800 200 84. 29 82. 20
PSO-BP 800 200 87. 13 85. 65
LSTM 800 200 93. 19 90. 55
CNN 800 200 98. 19 96. 75
DNN 800 200 98. 73 97. 90

　 　 由表 3 分析可知,利用 DNN 故障诊断模型测试平均

分类精度可达 97. 9%,比 BP、PSO-BP、LSTM、CNN 分别

高 15. 7%、12. 25%、7. 35%、1. 15%,优势明显,说明诊断

效果良好。 这是因为 DNN 诊断模型能够自动从原始数

据中学习到有用的特征,通过多层结构能够捕捉数据中

的非线性和复杂模式。 BP 网络参数量较大,在训练数据

不充分的情况下容易发生过拟合,经过 PSO 优化 BP 网

络,参数调优复杂,训练模型耗时较长、诊断准确率较低;

基于深度学习的 LSTM 在小样本数据的情况下容易发生

过拟合,CNN 在处理高维数据时对时间序列数据的特征

捕捉能力相对较弱。
实际运行环境会受负载或环境等混杂噪声干扰。 为

了说明模型诊断方法抗干扰性能,将不同信噪比白噪声

(信噪比 10
 

dB、15
 

dB、20
 

dB)加入到采集信号中以模拟

干扰状态,测试验证模型性能,诊断结果如表 4 所示。
表 4　 抗干扰性能对比

Table
 

4　 Comparison
 

of
 

anti-interference
 

performance
(%)

辨识模型
诊断准确率

10
 

dB 15
 

dB 20
 

dB
BP 75. 80 79. 30 81. 45

PSO-BP 78. 85 82. 25 83. 90
LSTM 83. 90 87. 55 89. 35
CNN 90. 75 93. 65 95. 30
DNN 94. 15 96. 35 97. 15

　 　 由表 4 可知,在不同信噪比下,所提方法准确率均高

于其它模型。 在信噪比为 10
 

dB 时,受噪声污染严重,各
模型诊断准确率均有较大程度的下降,但 DNN 模型诊断

准确率仍可达 94. 15%,表明 DNN 模型抗干扰性能好,鲁
棒性较强。

6　 结　 论

　 　 基于反激式开关电源内部可观察点少,输出电压精

度高的监测难点,对不同故障模式,通过采集输入端电流

信号并结合输出端电压信号,实现了非侵入式的在线故

障诊断,通过融合时域、时频域信息的特征提取方法,提
出了基于人工智能技术的深度神经网络诊断模型。 实验

结果表明,所提方法的诊断准确率达 97. 9%,在不同工况

下,均可表现出较高的诊断准确率,抗干扰性能较好。 与

传统的诊断方法相比,所提方法能够捕捉到故障信号中

的复杂模式和微弱变化,不需要对开关电源的内部结构

进行改动或添加额外的传感器,不会影响电源正常运行

状态,实现了无侵入监测,并且该方法的适应性和自动化

程度高,适用于开关电源的单故障和多故障诊断,降低了

维护成本和人力需求。
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