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摘　 要:针对传统 LSTM 数据驱动模型存在输入参数规模过大导致运算负担过大、超参数选择不当和涡轮系统故障发生频率、
运维成本高的问题,提出一种基于 PCA-POA-LSTM 的涡轮数据驱动建模方法,并结合滑动窗口法实现了涡轮故障预警。 首先,
应用 PCA 降维技术,减少输入数据维度;其次,采用 POA 参数寻优方法选出最优超参数组合;然后,利用 LSTM 算法预测涡轮的

输出参数;最后,在 PCA-POA-LSTM 涡轮数据驱动模型预测结果的基础上,结合滑动窗口法对涡轮故障进行预警,通过窗口内

标准差定义报警阈值,攻克了涡轮故障预警的难题。 结果表明,以 PCA-POA-LSTM 为基础的涡轮数据驱动建模实现了较高的

精确度,平均绝对百分比误差均在 0. 396 以下,平均绝对误差均在 0. 809 以下,平均方根误差均在 1. 387 以下。 并且故障预警

方法,至少可提前 173 个监测点发出故障预警信号,实现了对涡轮故障预警的目的,为未来开展涡轮健康管理提供了理论依据

和技术支持。
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Abstract:

 

In
 

response
 

to
 

the
 

issues
 

such
 

as
 

the
 

overly
 

large
 

scale
 

of
 

input
 

parameters
 

in
 

the
 

traditional
 

LSTM
 

data-driven
 

model,
 

which
 

leads
 

to
 

an
 

excessive
 

computational
 

burden,
 

improper
 

selection
 

of
 

hyperparameters,
 

high
 

frequency
 

of
 

turbine
 

system
 

failures,
 

and
 

high
 

operation
 

and
 

maintenance
 

costs,
 

a
 

turbine
 

data-driven
 

modeling
 

approach
 

based
 

on
 

PCA-POA-LSTM
 

is
 

proposed,
 

and
 

the
 

turbine
 

fault
 

early
 

warning
 

is
 

achieved
 

by
 

combining
 

with
 

the
 

sliding
 

window
 

method.
 

Firstly,
 

the
 

PCA
 

dimensionality
 

reduction
 

technique
 

is
 

applied
 

to
 

reduce
 

the
 

dimension
 

of
 

the
 

input
 

data.
 

Secondly,
 

the
 

POA
 

parameter
 

optimization
 

method
 

is
 

adopted
 

to
 

select
 

the
 

optimal
 

combination
 

of
 

hyperparameters.
 

Then,
 

the
 

LSTM
 

algorithm
 

is
 

utilized
 

to
 

predict
 

the
 

output
 

parameters
 

of
 

the
 

turbine.
 

Finally,
 

based
 

on
 

the
 

prediction
 

results
 

of
 

the
 

PCA-POA-LSTM
 

turbine
 

data-driven
 

model,
 

the
 

turbine
 

faults
 

are
 

warned
 

by
 

combining
 

with
 

the
 

sliding
 

window
 

method,
 

and
 

the
 

alarm
 

threshold
 

is
 

defined
 

by
 

the
 

standard
 

deviation
 

within
 

the
 

window,
 

thus
 

conquering
 

the
 

difficulty
 

of
 

turbine
 

fault
 

early
 

warning.
 

The
 

results
 

indicate
 

that
 

the
 

turbine
 

data-driven
 

modeling
 

based
 

on
 

PCA-POA-LSTM
 

achieves
 

a
 

relatively
 

high
 

accuracy,
 

with
 

the
 

average
 

absolute
 

percentage
 

error
 

all
 

below
 

0. 396,
 

the
 

average
 

absolute
 

error
 

all
 

below
 

0. 809,
 

and
 

the
 

average
 

root
 

mean
 

square
 

error
 

all
 

below
 

1. 387.
 

Moreover,
 

the
 

fault
 

early
 

warning
 

method
 

can
 

issue
 

a
 

fault
 

early
 

warning
 

signal
 

at
 

least
 

173
 

monitoring
 

points
 

in
 

advance,
 

achieving
 

the
 

purpose
 

of
 

turbine
 

fault
 

early
 

warning
 

and
 

providing
 

theoretical
 

basis
 

and
 

technical
 

support
 

for
 

the
 

future
 

development
 

of
 

turbine
 

health
 

management.
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pelican
 

optimization
 

algorithm;
 

long
 

short-term
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network;
 

principal
 

component
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0　 引　 言

　 　 发动机健康管理是利用分布在发动机上的传感器所

获得的数据,借助各种先进智能算法来监控、预测和管理

发动机的健康状态[1] ,以提高飞行安全性和可靠性,缩短

发动机停机时间,提高运行效率,并减少发动机维修费

用[2] 。 其中,涡轮是发动机的重要部件[3] ,发动机涡轮一

旦出现故障,其影响和损失巨大。 因此,在涡轮发生故障

之前,对其工作状态实现监测,提前识别故障,具有重要

意义[4] 。
在机械设备预警领域,传统预警手段大多从特征提

取角度出发去研究引发故障的原因和其所征兆的特定设

备运行状态[5] ,通过建立两者之间的对应关系,根据特定

的故障现象进行预警[6] 。 但上述研究方法需要大量的样

本数据,对数据的完整性要求较高,且过度依赖人工

经验。
随着大数据时代的到来,数据驱动下的故障预警技

术逐渐受到广大学者的青睐[7] 。 Wu 等[8] 采用基于非对

称支持向量机算法和离心压缩机的输入输出数据建立了

喘振预测模型,避免了压缩机在喘振区域运行。 夏存江

等[9] 提出了一种基于改进的压缩激励网络( squeeze
 

and
 

excitation
 

network,SENet) 模型的方法,使用真实的快速

存取记录仪(quick
 

access
 

recorder,QAR)数据进行随机采

样,从而实时追踪振动的突变和波动。 陶金伟等[10] 提出

一种加权邓普斯特-沙弗证据理论( dempster-shafer,D-S)
的故障诊断方法,使用飞行状态参数结合混淆矩阵求解

子证据体加权系数,提高了故障预警正确率。 Lin 等[11]

基于核函数的高维映射和经验方法,将输入样本映射到

高维空间以增强故障特征信息,从而提高故障诊断的准

确性。 伍济钢等[12] 提出了一种改进的双通道 1 维卷积

神经网络(1d
 

convolutional
 

neural
 

network,1DCNN),通过

内嵌多尺度层和幅值变化通道增强时域特征提取能力,
证明了其在故障检测中的抗噪性。 虽然目前的一些故障

预警研究,都采用了数据驱动方法建立预测模型[13] ,但
存在未充分考虑输入参数规模过大、各个变量之间耦合

性强、非线性等问题。 这些因素会导致模型运算时间过

长,增加运算负担。 此外,在先验知识有限的情况下,模
型超参数设置不合理可能会降低模型的可靠性,而影响

其预测精度。

论文采用基于 PCA-POA-LSTM 的方法建立发动机

涡轮数据驱动模型及故障预警模型,实现对发动机涡轮

运行状态预测和故障预警的目的。 首先,使用主成分分

析法(principle
 

component
 

analysis,PCA),针对具有大量

相关参数、高维度和强耦合性的非线性发动机涡轮输入

变量,进行预处理以消除变量之间的相关性,并实施数据

降维。 这一过程旨在保持预测准确性的同时,缩短模型

训练和优化时间[14] 。 其次,采用鹈鹕优化算法( pelican
 

optimization
 

algorithm,POA) 来对长短期记忆网络( long
 

short-term
 

memory,LSTM)预测模型中需要手动方法设置

或者调整的超参数进行寻优,从而找到这些超参数的最

优组合,确保模型的预测精度。 最后,利用滑动窗口的标

准差对预警残差进行分析,根据正常状态下的标准差设

置报警阈值,进行涡轮故障预警。 综上所述,论文结合

PCA、POA、LSTM,3 种方法建立出预测精度高、训练时间

少的发动机涡轮出口温度、压力和流量的数据驱动模型,
并结合滑动窗口标准差分析法,实现对发动机涡轮的故

障预警。

1　 数据预处理和涡轮建模及故障预警方法
设计

1. 1　 数据预处理

　 　 1)涡轮特性分析及输入输出参数选取

涡扇发动机作为当今航空工程的核心,其复杂的结

构和精密的设计使得其性能和效率达到了前所未有的高

度。 该发动机主要由风扇( Fan)、低压压缩机( LPC)、高
压压缩机( HPC)、燃烧室( CC)、低压涡轮机( LPT)和高

压涡轮机(HPT)组成,其示意图如图 1 所示,各截面参数

如表 1 所示。 这些组件相互协作,将大气中的空气转化

为高速喷出的气流,产生强大的推力,推动飞机飞行[15] 。
空气首先进入风扇,风扇通过增加进气量和改善燃烧效

率的作用,为后续的压缩和燃烧创造条件。 接着,空气进

入压气机,其中的旋转叶片将空气压缩,增加密度和压

力,为燃烧室提供高压高温的工作介质。 压缩后的空气

与燃料在燃烧室中混合燃烧,产生高温高压的燃气。 最

后,燃烧后的气体通过涡轮喷出,涡轮从燃烧气体的能量

中吸取动力,并将其转化为旋转动能,驱动压气机继续压

缩更多空气,形成了连续的循环过程。
表 1　 涡扇发动机各截面参数

Table
 

1　 Parameters
 

of
 

various
 

sections
 

of
 

turbofan
 

engine
符号 Wf Nf Nc T2 T21 T24 T30 T48 T50 P2 P15 P21

描述
燃油

流量

物理风

扇转速

物理核

心速度

风扇进

口总温

风扇出

口总温

低压压气机

出口总温

高压压气机

出口总温

高压涡轮

出口总温

低压涡轮

出口总温

风扇

进口总压

旁路管

道总压

风扇出

口总压

单位 pps rpm rpm R R R R R R psia psia psia
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图 1　 涡扇发动机示意图

Fig. 1　 Schematic
 

diagram
 

of
 

a
 

turbofan
 

engine

　 　 从这个过程中可以看出,各个发动机部件产生的气

体质量直接影响着发动机的做功量。 特别是涡轮这一关

键部件,其性能参数对整个发动机的性能起着至关重要

的作用。 因此,将低压涡轮最终产生的关键参数作为预

测对象,包括低压涡轮出口总温(T50) / o R、低压涡轮出口

总压 ( P50 ) / psia 以 及 低 压 涡 轮 出 口 流 量 ( W50 ) /
(lbm·s-1)。 这些参数的准确预测对于优化发动机性能、
提高燃烧效率具有重要意义。

基于以上分析,结合对发动机测点的考量以及发动

机涡轮本身的特性,确定了模型的 11 个输入参数,分别

为高度 ( alt) / ft、 马赫数 ( Mach)、 节气门-分解器角度

(TRA) / (°)、高压压气机出口总温(T30) / o R、高压涡轮

出口总温(T48) / o R、高压压气机出口净压(Ps30) / psia、
物理风扇转速(Nf) / ( r·min-1 )、物理核心速度(Nc) / ( r·
min-1)、燃 油 流 量 ( Wf ) / pps、 高 压 压 气 机 出 口 总 压

(P30) / psia、高压涡轮出口流量(W48) / pps,其中,lbm / s
表示磅质量 / 秒,ft 表示英尺,o R 表示兰式度,psia 表示

磅 / 平方英寸,pps 表示磅 / 秒,这些均为 NASA 宇航局所

用标准单位。
2)PCA 降维及数据集划分

由于发动机涡轮相关参数数据量大、变量个数多、各
个变量之间耦合性强、非线性的特点[16] 。 为了应对这些

复杂性,采用了 PCA 降维方法,以减少变量之间的相关

性。 这样一来,不仅能确保预测精度,还能缩短模型的训

练和优化时间。
PCA 旨在通过线性变换将原始数据映射到一个新的

坐标系中,以提取数据的主要特征并生成能够综合反映

原始数据信息的几个指标。 这些新指标之间相互独

立[17-18] ,使得数据结构更简单,实现数据的降维[19-22] 。 文

中设定了阈值为 0. 999。 当累积贡献率超过阈值时,表

示主成分已经包含了原始数据的 99. 9%信息。 因此,可
以提取这几个主成分作为建立模型所需的输入参数,实
现数据降维。

在将数据输入到模型训练模块之前,为了评估模型

的性能和泛化能力,根据留出验证法,对 PCA 降维后的

数据进行划分,将数据集的 80%作为训练集,用于模型的

训练和参数优化;将剩余的 20%作为测试集,用于验证模

型的预测效果。
1. 2　 涡轮建模及故障预警方法设计

　 　 1)PCA-POA-LSTM 数据驱动建模方法

为了充分利用 PCA 对多维特征的卓越提取能力和

LSTM 的时间记忆优势[23] ,本研究提出了一种新的 PCA-
LSTM 混合神经网络模型方案,该模型采用串联方法进行

模型融合。 同时,为了进一步优化 LSTM 的性能,引入了

POA[24] 算法对 LSTM 进行参数优化。 如图 2 所示,该方

案主要包括 3 部分:数据处理子模块、模型子模块和 POA
参数寻优子模块,这 3 部分的结构比单个模型更丰富。
POA 算法与 LSTM 的结合能够提高模型的学习能力和泛

化能力,从而更有效地利用 PCA 提取的特征进行时间序

列数据的预测。
数据处理子模块用于格式化原始数据,并将样本传

递给模型子模块。 模型子模块中的 LSTM 神经网络负责

从输入数据中学习高级特征。 此外,为了避免传统的神

经网络中,随机下降梯度法进行学习率更新,收敛速度较

慢且存在容易陷入“鞍点”的问题[25] ,使用了自适应矩估

计优化算法( adaptive
 

moment
 

estimation,Adam),此优化

方法具有能有效处理稀疏梯度、自适应学习率、并且对内

存需求较低的优点[26] ,能够加快 LSTM 网络的收敛速度

和提高训练效果。 POA 参数寻优方法寻优的参数包括

模型子模块中的 LSTM 神经网络的 3 个超参数分别是隐
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含层神经元数,初始学习率和 L2 正则化系数。
该方法的工作流程包括几个关键步骤。 首先,数据

处理模块负责对原始数据进行预处理,包括 PCA 降维和

归一化等,以确保输入数据的质量和一致性。 其次,多个

输入样本以矩阵形式表示,并传递给模型子模块进行处

理。 接着,POA 超参数寻优模块通过对部分超参数进行

寻优,以确定这些超参数的最优配置,从而提高模型的预

测精度。 POA 技术的应用有助于有效地搜索超参数空

间,找到最佳的模型配置,以最大程度地优化模型的性

能。 最后,LSTM 模型训练模块使用 Adam 优化算法对

LSTM 结构进行训练,以捕捉涡轮的特征信息,并生成相

应的涡轮状态数据。

图 2　 PCA-POA-LSTM 涡轮数据驱动模型结构

Fig. 2　 Structure
 

diagram
 

of
 

PCA-POA-LSTM
 

turbine
 

data-driven
 

model

　 　 2)故障预警方法

论文采用滑动窗口法预警发动机涡轮潜在故障,选
取涡轮正常工况数据训练 PCA-POA-LSTM 模型,当涡轮

正常运行时,PCA-POA-LSTM 模型的输出参数预测误差

相对较小。 当涡轮出现故障时,输出参数会偏离正常区

间,从而导致 PCA-POA-LSTM 模型的输出参数预测误差

变大[27] 。 可以通过分析预测值和测量值之间的标准偏

差,来评估涡轮状态以预警涡轮故障。
滑动窗口宽度为 N 时,残差的均值和标准差的计算

公式如式(1)和(2)所示。

Xε = 1
N ∑

N

i = 1
ε i (1)

Sε = 1
N - 1∑

N

i = 1
ε i -Xε( ) 2 (2)

计算出标准偏差的最大值为 Smax 。 通过标准偏差设

置报警阈值:
ST = k·Smax (3)
其中,k 通常由操作员根据经验获得。

2　 模型性能评估与分析

2. 1　 涡轮建模及故障预警实现过程

　 　 论文采用滑动窗口法预警发动机涡轮潜在故障,整
体流程图如图 3 所示。 实现过程分为模型训练和故障预

警两部分。
模型训练部分,首先将数据集 data1 和 data2 分别输

入图 2 中的 PCA 降维模块,以减少数据维度并为后续的

POA 超参数优化和 LSTM 模型训练做准备。 以数据集

data1 为例,演示了通过 PCA 降维和 POA 优化 LSTM 模

型超参数的优势。 随后,将降维后的数据输入到模型模

块中,进行超参数优化,找出最佳的超参数组合。 接着,
将优化后的数据输入到 LSTM 神经网络模块中进行训

练,得到正常工况下的 PCA-POA-LSTM 涡轮数据驱动模

型,并将其与其他基准模型进行了比较。 通过 MAPE、
MAE 和 RMSE 等指标对模型性能进行了详细分析。

最后是故障预警部分,选取涡轮正常工况数据训练
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图 3　 滑窗预警流程

Fig. 3　 Sliding
 

window
 

alerting
 

process
 

flowchart

PCA-POA-LSTM 模型, 当涡轮正常运行时, PCA-POA-
LSTM 模型的输出参数预测误差相对较小。 当涡轮出现

故障时,输出参数会偏离正常区间,从而导致 PCA-POA-
LSTM 模型的输出参数预测误差变大。 可以通过分析预

测值和测量值之间的标准偏差,来评估涡轮状态以预警

涡轮故障。
2. 2　 PCA 降维

　 　 通过对数据 data1 进行 PCA 处理,得到了各主成分

的累计贡献率以及贡献率的变化,如图 4 所示。 从图中

可以看出,主成分 1 的贡献率超过了 79%,在累计贡献率

中占据较大比例;到达主成分 3 时,累计贡献率已经达到

了 99. 9%,此后的主成分贡献率非常小。 因此,选择前 3
个主成分作为预测模型的输入参数,将输入数据的维度

从 11 维降低到 3 维。
根据表 2 提供的前 3 个主成分的特征和它们的贡献

率以及累计贡献率,计算出相应的特征向量,并得出各主

成分的数值。

表 2　 前 3 个主成分信息

Table
 

2　 Information
 

of
 

the
 

top
 

three
 

principal
 

components
主成分 特征值 贡献率 / % 累计贡献率 / %

1 8. 714
 

721 79. 225 79. 2
2 2. 245

 

686 20. 415 99. 6
3 0. 031

 

454 0. 286 99. 9

　 　 同时为了比较使用 PCA 处理过的数据与使用未经

PCA 处理过的数据建模的异同,选用未经 PCA 降维的 11
维数数据作为模型输入,输出仍为 3 维数据,用 POA 对

图 4　 主成分累计贡献率以及贡献率的变化

Fig. 4　 Cumulative
 

contribution
 

rate
 

and
 

variation
 

of
contribution

 

rate
 

of
 

principal
 

components

模型的 3 个超参数进行寻优,并与 PCA 处理后的数据建

模寻优结果进行对比。 图 5 展示了两类模型在 POA 超

参数调整过程中,适应度函数值随着迭代次数的变化

情况。

图 5　 适应度函数值随迭代次数变化

Fig. 5　 Variation
 

of
 

fitness
 

function
 

value
 

with
 

iteration
 

number

根据图 5 的观察结果,在最初的 12 次迭代中,两类

模型的适应度函数值迅速下降,并且在接近 4. 8×10-5 时

趋于稳定。 此后,随着更多的迭代次数,这两类模型的适

应度函数值变化极小。 经过多次迭代后,经过 PCA 处理

的模型在寻优过程中达到了适应度函数值为 4. 845 9 ×
10-5,未 PCA 处理模型的寻优适应度函数值为 4. 566 8×
10-5,相差 0. 279 1×10-5。 由此可见,经过 PCA 处理后的

数据所训练的模型在预测精度上可能会略微降低,但这

种损失非常小。 但是在寻优时间上,经过 PCA 处理模型

的时间 为 44 326. 30 s, 未 PCA 处 理 模 型 的 时 间 为

46 354. 82 s,经过 PCA 处理模型的寻优时间要比未 PCA
处理模型缩减了 2 028. 52 s。 因此,采用 PCA 对数据进

行降维处理,可以在极小的预测精度损失的情况下,显著

缩短模型寻优和训练的时间。
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2. 3　 POA 对 LSTM 模型超参数寻优结果

　 　 使用 POA 对 LSTM 模型的 3 个超参数进行寻优时,
POA 优化参数中种群数量设置为 35,迭代次数设置为

25,适应度函数选用测试集输出参数的真实值与预测值

的均方根误差。 3 个超参数设置的上下限如表 3 所示。
表 3　 超参数上下限

Table
 

3　 Upper
 

and
 

lower
 

limits
 

of
 

hyperparameters
项目 隐含层神经元数 初始学习率 L2 正则化系数

上限 800 0. 02 1×10-2

下限 10 0. 000
 

1 1×10-10

　 　 最终得到适应度函数值为 4. 845 9×10-5,LSTM 层隐

含神经元数为 266,初始学习率为 0. 007 8,L2 正则化系

数为 0. 000 6。 因此可知,在进行 25 次迭代后,适应度函

数值达到 4. 845 9×10-5,表明 POA 寻优效果显著。
2. 4　 不同涡轮建模方法的比较

　 　 选用平均绝对百分比误差( mean
 

absolute
 

percentage
 

error,
 

MAPE)、平均绝对误差(mean
 

absolute
 

error,
 

MAE)
和均方根误差( root

 

mean
 

square
 

error,
 

RMSE) 作为模型

的评估指标。 其中计算公式如式(4) ~ (6)所示。

MAPE = 1
n ∑

n

i = 1
 

y

(

i - y i

y i

(4)

MAE = 1
n ∑

n

i = 1
 

y

(

i - y i (5)

RMSE =
∑

n

i = 1
(

 

y

(

i - y i)
2

n
(6)

式中:n 为数据样本的个数;
 

y

(

i 为预测值; y i 为真实值。
为评估 PCA-POA-LSTM 模型的预测性 能, 选 用

PCA-LSTM 和 PCA-LSF 模型作为对照组,建立相应模型,
并使用测试集验证各模型的预测结果。 T50、P50、W50
三种参数在数据集 data1 的预测效果,如图 6 所示。

图 6 显示了使用 data1 的 3 个涡轮输出参数的预测,
其中图 6(a) ~ ( c) 分别表示 T50、P50 和 W50 的预测结

果。 黑色底块表示实际输出参数,红色圆形表示 PCA-
POA-LSTM 模型的预测结果。 其他图形分别表示 PCA-
LSF 模型、 和 PCA-LSTM 模型的预测 结 果。 根 据 图

6(a),PCA-LSF 方法在预测模型输出 T50 与实际数值的

变化趋势拟合度较低,属于 3 种方法中最低的情况。 相

对而言,PCA-LSTM 方法在 T50 的预测中表现较为出色,
其输出曲线与实测曲线基本吻合,但仍存在一定的偏差。
而 PCA-POA-LSTM 方法在 T50 的预测模型输出则呈现

最佳的拟合效果。 此外,从图 6(b)和(c)可以观察到,尽
管 PCA-LSF 方法在 P50 和 W50 的预测上在一些情况下

略优于其他两种方法,但总体趋势上仍然拟合度较低。

PCA-LSTM 方法在拟合程度上表现较好,但提出的 PCA-
POA-LSTM 方法仍然是 3 种方法中最准确的模型。
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图 6　 data1 下 3 种模型预测值与真实值对比图、残差图

Fig. 6　 Comparison
 

of
 

predicted
 

values
 

and
 

true
 

values
 

for
three

 

models
 

under
 

data1,
 

along
 

with
 

residual
 

plot

为了深入评估 PCA-POA-LSTM 方法的参数预测准确性

和稳定性,对另一个数据集 data2 进行了测试,具体结果

如图 7 所示。
在图 7 中,可以清晰地观察到, PCA-LSF 和 PCA-

LSTM 模型在被预测数据的平滑区域表现出良好的性能,
然而,在第 500 和 1

 

500 个预测点附近,由于真实数据的

图 7　 data2 下 3 种模型预测值与真实值对比图、残差图

Fig. 7　 Comparison
 

of
 

predicted
 

values
 

and
 

true
 

values
 

for
three

 

models
 

under
 

data2,
 

along
 

with
 

residual
 

plot

波动,它们的预测误差显著增加。 相比之下,PCA-POA-
LSTM 模型在子图中的所有测试点上都展现出极佳的

性能。
此外,为了更详细地描述发动机涡轮输出参数预测

的评估指标,可以参考表 4。
表 4 展示了所有模拟的评估指标的结果,最优情况

以粗体显示。 可以看出,所提出的 PCA-POA-LSTM 模型

具有更低的误差。
对于 data1 的 T50 预测,3 个模型对 T50 的 MAPE 均

小于 0. 12,MAE 均小于 1. 3,RMSE 均小于 1. 9。 对比其

他两种方法,PCA-POA-LSTM 模型对 T50 的 MAPE 降低

幅度均大于 19. 64%, MAE 降低幅度均大于 19. 92%,
RMSE 降低幅度均大于 14. 52%;对于 data1 的 P50 预测,
3 个模型对 P50 的 MAPE 均小于 0. 38, MAE 均小于
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0. 05,RMSE 均小于 0. 06。 对比其他两种方法, PCA-
POA-LSTM 模型的 MAPE 降低幅度均大于 11. 05%,MAE
降低 幅 度 均 大 于 10. 83%, RMSE 降 低 幅 度 均 大 于

11. 53%;对于 data1 的 W50 预测, 3 个模型对 T50 的

MAPE 均小于 0. 19, MAE 均小于 0. 35, RMSE 均小于

0. 43。 对 比 其 他 两 种 方 法, PCA-POA-LSTM 模 型 的

MAPE 降低幅度均大于 17. 12%,MAE 降低幅度均大于

19. 93%,RMSE 降低幅度均大于 21. 15%。
表 4　 发动机涡轮输出参数预测评估指标信息

Table
 

4　 Evaluation
 

metrics
 

for
 

predicting
output

 

parameters
 

of
 

engine
 

turbines
对比指标 数据集 预测参数 PCA-LSF PCA-LSTM PCA-POA-LSTM

MAPE

data1

data2

T50 0. 111
 

7 0. 088
 

7 0. 071
 

3
P50 0. 371

 

3 0. 181
 

7 0. 161
 

7
W50 0. 126

 

4 0. 186
 

4 0. 104
 

8
T50 0. 229

 

1 0. 201
 

5 0. 084
 

4
P50 1. 345

 

9 0. 780
 

6 0. 395
 

1
W50 0. 183

 

8 0. 489
 

4 0. 153
 

0

MAE

data1

data2

T50 1. 291
 

7 1. 010
 

1 0. 808
 

8
P50 0. 044

 

4 0. 021
 

2 0. 018
 

9
W50 0. 242

 

3 0. 340
 

6 0. 194
 

0
T50 2. 581

 

6 2. 270
 

3 0. 955
 

7
P50 0. 132

 

8 0. 072
 

5 0. 039
 

5
W50 0. 329

 

0 0. 813
 

9 0. 259
 

0

RMSE

data1

data2

T50 1. 899
 

0 1. 286
 

6 1. 099
 

6
P50 0. 058

 

6 0. 024
 

6 0. 021
 

8
W50 0. 342

 

0 0. 426
 

9 0. 269
 

7
T50 3. 453

 

6 2. 817
 

7 1. 386
 

1
P50 0. 158

 

1 0. 085
 

3 0. 053
 

4
W50 0. 416

 

7 0. 995
 

6 0. 330
 

5

　 　 对于 data2 的 T50 预测,3 个模型对 T50 的 MAPE 均

小于 0. 23%, MAE 均小于 2. 6%, RMSE 均小于 3. 5%。
对比其他两种方法, PCA-POA-LSTM 模 型 对 T50 的

MAPE 降低幅度均大于 58. 10%,MAE 降低幅度均大于

57. 90%,RMSE 降低幅度均大于 50. 81%;对于 data2 的

P50 预测,3 个模型对 P50 的 MAPE 均小于 1. 4%,MAE
均小于 0. 14%,RMSE 均小于 0. 16%。 对比其他两种方

法, PCA-POA-LSTM 模型的 MAPE 降低幅度 均 大 于

49. 39%,MAE 降低幅度均大于 45. 51%,RMSE 降低幅度

均大于 37. 41%;对于 data2 的 W50 预测,3 个模型对 T50
的 MAPE 均小于 0. 49%,MAE 均小于 0. 82%,RMSE 均

小于 1. 00%。 对比其他两种方法,PCA-POA-LSTM 模型

的 MAPE 降低幅度均大于 16. 75%,MAE 降低幅度均大

于 21. 27%,RMSE 降低幅度均大于 20. 69%。
综上分析,采用 POA 对 LSTM 模型进行优化显著提

高了模型的预测精度。 因此,提出的基于融合 PCA、POA
和 LSTM 的发动机涡轮输出参数预测模型不仅能够有效

缩短模型的训练时间,同时还能更好地捕捉历史健康运

行数据之间的规律,从而实现对各个参数的准确预测。
这一研究成果为提高涡轮系统性能预测的可靠性和准确

性提供了有力支持。
2. 5　 预警结果分析

　 　 选取 DS01 _ unit1. 0 _ cycle2. 0 和 DS01 _ unit2. 0 _
cycle2. 0 巡航稳态数据,将数据集代入训练好的 PCA-
POA-LSTM 涡轮模型,计算涡轮输出预测值,得到设备正

常运行状态下,标准差变化趋势,如图 8 和 9 所示。

图 8　 data1 下涡轮正常状态运行标准差

Fig. 8　 Standard
 

deviation
 

of
 

normal
 

turbine
 

operation
 

of
 

turbine
 

under
 

data1

　 　 由图 8 可知,涡轮正常状态运行时,T50 标准差的最

大值为 2. 258 7° R。 根据式 ( 3), 标准差报警阈值为

6. 776 1°R;涡轮正常状态运行时,P50 标准差的平均值为

0. 058 8
 

psia。 根 据 式 ( 3 ), 标 准 差 报 警 阈 值 为

0. 217 6
 

psia;涡轮正常状态运行时,W50 标准差的平均

值为 1. 474 4
 

lbm / s。 根据式 ( 3),标准差报警阈值为

4. 423 2
 

lbm / s。
由图 9 可知,涡轮正常状态运行时,T50 标准差的最

大值为 4. 621 5° R。 根据式 ( 3), 标准差报警阈值为

16. 175 3°R;涡轮正常状态运行时,P50 标准差的平均值
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图 9　 data2 下涡轮正常状态运行标准差

Fig. 9　 Standard
 

deviation
 

of
 

normal
 

operation
 

of
 

turbine
 

under
 

data2

为 0. 284 2
 

psia。 根 据 式 ( 3 ), 标 准 差 报 警 阈 值 为

0. 994 8
 

psia;涡轮正常状态运行时,W50 标准差的平均

值为 1. 744 0
 

lbm / s。 根据式 ( 3),标准差报警阈值为

6. 103 9
 

lbm / s。
为了验证预警模型的正确性,分别在 DS01_unit1. 0_

cycle2. 0 的 819 个巡航稳态数据后,注入 DS01_unit1. 0_
cycle100. 0 的 100 个巡航稳态涡轮故障数据和 DS01 _
unit2. 0_cycle2. 0 的 1

 

367 个巡航稳态数据后,注入 DS01_
unit2. 0_cycle75. 0 的 200 个巡航稳态涡轮故障数据,来
对涡轮系统故障进行模拟。 将数据集导入训练好的

PCA-POA-LSTM 模型得到预测值与真实值的残差,并代

入 N= 180,移动步长为 1 的滑窗故障预警模块得到故障

预警图,如图 10 和 11 所示。

图 10　 data1 下涡轮输出预警

Fig. 10　 Turbine
 

output
 

alert
 

chart
 

under
 

data1

在图 10 中,T50 第 548 个监测点,标准差开始超过

报警阈值,并发出预警信号;W50 第 548 个监测点,标准

差开始超过报警阈值,并发出预警信号;W50 第 546 个监

测点,标准差开始超过报警阈值,并发出预警信号。 而涡

轮的实际警报信息是在第 720 个监测点发布的。 通过提

出的方法,最早可以在第 546 个数据点发出警报信号,这
意味着与现有方法相比,此方法可以提前 173 个监测点

发出涡轮故障的预警信号。

图 11　 data2 下涡轮输出预警

Fig. 11　 Turbine
 

output
 

alert
 

chart
 

under
 

data2

在图 11 中,T50 第 1
 

190 个监测点,标准差开始超过

报警阈值,并发出预警信号;P50 第 1
 

197 个监测点,标准

差开始超过报警阈值,并发出预警信号;W50 第 1
 

189 个

监测点,标准差开始超过报警阈值,并发出预警信号。 而

涡轮的实际警报信息是在第 1
 

368 个监测点发布的。 通

过提出的方法,最早可以在第 1
 

189 个数据点发出警报

信号,这意味着与现有方法相比,此方法可以提前 179 个

监测点发出涡轮故障的预警信号。

3　 结　 论

　 　 论文提出了一种新的 PCA-POA-LSTM 涡轮数据驱
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动模型,用于航空发动机涡轮的输出参数预测,并利用滑

动窗口分析法,提出了一种航空发动机涡轮故障预警方

法。 通过融合 PCA、POA 和 LSTM 模型,充分利用 PCA
强大的降维能力以及 LSTM 在时间序列分析方面的能

力,同时结合 POA 算法有效平衡局部搜索与全局搜索的

特性,使得 PCA-POA-LSTM 能够更高效的学习原始数据

信息。 在技术层面,解决了高效整合 3 种方法的难点,能
够保持模型复杂性与确保泛化能力之间的平衡。 通过深

入分析模型的构建与优化,不仅提高了涡轮输出参数预

测的准确性与鲁棒性,同时为航空发动机故障预警系统

的开发奠定了坚实基础。 未来的研究将集中于模型的进

一步优化与扩展,特别是在应用于大规模数据集和不同

类型涡轮方面。 考虑到航空发动机在实际运行中的复杂

性,探索更智能化的模型结构与算法融合将有助于提升

预测精度。 此外,结合实时监测数据与先进的机器学习

算法,提出的 PCA-POA-LSTM 模型能够进一步发展为智

能故障诊断与预警系统,显著提升航空发动机的安全性

与可靠性。
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