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基于 KPCA-CGSSA-KELM 的变压器故障识别方法∗
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摘　 要:针对冗余特征对变压器故障识别影响和传统方法识别准确率低的问题,提出一种基于核主成分分析( kernal
 

principal
 

component
 

analysis,
 

KPCA)与混沌麻雀搜索算法( chaos
 

gauss
 

sparrow
 

search
 

algorithm,
 

CGSSA)优化核极限学习机( kernelized
 

extreme
 

learning
 

machine,KELM)的变压器故障识别方法。 首先,通过 KPCA 对变压器故障数据进行预处理,降低特征间相关性。
其次,通过引入改进 Tent 映射和高斯变异策略优化麻雀搜索算法提高其搜索精度和收敛速度,并将 CGSSA 与麻雀搜索算法

(SSA)、灰狼优化算法(GWO)及鲸鱼优化算法(WOA)效果进行对比。 最后,利用经 KPCA 处理后的特征数据作为模型输入,并
通过 CGSSA 准确选择 KELM 的核函数参数和正则化系数,建立 KPCA-CGSSA-KELM 变压器故障识别模型。 实验结果表明,在
相同输入数据的情况下,CGSSA 在收敛速度和寻优精度方面均有提升,且所提方法识别准确率为 95. 7%,较 WOA-KELM、GWO-
KELM、SSA-KELM 分别提高 18. 6%、10%、15. 7%。 结果表明所提方法能有效处理冗余特征,提高故障识别准确率,证明了使用

所提方法在在冗余特征影响的情况下进行变压器故障识别的有效性与可行性。
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Abstract:
 

To
 

address
 

the
 

problems
 

posed
 

by
 

redundant
 

features
 

in
 

transformer
 

fault
 

recognition
 

and
 

the
 

low
 

accuracy
 

of
 

traditional
 

methods,
 

a
 

transformer
 

fault
 

recognition
 

method
 

leveraging
 

kernel
 

principal
 

component
 

analysis
 

( KPCA)
 

in
 

conjunction
 

with
 

chaotic
 

sparrow
 

search
 

algorithm
 

( CGSSA)
 

is
 

introduced.
 

Initially,
 

KPCA
 

is
 

employed
 

to
 

preprocess
 

the
 

transformer
 

fault
 

data,
 

aiming
 

to
 

mitigate
 

the
 

correlations
 

among
 

features.
 

Subsequently,
 

CGSSA
 

is
 

improved
 

by
 

incorporating
 

the
 

improved
 

Tent
 

map
 

and
 

Gaussian
 

mutation
 

to
 

increase
 

the
 

search
 

accuracy
 

and
 

convergence
 

speed
 

of
 

the
 

algorithm.
 

Comparing
 

the
 

results
 

involving
 

CGSSA,
 

SSA,
 

GWO
 

and
 

WOA.
 

Utilizing
 

the
 

data
 

extracted
 

through
 

the
 

KPCA
 

as
 

the
 

model
 

input,
 

CGSSA
 

is
 

then
 

used
 

to
 

select
 

the
 

kernel
 

function
 

parameters
 

and
 

regularization
 

coefficient
 

of
 

KELM,
 

thereby
 

establishing
 

the
 

KPCA-CGSSA-KELM
 

transformer
 

fault
 

recognition
 

model.
 

The
 

experimental
 

results
 

demonstrate
 

that,
 

with
 

the
 

identical
 

input
 

data,
 

CGSSA
 

has
 

the
 

best
 

results
 

in
 

terms
 

of
 

convergence
 

speed
 

and
 

optimization
 

accuracy.
 

In
 

addition,
 

the
 

proposed
 

method
 

shows
 

the
 

fault
 

recognition
 

accuracy
 

of
 

95. 7%,
 

which
 

is
 

18. 6%,
 

10%,
 

and
 

15. 7%
 

higher
 

than
 

WOA-KELM,
 

GWO-KELM,
 

and
 

SSA-KELM,
 

respectively.
 

These
 

findings
 

suggest
 

that
 

the
 

proposed
 

method
 

effectively
 

manages
 

the
 

impact
 

of
 

redundant
 

features
 

and
 

enhances
 

the
 

precision
 

of
 

transformer
 

fault
 

recognition,
 

thus
 

verifying
 

the
 

validity
 

and
 

feasibility
 

of
 

the
 

proposed
 

method
 

for
 

transformer
 

fault
 

recognition
 

under
 

the
 

feature
 

redundancy.
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0　 引　 言

　 　 变压器在电力系统输、变、配电工程中起至关重要的

作用[1] 。 因此,高效准确地识别变压器故障类型对于保

障电力系统安全稳定运行具有重要意义[2] 。 油中溶解气

体分析( dissolved
 

gas
 

analysis,DGA) 技术[3] 被广泛应用

到变压器故障识别领域。 油中溶解气体体积分数比值会

随变压器状态而改变。 通过分析气体类型和含量[4] ,可
以及时发现故障,但传统 DGA 方法操作复杂,故障识别

率较低,所以常采用无编码比值法解决问题。
随着近年来人工智能技术的发展,DGA 与人工智能

结合的变压器故障识别方法得以应用,例如支持向量机

( support
 

vector
 

machines, SVM ) [5] 、 神 经 网 络 ( neural
 

network,NN) [6] 、极限学习机( extreme
 

learning
 

machine,
 

ELM) [7] 等。 欧阳鑫等[8] 针对传统方法识别率低的问题,
通过特征优选的方法对灰狼算法( grey

 

wolf
 

optimizer,
GWO)进行优化,并通过该方法对惩罚因子进行选择以

提高分类准确率;李黄曼等[9] 用反向学习策略对麻雀搜

索算法( sparrow
 

search
 

algorithm,SSA)进行优化,并通过

优化核函数参数提高识别准确率。 通过智能优化算法对

支持向量机的参数进行优化并建立故障识别模型,但

SVM 本质上为二分类器,并且该模型对于参数选择要求

较高,当面对变压器故障这一多分类任务时效果不佳。
陈里里等[10] 提出一种基于堆栈稀疏自编码器与 Softmax
函数结合的深度神经网络模型,结果相较于 SVM 等方法

在精度上有较大提升,但模型存在训练所需数据量大、学
习成本高且易出现过拟合现象等问题,而变压器故障识

别数据量较少,使用神经网络对变压器故障进行识别的

准确率可能不高。 Zhang 等[11] 提出一种基于改进完备集

合经验模态分解 ( improved
 

complete
 

ensemble
 

empirical
 

mode
 

decomposition,ICEEMD)与 ELM 结合的故障识别方

法。 ELM 解决了训练速度慢、参数选择难等问题,具有

学习速度快、泛化能力强等优点,但 ELM 中参数的随机

性会增加变压器故障识模型的输出不确定性,从而影响

变压器故障的最终识别结果。 核极限学习机 ( kernel
 

extreme
 

learning
 

machine,
 

KELM) 将核函数应用在 ELM
模型中,在克服 ELM 缺点的同时保留学习速度快、稳定

性强等优点,有效降低了分类器参数产生过程中的随机

性,从而提高了变压器故障识别模型的分类准确率与泛

化能力。
针对上述问题,为了消除冗余特征的同时提高故障

识别准确率,本文提出一种基于 KPCA-CGSSA-KELM 的

变压器故障识别方法。 通过核主成分分析提取主要特

征,同时利用混沌高斯麻雀搜索算法优化 KELM 的核函

数参数和正则化系数,最后利用该模型对变压器故障进

行识别。 结果表明本文所提方法的故障识别准确率为

95. 7%,能够有效识别变压器故障。

1　 算法原理

1. 1　 核主成分分析

　 　 直接对变压器故障高维原始数据进行线性运算会影

响模型对特征识别的准确性。 因此,为避免变压器故障

数据失真, 本文采用核主成分分析 ( kernel
 

principal
 

component
 

analysis,KPCA)进行特征降维。 KPCA 是通过

非线性核函数将输入空间数据 x i 变换到高维空间 ϕ ,即
x i → ϕ(x i) ;然后在高维空间 ϕ 进行主成分分析来获取

特征信息与主要特征,避免特征相似导致识别准确率下

降[12] 。 步骤如下:
1)将变压器原始故障数据映射到高维特征空间 ϕ形

成高维故障数据 ϕ(x i),i = 1,2,…,n。

2) ∑
n

i = 1
ϕ(x i) = 0,高维故障数据协方差矩阵 P 为:

P = 1
n ∑

n

i = 1
ϕ(x i)

Tϕ(x i) (1)

3)设核函数 M∗ = ϕTϕ ,故障特征信息为求解 M∗ 特

征向量与特征值。 对 P 进行 PCA 求解,有:
M∗η = λη (2)

式中: λ 为故障特征值; η 为特征值对应故障特征向量。
4)设变压器各故障特征的累计贡献率为 90%。 取

前 s 个满足贡献率标准的故障特征值 λ j( j = 1,2,…,s)
及对应特征向量 η j( j = 1,2,…,s), 并降序排列:

∑
s

j = 1
λ j

∑
s

i = 1
λ i

≥ 90% (3)

5)变压器故障特征累计贡献率不小于设定值时,经
降维映射后非线性样本 G 为所求特征主成分集合:

G = [∑
n

i = 1
η iϕ(x i)] T = η T[ϕ(x i,x)] T (4)

1. 2　 混沌麻雀搜索算法(CGSSA)
　 　 1)麻雀搜索算法

通过 SSA 实现变压器故障识别模型参数优化。 SSA
是基于自然界麻雀觅食行为的智能优化算法[13] 。 该算

法将种群分为探索者、跟随者和预警者。 麻雀个体位置

是初始解,食物分布是函数在三维空间的值,而个体觅食

行为是函数在三维空间内搜索全局最优解的过程。
假设在一个 j维的搜索空间中有N只麻雀个体,则第

i 只麻雀在 j 维搜索空间中的位置为 X i = [X i,1,…,X i,j],
i = 1,2,…,N。

探索者引导种群进行觅食。 位置更新如下:
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X t +1
i,j =

X t
i,j·exp

- i
α·itermax

( ) , R2 < ST

X t
i,j + Q·L, 其他

ì

î

í

ïï

ïï

(5)

式中: t 为当前迭代次数; itermax 为最大迭代次数; X t
i,j 表

示第 i只麻雀在第 j维位置信息; α 是(0,1)随机数; L 是

1× j ,元素均为 1 的矩阵;Q 是服从正态分布的随机数;
ST ∈ [0. 5,1]、R2 ∈ [0,1] 分别为安全值、预警值。

跟随者监督探索者并争夺食物。 位置更新如下:

X t +1
i,j =

Q·exp
X t

worst - X t
i,j

i2( ) , i > N
2

X t
best +| X t

i,j - X t
best |·A +·L, 其他

ì

î

í

ïï

ïï

(6)

式中: N 为种群规模; X t
best、X

t
worst 分别表示当前探索者搜

索的最优和最劣全局位置; A 是元素只包括 1 或- 1 的

1 × d 矩阵,且 A + = AT(AAT)。
警戒者警戒并提醒种群反捕食。 位置更新如下:

X t +1
i,j =

X t
best + β·| X t

i,j - X t
best | , f i ≠ fg

X t
i,j + K·

| X t
i,j - X t

worse |
( f i - fw) + ε( ) , 其他

ì

î

í

ï
ï

ïï

(7)

式中: β 为服从正态分布的步长控制参数; K 是[ -1,1]
的随机数; f i、fg 和 fw 分别表示第 i 只个体适应度、当前种

群最佳适应度值和最劣适应度值; ε 为无限小正数。
2)改进策略

SSA 具有实现简单、优化性能好等优点,但在变压器

故障识别模型参数优化的具体问题时,易陷入局部最优

导致收敛精度不高。 为提高精度与全局寻优能力,引入

改进 Tent 混沌映射和高斯变异策略改进 SSA[14] 。
(1)Tent 混沌序列

种群初始化目的是生成一组符合要求的随机解,而
Tent 混沌映射因为混沌变量的随机性、遍历性和规律性,
常被用于种群参数初始化。

Tent 映射方程为:

Xn+1 =
2Xn, 0 ≤ Xn < 0. 5
2(1 - Xn), 0. 5 ≤ Xn < 1{ (8)

式中: n 为映射次数, Xn 为第 n 次映射函数值。
张娜等[15] 发现 Tent 混沌序列易落入小周期与不稳

定周期点。 为了在这种情况下不破坏混沌变量 3 大特

性,故对 Tent 混沌映射策略提出改进。 在常规 Tent 映射

中引入随机变量 rand(0,1) × 1
NT

。

改进 Tent 混沌映射表达式为:
Xn+1 =

2Xn + rand(0,1) × 1
NT

, 0 ≤ Xn < 0. 5

2(1 - Xn) + rand(0,1) × 1
NT

, 0. 5 ≤ Xn < 1

ì

î

í

ï
ï

ï
ï

(9)

式中: NT 为序列粒子个数; rand(0,1) 为 [0,1] 内随

机数。
将改进 Tent 混沌映射产生的解应用在麻雀个体位

置以实现种群初始化。 具体公式为:
X = X lb + (X lb - Xub)Xn+1 (10)

式中: Xub 和 X lb 为搜索空间上下限, X 为经改进 Tent 混
沌映射后的麻雀个体位置。

(2)混沌扰动

对式(9)进行贝努利变换得到混沌变量 Zd:

Zd = Xn+1 = (2Xn)mod1 + rand(0,1)· 1
NT

(11)

将混沌变量 Zd 载波到解空间求解混沌扰动量 Xd
new :

Xd
new = dmin + (dmax - dmin)Zd (12)

式中: dmin、dmax 为第 d 维变量 Xd
new 的最小值与最大值。

通过式(13)对麻雀个体进行混沌扰动,即:
X′new = (X′ + Xnew) / 2 (13)

式中: X′ 为需混沌扰动的个体位置; Xnew 为混沌扰动量;
X′new 为经过混沌扰动后个体的新的位置信息。

(3)高斯变异

指在变异操作时用一个符合正态分布的随机数代替

原参数。 变异过程具体公式为:
G(x) = x(1 + N(0,1)) (14)

式中: x 为原参数值; N(0,1) 表示满足标准正态分布的

随机数; G(x) 为变异后的函数值。
由正态分布特性可知,高斯变异重点搜索变异前原

个体附近局部区域。 通过变异策略高效、精确搜寻全局

极值点,解决局部极小值问题,同时能够有效防止 CGSSA
陷入局部最优导致收敛精度低[16] 。

3)算法性能测试

为验证 CGSSA 寻优能力,与 GWO[16] 、鲸鱼优化算法

(whale
 

optimization
 

algorithm,
 

WOA) [17] 、SSA[9] 通过单峰

测试函数 F1 和多峰测试函数 F2 进行结果比较。 测试函

数如表 1 所示。
表 1　 测试函数

Table
 

1　 Test
 

function
序号 函数名称 最优值

F1 ∑
n

i = 1
x2
i 0

F2 ∑
n

i = 1
[x2

i - 10cos(2πxi) + 10] 0

　 　 使用 MATLAB2020a 进行实验。 最大迭代次数设置

为 100,种群规模设置为 30。 通过绘制不同算法对于测

试函数的寻优曲线,可以直观看出 CGSSA 的收敛速度和

寻优能力。
将 CGSSA 和 WOA、GWO、SSA 的寻优结果进行比
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较,如图 1、2 所示。

图 1　 F1 寻优曲线

Fig. 1　 The
 

optimization
 

curve
 

of
 

F1

图 1 实验结果表明,在单峰高维测试函数 F1 寻优过

程中,GWO、WOA、SSA 表现各有优劣,但 CGSSA 以最少

迭代次数接近最优解,且迭代搜索性能和寻优性能也优

于其他 3 种算法,表明了 CGSSA 在保证迭代速度的同时

也充分保证了算法的搜索寻优能力。
图 2 实验结果表明,在多峰高维测试函数 F2 寻优过

　 　 　 　 　

图 2　 F2 寻优曲线

Fig. 2　 The
 

optimization
 

curve
 

of
 

F2

程中,CGSSA 收敛速度与寻优精度明显优于其他 3 种算

法,能够以最快收敛速度达到对应测试函数的最优适应

度值,而其他 3 种算法因陷入局部最优趋于稳定。
为避免单次寻优结果具有偶然性,故针对测试函数

F1 和 F2 使用各算法分别独立运行 30 次。 取平均值 x- 与
标准差 σ2 作为评价指标。 加粗结果为最优结果。 具体

寻优结果如表 2 所示。

表 2　 测试函数寻优结果比较

Table
 

2　 Comparison
 

of
 

the
 

optimization
 

results
 

of
 

test
 

function

序号
GWO WOA SSA CGSSA

x- σ2 x- σ2 x- σ2 x- σ2

F1 1. 58×10-2 9. 78×10-3 3. 43×10-11 8. 56×10-11 3. 85×10-24 2. 258×10-23 6. 28×10-78 3. 95×10-77

F2 4. 48×101 1. 91×101 3. 98×10-1 1. 176 1. 09×102 3. 85×10 0 0

　 　 4)算法消融实验

在相同输入、输出下,对 CGSSA 进行消融实验。 在

CGSSA 模型中分别除去改进混沌映射策略、混沌扰动策

略及高斯变异策略进行实验。 具体消融实验结果如表 3
所示。 通过消融实验验证变压器故障识别模型中优化算

法 CGSSA 的有效性与快速性。

表 3　 消融实验结果

Table
 

3　 Results
 

of
 

ablation
 

experiment
模型 迭代次数 最优迭代次数 最优耗时 / s

本文(CGSSA) 100 37 3. 741
Tent+高斯变异 100 55 5. 522

改进 Tent 100 74 4. 968
Tent 100 63 6. 773

1. 3　 核极限学习机

　 　 ELM 隐含层权重由随机赋值确定或人工经验给出

增加了模型的随机性。 本文提出的变压器故障识别模型

是通过采用核函数思想对 ELM 的隐含层特征映射进行

优化形成的 KELM[17] 建立,有效提高了变压器故障识别

模型的分类准确率与处理效率。
对于 N 组变压器故障样本 x i,i = 1,…,N ,有:
f(x) = h(x)ρ = Hρ

ρ = HT( I
C

+ HHT) -1T{ (15)

式中: x 为输入训练的变压器故障样本; f(x) 为实际输

出; h(x) 为样本矩阵; H 为隐含层输出矩阵; ρ 为隐含

层与输出层的权重向量; I 为对角阵; C 为变压器故障识

别模型中分类器的正则化系数。
定义 KELM 的核矩阵 ΩELM 代替 HHT ,有:
ΩELM = HHT

ΩELMij = h(x i)h(x j) = K(x i,x j)
{ (16)

式中: x i、x j 为输入变压器故障数据训练样本。
K(x i,x j) 为高斯核函数,即:

K(x i,x j) = exp( -
‖x i - x j‖

2

g2 ) (17)

式中: g 为变压器故障识别模型核函数参数。
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KELM 的输出为:

y(x) = h(x)b∗ = h(x)HT HHT + I
c( )

-1

s =

K(x,x l)
︙

K(x,xn)

é

ë

ê
ê
êê

ù

û

ú
ú
úú

ΩELM + I
c( )

-1

s (18)

2　 基于 KPCA-CGSSA-KELM 故障识别流程

　 　 基于 KPCA-CGSSA-KELM 的变压器故障识别流程如

图 3 所示,具体步骤如下。
步骤 1)将变压器故障数据集通过 KPCA 映射到高

维空间消除冗余数据后在提取变压器故障数据特征主

元,并按 8 ∶ 2 划分训练集与测试集;
步骤 2) 初始化变压器故障识别模型中优化算法

(CGSSA)的参数,包括种群规模 n、迭代次数 t;
步骤 3)设置变压器故障识别模型中分类器(KELM)

的参数优化范围,包括正则化系数和核函数参数,并根据

改进策略的结果初始化种群位置;
步骤 4) 针对变压器故障识别模型中的优化算法

CGSSA,计算当前参数下适应度值并排序,记录当前局部

最优适应度值及对应位置;
步骤 5)根据式(5) ~ (7)更新 CGSSA 的探索者、跟

随者和警戒者位置信息;
步骤 6)比较麻雀个体 f i 与种群适应度值 favg 。 通过

多种改进策略使个体摆脱局部最优,然后更新最优适应

度值及其对应位置,迭代次数 t = t + 1;
步骤 7)重复步骤 4) ~ 6),直到迭代次数达到设定的

最大值或个体适应度达到最优适应度值;
步骤 8)输出此时 KELM 的参数组合即为最优参数,

构建 KPCA-CGSSA-KELM 变压器故障识别模型,并输出

变压器故障识别的最终分类结果。

3　 实验分析

　 　 为保证所提模型具有普适性,本文采用国际电工委

员会液体和气体绝缘介质技术委员会公开 IEC
 

TC
 

10 数

据集,其中共 350 组人工标记好的变压器故障样本数

据[17] 。 选取变压器正常状态(N-C)数据 37 组、低能放电

(LE-D)状态数据 58 组、低温过热(L-T)状态数据 10 组、
高能放电(HE-D)状态数据 95 组、高温过热( H-T) 状态

数据 106 组、中低温过热(LM-T)状态数据 35 组、中温过

热(M-T)状态数据 9 组,共 350 组数据。 具体油中溶解

气体浓度如表 4 所示。
3. 1　 故障数据处理

　 　 变压器发生故障时,绝缘油发生热裂解产生多种气

　 　 　 　

图 3　 故障识别流程

Fig. 3　 Fault
 

identification
 

process

表 4　 变压器原始故障数据

Table
 

4　 Original
 

transformer
 

fault
 

data

类型
油中溶解气体浓度 / (μL·L-1 )

H2 CH4 C2 H2 C2 H4 C2 H6

N-C / 1 14. 67 3. 68 0. 2 2. 71 10. 54
LE-D / 2 345. 3 112. 25 58. 75 51. 5 27. 5
L-T / 3 247. 7 148. 7 0. 9 192. 7 78. 7

HE-D / 4 1678 652. 9 419. 1 1005. 9 80. 7
H-T / 5 172. 9 334. 1 37. 7 812. 5 172. 9

LM-T / 6 170. 1 320. 6 3. 2 520. 3 53. 7
M-T / 7 181. 2 262. 7 37. 7 528. 9 210. 4

体。 传统方法使用 H2、CH4、C2H2、C2H4、C2H6 的浓度作

为特征进行识别。 仅使用上述气体进行故障识别可能影

响分类准确度,故本文采用无编码比值法。
构造 14 维变压器故障特征参量集作为输入。 具体

故障特征参量如表 5 所示。 其中,C1、C2、C3、C4、C5 为

特征气体 H2、CH4、C2H2、C2H4、C2H6 浓度,TH 为烃类气

体(即 CH4、C2H2、C2H4、C2H6)浓度总和,TE 为特征气体

(即 H2、CH4、C2H2、C2H4、C2H6)浓度总和。
高维故障数据会造成模型复杂、训练时间增长。 同

时冗余数据会影响模型收敛速度与结果精度[18] 。 因此,
本文利用 KPCA 将原始 14 维故障特征参量映射到高维

空间后进行降维,并选择累计贡献率超 90%的主成分作
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为特征输入以减少模型训练时间。
表 5　 故障特征量

Table
 

5　 Fault
 

characteristics
编号 特征 编号 特征

1 C1 / (TE) 8 C4 / C5
2 C2 / (TE) 9 C2 / (TH)
3 C3 / (TE) 10 C3 / (TH)
4 C4 / (TE) 11 C4 / (TH)
5 C5 / (TE) 12 C5 / (TH)
6 C2 / C1 13 (C2+C4) / (TH)
7 C3 / C4 14 TH / TE

　 　 对 3. 1 节构建的 14 维故障特征参量进行处理。 主

成分特征贡献率如图 4 所示,具体结果如表 6 所示。

图 4　 主成分特征贡献率

Fig. 4　 Feature
 

contribution
 

rate

表 6　 KPCA 特征提取结果

Table
 

6　 Feature
 

extraction
 

results
 

of
 

KPCA

主成分 特征值 贡献率 / % 累计贡献率 / %
1 6. 31 36. 82 36. 82
2 5. 63 19. 96 56. 78
3 4. 75 12. 40 69. 18
4 3. 94 10. 62 79. 80
5 3. 39 6. 58 86. 38
6 2. 68 5. 45 91. 83

　 　 从表 6 计算得主成分 1 ~ 6 累计贡献率为 91. 83%,
满足标准。 所以本文取前 6 个成分对应向量作为输入。

3. 2　 参数优化的改进模型

　 　 为验证不同的参数优化算法对变压器故障识别模型

分类性能的影响,本文以 3. 1 节经 KPCA 处理后的结果

作为输入特征向量,分别利用 GWO[17] 、WOA[19] 、SSA[9]

和 CGSSA 这 4 种算法对 KELM 进行全局参数寻优。 对

各算法的参数寻优能力进行对比。
各算法进行迭代 100 次后的结果如图 5 所示。

图 5　 函数寻优曲线

Fig. 5　 Function
 

optimization
 

curve

如图 5 所示,WOA 算法不适合处理离散化问题,迭
代 48 次达到收敛状态,且适应度值最低;GWO 算法较

WOA 算法适应度值有所提升,最终适应度值为 0. 877,但
迭代 75 次才达到收敛状态;SSA 算法较 GWO 算法效果

有所提升,迭代 37 次达到收敛状态,最终适应度值为

0. 863;而 CGSSA 收敛速度最快,仅迭代 23 次达到收敛

状态,且适应度值达到 0. 935。 说明本文所提 CGSSA 在

收敛速度和全局寻优方面较其他 3 种算法更具优势。
3. 3　 不同模型分类结果对比

　 　 将经过 CGSSA 优化后参数输入到故障识别模型进

行训练,并将预测的故障状态与数据集中实际出现的故

障类型进行对比,验证相应模型的分类准确性。
对比 GWO-KELM、WOA-KELM、SSA-KELM、CGSSA-

KELM
 

4 种模型[20] 对于 IEC 公开变压器故障数据集的识

别准确率。 将测试集共计 70 组 DGA 故障数据经过

KPCA 处理后,输入上述 4 类训练好的模型中进行故障

分类。 模型识别结果如图 6 ~ 9 所示,具体的故障识别准

确率如表 7 所示。
表 7　 不同方法故障识别结果对比

Table
 

7　 Comparison
 

of
 

fault
 

identification
results

 

of
 

different
 

methods (%)

故障类型
故障识别准确率

WOA-KELM GWO-KELM SSA-KELM CGSSA-KELM
N-C 85. 7 85. 7 100 100

LE-D 83. 3 91. 7 75 91. 7
L-T 100 100 100 100

HE-D 60 66. 7 80 93. 3
H-T 66. 7 83. 3 66. 7 94. 4

LM-T 71. 4 100 71. 4 100
M-T 100 100 100 100

识别正确率 75. 7 85. 7 80. 0 95. 7

　 　 由图 6 ~ 9 可得,在 70 组经过 KPCA 后的测试数据

中,CGSSA-KELM 正确预测的变压器故障个数为 67 个。
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图 6　 WOA-KELM 分类结果

Fig. 6　 WOA-KELM
 

classification
 

results

图 7　 GWO-KELM 分类结果

Fig. 7　 GWO-KELM
 

classification
 

results

故障诊断正确率为 95. 7%, 比相同条件下的 WOA-
KELM、GWO-KELM、SSA-KELM 变压器故障识别准确率

分别 提 高 18. 6%、 10%、 15. 7%。 结 果 表 明, KPCA-
CGSSA-KELM 可以更加精确地识别变压器故障状态。

4　 结　 论

　 　 针对变压器故障识别准确率低以及冗余特征对于识

别过程的干扰,本文提出一种基于核主成分分析与混沌

高斯麻雀搜索算法优化核极限学习机的变压器故障识别

方法。 该方法通过构建故障特征集并进行核主成分分

析,在有效消除冗余特征的同时找到提高故障识别准确

率的关键特征;通过引入改进 Tent 混沌映射和高斯变异

策略的 CGSSA 算法对 KELM 的正则化系数 α 和核函数

图 8　 SSA-KELM 分类结果

Fig. 8　 SSA-KELM
 

classification
 

results

图 9　 CGSSA-KELM 分类结果

Fig. 9　 CGSSA-KELM
 

classification
 

results

参数 g 进行优化,建立 KPCA-CGSSA-KELM 故障识别模

型。 实验结果证明 KPCA-CGSSA-KELM 与 WOA-KELM、
GWO-KELM、SSA-KELM 相比,具有更高的故障识别准确

率与泛化能力,可以对变压器异常状态进行判定来及时

发现运行过程中存在的故障。 但在变压器发生低能放

电、高能放电以及高温过热故障时的识别准确率有待提

高。 下一步会深入研究变压器多重故障识别方法,进一

步提高变故障识别准确率。
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