
第 37 卷　 第 10 期

·232　　 ·
电子测量与仪器学报

JOURNAL
 

OF
 

ELECTRONIC
 

MEASUREMENT
 

AND
 

INSTRUMENTATION
Vol. 37　 No. 10

2023 年 10 月

收稿日期:2023-06-03　 　 Received
 

Date: 2023-06-03
∗基金项目:浙江省“尖兵”“领雁”研发攻关计划项目(2022C04012)、浙江省基础公益研究计划项目( LGG21F030004)、浙江省重点研发计划项

目(2021C04030)资助

DOI:
 

10. 13382 / j. jemi. B2306591

基于改进 U-Net 的高压电缆绝缘层图像分割研究∗

侯北平1,2 　 李丰余1 　 朱　 文1,2 　 胡飞阳1

(1. 浙江科技学院自动化与电气工程学院　 杭州　 310023;
2. 浙江省智能机器人感知与控制国际科技合作基地　 杭州　 310023)

摘　 要:针对目前高压电缆绝缘层检测操作繁琐、效率低、重复测量差异大等问题,设计了一种新型电缆绝缘层检测装置,提出

了一种基于改进 U-Net 的高压电缆绝缘层图像分割方法。 首先替换主干特征提取网络为 VGG16 网络,结合迁移学习将 VGG16
在 Pascal

 

VOC2012 数据集中训练的权重作为预训练权重,利用通道注意力模块在跳跃连接处融入自适应特征加权机制,在上

采样过程中添加分组卷积,提高了语义分割精度;然后利用训练的最优权重进行绝缘层图像分割,提取轮廓区域特征并进行二

值化处理,使用连通区域算法对轮廓区域进行填充;最后,融合原始图像和分割区域生成完整绝缘层分割图像。 实验结果表明,
平均交并比和平均像素准确率达到 99. 56%和 99. 81%,较原网络效果提升明显,验证了该方法在高压电缆绝缘层分割上的

有效性。
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Abstract:
 

Aiming
 

at
 

the
 

current
 

problems
 

of
 

cumbersome
 

operation,
 

low
 

efficiency
 

and
 

large
 

variation
 

in
 

repeated
 

measurements
 

of
 

high-
voltage

 

cable
 

insulation
 

layer
 

quality
 

inspection,
 

a
 

new
 

type
 

of
 

cable
 

insulation
 

layer
 

inspection
 

device
 

is
 

designed,
 

and
 

a
 

high-voltage
 

cable
 

insulation
 

layer
 

image
 

segmentation
 

method
 

based
 

on
 

improved
 

U-Net
 

is
 

proposed.
 

Firstly,
 

the
 

backbone
 

feature
 

extraction
 

network
 

is
 

replaced
 

with
 

the
 

VGG16
 

network,
 

the
 

weights
 

trained
 

by
 

VGG16
 

in
 

the
 

Pascal
 

VOC2012
 

dataset
 

are
 

used
 

as
 

the
 

pre-training
 

weights
 

in
 

combination
 

with
 

the
 

transfer
 

learning,
 

the
 

adaptive
 

feature
 

weighting
 

mechanism
 

is
 

incorporated
 

in
 

the
 

jump
 

connections
 

by
 

using
 

the
 

channel
 

attention
 

module,
 

as
 

well
 

as
 

the
 

grouped
 

convolution
 

is
 

added
 

in
 

the
 

up-sampling
 

process,
 

which
 

improves
 

the
 

semantic
 

segmentation
 

accuracy.
 

Next,
 

the
 

insulating
 

layer
 

image
 

segmentation
 

is
 

performed
 

using
 

the
 

trained
 

optimal
 

weights,
 

the
 

contour
 

region
 

features
 

are
 

extracted
 

and
 

binarised,
 

and
 

the
 

contour
 

region
 

is
 

filled
 

using
 

the
 

connected
 

region
 

algorithm.
 

Finally,
 

the
 

complete
 

insulation
 

layer
 

segmentation
 

image
 

is
 

generated
 

by
 

fusing
 

the
 

original
 

image
 

and
 

the
 

segmented
 

region.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

mean
 

intersection-over-union
 

and
 

mean
 

pixel
 

accuracy
 

reach
 

99. 56%
 

and
 

99. 81%,
 

which
 

is
 

a
 

significant
 

improvement
 

over
 

the
 

original
 

network
 

effect,
 

and
 

verifies
 

the
 

effectiveness
 

of
 

the
 

method
 

on
 

the
 

segmentation
 

of
 

the
 

insulation
 

layer
 

of
 

high-voltage
 

cables.
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0　 引　 言

　 　 绝缘层[1] 结构参数是评估高压电缆质量的重要指

标,绝缘层结构参数的高效精准检测是高压电缆安全运

行的可靠性保障,减少因电缆质量问题引起的生命财产

损失。
当前传统的电缆绝缘层结构参数测量[2] 主要是人工

方式,首先抽出电缆导体部分和隔离层,然后沿电缆轴线

切取横截面薄片,使用读数显微镜或投影仪进行观测,该
方法操作繁琐、效率低、准确性差。

随着机器视觉、图像处理技术的高速发展,智能检测

逐渐取代人为检测,成为电缆质量安全检测的主流技术。
针对电缆内部各项参数的检测,董辉平等[3] 提出了基于

脊线多层级分水岭算法的图像分割方法,实现了电缆截

面分析。 沈舷等[4] 利用 Canny 和亚像素边缘检测算法精

确计算了电缆护套厚度。 王爱军等[5] 利用形态学方法获

取边缘像素信息,采用线性映射方法获得直径和绝缘厚

度。 Lenty 等[6] 使用边缘提取算子和 RDP 算法实现了电

缆导体直径的测量。 阴法明等[7] 基于 Sobel 边缘算子提

出了灰度矩亚像素重定位算法来计算护套厚度。 上述电

缆参数检测算法都是基于边缘提取的方法,在提取过程

中准确性和鲁棒性均受检测样本质量的影响,在干扰较

多的情况下,边缘检测算法无法对复杂图像进行精准

处理。
由于电缆内部干扰因素较多,采用消除纹理等方法

提高检测精度。 董霏等[8] 提出了基于 Gabor 滤波器的刀

痕纹理消除方法,消除干扰因素的同时保留了线芯导体

的边缘轮廓信息。 侯北平等[9] 改进了巴特沃斯陷波滤波

器,设计了椭圆形邻域窄阻带来消除刀痕纹理。 通过去

噪提高电缆检测质量,但对于复杂的电缆截面图像,消除

图像干扰区域的同时会对图像细节进行滤除,影响检测

结果。
针对复杂的检测场景,传统图像处理方法难以满足

检测需要,深度学习被应用到电缆检测领域[10] 。 Zhu
等[11] 提出了基于 FCN 的图像分割方法获取电缆半导电

屏蔽层,改进加权损失法定位外边界并根据先验知识消

除干扰区域。 黄志豪等[12] 提出了基于残差和深度可分

离卷积的神经网络模型,实现了电缆外表面的快速检测。
徐子弘等[13] 提出了基于 AE 和 GRU 网络的电缆早期故

障识别方法。 翁玉尚等[14] 改进了 RCF 算法提高了绝缘

层边缘检测的精度。 刘宇等[15] 基于深度残差网络提取

了绝缘层截面图像深层次特征,对绝缘层截面图像进行

分类。 李瑾等[16] 利用 YOLACT 模型改善了网络分割效

果,对电缆边缘进行自适应检测识别与定位。
综上,国内外已对绝缘层护套外表面、绝缘层边缘、

绝缘层片结构参数以及分类方法展开研究。 对于电缆绝

缘结构参数的检测都是基于绝缘层切片,测量前需分离

电缆绝缘层部分和导体部分,利用切片机对绝缘层部分

进行切片,此过程繁琐且容易损坏样本,因此实现高压电

缆绝缘层图像的提取问题亟待解决。 高压电缆绝缘层检

测任务较为复杂,研究过程中存在 2 个关键问题:1)如何

快速便捷地获取高质量电缆截面图像;2)如何精确分割

出电缆绝缘层区域。
本文提出了一种新型绝缘层检测装置以及一种基于

改进 U-Net 的高压电缆绝缘层图像分割方法,通过分割

算法消除人为、环境等干扰因素获取高质量的高压电缆

绝缘层图像,进而实现高压电缆绝缘层结构参数的测量。
该方法在 U-Net 网络基础上,选取主干特征提取网络为

VGG16 网络结构,结合迁移学习、自适应特征加权机制

以及分组卷积提升了模型泛化能力和分割精度,通过语

义分割得到高压电缆线芯和绝缘层两部分后对电缆线芯

部分进行遍历替换得到绝缘层截面图像。 本文方法有效

分割了绝缘层区域,精确获取绝缘层图像,减少了对电缆

的损伤,提升了绝缘层检测效率,对高压电缆绝缘层结构

参数的检测至关重要。

1　 高压电缆结构分析与检测装置实现

1. 1　 高压电缆及绝缘层切片实物

　 　 如图 1(a)所示,为额定电压为 35
 

kV 的高压电缆实

物图,结构由内而外为导体、导体屏蔽层、交联聚乙烯绝

缘层和绝缘屏蔽层,后三者构成绝缘层部分。
图 1(b)为绝缘层切片样本,针对切片对应的绝缘层

样品,传统的视觉检测设备虽然可以识别绝缘层结构并

进行参数测量,但尚存在以下不足:
1)由于电缆内部的绞合导体和导体屏蔽层紧密连

接,抽离导体时会因外力破坏导体屏蔽层,该环节对操作

人员要求较高,不当操作易影响检测结果;
2)对绝缘层进行切割时,要将剥离后的绝缘层部分

切成厚度为 1 mm 的薄片,由于电缆内芯剥离,切割时受

力不均,极易产生变形,造成绝缘参数尺寸失真导致检测

精度降低;
3)对绝缘片样本进行检测时需要手动摆放,摆放位

置影响检测精度,且须使用室内特定检测设备,设备笨重

难以移动,限制了测量的使用范围。
1. 2　 检测装置硬件实现

　 　 针对绝缘层测量时的不足,在深入研究线缆绝缘层

结构测量方法的基础上[2-7] ,本文提出了一种新型高压电

缆绝缘层检测方法,具有以下特点:
1)通过轻便式装置直接采集电缆截面图像,免去剥
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图 1　 高压电缆实物及绝缘层切片

Fig. 1　 High-voltage
 

cable
 

and
 

insulation
 

layer
 

cross
 

section

离绞合内芯操作,避免了导体部分抽离时对绝缘层造成

损伤,同时降低了人力成本;
2)检测设备轻巧,无需在特定工位下进行检测,直接

在工业现场随时随地展开测量,不受工作环境约束,便于

户外、车间等复杂环境的快速测量;
3)利用机器视觉技术可直接提取绝缘层部分,减少

了切割绝缘片环节,杜绝了绝缘层外形畸变,提高了检测

精度,降低了检测成本。
本文设计的新型高压电缆绝缘层检测装置如图 2 所

示。 其中机架为 PLA 碳纤维材质,材料拉伸强度可达

800 MPa,满足不同测量场景下的强度条件;镜头配合高

分辨工业相机使用得到高清电缆截面图像,光源均匀照

亮电缆截面,使感兴趣区域和其余部分的灰度值差异加

大,保证图像的清晰度和对比度;石英玻璃保证电缆检测

时处于水平状态的同时隔绝外部环境,使装置中所有零

部件集成在一个密闭环境下以排除检测环境多样化等干

扰因素。 由于待检样品呈现圆柱形检测时须保证镜头、
高分辨率工业相机、环形光源、待检样品处于同一轴线

上,实现高压电缆的同轴度轴向电缆截面的实时获取与

测量。

图 2　 高压电缆绝缘层检测示意图

Fig. 2　 Schematic
 

diagram
 

of
 

high-voltage
cable

 

insulation
 

inspection

1. 3　 高压电缆截面图像分析

　 　 使用新型高压电缆绝缘层检测装置采集的多组高压

电缆截面图像效果如图 3 所示。

图 3　 电缆截面图例

Fig. 3　 Cross
 

section
 

legend
 

for
 

cables

通过分析电缆截面图像发现具有以下特点:
图 3(a)、(b)为切割状况良好的不同规格电缆截面,

绝缘层与内芯灰度值差别不大,绝缘层存在少许刀痕,在
合适光照强度下电缆导体屏蔽层和电缆内芯相连紧密且

灰度值区别较大;图 3( c)为磨损电缆截面,由于人为因

素导致切割后电缆绝缘层和电缆内芯截面产生较多切

痕、毛躁等噪声,导体屏蔽层和绝缘屏蔽层边缘部分磨损

严重;图 3(d)为划痕电缆截面,切割导致出现较为明显

的划痕,使内芯和绝缘层界限模糊;图 3( e)为损坏电缆
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截面,电缆绝缘层部分区域缺失,如图 3( e)椭圆部分区

域所示,使得电缆截面形状不规则,绝缘层灰度值分布不

均匀;图 3(f) 为锈蚀电缆截面,由于环境原因导致电缆

截面长时间暴露在空气中,电缆内芯产生较多锈蚀使导

体屏蔽层和内芯连接处灰度值相近。
综合以上特点分析,对于不同种类、不同质量情况的

图像由于人为、环境等因素的干扰,会出现结构细节退

化,图像区域差异小、对比度低,绝缘层和电缆内芯界限

模糊等情况,直接影响图像分割效果,因此除了在装置结

构设计上提升绝缘层显示效果外,还需要设计合适的电

缆绝缘层图像分割方法。
传统的图像分割方法鲁棒性较差,电缆内芯和导体

屏蔽层之间容易产生过分割和欠分割现象,不能精确有

效的实现绝缘层的分割与提取,进而影响参数的检测。
综合考虑电缆绝缘层类型复杂多样、截面图像质量参差

不齐、分割普适性及检测精度要求较高等因素,本文引入

了深度学习的方法实现绝缘层和电缆内芯的有效分割。

2　 改进 U-Net 的绝缘层图像分割算法研究

2. 1　 绝缘层图像分割算法概述

　 　 针对传统分割方法难以适应不同截面质量和类型的

电缆图像,本文提出了一种基于深度学习的高压电缆绝

缘层图像分割与提取算法,算法流程如图 4 所示。

图 4　 绝缘层分割算法流程

Fig. 4　 Insulation
 

layer
 

segmentation
 

algorithm
 

process

由于电缆公开数据量较少且各种文献中未见开放的

电缆截面公开数据集,故由 1. 2 节中的新型高压电缆绝

缘层检测装置进行图像的获取,通过装置采集不同种类、
不同位姿以及不同光照强度下的高压电缆截面图像,并

将采集的电缆截面图像制作成数据集。
首先将电缆截面图像数据集进行预处理,通过旋转、

裁剪、缩放、色域变换、对比度增强等操作进行数据增强,
防止网络训练时因数据量太少产生的过拟合现象;然后

使用神经网络模型来提取图像特征,利用像素级分类方

法将每个像素分为绝缘层和非绝缘层两类;根据分割效

果进行参数的微调,将训练好的最优训练权重对高压电

缆截面图像进行预测;对分割结果进行局部自适应二值

化处理,通过连通区域算法将电缆截面图像中相邻且颜

色相同的像素视为同一个连通区域,即将电缆内芯部分

视为一个连通区域,进而对区域进行填充替换得到完整

的绝缘层区域图像。
本文提出的高压电缆绝缘层图像分割算法结合

PyTorch 深度学习框架实现神经网络模型的搭建与训练,
在 U-Net 以及 VGG16 网络结构分析基础上,使用注意力

机制对电缆截面图像中不同区域的信息进行加权使模型

更加关注绝缘层边缘的细节区域,提高分割准确度。 同

时,利用迁移学习来提高模型的泛化能力和适应性,更好

地适应电缆绝缘层图像。
2. 2　 特征提取网络

　 　 U-Net[17] 作为经典的图像分割网络广泛应用于小样

本数据集的分割,如图 5( a) 所示为 U-Net 网络结构,该
网络采用了对称的编码器-解码器网络结构实现端到端

的语义分割。
编码器由 4 个卷积-池化模块组成,每个模块采用两

次卷积操作和一次最大池化操作,其中通过设置卷积核

大小为 3×3,步长为 1,填充为 1,使得输入输出图像大小

一致;通过设置最大池化操作(如图 6 所示)的池化核大

小为 2×2,步长为 2,将特征图分辨率减半,通道数加倍,
实现图像深层特征的提取。

解码器由 4 个反卷积-双线性插值模块组成,通过两

次卷积核大小为 3×3 的反卷积操作和一次双线性插值操

作(如图 7 所示)将特征图恢复到高分辨率,减少因缩放

导致的失真现象。
特征图像中目标像素通过坐标系反向变化得到浮点

坐标( i+p,
 

j+q),其中 i,j 为非负整数,p,q 为[0,1]区间

的浮点数,像素值由特征图像中坐标为( i,
 

j)、( i+1,
 

j)、
( i,

 

j+1)、( i+1,
 

j+1)的像素点决定,如式(1)所示。
f( i + p,j + q) = (1 - p)(1 - q) f( i,j) + (1 -

p)qf( i + 1,j) + p(1 - q) f( i,j + 1) + pqf( i + 1,j + 1)
(1)

最后通过一个卷积核大小为 1×1 的卷积操作进行通

道的调整,输出分割结果。
为了减少编码器-解码器在上采样和下采样过程中

的特征丢失,U-Net 网络引入跳跃连接把更多的浅层信

息从编码器的阶段传递到解码器的阶段,减少编码器在
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图 5　 网络结构

Fig. 5　 Network
 

structure

图 6　 最大池化操作

Fig. 6　 Max
 

pooling
 

operation

图 7　 双线性插值操作

Fig. 7　 Bilinear
 

interpolation
 

operation

最大池化操作时的特征丢失,保留深层特征并融合细节

丰富的浅层特征,形成精细的分割效果。

主干提取网络将底层图像信息通过一系列操作转化

为高层的语义信息,本文将卷积神经网络 VGG16[18] 作为

主干提取网络,如图 5(b)所示。 该主干提取网络一共有

5 个卷积-池化模块,即 Conv1 ~ Conv5,前两个模块分别进

行了两次卷积操作和一次最大池化操作,后 3 个模块分

别进行了 3 次卷积操作和一次最大池化操作,经过 3 层

全连接层,即 FC6 ~ FC8,把图像展平得到一个输出向量,
最后由 Softmax 激活函数对每个像素点进行分类。

Softmax(x i) = exi

∑
K

j
ex j

( i = 1,2,…,K) (2)

式中:x i 为输出向量的第 i 个元素,K 为向量长度,由

softmax 函数输出的概率值区分像素点所属的类别。
本文在原有网络模型的基础上在 ReLU 激活函数后

引入 Dropout 层,目的在于加快运算速度的同时防止高压

电缆数据样品过少产生的过拟合现象。
2. 3　 自适应特征加权机制

　 　 为了更好地识别特征图中的有效信息,增强绝缘层

结构特征中边缘信息的提取,本文结合通道注意力压缩-
激励(squeeze-and-excitation,

 

SE)模块[19] ,旨在通过自适

应地学习通道之间的相关性增加重要信息的权重,抑制

不重要信息,提高模型的表征能力,如图 8 所示为压缩-
激励模块结构图,主要由压缩和激励两个步骤构成。

1)压缩阶段(图 6 中 Fsq(·)运算)将输入的特征图

U 进行空间维度的压缩,在全局感受野中进行平均池化

操作将特征图尺寸从 H × W × C 压缩成 1 × 1 × C ,则有:

zc = Fsq(u) = 1
H × W∑

H

i = 1
∑

W

j = 1
uc( i,j) (3)

式中: zc 表示压缩过后的输出标量,H 和 W 为特征图的
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图 8　 压缩-激励模块

Fig. 8　 Squeeze-and-Excitation
 

module

高度和宽度, uc( i,j) 表示第 c 维的特征。
2)激励阶段(图 6 中的 Fex(·) 运算)把池化后的特

征图在通道维度(C)进行一次全连接操作,得到
C
r

维向

量,全连接操作表达式为:
s = W1z + b1 (4)

式中:s 为映射的全新向量,z 为压缩操作的输出, W1 和

b1 分别表示全连接层的权重和偏置。
经过 ReLU 激活函数后,再进行一次全连接操作,将

C
r

维向量重新变为 C 维向量,通过 Sigmoid 激活函数使

得权重数值位于 0 ~ 1 之间,则有:
sc = Fex( z,w) = σ(W2δ(W1z)) (5)

式中: sc 表示通道 C 的权重, W1 和W2 分别表示两个全连

接层的权重, δ 和 σ 分别表示 ReLU 激活函数和 Sigmoid
激活函数:

δ = g(x) = max(0,x) (6)

σ = f(x) = 1
1 + e -x (7)

3)通过权重相乘操作(图 6 中 Fscale(·,·) 运算)将

权重加到每个通道的特征上,其表达式可以描述为:

X
~

= Fscale(uc,sc) = scuc (8)

式中: X
~

为标量 sc 和特征 uc 相乘后的输出权重。
最后将输入的通道数与编码器的输出通道数对齐,

输出即为加权后的特征图。
本文基于通道注意力机制,在 U-Net 的跳跃连接部

分融合自适应特征加权机制,对绝缘层分割中不同颜色、
纹理、形状的细节特征进行区分和识别。
2. 4　 分组卷积

　 　 分组卷积[20] 将普通卷积分为两个过滤器分组进行

操作,分组指的是在深度上进行分组,输入特征图的宽和

高保持不变,在每个过滤器分组中进行正常卷积,对分组

得到的特征图按照通道维度进行堆叠,如图 9 所示为分

组卷积的原理图。

图 9　 分组卷积原理

Fig. 9　 Principle
 

of
 

group
 

convolution

设输入每组的特征图尺寸为 H × W × C1,输出每组

的特征图尺寸为 H × W × C2,单个卷积核尺寸为 K × K ,
可得到标准卷积的参数量 P1 为:

P1 = C1 × K × K × C2 (9)
分组卷积包含了两个过滤器组的卷积层,其中每个

过滤器组中的每个过滤器仅与前一层的 1 / 2 特征图进行

卷积, 每个过滤器正好是等效法线卷积层参数数量

的 1 / 2(虚线部分),输入的特征会沿着通道分为 g 组,故
分组卷积参数量 P2 为:

P2 = K × K × C1 / g × C2 / g × g (10)
参数量与普通卷积相比减少为原来普通卷积的

1 / g ,因此分组卷积不会影响输入和输出特征图的尺寸,
模型参数会随过滤器分组数的增大而减少,降低了计算

复杂性和模型参数量。
为了在训练过程中减少训练参数量,使得模型在保

证精度的同时更加轻量化,本文利用分组卷积代替解码

器上采样时的普通卷积操作。
2. 5　 归纳迁移学习

　 　 高压电缆检测设备获取的数据集有限,为提高小样

本数据集训练的效率以及分割时的精度,采用归纳迁移
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学习[21] ,从预训练好的模型中学习通用的边缘、纹理和

形状等特征,将学习到的通用知识转移到绝缘层特征识

别中,实现模型参数的映射,加快模型训练效率,使模型

在训练过程中更快地收敛,训练过程如图 10 所示。 本文

将 VGG16 网络在 Pascal
 

VOC2012[22] 数据集上学习的预

训练参数映射到高压电缆训练模型中,调整特征提取网

络参数,然后在高压电缆数据集上进行训练,提高绝缘层

分割的性能表现。

图 10　 迁移学习训练过程

Fig. 10　 Transfer
 

learning
 

training
 

process

如图 11 所示,图 11(a)为未使用归纳迁移学习的分

割效果,图 11(b)为使用归纳迁移学习后的分割效果,可
明显看出添加迁移学习后像素点预测效果提高。
2. 6　 本文绝缘层分割网络

　 　 本文提出的基于深度学习的绝缘层分割网络如

　 　 　 　 　

图 11　 迁移学习前后对比

Fig. 11　 Before
 

and
 

after
 

transfer
 

learning
 

comparison
 

chart

图 12 所示,模型总体结构采用了 U-Net 网络的编码器-
跳跃连接-解码器的结构,编码器部分采用 VGG16 网络

作为模型的主干提取网络,在图像输入前,统一将输入图

像尺寸变化为 512×512×3,这里 3 为图像通道数。
经过 VGG16 网络的 4 次下采样操作提取图像的语

义信息并使特征图尺寸发生变化,每经过一个卷积-池化

模块都在其池化操作前生成一个特征层,通过跳跃连接

与解码器上采样后的特征层进行通道维度的融合,融合

前在跳跃连接处引入自适应特征加权机制以提高模型表

征能力,接着进行 4 次上采样将特征图恢复为原始尺寸,
这里上采样的过程采用分组卷积设置卷积核大小为 3×
3,组数 g= 2。 最后利用 1×1 卷积操作进行通道的调整,
生成 512×512×2 的特征图,这里 2 表示预测的类别数,即
电缆内芯区域以及背景区域。

图 12　 本文绝缘层分割网络

Fig. 12　 Insulators
 

divide
 

networks

3　 实验与分析

3. 1　 实验过程

　 　 实验基于 Pytorch 深度学习框架,在 GPU 环境下进

行训练和测试, 采用硬件配置: GPU 型号为 NVIDIA
 

GeForce
 

RTX
 

3090
 

Ti,24
 

GB 显存;CPU 型号为 Intel
 

Xeon
 

E5-2680
 

V4
 

@
 

2. 40
 

GHz,14 核,125
 

GB 内存;软件配置:
操作系统为 Ubantu-18. 04,CUDA 版本为 11. 4,Python 版

本为 3. 9. 7。
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本实验共收集 260 张不同光照强度下的不同类型高

压电缆截面图像,图像分辨率为 2
 

592×1
 

944。 在图像标

注环节中,使用 Labelme 作为图像标注工具,标注所需类

别标签并生成 Jason 文件,通过批量转换 Jason 文件为

png 格式的标注图像作为训练集如图 13 所示。

图 13　 绝缘层分割数据集示例样本

Fig. 13　 Sample
 

insulation
 

segmentation
 

dataset

将收集到的电缆数据集进行划分,训练集、验证集和

测试集的划分比例为 8 ∶ 1 ∶ 1。 由于电缆数据集较少且

绝缘层分割过程中对细节要求较高,因此在网络模型训

练过程中选择 Adam 优化算法来适应小样本数据集,结
合参数的变化范围自适应地调整学习率,设置优化器内

部的动量参数为 0. 9,设置模型的初始最大学习率为

0. 000 1,最小学习率为最大学习率的 0. 01。
采用交叉熵损失函数作为模型训练的损失函数,有

效量化二分类过程中模型预测值与真实值之间的差异,
方便进行梯度计算和参数更新。 实验中设置模型总训练

迭代次数为 100 轮,batch_size 设置为 4,训练结果如图 14
所示,随着训练轮次的增加,训练集和验证集的损失值快

速下降,在大于第 60 轮次时趋于收敛,在 80 轮次无限接

近于 0。

图 14　 训练过程中损失值随训练轮数的变化趋势

Fig. 14　 Trend
 

of
 

Loss
 

with
 

epoch
 

during
 

training

3. 2　 绝缘层分割评估

　 　 在绝缘层分割中,定义电缆内芯像素为正样本,其余

像素为背景像素即负样本,定义指标如下:

真正例(true
 

positive,
 

TP),像素预测值和真实值都

是正样本,表示电缆内芯像素正确预测为电缆内芯;真负

例(true
 

negative,
 

TN),像素预测值和真实值都是负样

本,表 示 背 景 像 素 正 确 预 测 为 背 景; 假 正 例 ( false
 

positive,
 

FP),像素真实值为背景错误的预测成电缆内

芯;假负例(false
 

negative,
 

FN),像素真实值为电缆内芯

错误的预测成背景。
本文采用平均交并比( mean

 

intersection
 

over
 

union,
 

MIoU)衡量分割结果与真值的交并集比例,其计算公

式为:

MIoU = 1
k + 1∑

k

i = 0

TP
FN + FP + TP

(11)

平均像素准确率(mean
 

pixel
 

accuracy,
 

MPA)计算正

确分割的像素数目占图像总像素数目的比例,其计算公

式为:

MPA = 1
k + 1∑

k

i = 0

TP
FP + TP

(12)

平均准确率( mean
 

accuracy,
 

MA) 表示各类对象准

确率平均值,其计算公式为:
 

MA = 1
k + 1∑

k

i = 0

TP + TN
TP + TN + FP + FN

(13)

3. 3　 消融实验

　 　 本文通过平均交并比、平均像素准确率以及平均准

确率来评估分割效果,评价指标对分割结果的微小变化

非常敏感,微小的差别也可以对分割的准确性产生显著

影响,通常情况下指标参数越大,模型分割效果越好。 同

时,本文引入了模型计算能力即每秒浮点运算次数( giga-
floating-point

 

operations
 

per
 

second,
 

GFLOPs)和参数量来

评估模型质量。
通过消融实验分别验证了注意力机制、迁移学习以

及分组卷积对绝缘层图像分割的有效性。 实验过程中,
以 U-Net 网络与 VGG16 主干网络为基础设计实验,各项

训练参数均保持一致,实验数据对比结果如表 1 所示。
原网络 UNet-VGG16 各项指标如 A 组所示,B、C、D

 

3
组在原网络的基础上单独添加了模块,分析各组数据可

发现分割精度评价指标较原网络均有所提升。 其中,A
组添加了注意力机制后模型的复杂程度变化不大;B 组

增加了迁移学习后参数量略微减少,分割精度提升最大;
C 组添加了分组卷积后减小了模型复杂度的同时提高了

分割精度。 E、F、G
 

3 组通过两两添加模块进行对比,分
析得到两两组合后精度均有所提升,迁移学习与其他模

块结合后对网络模型的精度提升较大,分组卷积与其他

模块结合后参数量明显减少。
H 组为融合三者后的网络,通过各项数据表明,分割

效果提升最大,平均交并比为 99. 56%,相比原网络提高了

1. 48%;平均像素准确率为 99. 81%,较原网洛提升了
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0. 8%;平均准确率为 99. 81%,比原网络高了 1. 15%;网络

的计算能力为 306. 780
 

GFLOPs,模型参数量为 19. 891 MB,
相比原 UNet-VGG16 网络更加轻量化的同时提高了分割的

精度,因此本文选择 H 组网络作为绝缘层分割网络。
表 1　 消融实验效果对比

Table
 

1　 Comparison
 

of
 

ablation
 

experiment
 

effects
网络 组别 注意力机制 迁移学习 分组卷积 平均交并比 / % 平均像素准确率 / % 平均准确率 / % 计算能力 / G 参数量 / MB

UNet-VGG16

A 98. 08 99. 01 98. 66 451. 735 24. 978
B √ 98. 59 99. 19 99. 38 451. 735 24. 978
C √ 99. 45 99. 68 99. 57 451. 672 24. 891
D √ 98. 63 99. 12 99. 07 306. 780 19. 891
E √ √ 99. 52 99. 75 99. 75 451. 672 24. 891
F √ √ 98. 35 99. 04 99. 28 306. 780 19. 891
G √ √ 99. 55 99. 80 99. 75 306. 717 19. 804
H √ √ √ 99. 56 99. 81 99. 81 306. 780 19. 891

3. 4　 对比实验

　 　 本节基于高压电缆数据集,给出了测试集中典型电

缆截面图像分割效果,如图 15 所示,其中,图 15(a)为原

始电缆截面图像,图 15( b) ~ ( e) 分别采用 PSPNet[23] 、
DeepLabv3_Plus[24] 、U-Net 以及 UNet-SE-VGG 模型进行

实验并对模型进行量化评估,评价指标如表 2 所示。 针

对小样本图像的二分类分割问题,本文方法分割结果对

比其他模型,更加接近真实分割结果,边界信息更为准

确,准确度和鲁棒性较高,较其他模型和原 U-Net 更加轻

量化。

图 15　 电缆截面图像分割效果对比

Fig. 15　 Comparison
 

of
 

segmentation
 

effects
 

of
 

cable
 

cross-section
 

images
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表 2　 不同模型分割效果对比

Table
 

2　 Comparison
 

of
 

the
 

segmentation
 

effects
 

of
 

different
 

models
方法 网络骨架 平均交并比 / % 平均像素准确率 / % 平均准确率 / % 计算能力 / G 参数量 / MB

PSPNet MobileNet 88. 22 96. 12 91. 02 6. 034 2. 377
DeepLabv3_Plus Xception-Net 96. 75 98. 91 97. 75 166. 841 54. 709

U-Net ResNet 99. 01 99. 70 99. 30 133. 365 33. 758
本文方法 SE-VGG 99. 56 99. 81 99. 81 306. 780 19. 891

　 　 通过实验对比 3 种语义分割模型和 UNet-SE-VGG
模型在绝缘层分割上的应用效果,可以看出,PSPNet 和

DeepLabv3_Plus 对于小数据集分割效果不佳。
U-Net 网络能分割截面质量较好的图像,但细节处

理效果不佳,对于不规则或磨损较为严重的截面图像容

易出现过分割现象。 对比原 U-Net 模型,本文 UNet-SE-
VGG 模型引入了注意力机制使网络更加关注绝缘层区

域的边缘信息,通过自适应地分配注意力更好地区分绝

缘层和其他区域,提高了分割的准确性。 使用迁移学习

将预训练的 VGG16 网络作为主干网络,从大规模数据集

中学习到通用特征以帮助模型更好地理解图像内容,提
取关键的语义信息并准确地进行绝缘层分割,分割效果

明显优于其他方法。 本文方法高压电缆绝缘层分割及提

取的结果如图 16 所示。

图 16　 本文方法绝缘层的分割与提取结果示例

Fig. 16　 Examples
 

of
 

segmentation
 

and
 

extraction
 

results
 

of
 

insulation
 

layer

4　 结　 论

　 　 针对传统的高压电缆绝缘层提取方式繁琐,结构尺

寸测量效率低、重复测量差异大等问题,本文提出了一种

新型高压电缆绝缘层检测装置以及一种基于 UNet-SE-
VGG 的电缆绝缘层分割方法。 首先设计了新型检测装

置进行高压电缆截面图像的获取与分析,研究了基于 U-
Net 的图像分割网络,替换主干提取网络为 VGG16 网络

并融合迁移学习,在跳跃连接部分引入自适应特征加权

机制,提高了模型的泛化能力和语义分割的精度,使用分

组卷积模块使模型更加轻量化;对分割得到的区域轮廓

进行填充及替换得到完整高压电缆绝缘层图像。
实验结果表明,本文提出的方法适用于不同类型及

不同截面质量的高压电缆,分割指标平均交并比和平均

像素准确率达到 99. 56%和 99. 81%,实现了高压电缆截

面图像的快速获取以及绝缘层的精确分割。 在机器视觉

检测电缆质量安全场景中,该方法成功应用到便携式电

缆实时测量设备中,提高了绝缘层检测精度及效率,对高

压电缆结构参数的测量具有重要意义。
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