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基于物理信息嵌入式神经网络的管壁导波成像∗
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摘　 要:为了实现管壁腐蚀缺陷的定量化成像,提出了一种基于物理信息嵌入式卷积神经网络的成像算法,从超声导波信号重

建管壁厚度。 首先推导了超声导波在管壁上传播的二维声波模型,通过矩阵 LU 分解求解频域波动方程,可实现从管壁导波速

度图到声场信号的正演;其次搭建了物理信息嵌入式卷积神经网络,包含 3 个迭代层,每个迭代层由正演模型和残差反演子网

络组成;生成包含随机腐蚀缺陷的管道仿真数据集,搭建网络进行训练和反演,训练集、验证集和测试集的成像结果的平均

Pearson 相关系数分别为 94. 91%、86. 47%和 87. 37%,缺陷图像一致度高;搭建了实验系统,在加工有不规则阶梯缺陷的管道上

采集导波信号进行反演,成像结果良好,厚度图的均方误差为 0. 005
 

7。 算法将物理模型与神经网络结合在一起,实现了从导波

信号到管道厚度图的高精度成像。
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Abstract:
 

In
 

order
 

to
 

realize
 

quantitative
 

imaging
 

of
 

pipe
 

wall
 

corrosion
 

defects,
 

an
 

imaging
 

algorithm
 

based
 

on
 

physics
 

embedded
 

convolution
 

neural
 

network
 

is
 

proposed
 

to
 

reconstruct
 

pipe
 

wall
 

thickness
 

from
 

ultrasonic
 

guided
 

wave
 

signals.
 

Firstly,
 

the
 

two-
dimensional

 

acoustic
 

wave
 

model
 

of
 

ultrasonic
 

guided
 

wave
 

propagation
 

on
 

the
 

pipe
 

wall
 

is
 

derived.
 

The
 

wave
 

equation
 

in
 

frequency
 

domain
 

can
 

be
 

solved
 

by
 

matrix
 

LU
 

decomposition
 

to
 

realize
 

the
 

forward
 

modeling
 

from
 

the
 

pipe
 

wall
 

guided
 

wave
 

velocity
 

diagram
 

to
 

the
 

acoustic
 

field
 

signal.
 

Secondly,
 

the
 

physics
 

embedded
 

convolution
 

neural
 

network
 

is
 

built,
 

including
 

three
 

iterative
 

layers,
 

each
 

of
 

which
 

is
 

composed
 

of
 

forward
 

model
 

and
 

residual
 

inversion
 

subnetwork.
 

The
 

pipeline
 

simulation
 

data
 

set
 

containing
 

random
 

corrosion
 

defects
 

is
 

generated,
 

and
 

the
 

network
 

is
 

built
 

for
 

training
 

and
 

inversion.
 

The
 

average
 

Pearson
 

correlation
 

coefficients
 

of
 

the
 

imaging
 

results
 

of
 

the
 

training
 

set,
 

verification
 

set
 

and
 

test
 

set
 

are
 

94. 91%,
 

86. 47%
 

and
 

87. 37%
 

respectively,
 

and
 

the
 

defect
 

image
 

consistency
 

is
 

high.
 

The
 

experimental
 

system
 

is
 

built,
 

and
 

the
 

guided
 

wave
 

signal
 

is
 

collected
 

on
 

the
 

pipe
 

with
 

irregular
 

step
 

defects
 

for
 

inversion.
 

The
 

imaging
 

results
 

is
 

remarkable,
 

with
 

a
 

mean
 

square
 

error
 

of
 

0. 005
 

7
 

for
 

the
 

thickness
 

map.
 

The
 

algorithm
 

combines
 

the
 

physical
 

model
 

with
 

neural
 

network
 

to
 

achieve
 

high-precision
 

imaging
 

from
 

guided
 

wave
 

signal
 

to
 

pipeline
 

thickness
 

map.
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0　 引　 言

　 　 作为能源运输的主要途径,管道在现代工业中具有

重要作用,管道的安全、完整和可靠对于保障油气资源的

高效传输和能源的稳定供应非常重要[1] 。 然而,由于腐

蚀等原因,管道缺陷导致的油气泄漏、火灾爆炸等事故频

发,不仅造成了重大经济损失,甚至威胁和伤害了人们的

生命安全。 为了实现对管道缺陷的无损检测,国内外学

者进行了大量研究,开发出了多种管道探伤方法,比较典
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型常用的有漏磁检测[2] 、射线检测[3] 、涡流检测[4] 、管道

机器人[5] 和超声导波检测[6] ,其中,漏磁和涡流限制于铁

磁和导电材料,且只能检测试件表面的缺陷;射线对人体

有危害;管道中机器人的运动控制较难;超声导波能量衰

减小,传播距离长,此特性适用于大范围长距离的探伤,
除此之外,超声导波的传播速度与频厚积相关,频散特性

也可以应用于对缺陷的检测。
基于超声导波的成像方法研究,早在上世纪就开始

了,He 等[7] 提出了圆形阵列中的最小二乘时间反转偏

移,可以在板状结构上实现高分辨率的大面积损伤成像;
Cantero-Chinchilla 等[8] 使用 time-of-flight 方法和贝叶斯

算法实现了板材上缺陷的定位;Wang 等[9] 提出了一种模

态分 解 算 法 检 测 碳 纤 维 复 合 材 料 版 的 分 层 缺 陷;
Huthwaite[10]提出了 HARBUT 方法,利用 time-of-flight 和

衍射层析成像的互补优势,实现了直接、快速、准确的高

分辨率成像算法,并应用于板状工件的无损检测;Rao
等[11] 基于全波形反演,实现了导波层析成像,基于模型

数据和测量数据的波形失配值的局部优化,并迭代应用

于从低频到高频的离散频率分量。 以上方法均采用了迭

代反演,计算时间较长。 有研究人员将机器学习方法引

进无损检测,例如 Lin 等[12] 提出了一种快速反演层析成

像算法,在线反演阶段用学习到的梯度下降方向重建了

测试示例的速度图;Tong 等[13] 提出了一种有监督的神经

网络算法,实现了对平板腐蚀缺陷的反演;Zhang 等[14] 使

用深度学习方法,检测了多层各向异性结构中的损伤;
Huang 等[15] 使用能量映射深度转移学习,提高了铝板内

部损伤检测的准确性。 然而大部分研究都是对板材进行

成像,而对于管道缺陷检测方法的研究,多是定性判别缺

陷是否存在,而对管壁厚度的定量化研究较少,但很显

然,管壁厚度是评价管道完好性的重要指标。 近年来,将
深度学习与物理信息结合起来解决物理和工程问题,已
受到越来越广泛的关注。 Li 等[16] 提出了一种多层残差

卷积神经网络级联构成的网络,解决了非线性电磁逆散

射问题;Raissi 等[17] 引入基于物理的神经网络,同时遵循

非线性偏微分方程描述的物理定律,以解决监督学习

任务。
为了实现管壁厚度的定量化成像,本文提出了一种

物理信息嵌入式卷积神经网络,在管道上激励并采集导

波信号,实现从导波频域信息到速度图的反演,进而通过

频散曲线映射为管壁的厚度图,并利用数值仿真和物理

实验,验证了所提出反演算法的成像效果。

1　 管道中的声场理论

1. 1　 管道的近似平板导波模型

　 　 管道壁上的任意一点 P 位置可以表示为 (x,y,z) ,

其中 x2 + y2 = r2,为管道半径,这个约束条件限制了管道

壁的一个自由度。 沿着轴向线管道可以展开为一个平

板,近似平板的长为管道的周长,宽为管道的轴向长度。
如图 1 所示,三维坐标系中管道壁上的点 P 可映射到二

维坐标系近似平板上的点 P′,(x′,y′) 。

图 1　 管道的近似平板转换图

Fig. 1　 Approximate
 

plate
 

conversion
 

diagram
 

of
 

pipeline

其两点的几何坐标映射关系为:

x = rcos x′
2πr

,y = rsin x′
2πr

,z = y′ (1)

从三维坐标系到二维坐标系的映射关系可以表

示为:
P′ = Tr(P) (2)
由于管道的曲率结构,超声导波的传播是各向异性

的。 而佐治亚理工学院 Liu 等[18] 的研究表明,当管道的

壁厚远远小于管道半径时(5% ~ 10%),曲率误差可以忽

略不计,即满足此条件下,用平板近似管道是合理的,对
近似为平板的管道模型中 Lamb 波传播特性的研究从 20
世纪初期兴起[19-20] 。 平板结构中超声导波的传播规律,
依循 Rayleigh-Lamb 方程,使用管道的材料和形状信息计

算出近似平板的 Lamb 波的频散特性曲线后,就可以获

得在特定激励频率和管壁厚度处的导波选定模态的相

速度:
c(P) = c′(P′) = c′(Tr(P)) = F( f × d(Tr(P)))

(3)
其中, F 表示超声导波特定模态的频散特性曲线映

射方程。 经过上述分析,管道壁上传感器的三维位置坐

标,可被映射为二维坐标系上的一点。
1. 2　 二维声波正演理论

　 　 正演模型是指从源的特性推导出场的分布特性,当
板材或者管道等结构的物理参数确定后,就可以通过物

理波动方程获得材料中的波场信息,这是从波场信息推

导模型特性的反演过程的理论基础。 弹性波和声波的物

理模型,可以用矩阵形式的偏微分方程表示,在时间域,
各向同性均匀介质中二维声波或者弹性波的描述方程,
可以表示为:

H(x)p··(x,t) + λ(x)p·(x,t) + J(x)p(x,t) = s(x,t)
(4)
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其中, x 表示空间坐标; t 指的是时间值; p(x,t) 表

示声学模型中的压力波场; λ(x)p·(x,t) 表示的是吸收声

能,以防止其从试块边界反射的阻尼层; H(x) 和 J(x)
分别表示质量矩阵和刚度矩阵;最后一项 s(x,t) 指代激

励点源项。 模型初始的边界条件定义如下:
p(x,t = 0) = 0
∂tp(x,t = 0) = 0{ (5)

式(4)描述的二维波动方程不存在解析解,所以,为
了求解式(4)中的时域偏微分方程,学者们研究出了若

干种不同的数值计算方法,以求得波场的数值解,其中比

较典型的包括有限元法、有限差分法等。
对式(4)中的压力波场和激励点源项进行傅里叶变

换,即:

P(x,ω) = ∫+∞

-∞
p(x,t)e -iωtdt

S(x,ω) = ∫+∞

-∞
s(x,t)e -iωtdt

ì

î

í

ï
ï

ï
ï

(6)

其中, ω 表示角频率,则可以从式(4)中推导出频域

中的二维波动方程:
Q(x,ω)P(x,ω) = S(x,ω) (7)
其中, Q(x,ω) 表示由试块特性和频率决定的复阻

抗矩阵,定义为 Q =- ω 2H + iωλ + J 。 频域中的二维波

动方程如式(7)所示,是一个线性矩阵方程,其中系数项

矩阵 Q(x,ω) 可分解为一个下三角矩阵与一个上三角矩

阵的乘积,即可直接求解 P(x,ω) 。 对复阻抗矩阵的 LU
因子分解,只需要进行一次,并将其结果存储起来,就可

以计算不同发射源激励下的压力波场,可避免重复计算,
能节省计算时间,较为高效,非常适用于多发射源模型。

方程中的矩阵 H、J 和 Q ,都是从反映模型特性的参

数中得到的,一个常用的参数是导波波速。 求解以上方

程,就可以得到从模型参数到压力波场的非线性映射,定
义为:

P = T( s) (8)
其中, T 表示波动模型的正演函数; s 定义为 s(x) =

1 / c(x) 2,表示模型的平方慢速; c(x) 表示不同空间点的

波速。 实际操作中,会安装传感器对波场信息进行采样。
对于一个激励,可以通过投影算子,从压力波场中提取离

散化的波场数据 D( s) ,即:
D( s) = EprjP = EprjT( s) (9)
基于以上二维波动理论,在模型的导波波速分布图

以及激励源与接收传感器的位置确定后,即可通过矩阵

运算求解波场的频域信息,实现从模型导波速度分布图

到波场的映射。
图 2 为管壁上含有一个随机腐蚀缺陷的管道正演得

到的声场结果,图 2( a)为管壁厚度图,可以看出含有腐

蚀缺陷位置的厚度比完好区域的厚度小;图 2( b)为管壁

导波速度图,其中各个网格点的速度值通过对应位置的

厚度在频散曲线中的映射得到;图 2( c)和( d)分别为换

能器采集到的声场频域信息的实部和虚部,声场信息是

管壁厚度图与相速度图的对应映射。

图 2　 有缺陷管道正演结果

Fig. 2　 Forward
 

modeling
 

results
 

of
 

defective
 

pipelines

2　 物理信息嵌入式卷积神经网络

2. 1　 正演卷积神经网络

　 　 提出的反演神经网络,需要将正演模型嵌入到迭代

网络中,以计算正演数据与观测数据之间的残差。 网络

的训练过程,需要进行大量样本的正演计算,如果正演模

型直接嵌入,反演神经网络的训练时间会非常长。 所以,
为提高训练效率,本文提出了一种预训练的卷积神经网

络,以代替有限差分数值方法解得的二维正演模型。
神经网络是受动物大脑的生物神经网络结构启发构

建的一种连接计算模型,随着信息时代大数据的发展和

计算机硬件性能的升级,神经网络由于其具有强大的学

习能力受到广泛关注。 神经网络结构中含有大量节点,
节点之间通过权重系数连接,每个节点是由输入数据、权
重、偏差值等信息组成的线性回归模型,输出还需要经过

非线性激活函数,即:

Y j = ℝ (y j) = ℝ (∑
n

i = 1
w ijX i + bias j) (10)

其中, w ij 表示的是节点 i 与 j 之间的连接权重; X i 表

示节点 i 的输出; bias j 指的是节点 j 的偏移值;ℝ 表示激

活函数,所有的输入与相应的权重系数相乘之后求和,再
加上偏移系数,该值经过一个激活函数,就得到该节点的

输出,此节点的输出又成为下一层神经节点的输入。 连

接权重和偏移值会在训练学习过程中不断调整更新,以
使网络更精确地预测结果。 训练神经网络过程中使用样
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本数据,是为了确定预测值与目标输出之间的差异,需要

用损失函数来评估网络的精度,损失函数通常被定义为

均方误差,即:

Loss = MSE = 1
n ∑

n

i = 1
(Q i -

 

Q^ i)
2 (11)

其中, i 表示样本编号; n 表示样本数量; Q i 表示第 i
个样本的真实值;

 

Q^ i 表示神经网络的预测值。 每一轮训

练通过梯度下降算法更新网络中的连接权重和偏移值,
实现误差的反向传播,以最小化损失函数,经过网络中参

数的不断调整,神经网络产生的预测值与目标输出之间

越来越接近,一定轮次的训练,或者损失函数低于一定阈

值之后停止训练,神经网络即可以实现此模型从输入到

输出的映射预测。
相比于全连接神经网络,卷积神经网络使用较少的

参数来表征模型,且通过构建深度学习网络,其学习能力

和预测表现可与全连接神经网络相当。
典型的卷积神经网络的结构如图

 

3 所示,在输入层

到输出层的映射中,卷积神经网络的隐藏层通常由卷积

层、池化层和全连接层组成。
单个卷积层含有多个通道,输出数据的每个点都是

由卷积核和该点周围输入数据的卷积运算得到,卷积核

通常是包含权重系数和偏差的二维矩阵,实现了权值共

享,以减少网络参数数量,也可以提取局部区域的数据特

征,除此之外, 非线性激活函数也应用于卷积层, 如

sigmoid 函数、ReLU 函数等。
池化层通过预定的池化函数,将单个点的结果替换

为其相邻区域的特征数据统计,可以压缩模型的数据量,
防止神经网络的过拟合,常见的池化函数包括最大池化

和均值池化等。
重塑层实现了一维与二维数据之间的转换,全连接

层实现了从隐藏层到输出层的非线性映射,通常包含一

层或者两层,需要通过输入输出数据的大小来确定全连

接层。
基于局部感受野的卷积核极大地减少了网络参数的

数量,同时,通过深度网络学习,有效地提取了模型特性,
因此,卷积神经网络在深度学习中得到了广泛应用。

通过式(7) 定义的超声导波正演模型,对于每个速

度图模型 m ,确定了激励源位置之后,可以得到每个传

感器采集到的波场信号频域信息。 正演神经网络的输入

数据为网格化的速度分布图,维度为 Mx × My ,本文使用

NT 个激励源和 NR 个接收传感器,并将提取的信号频率

设置为固定值,声场正演得到的数据维度为 NT × NR 。
正演神经网络的具体结构和参数如图 3 所示,包括

了 5 层卷积层,1 层池化层,1 层全连接网络,其中二维卷

积层的卷积核为 n × n 的矩阵,每一层含有 k i 个通道,步
幅为 1,并使用了填充,以保证输出与输入维度保持一

致,激活函数为 LeakyReLU,定义如下:
y = max(0,x) + leak × min(0,x) (12)
其中, leak 表示函数在负值区域的非零斜率,正数值

保持不变,负值乘以一个较小的固定常数。 池化函数选

择平均池化,池化窗口大小为 r × r 。

图 3　 正演卷积神经网络的结构

Fig. 3　 Structure
 

of
 

forward
 

convolution
 

neural
 

network

　 　 在训练过程中,正演网络输入数据是模型的速度分

布图 m ,输出数据是传感器采集到的波场数据 dT ,代理

卷积神经网络表示为 NN F ,由代理神经网络计算得到的数

据为 dF ,损失函数定义为从代理正演神经网络计算得到

的数据与有限差分求解波动方程得到的波场频域数据之

间的均方误差:

Loss( NN F) = ∑
N

i = 1
‖ NN F(mi) - d i

T‖2 =∑
N

i = 1
‖d i

F - d i
T‖2

(13)
需要注意的是,传感器提取的频域信息是复数,故其

输出数据分为实部和虚部两部分,因此,神经网络的输出

数据量为 2 × NT × NR 。

2. 2　 残差反演子网络

　 　 在每个迭代层中,本文构建了一个残差反演卷积子
网络,可实现从 dk-1 与观测到的声场数据 d 之间残差 Δd
到相速度残差矩阵 Δmk 的映射,其结构如图

 

4 所示,其
中,包含 1 个全连接层、1 个上采样层和 5 个卷积层,该神

经网络中的超参数与 2. 1 节中的代理正演卷积神经网络

中的含义相同,上采样层采用双线性插值算法, r 指定输

出尺寸相对于输入的倍数。
2. 3　 物理信息嵌入式反演网络

　 　 如图
 

5 所示,物理信息嵌入式反演网络的初始输入

为传感器采集的波场数据,表示为 d 。 在第 k 个迭代层,
上一层输出的相速度分布图 mk-1 设置为输入,通过上述
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图 4　 残差反演子网络的结构

Fig. 4　 Structure
 

of
 

residual
 

inversion
 

subnetwork

预训练的代理正演神经网络,即可获得相应的声场数据

dk-1,通过该层的残差反演子网络可得到残差相速度分布

图 Δmk ,最后,可得到该迭代层对应的相速度分布图

mk = mk-1 + Δmk ,此速度图又作为下一迭代层的输入。
第 1 个迭代层的输入为预设的初始速度分布图。

图 5　 物理信息嵌入式反演网络的结构

Fig. 5　 Structure
 

of
 

physics
 

embedded
 

inversion
 

network

包含若干迭代层的整体反演算法的公式如下所示:
d0 = ΨF(m0)

m1 = m0 + Ψ1
I(d - d0)

︙
dk = ΨF(mk)

mk+1 = mk + Ψk+1
I (d - dk)

︙
dN-1 = ΨF(mN-1)

mN = mN-1 + ΨN
I (d - dN-1)

(14)

其中, m0 为试块的初始速度分布图; mk 和 dk 为各迭

代层对应的速度分布图和声场数据; ΨF 是前一节中预训

练的代理正演神经网络,以实现从速度图到声场数据的

映射。 嵌入到每个迭代层的正演网络,具有相同的结构

和参数,并且在反演训练过程中该网络参数保持不变,导
波模型的物理信息通过这种方式集成到反演网络中。
Ψk

I(k = 1,2,…,N) 是每个迭代层中的残差反演子网络,

且每一层的反演子网络的结构相同,都如图
 

4 所示,但网

络参数保持独立且彼此不同,训练整体反演网络的过程

中, Ψk
I 中的连接权重和偏移值不断更新,以最小化损失

函数。 如图
 

5 所示,一个正演网络和一个残差反演子网

络构成了一个迭代层,每一个迭代层的输出作为下一层

的输入,若干个迭代层前后连接,即构建成了物理信息嵌

入式反演神经网络,可实现从传感器声场数据到速度分

布图的映射。 整个反演神经网络的损失函数,被定义为

最后一个迭代层输出的速度分布图与真实速度图之间的

均方误差:

Loss(NN I) = ∑
T

i = 1
‖mi

N - mi‖2 (15)

3　 数值实验

3. 1　 仿真模型设置

　 　 仿真中的铝管半径为 15. 9 cm,径向长度为 1 m,管壁

厚度为 10 mm,管材的泊松比、杨氏模量、密度的材料特

性提供如表 1 所示。 如图
 

6 所示,管道模型的管壁上存

在着位置、形状、大小和深度等都不规则的腐蚀缺陷,发
射传感器阵列放置在距离管道左端面 10 cm 的位置,沿
着圆周方向均匀分布,接收传感器阵列距离管道右端面

10 cm,也沿着圆周方向均匀分布。
表 1　 仿真验证用铝管材料的参数

Table
 

1　 Material
 

parameters
 

of
 

simulated
 

aluminum
 

pipe
泊松比 杨氏模量 密度

0. 33 70. 8
 

GPa 2
 

700
 

(kg·m-3 )

图 6　 管道仿真模型示意图

Fig. 6　 Diagram
 

of
 

pipeline
 

simulation
 

model

　 　 为了得到最佳的反演效果,应该选择激励信号的中

心频率,使得导波模态的频散最强,使用近似平板计算得

到的管道频散特性曲线如图
 

7 所示,可见,其中 A0 模态

的超声导波在 50
 

kHz 处对厚度变化十分敏感,因此,本
文工作中就将激励信号选择为以该频率为中心的 Ricker
小波。

仿真验证模型中,管壁的尺寸为 1
 

m×1
 

m,将其网格

化为 250 × 250 的网格布局, 其中每个网格的尺寸为
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图 7　 频散曲线图

Fig. 7　 Dispersion
 

curve

4
 

mm×4
 

mm,在确定厚度信息的条件下,可以通过管道的

频散特性曲线获得每个网格点处的相速度,管道速度图

用二维矩阵表示。 发射传感器的数量 NT 和接收传感器

的数量 NR 都是 32 个。 其中,一个发射传感器激励声波

信号,每个位置的接收传感器即采集该处的超声导波信

号,获得声场的频域信息,正演得到的声场数据包含

NT × NR 个复数。 根据前述的导波模型,通过求解频域波

动方程,可从管道的速度分布图中获得波场的频域数据。
本文生成了一个包含 1

 

024 个样本的训练集和一个包含

256 个样本的验证集,每个样本由带腐蚀缺陷管壁的速

度分布图 m_true 和对应的波场数据 D_true 组成。 对于

每个管道模型,除了管道上的腐蚀缺陷外,管道不同位置

的各方面特性,例如材质特性和几何形状都是相同的;而
腐蚀缺陷的位置、形状、厚度等,则都是随机的,且互不相

同。 除此之外,本文还生成了一个独立的测试集,以验证

物理信息嵌入式卷积神经网络反演成像的泛化效果。
3. 2　 网络超参数的选择

　 　 神经网络的结构和训练,由超参数进行配置,包括学

习率、批量大小、网络层数、激活函数等。 超参数的选择,
对神经网络的训练速度和预测精度具有很大的影响。 对

于物理信息嵌入式卷积神经网络,在其他超参数固定的

情况下,本文研究了卷积核尺寸、卷积层通道数量对管道

厚度成像精度的影响,为了优化此神经网络模型,本文比

较了 3 种不同超参数组合的表现,这 3 种网络模型的超

参数配置提供如表 2 所示。
表 2　 卷积神经网络的不同超参数组合

Table
 

2　 Different
 

hyperparameter
 

combinations
of

 

convolution
 

neural
 

networks

组合 n k1 k2 k3 k4 k5

组合 1 3 16 8 4 2 1
组合 2 5 16 8 4 2 1
组合 3 5 32 16 8 4 1

　 　 为了比较不同组合超参数下神经网络的成像效果,
本文以训练集和验证集的均方误差和平均反演精度来定

量化评估每种超参数组合的表现,其中,反演精度被定义

为真实图像与反演结果之间的 Pearson 系数,即:

μ =
Cov(mtrue,minv)

Var[mtrue]Var[minv]
(16)

所得到的仿真验证结果,如表 3 所示。

表 3　 网络的均方误差和反演精度

Table
 

3　 MSE
 

and
 

inversion
 

accuracy
 

of
 

networks

组合
均方误差 反演精度 / %

训练集 验证集 训练集 验证集

组合 1 6. 15×10-4 1. 73×10-4 72. 03 69. 04
组合 2 1. 49×10-4 1. 04×10-4 92. 27 84. 18
组合 3 1. 05×10-4 0. 98×10-4 94. 91 86. 47

　 　 比较不同组合的结果,可以发现,随着卷积核尺寸和

卷积层通道数量的增加,物理信息嵌入式反演神经网络

在训练集和验证集上的均方误差均会减小,反演精度提

高;具体还看出,相比组合 1,组合 2 增大了卷积核尺寸,
量化指标具有很大的提升;而组合 3 增加了各卷积层的

通道数量,成像表现有所提升,但提升的并不大。 在此导

波反演物理模型中,超参数卷积核尺寸比卷积层通道数

量影响大。 经过比较注意到,组合 3 具有最小的训练均

方误差和最高的反演精度,图
 

5 所示的物理信息嵌入式

神经网络中,卷积核大小设置为 5,每个卷积层的通道数

分别为 1、32、16、8、1。 训练过程中,正演网络和反演网络

的均方误差如图
 

8 所示,需要说明的是,该值为所有样本

的均方误差之和,训练集样本数量为 1
 

024,验证集样本

数量为 256,训练集样本数量为验证集的 4 倍,所以,损失

函数图中验证集所有样本的均方误差和比训练集的小。
从图像曲线中可以看出,训练集和验证集中,正演卷积神

经网络和物理信息嵌入式反演神经网络的损失整体一直

在下降,特别地,训练过程中,验证集的损失没有增加,这
表明神经网络的训练不存在过拟合。

图 8　 损失函数图

Fig. 8　 Loss
 

function
 

diagram
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3. 3　 成像结果

　 　 采用组合 3 的超参数组合,构建代理卷积正演神经

网络完成训练之后,对 1
 

024 个训练样本和 256 个验证样

本进行声场预测,传感器采集的导波信号的频域信息

Pearson 相关系数如表 4 所示,可见,所搭建的卷积神经

网络较为精确地实现了从速度图到传感器数据的映射。
表 4　 正演神经网络精度

Table
 

4　 Accuracy
 

of
 

forward
 

neural
 

network (%)
实部精度 虚部精度

训练集 82. 95 79. 24
验证集 82. 69 79. 18

　 　 随机选取了 4 个测试样本,其真实厚度图和经过反

演网络得到的厚度图的比较结果,如图
 

9 所示,其中,每
组图像从左往右依次展示了管壁的真实厚度图和物理信

息嵌入式神经网络重建的厚度图。

图 9　 4 组样本的反演结果(编号 8、22、58、90)
Fig. 9　 Inversion

 

results
 

of
 

four
 

groups
of

 

samples(No.
 

8,22,58,90)

从成像结果中可以看出,腐蚀缺陷的位置处的管壁

厚度会减小,表明物理信息嵌入式卷积神经网络可以准

确地反映腐蚀特性,如位置、大小和厚度等信息,图像对

比表明,物理信息嵌入式神经网络可以实现管壁腐蚀缺

陷的高精度定量化成像。 此外,100 个测试样本的成像

时间为 92
 

s,单个样本反演耗时约为 0. 92
 

s,显示了良好

的实时性。
反演网络训练完成后,1

 

024 个训练样本、256 个验

证样本和 100 个测试样本的成像精度如表 5 所示。 相比

训练集,验证集和测试集的反演精度虽然有所下降,但仍

然比较精确。 从数值结果可以看出,此方法实现了从声

场数据到管壁速度图的高精度重建,之后通过频散特性

曲线将导波速度映射成厚度,即可实现对管壁厚度图的

成像。
表 5　 反演精度

Table
 

5　 Inversion
 

accuracy
训练集 验证集 测试集

平均反演精度 / % 94. 91 86. 47 87. 37

4　 管道实验

4. 1　 实验管道

　 　 参照第 3 章的管道仿真模型,实验用到的铝管材质

为 6061,外壁直径为 320 mm,内壁直径为 300 mm,管壁

厚度为 10 mm,周向展开长度约为 1 m,径向长度为 1 m,
如图

 

10 所示。

图 10　 管道实验装备

Fig. 10　 Equipment
 

for
 

pipeline
 

experiment

实验中,用于激励和接收超声导波的传感器为压电

传感器,其基于压电效应而制成,可实现电能和机械能的

转换。 实验中使用的压电陶瓷换能器材料为 PZT-5H,直
径 10 mm,高 12 mm,上端面为正极,下端面为负极,负极

的导电体延伸到侧面一点,使用镀锡铜导线焊接压电传

感器的正负极,正极直接焊接在圆柱陶瓷的上端面,负极

导线焊接在侧面的负极点处。 实验与仿真的条件是完全

对应的,使用了 64 个同型号的压电传感器,其中 32 个为

发射传感器,32 个为接收传感器。
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以电化学腐蚀方式,可在管道壁上生成真实的腐蚀

缺陷,但其操作难度较高,腐蚀时间较长,腐蚀结果不可

控,缺陷的形状与厚度不规则,难以提取缺陷的量化信息

得到真实的厚度图。 所以,为了评估物理信息嵌入式反

演神经网络的成像效果,本文模拟腐蚀厚度变化,使用

SolidWorks 预置了阶梯状缺陷模型,使用四轴加工中心

在管壁上进行加工。 管壁上的缺陷如图
 

10 所示,包含 4
层台阶,最中间的缺陷为一个直径 32 mm 的圆,往外为 3
个面积依次扩大的不规则形状,可通过曲线样条点提取

形状信息,从最中间向外的曲面上,管壁的厚度依次为

6、7、8、9 mm。
4. 2　 超声导波收发系统

　 　 实验中使用的超声导波信号激励和采集设备是多通

道收发系统 CUI-16, 如图
 

11 所示。 上位机是使用

LabVIEW 软件编写的可视化界面,可设置发射信号的参

数;显示各通道采集的信号波形;采样数据,等。 下位机

使用多通道板卡制作,可接收上位机指令、实现高压信号

发射与电压信号的接收和采集。 设备有 16 个发射通道

和 16 个接收通道,发射通道激励的频率范围为 10
 

kHz ~
25 MHz,激励电压可调范围为 0 ~ 350

 

V。 实验中激励的

信号为频率为 60
 

kHz 的 Ricker 波,激励电压为 100
 

V。
接收通道的采样频率范围为 1. 25 ~ 50 MHz,采样点最多

设置为 10
 

000,各通道通过 BNC 接口与发射传感器或者

接收传感器连接,实现电能和压电片机械能的转换。

图 11　 多通道超声导波收发系统

Fig. 11　 Multi-channel
 

ultrasonic
 

guided
 

wave
 

transceiver
 

system

4. 3　 数据处理

　 　 接收通道的采样频率为 12. 5 MHz,采样点为 10
 

000
个,采集的信号时长为 800

 

μs,图 12 为 16 号接收传感器

接收到的由 1 号发射传感器激励出声波信号的波形,可
以看出,其存在多个波包,为了获得第 1 个到达的 A0 模

态导波信号的频域信息,首先进行了数据处理,以提取出

该模态的波形。
管道上发射传感器 (Srcx,Srcy) 与接收传感器

(Recx,Recy) 之间的距离为:

图 12　 采集信号

Fig. 12　 Signal
 

collected

Dis = Abs((Srcx - Recx) 2 + (Srcy - Recy) 2) (17)
A0 模态导波的群速度 v = 3

 

000
 

m / s,可以得到波包

到达的时间:
t = Dis / v (18)
为了精确地提取到达时间范围内的波包,对原始数

据进行希尔伯特变换,将时域离散信号转换为解析信号

输出,可查找包络信号的峰值位置,在原始信号上添加梯

形时间窗口,即可提取出仅含选定模态的波包信号。 以

上信号经过梯形窗口提取后的波形如图
 

13 所示。

图 13　 提取的 A0 模态导波信号

Fig. 13　 Extracted
 

A0
 

mode
 

guided
 

wave
 

signal

接着,对提取后的波形进行傅里叶变换,获得频谱信

号在特定频率处的复数值,如此,便将 32×32 个时域信号

转换为了频域信号。
4. 4　 成像结果

　 　 在仿真正演数据基础上,使用不同频率的实验导波

信号丰富了数据集,将归一化的频域信息作为训练完成

的物理信息嵌入式卷积神经网络的输入,可得到管道缺

陷的厚度成像结果,如图
 

14 所示。
从成像结果可以看出,从导波数据中反演得到的缺

陷与真实的缺陷之间,在位置、形状和厚度上显示出有良
好的一致性,厚度图的均方误差为 0. 005 7,相关系数

为 90. 34%。
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图 14　 管道实验成像结果

Fig. 14　 Imaging
 

results
 

of
 

pipeline
 

experiment

5　 结　 论

　 　 本文提出了物理信息嵌入式卷积神经网络,将超声

导波物理理论与深度学习方法结合起来,实现了从声场

信号到管壁厚度图的反演。 运用二维波动理论求解管道

中的声波正演模型并生成用于训练的数据集,搭建了神

经网络,并比较了不同超参数组合的表现以优化网络性

能,仿真测试集的成像结果相关度达到了 87. 37%,在加

工了不规则缺陷的管道上,对采集到的信号进行了反演,
得到图像的均方误差为 0. 005 7,表明反演得到的厚度图

与真实厚度图之间的一致度较高。 仿真验证和物理实验

结果都体现了物理信息嵌入式卷积神经网络在管道厚度

定量化成像上良好的表现,表明该算法在无损检测领域

具有应用潜力。
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