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摘　 要:驾驶风险量化评估对智能汽车拟人驾驶决策至关重要,针对复杂多任务场景下的驾驶风险量化问题,提出了一种基于

人类风险感知机理的智能汽车驾驶风险量化方法。 首先,利用传感器获取驾驶场景周围环境信息与行驶状态信息,并根据人类

驾驶经验对潜在冲突因素赋值代价,生成驾驶场景代价地图;其次,根据车辆运动状态与拟人驾驶的基本原则,利用高斯函数建

立动态风险模型;最后,结合驾驶场景代价图与动态风险模型实时计算拟人驾驶风险量化值。 仿真结果表明,提出的方法能够

基于人类驾驶经验,计算出动态变化的驾驶风险量化值,应用于智能汽车自动驾驶决策,可产生拟人驾驶行为。
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Abstract:
 

Conducting
 

a
 

quantize
 

value
 

of
 

driving
 

risk
 

is
 

crucial
 

for
 

the
 

human-like
 

driving
 

decision
 

of
 

intelligent
 

vehicles
 

(IV).
 

Aiming
 

at
 

the
 

challenge
 

of
 

quantifying
 

driving
 

risks
 

in
 

complex
 

multi-task
 

scenarios,
 

a
 

method
 

of
 

driving
 

risk
 

quantification
 

of
 

IV
 

based
 

on
 

human
 

risk
 

perceived
 

mechanism
 

is
 

proposed.
 

By
 

utilizing
 

vehicle
 

or
 

road
 

sensors,
 

measurements
 

of
 

the
 

surrounding
 

environment
 

and
 

state
 

information
 

have
 

been
 

obtained.
 

And
 

a
 

cost
 

map
 

of
 

the
 

driving
 

scene
 

is
 

created
 

by
 

assigning
 

costs
 

to
 

potential
 

collision
 

factors
 

such
 

as
 

roads,
 

plants,
 

and
 

obstacles
 

that
 

the
 

driver
 

believes
 

may
 

occur
 

in
 

the
 

first
 

stage.
 

Based
 

on
 

the
 

fundamental
 

principles
 

of
 

human
 

driving
 

and
 

vehicle
 

motion
 

states,
 

a
 

dynamic
 

risk
 

model
 

is
 

established
 

utilizing
 

Gaussian
 

functions.
 

The
 

real-time
 

computation
 

of
 

driving
 

risk
 

with
 

human-like
 

characteristics
 

is
 

accomplished
 

through
 

the
 

integration
 

of
 

the
 

cost
 

map
 

for
 

the
 

driving
 

environment
 

and
 

a
 

dynamic
 

risk
 

model.
 

The
 

simulation
 

results
 

demonstrate
 

the
 

effectiveness
 

of
 

the
 

proposed
 

method
 

in
 

quantifying
 

dynamic
 

driving
 

risk
 

based
 

on
 

human
 

driving
 

experience,
 

which
 

is
 

applicable
 

to
 

autonomous
 

driving
 

decision-making
 

for
 

IV
 

and
 

capable
 

of
 

generating
 

human-like
 

driving
 

behavior.
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0　 引　 言

　 　 随着自动驾驶技术的不断发展,如何使智能汽车如

人类一般驾驶车辆已成为自动驾驶领域的重要研究内

容[1] 。 针对智能汽车驾驶决策,主要基于大数据学习[2-3]

或通过逻辑条件切换[4-5] 多种驾驶模式。 然而,基于大数

据学习的方法对复杂多任务的驾驶场景难以满足,而基
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于逻辑条件的方法只有在满足指定的开启逻辑条件下才

能发挥作用,也难以覆盖全部驾驶场景,泛化性较差。 在

驾驶过程中,人类驾驶员并非遵循简单的逻辑法则,假设

自动驾驶汽车采取最优换道策略,处于附近位置的人类

驾驶员可能产生误判,从而发生交通事故,拟人驾驶能有

效提高驾乘人员对智能汽车的信任度,避免因人机差异

造成交通事故[6] 。 自动驾驶在本质上是模仿人类驾驶行

为的拟人驾驶[7] ,而准确的驾驶风险评估是智能汽车实

现拟人驾驶的基础[8] 。
驾驶风险评估方法主要可以分为 3 类:基于轨迹的

单一目标碰撞检测评估方法[9-12] ,基于区域的可达集碰

撞检测评估方法[13-14] 与基于场论的无碰撞检测评估方

法[15-18] 。 基于轨迹的单一目标碰撞检测评估方法通过评

价指标计算自车与某一目标物发生碰撞的风险。 例如碰

撞时间指标( time
 

to
 

collision,
 

TTC) [9] ,碰撞距离指标

(distance
 

to
 

collision,
 

DTC) [10] ,该方法能快速评估碰撞

风险且运算效率高,但由于忽略了车辆和障碍物的不确

定性,其应用场景受到了一定限制。 在此基础上,提出考

虑驾驶行为不确定性[11] 和运动控制参数不确定性[12] 的

碰撞概率性评估方法。 该方法能更准确检测到汽车的碰

撞风险,但由于考虑了更多的影响因素,计算成本更高。
基于区域可达集碰撞检测评估方法通过每一个时间步长

计算车辆将达到的状态集合,并用其大小表征风险。
Söntges 等[13] 提出了一种障碍物时变的车辆可行驶区域

计算方法,而实际环境中存在的障碍物和道路边界的影

响,利用可达集结合优化方法可保证汽车在得到的行驶

区域中不发生碰撞[14] ,但其求解困难、计算复杂,实时性

差,影响了其应用。 基于场论的无碰撞检测评估方法通

过利用场景中的元素产生场强(排斥力),并利用斥力场

大小来表征碰撞风险。 Wu 等[15] 提出了一种基于交通流

场的车辆跟随风险排斥指标,直接用排斥力来量化风险

水平。 Wang[16] 等建立了考虑交通各因素影响的安全场

模型,并利用该模型进行碰撞预警。 朱乃宣等[17] 建立了

障碍物的静态和动态风险场,并对车辆周围的风险进行

评估。 Luo 等[18] 为了预测行车风险的动态变化,对传统

势场模型进行了改进。 基于场论的方法能更系统、全面

地表征自车的驾驶风险,但模型中的系数难以直接获取,
风险场不能随着转向而改变其形状。

综上所述,当前针对智能汽车拟人驾驶风险量化方

法难以适应驾驶场景的复杂性和人类驾驶员的不确定

性。 为了智能汽车更好地融入人类驾驶生态,消除人类

驾驶员对自动驾驶的不信任,本文提出了一种基于人类

风险感知机理的智能汽车拟人驾驶风险的量化方法,通
过融入人类驾驶经验来提高模型的普适性,其主要的创

新点如下:
1)不同于单一目标碰撞风险评估方法,本方法通过

人类驾驶经验给潜在冲突因素(道路、绿植与障碍车)赋

值代价,生成移动的驾驶场景代价地图,避免了不确定的

驾驶风险;2)所提出的驾驶风险量化方法将人类驾驶行

为的不确定性意识特征嵌入到动态风险模型中,避免了

人机差异造成冲突;3)算法能定量描述当前操纵的驾驶

风险,应用于智能汽车驾驶决策,可产生拟人驾驶行为。

1　 驾驶场景代价

1. 1　 驾驶风险感知理论

　 　 汽车行驶道路环境复杂多变,常伴随诸多冲突因素,
如道路、绿植、障碍车等,人类驾驶员需时刻感知这些冲

突因素,根据驾驶经验判断风险大小,并据此做出进一步

决策,具体而言,驾驶员会事先给冲突因素设定一定的风

险值,若实际感知到的风险大小和其可以接受的风险水

平存在明显差异时,通过调整自己的行为( 转向、加减

速)来减少差异。 驾驶风险感知是一项复杂的“驾驶技

能”,是连接驾驶员知识和行为的纽带。 有经验的驾驶员

不仅需要掌握技术性,还需事先感知潜在危险并预防交

通事故[19] 。
针对自动驾驶,大多数主流方案对多场景适应性弱,

本文将人类驾驶风险感知机理阐释为驾驶员对视野范围

内的冲突因素划分类型,并赋予对应的代价值,然后根据

其与自车相对位置,自车运动状态做出最终的驾驶风险

判断。 具体的,首先通过生成驾驶场景代价图,模拟驾驶

员对周围环境的初步风险感知;然后通过生成动态风险

场,模拟驾驶员对自身运动状态的风险判断;最后将两者

进行耦合计算驾驶风险。 需要说明的是本方案主要是为

了模拟真实驾驶员的风险感知过程,建模过程中忽略了

天气状态,宏观时间信息等因素的影响,相关研究可参考

文献[20]。
1. 2　 场景代价

　 　 根据人类驾驶风险感知理论,在实际行驶过程中,驾
驶风险感知的第 1 步为:驾驶员对汽车周围环境进行评

估,并生成驾驶场景代价图,此时可先不对车辆行驶状态

做出风险评估。 具体的,1)根据汽车驾驶场景周围环境

信息,获取道路环境障碍物的初始地图;2)根据障碍物类

型定义代价,根据障碍物方位赋予代价;3)根据各障碍物

类型的代价和障碍物方位的代价乘积,得出相应的驾驶

场景代价。
典型驾驶场景代价示意图如图 1 所示。 图 1 中椭圆

点表示自车位置,车道边界绿植的代价值记为 Cost1,车
道内障碍车的代价值记为 Cost2,车道边界线代价值记为

Cost3。 本文不具体研究驾驶场景冲突因素的代价成本,
模拟中的所有障碍车都是相同的,具体代价值可通过实
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验确定,即对不同年龄、性别、驾驶年限的驾驶人的真实

驾驶数据级进行分析,实验,学习,得出相对准确的代价

值,这与个体驾驶员无关。

图 1　 驾驶场景代价示意图

Fig. 1　 Schematic
 

of
 

the
 

driving
 

scene
 

cost

为模拟驾驶员对各类风险事物的方位判断,引入狄

拉克 δ 函数构造方位矩阵 Tdir,i 为:

Tdir,i =
sgn(Ddir,i) + 1

2
(1)

其中,Tdir,i 为方位矩阵,表征冲突因素相对于自车的

位置信息;i
 

表示冲突因素的类型( i= 1 代表树木,i = 2 代

表障碍车,i= 3 代表自车行驶车道以外区域,i = 4 代表自

车车道);dir 表示冲突因素相对于自车的不同方位,
(dir = 1 代表前方,dir = 2 代表后方, dir = 3 代表左方,
dir = 4 代表右方,道路只有左右方位);Ddir,i 为方位初始

矩阵,可通过当前驾驶区域上的所有网格点的坐标综合

车辆位置、道路宽度、车辆转弯半径计算得出;sgn 为符号

函数,其返回一个整型变量。
综合考虑不同类型冲突因素的代价值、方位信息与

几何信息,驾驶场景代价 Sc 表示为:
Sc = ∑

i
Tdir,i·Cost i (2)

其中,Sc 表示驾驶场景代价,Cost i 表示冲突因素

代价。

2　 拟人驾驶动态风险场

　 　 拟人驾驶动态风险场主要用于预测和评估自车行驶

过程中的碰撞风险,将人类驾驶的基本原则(人类的不确

定性意识)融入动态风险场模型中,并用于自动驾驶决

策,系统将具备拟人驾驶特性。
2. 1　 动态风险场建模

　 　 为了描述汽车沿着行驶轨迹的动态风险,利用二维
高斯函数[21] 建立前视时间内的动态风险模型

 

R( x,
 

y),
可表示为:

R(x,y) = ·exp -
(d(x,y) - ro )

2

2σ2( )
d(x,y) = (x - xo )

2 + (y - yo )
2( )

ì

î

í

ï
ï

ïï

(3)

其中,R( x,
 

y)表示网格点( x,
 

y)的动态风险, 、σ
分别表示高斯截面函数的高度、宽度,ro 表示汽车的转弯

半径,(xo ,
 

yo )表示转弯半径网格点坐标。
高斯截面函数的高度可描述为:
= λ(L - v × T) 2 (4)

其中,λ 代表抛物线的陡度,L 代表累计行驶路径长

度,v 代表行驶速度。
高斯截面函数的宽度可描述为:
σ = (M + k i | δ | ) s + ε (5)
其中,M 代表风险场加宽或变窄的斜率,k i 表示风险

场的边沿,( i = 1 代表内边沿,i = 2 代表外边沿),ε 代表

风险场的宽度修正参数。
假设转向角 δ 恒定,汽车在位置(xk,

 

yk)绕旋转中心

(xo,
 

yo)以半径 rc 旋转角度 ϕ,旋转弧长 L,则:
L = rc·ϕ (6)
经过时间步长 ΔT 后到达下一位置 (xk+1,yk+1) ,上

述运动方程可表示为:
xk+1 = xk + ΔTvcos(ϕ)
yk+1 = yk + ΔTvsin(ϕ){ (7)

式中:ΔT 为时间步长。
2. 2　 拟人驾驶原则

　 　 将人类驾驶行为的“不确定性意识”特征嵌入到驾

驶风险场模型,引入 4 条拟人驾驶基本规则:
1)动态风险场的宽度沿着汽车行驶的路径变宽,且

比汽车的宽度尺寸更宽,使智能汽车在狭窄的道路上

减速。
2)动态风险场随着方向盘转角的增加而变宽,使得

智能汽车在较高曲率的弯道拥有更慢的行驶速度,保证

汽车的操纵稳定性。
3)动态风险场随着汽车行驶速度的增加而变宽、变

长,使得智能汽车在弯道或减速行驶时保持恒定的时间

间隔。
4)动态风险场沿着行驶路径具有内外边沿不对称加

宽特性,且内边沿小于外边沿,使得汽车在弯道处可以

“切弯”行驶,不必始终沿车道中心行驶。
2. 3　 参数确定

　 　 拟人驾驶动态风险场模型参数决定了风险场的形

状,且可以根据不同的风险偏好、行驶状态发生变化。 分

别基于文献中的历史数据以及实验数据,在尽可能的情

况下,选择与模拟条件相似的自然驾驶数据,进行对比研

究,确定模型参数[22] 并根据拟人驾驶原则进行优化,提
高拟人驾驶风险场模型的准确性。

1)宽度修正参数 ε
模型参数 ε 与汽车的宽度正相关,可由智能汽车的

宽度直接确定,ε 的大小决定了风险场的宽度,ε 值越大,
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风险场的宽度越大,一般可取 ε = tw / 3,其中 tw 表示汽车

的宽度。
2)抛物线陡度 λ

 

抛物线陡度参数 λ 决定了风险场的高度,进而决定

了风险场的大小,λ 越大,高斯截面函数的高度 越大,具
体可以利用实验数据,采用网格搜索算法进行估计。

3)前视时间 T
前视时间 T 决定了风险场的高度,其值越大,风险场

的预瞄路径长度 L 越大,高斯截面函数的高度 越大,研
究表明,保守的驾驶员前视时间长于激进的驾驶员,T 越

大,驾驶越安全,通常在 1 ~ 3
 

s 范围选定。
4)加宽斜率 M
加宽斜率 M 是反映汽车直行时,风险场的加宽特性

参数。 对于 δ= 0,
 

M 值越大,高斯截面函数的宽度 σ 越

大,但不宜过大,参数 M 一般设定在 0. 001 ~ 0. 01 范

围内。
5)边沿参数 k i

边沿参数 k i 反映高斯截面函数的内外边沿的宽度,
若 k i > 0,则风险场加宽;若 k i < 0,则风险场宽度变窄。
k1 表示风险场的内边沿, k2 表示风险场的外边沿,若

k1 < k2,则表示高斯函数内边沿窄于外边沿,表现出允许

汽车在弯道处“切弯”行驶;若 k1 = k2,则表示高斯函数内

边沿宽度与外边沿相等,表现出汽车沿着中心线行驶;若
k1 > k2,则表示高斯函数内边沿宽于外边沿,汽车在弯道

处飞出,通常 k1 < k2。

3　 拟人驾驶风险量化

　 　 综合考虑驾驶场景的冲突因素,与车辆运动状态,采
取将驾驶场景代价与动态风险场相乘,并对驾驶区域内

所有网格点求和方式进行风险量化,并与驾驶员的风险

阈值进行对比,可做出拟人驾驶决策。
3. 1　 驾驶区域代价地图

　 　 为了模拟驾驶员视野范围,以驾驶区域有限范围内

的网格点构造网格地图,且随自车移动。 假设智能汽车

以速度 v 行驶,以自车为中心生成宽 vT 的正方形区域,
在正方形区域内,均匀划分网格点,间隔取 0. 5。

在确定的驾驶区域内的每个网格点处存储该处驾驶

场景代价数值信息,得到驾驶场景的代价地图矩阵。 本

文构建的驾驶场景代价地图矩阵具有两个特点:一是可

表征各类冲突因素的几何与物理信息,即冲突因素的体

积、方位、大小等;二是方便驾驶场景代价图进行更新,即
直接以当前时刻的网格点信息进行更新,不需要再重新

构建代价图。
3. 2　 驾驶风险量化方法

　 　 在建立驾驶场景代价地图的基础上,结合动态风险

场模型,可计算出此刻汽车的驾驶风险的量化值,拟人驾

驶风险量化方法如图 2 所示。

图 2　 拟人驾驶风险量化方法

Fig. 2　 Human-like
 

driving
 

risk
 

quantification
 

method

量化的驾驶风险 Rk 可以表示为:

Rk = ∑
meshgrids

(x,y)
R(x,y) × Sc (8)

其中,R 为网格点(x,
 

y)处的风险场。
3. 3　 拟人驾驶风险阈值

　 　 不同风格的驾驶员面对相同的量化驾驶风险 Rk,往
往也有不同的决策方案,表现为对同一驾驶场景的危险

认知不同,即保守型驾驶员视为“危险” (应改变驾驶策

略),而激进型驾驶员视为“安全”(无需调整驾驶策略)。
对于拟人驾驶风险感知,则表现为风险阈值不同。

利用蒙特卡洛方法[23] ,计算不同驾驶风格的风险阈

值。 首先建立典型驾驶情景,根据不同的冲突因素类型

做出随机过程;然后建立 3 种不同驾驶风格(激进型、一
般型、保守型) 的危险感知的规律表,感知结果以“ 安

全””或“危险”表示;接着对不同驾驶员分别进行模拟,
并得出对应的量化的驾驶风险,若该类型驾驶员能对模

拟场景中的危险感知规律进行正确区分,则赋值 1,否则

赋值为 0;最后统计得出获得最多 1 的阈值作为该类型驾

驶员的风险阈值的近似值。
完整的拟人驾驶风险量化方法流程总结如下:
步骤 1)利用传感器获取汽车驾驶场景周围环境信

息、车辆行驶状态信息(假设需要的信息都能获取);
步骤 2)根据已获取的环境信息(冲突因素的类型、

方位)分别定义代价,得出相应的代价;
步骤 3)确定驾驶区域范围,将其划分为多个网格;
步骤 4)在确定的驾驶区域内的网格点处存储该处

驾驶代价数值信息,得到驾驶场景区域的代价地图;
步骤 5)根据已获取的汽车状态信息,利用二维高斯

函数建立动态风险场;
步骤 6)将拟人驾驶的 4 条基本原则融入动态风险
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场模型,并确定风险场的模型参数值;
步骤 7)将动态风险场与驾驶场景代价地图相乘得

到拟人驾驶风险的量化值。
步骤 8)将驾驶风险量化值与风险阈值进行比较,做

出相应的决策,并进行循环,实现智能汽车拟人驾驶。

4　 仿真分析

4. 1　 驾驶场景代价图

　 　 设置一个典型的驾驶场景如图 1 所示,包含车道、道
路旁树木、前方障碍车。 驾驶场景代价图与道路、障碍物

(障碍车、绿植)有关,道路(宽度、长度、直道、弯道)具有

明显差异性,道路上障碍物也具有不同的分布。 因此,将
驾驶场景代价图分为道路代价图、绿植代价图与障碍车

代价图,利用 MATLAB 生成道路地图、绿植地图和障碍

车地图,驾驶场景代价图随着道路的生成与移动。
可能造成碰撞事故的冲突因素有:绿树、障碍车、车

道及车道以外区域。 其中,车道宽度设置为 3
 

m,由于树

木受力面远小于车辆,通常情况下撞击树木的代价大于

撞击障碍车,本节将绿树的风险代价 Cost1 赋值为 5,障
碍车的风险代价 Cost2 赋值为 2. 5,车道之外的其他区域

风险代价 Cost3 设置为 1,自车道行驶风险代价 Cost4 设置

为 0。 冲突因素的具体代价参数如表 1 所示。 典型驾驶

场景代价图如图 3 所示。
表 1　 冲突因素代价参数

Table
 

1　 Cost
 

parameter
 

of
 

conflict
 

factors
冲突因素 类型 i 代价值 Costi

绿树 1 5. 0
障碍车 2 2. 5

车道以外区域 3 1. 0
自车车道 4 0

4. 2　 拟人驾驶动态风险场分析

　 　 在典型的驾驶场景下( 图 1),假设自车以中高速

(60 km / h)直行和转弯,动态风险场模型的参数如表 2 所

示,生成的直行和转向两种工况下的拟人驾驶动态风险

场如图 4 所示,模型参数对拟人驾驶动态风险场的影响

如图 5 所示。
表 2　 动态风险场模型参数

Table
 

2　 Parameters
 

of
 

dynamic
 

risk
 

field
 

model
模型参数 数值

抛物线陡度 λ 0. 006
 

4
前视时间 T / s 3
加宽斜率 M 0. 01

边沿参数 k1 、k2 0、2. 5
车辆长度 l / m 4. 7
车辆宽度 tw / m 1. 5

自车车速 v / (m·s-1 ) 17

图 3　 典型驾驶场景代价图

Fig. 3　 Cost
 

map
 

of
 

typical
 

driving
 

scenario

图 4　 拟人驾驶动态风险场

Fig. 4　 Dynamic
 

risk
 

field
 

of
 

human-like
 

driving

　 　 从图 4 可知,动态风险场 R 在三维视图中呈现沙漏

型,沿纵向距离呈幂律降低,并在转向时呈现不对称的高

斯函数截面,符合真实驾驶情况。 该风险仅基于运动状

态生成,而与视野内的冲突因素无直接关系。
由图 5(a)可以看出,抛物线陡度 λ 越大,高斯截面

函数的高度 越大;由图 5( b) 可以看出,前视时间 T 越

大,高斯截面函数的高度 越大;由图 5( c)可以看出,当
边沿参数 0 < k1 < k2,高斯函数内边沿宽度 σ1 明显窄于

外边沿宽度 σ2;由图 5(d)可以看出,行车车速 v 越大,动
态风险场影响范围越大。
4. 3　 驾驶风险量化分析

　 　 利用蒙特卡洛方法,对标准双向行驶车道的 11 种典
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图 5　 驾驶动态风险场影响因素

Fig. 5　 Influence
 

factor
 

of
 

dynamic
 

risk
 

field

型驾驶情景做出随机过程模拟,冲突因素分为自车车道

前方是否有障碍车,车道边沿是否有树木以及面对危险

驾驶场景,自车采取的不同操纵,即继续直行还是进行转

向避障(左转向、右转向)。
障碍车的位置坐标为(0,

 

40),自车的初始位置坐标

为(0,
 

0),车道宽度为 3
 

m,自车行驶速度为 17
 

m / s,典
型场景下不同驾驶风格的风险感知规律如表 3 所示。

表 3　 不同驾驶风格的风险感知规律

Table
 

3　 Risk
 

perception
 

law
 

of
 

different
 

driving
 

styles
模拟场景 激进型 一般型 保守型

前障碍车+右树+直行 危险 危险 危险

前障碍车+右树+转右弯 危险 危险 危险

前障碍车+右树+转左弯 安全 危险 危险

前障碍车+无树+直行 危险 危险 危险

前障碍车+无树+转右弯 危险 危险 危险

前障碍车+无树+转左弯 安全 安全 危险

无障碍车+右树+直行 安全 安全 安全

无障碍车+右树+转左弯 安全 危险 危险

无障碍车+右树+转右弯 危险 危险 危险

无障碍车+无树+直行 安全 安全 安全

无障碍车+无树+转左弯 安全 危险 危险

　 　 假设所有模拟场景中量化的驾驶风险 Rk 独立同分

布,在区间[300,
 

10
 

000]
 

内生成整数并进行遍历,最终

得出的不同驾驶风格的风险阈值如表 4 所示。
表 4　 不同驾驶风格的风险阈值

Table
 

4　 Risk
 

threshold
 

of
 

different
 

driving
 

styles
驾驶风格 风险阈值 Rs

激进型 2
 

189
一般型 1

 

900
保守型 1

 

263

　 　 根据构建的动态风险场,结合驾驶场景区域的网格

图,与对应位置冲突因素代价图相乘求和得到量化驾驶

风险。 典型驾驶场景下生成的驾驶风险场与对应的量化

风险值如图 6 所示。 其中,圆点表示自车位置,道路上左

侧有树木,前方有障碍车,自车分别直行、右转、左转。

图 6　 驾驶风险量化结果

Fig. 6　 Driving
 

risk
 

quantification
 

results

由图 6 可以看出,首先驾驶风险场能直观显示驾驶

场景中的冲突因素(道路边界、左侧树木、前方障碍车)
生成的代价;其次,驾驶风险场能根据车辆行驶状态直观
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显示自车的动态风险;最后,驾驶风险场能表达冲突因素

影响下的动态驾驶风险。
根据驾驶风险的量化结果,由图 6( b)可以看出,由

于更可能撞上树木和前方行车,左转的量化风险值最高;
由图 6(c) 可以看出,由于更可能躲避前方障碍车和树

木,右转的量化风险值最低,然而,由于此路段不允许右

转换道,所以这 3 种场景的风险值都大于所有驾驶员的

风险阈值,需进一步改变车辆行驶状态。
4. 4　 拟人驾驶避障

　 　 为了验证本文提出的拟人驾驶风险量化方法的有效

性,建立避障场景与简单的驾驶模型[24] ,并将拟人驾驶

风险量化值 Rk 作为驾驶模型的决策依据,通过与风险值

Rs 进行比较,进行转向控制,具体为:当 Rk < Rs 时,进行

路径跟踪控制;当 Rk > Rs 时,可以通过转向减小 Rk + 1,使
得 Rk < Rs ,若不能满足,则最小化 Rk + 1,并进行减速。

不同驾驶风格的避障效果如图 7 所示,其中,矩形条

为障碍车,实线、点虚线、长虚线分别代表激进型、一般型

和保守型驾驶风格的避障轨迹。

图 7　 基于拟人驾驶风险量化方法的避障效果

Fig. 7　 Obstacle
 

avoidance
 

by
 

human-like
driving

 

risk
 

quantification
 

method

由图 7 可以看出,保守型风格车辆最先做出避障反

应,即通过转向避障减小驾驶风险,因为保守型驾驶风格

的风险阈值最小,对避障车更加敏感;激进型驾驶员倾向

于在即将接近障碍车时才做出转向,且转向激烈,换道迅

速,因为激进型驾驶风格的风险阈值最大;一般型驾驶风

格介于二者之间。
仿真试验结果表明,提出的拟人驾驶风险量化方法

能够有效计算出动态变化的驾驶风险量化值,应用于智

能汽车驾驶决策,可产生符合驾驶人风格特征的拟人驾

驶行为。

5　 结　 论

　 　 本文提出了一种基于人类风险感知机理的智能汽车

拟人驾驶风险量化方法,利用蒙特卡洛方法划分了 3 种

驾驶风格的风险阈值,并进行了拟人驾驶避障试验。 将

智能汽车拟人驾驶风险分解为周围冲突因素的代价与自

车的动态风险,建立了包含冲突因素与自车运动状态的

拟人驾驶风险感知模型;分析了模型参数与车辆状态对

驾驶风险的影响,动态风险场在三维视图中呈现沙漏型,
沿纵向距离呈幂律降低,并在转向时呈现不对称的截面

特性;提出的方法能有效计算出量化的驾驶风险,应用于

自动驾驶避障决策,可产生拟人驾驶行为。
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