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CNN-GRU 和 SSA-VMD 在扬声器
异常声分类中的应用∗

周静雷　 贺家琛　 崔　 琳

(西安工程大学电子信息学院　 西安　 710048)

摘　 要:为了提高扬声器异常声分类的平均准确率,提出用卷积神经网络加门控循环单元(convolutional
 

neural
 

network
 

plus
 

gated
 

recurrent
 

unit, CNN-GRU ) 和 麻 雀 搜 索 算 法 优 化 变 分 模 态 分 解 ( sparrow
 

search
 

algorithm
 

optimization
 

variational
 

modal
 

decomposition,SSA-VMD)模型进行扬声器异常声分类。 在特征提取方面,用 SSA-VMD 模型,确定 VMD 中二次惩罚因子(α)和

模态分解数(k)的最优取值问题,借此提高特征提取精度,减少提取时间,最后再利用 VMD 提取扬声器响应信号的特征;在分

类网络方面,用 CNN-GRU 网络来进行扬声器异常声分类,以 CNN 为基础特征提取网络,再用 GRU 网络进行更深层特征提取,
达到提高扬声器平均分类准确率的目标。 试验结果表明,经 SSA-VMD 模型优化参数后,VMD 可以更有效提取特征,且分解时

间缩短 59. 8%;CNN-GRU 模型具有更高和更稳定的识别率,其平均分类准确率为 99. 2%。
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Abstract:
 

In
 

order
 

to
 

improve
 

the
 

average
 

accuracy
 

of
 

loudspeaker
 

abnormal
 

sound
 

classification,
 

a
 

convolutional
 

neural
 

network
 

plus
 

gated
 

current
 

unit
 

( CNN-GRU)
 

and
 

sparrow
 

search
 

algorithm
 

optimization
 

variational
 

modal
 

decomposition
 

( SSA-VMD)
 

model
 

was
 

proposed
 

to
 

classify
 

loudspeaker
 

abnormal
 

sound.
 

In
 

the
 

aspect
 

of
 

feature
 

extraction,
 

the
 

SSA-VMD
 

model
 

was
 

used
 

to
 

determine
 

the
 

optimal
 

value
 

of
 

the
 

second
 

penalty
 

factor
 

(α)
 

and
 

modal
 

decomposition
 

number
 

(k)
 

in
 

VMD,
 

so
 

as
 

to
 

improve
 

the
 

accuracy
 

of
 

feature
 

extraction
 

and
 

reduce
 

the
 

extraction
 

time.
 

Finally,
 

the
 

VMD
 

was
 

used
 

to
 

extract
 

the
 

characteristics
 

of
 

the
 

loudspeaker
 

response
 

signal.
 

In
 

terms
 

of
 

classification
 

network,
 

the
 

CNN-GRU
 

network
 

was
 

used
 

to
 

classify
 

the
 

abnormal
 

sound
 

of
 

loudspeakers,
 

the
 

CNN-based
 

feature
 

extraction
 

network
 

was
 

used,
 

and
 

the
 

GRU
 

network
 

was
 

used
 

for
 

deeper
 

feature
 

extraction
 

to
 

achieve
 

the
 

goal
 

of
 

improving
 

the
 

average
 

classification
 

accuracy
 

of
 

loudspeakers.
 

The
 

experimental
 

results
 

show
 

that
 

after
 

optimizing
 

the
 

parameters
 

of
 

SSA-VMD
 

model,
 

VMD
 

can
 

extract
 

features
 

more
 

effectively,
 

and
 

the
 

decomposition
 

time
 

was
 

reduced
 

by
 

59. 8%.
 

The
 

CNN-GRU
 

model
 

has
 

a
 

higher
 

and
 

more
 

stable
 

recognition
 

rate,
 

with
 

an
 

average
 

classification
 

accuracy
 

of
 

99. 2%.
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0　 引　 言

　 　 扬声器无论是在研发阶段,还是生产阶段,其异常声

检测都是必须的。 而且分类的时效性,准确率,对扬声器

的生产效率而言,具有很大的影响[1] 。 扬声器故障类型

有良品、异物、缺胶、碰圈、脱盆架、音小、纸盆声等,正确

区分故障类型,可有效保障产品的质量。
在大信号驱动下,扬声器是非线性器件[2-3] ,本文主

要研究非线性非平稳信号。 文献[4]利用经验模态分解
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(empirical
 

mode
 

decomposition,
 

EMD)对含有白噪声信号

的信号进行分解,在分解过程中对模态分量进行去噪处

理,保留最终模态分量。 文献[5] 提出一种基于集合经

验模 态 分 解 ( ensemble
 

empirical
 

mode
 

decomposition,
EEMD)与样本熵的扬声器异常声特征提取方法并利用

极限梯度提升( XGBoost)算法进行分类。 基于传统时频

分析方法在非线性, 非平稳信号存在的局限性[6] ,
Dragomiretskiy 等[7] 于 2014 年提出了 VMD。 文献[8] 为

了解决传统分解方法存在的模态混叠问题, 使用了

VMD,然后为了提高分类准确率,从分解后的各模态中提

取了能量熵特征,最后用遗传算法优化的支持向量机模

型对扬声器异常声进行分类。 文献[9]将振动信号通过

小波包进行分解[10-11] ,
 

通过自适应图卷积核对图中节点

与边进行特征提取,增强模型在强噪声条件下的泛化性。
最后利用全连接层进行特征抽取,进而实现故障诊断。

由于 VMD 中参数 α 和 k 对分解结果影响较大,但其

最优值没有确切规定,在不同的应用场景下,其数值大小

的确定受个人主观影响较大,没有一个客观评价标准,所
以本文用包络谱特征因子来衡量 VMD 分解效果的优劣,
用 SSA-VMD[12] 模型对参数 α 和 k 进行寻优,确定一对最

适合扬声器异常声分类的数值,达到提高特征提取精度,
减少提取时间的目的。 异常声分类传统方法有支持向量

机
 [13-14] ( support

 

vector
 

machine,SVM)、XGBoost[15] 等,但
是此类方法对扬声器异常声分类而言,准确率相对较低,
所以本文引入 CNN-GRU 模型。 虽然 CNN 模型在异常声

分类试验中,可以得到较高的分类精度,但单独的 CNN
模型分类效果不稳定,所以本文在 CNN 的基础上引入了

GRU 网络,GRU 网络可以加强特征前后的时序联系,提
高网络深度,形成的 CNN-GRU[16] 神经网络模型对扬声

器异常声分类准确率有较大提高。

1　 SSA-VMD

1. 1　 SSA 基本原理

　 　 麻雀搜索算法是依据麻雀种群捕食特性而提出的。
种群成员分为发现者,加入者和侦察者,根据文献[12]
可知其位置参数更新公式如下。

其中发现者位置更新如下:

x t +1
ij =

x t
ij·exp

- i
α·MaxCycle( ) ,R2 < ST

X t
ij + QL,R2 ≥ ST

ì

î

í
ïï

ïï
(1)

式中: MaxCycle 代表最大迭代次数; α 和 Q 为随机数,前
者取值为(0,1]; L 表示 1 × d 的矩阵; R2 ∈ [0,1] ;
ST ∈ [0. 5,1] 。

加入者位置更新如下:

x t +1
ij =

Q·exp
x t
ωj - x t

ij

i2( ) ,i > NP / 2

x t +1
ij +| x t

ij - x t +1
pj | A +·L

ì

î

í

ïï

ïï

(2)

式中: x t +1
pj 为迭代到 t + 1 时发现者所处的最好位置;

 

x t
ωj

为迭代到第 t 次的全局最差位置; NP 代表了整个种群规

模的 大 小; A 表 示 一 个 1 × d 的 矩 阵, 且 A + =
AT(AAT) -1。

侦察者位置跟新如下:

x t +1
ij =

x t
ij + β | x t

ij - x t
bj | ,f i ≠ fg

x t
ij + K

| x t
ij - x t

ωj |
( f i - fω) + ε

,f i = fg

ì

î

í

ï
ï

ïï

(3)

式中: β 为步长控制参数; k 是随机数, [ - 1,1] 之间; f i
为适应度, fg 和 fω 分别为最优和最差值。
1. 2　 VMD 基本原理

　 　 VMD 采用非递归方式,将复杂多分量信号分解为有

K 个有限带宽的调幅调频信号。 具体流程如下:
1)初始化参数(如迭代次数 n,模态分量 uk,中心频

率 ωk)。
2) 循环 n = n + 1,更新模态分量和中心频率。
3)更新 λ (拉格朗日乘子),判别精度 ε 是否满足预

设条件,若满足停止迭代,输出分解结果。
1. 3　 SSA-VMD 基本原理

　 　 由于 VMD 中参数 α 和 k 对分解结果影响较大,但又

没有确定的值,其最优值大小需要结合特定的场景来确

定。 所以文献[ 17] 中提出用包络谱特征因子来衡量

VMD 分解效果的优劣。 本文也借用这种方法来衡量扬

声器异常声经 VMD 的好坏。 SSA-VMD 模型的流程图如

图 1 所示。
由图 1 可知,SSA-VMD 模型首先取正常声频和每种

异常声频各 10 条,作为数据样本。 然后对 SSA 进行初始

化,产生种群,随机生成 α和 k 。 将生成的参数代入 VMD
中,对事先选好的数据样本求取包络谱特征因子平均值,
作为衡量 VMD 分解好坏的评判标准,最后根据预设条件

进行参数寻优。

2　 CNN-GRU

　 　 CNN 是一种成熟的深度学习框架,在许多领域都有

广泛应用[18] 。 其特点是可以提取数据中隐藏的特征,并
通过卷积,池化等操作进一步生成更高层的特征。 但是

由于其层与层之间不具备记忆功能,所以导致其缺乏前

后层之间的时序联系。
GRU[19] 是 由 长 短 期 记 忆 网 络 ( long

 

short-term
 

memory,LSTM) 演变而来,与 LSTM[20] 的结构相比,GRU
构建了一种结构更加简单的神经网络,并且有效的缩短
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图 1　 SSA-VMD 流程

Fig. 1　 The
 

flow
 

chart
 

of
 

SSA-VMD

了训练时间。 GRU 神经网络是一种时间递归神经网络,
能够将历史数据重新输入到当前网络中,加强了数据间

的联系。
CNN-GRU 模型主要由 3 对连续的卷积层加池化层,

2 个 GRU 层和 1 个全连接层组成,最后由 SoftMax 函数

进行分类。 扬声器异常声分类整体流程如图 2 所示。
图 2 中, m表示当前模型训练次数, N表示模型设定

的总训练次数;扬声器异常声分类分为预处理,网络模型

训练,模型测试 3 部分。

3　 试验与分析

3. 1　 试验说明

　 　 试验计算使用 Google 公司的 TensorFlow 框架,计算

机配置为 Inter ( R) Core ( TM) i5-7300CPU @ 2. 50
 

GHz,
8

 

GB 运行内存。
试验扬声器的型号为 3580-3 型, 其谐振频率为

图 2　 扬声器异常声分类流程

Fig. 2　 Flow
 

chart
 

of
 

loudspeaker
 

abnormal
 

sound
 

classification

180
 

Hz;扬声器激励信号为 1
 

800 ~ 20
 

Hz 的连续对数扫

频信号,时长为 1
 

s。 试验共采集了良品、异物、缺胶、碰
圈、脱盆架、音小、纸盆声 7 种状态下的扬声器,每种扬声

器各 14 个。 其中异物指扬声器单元中存在铁屑等松散

颗粒,缺胶指防尘帽或压边缺胶,碰圈指音圈变形或支架

不平导致与磁体发生碰撞,脱盆架指盆架安装松动,音小

指支片沾有胶水或者磁钢未充磁,纸盆声指纸盆破裂变

形等。 数据采集框图如图 3 所示。

图 3　 数据采集框图

Fig. 3　 Data
 

acquisition
 

block
 

diagram

由图 3 可知,激励信号由计算机产生,由声卡进行数

模转换,经功放放大,送给被测扬声器,传声器进行音频

采集,处理后送给声卡进行模数转换,最后由计算机进行

储存。
3. 2　 SSA-VMD 试验对比

　 　 本文提出用 SSA 优化 VMD,主要是为了解决 VMD
中 α 和 k 的最优值选择问题。 优化前 α 选择为 2

 

000, k
选择为 6;经 SSA 寻优后, α 选择为 17

 

001, k 选择为 4。
合格扬声器优化前后 VMD 频谱图如图 4、5 所示;VMD
中心频率变化图如图 6、7 所示。

图 5 为优化前频谱图,从中可以看到原始信号分解

为 6 个模态分量,另外从幅值看,扬声器能量主要集中在
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图 4　 VMD 优化后频谱图

Fig. 4　 Spectrum
 

diagram
 

after
 

VMD
 

optimization

VMF6,VMF5 和 VMF4 中,VMF3,VMF2 和 VMF1 中能量

相对较小;图 4 为优化后频谱图,原始信号被分解为 4 个

模态分量; 另外从幅值看, 扬声器能量主要集中在

VMF4,
 

VMF3,VMF2 中,VMF1 中能量相对较小。 幅值

大小代表了其从原始声频中提取特征的多少,特征数据

主要集中在 3 个能量较大的模态中,其余少量特征用一

个模态表示即可,这样做分解时间会大幅减少,优化后单

个声频分解时间较优化前减少 59. 8%;所以,优化后可以

更快更有效提取特征。 另外从图 6 和 7 的对比中,也可

以看出,优化后的 VMD,其各个模态中心频率较优化前

更早分离,且没有出现模态混叠现象。 综上,优化后的

VMD 性能优于选择默认参数。
为了进一步验证 SSA-VMD 模型优化效果,后续在确

定分类网络时设置了优化前和优化后的对照组;另外,对
照组的设置也可以验证分类模型的鲁棒性。
3. 3　 分类试验对比

　 　 1)CNN 分类试验

通过试验,发现在卷积神经网络中,在一定层数范围

内,累加卷积层加池化层这一结构,可以有效提高分类准

确率。 下面分别设置了不同累加层数,用来发现几层结

构分类效果最优,有两层,三层,四层,分别命名为模型

1,模型 2 和模型 3,
 

模型 1 如图 8 所示。 模型 2 和模型 3
分别在模型 1 的基础上加一对和两对卷积层加池化层

结构。
经过多次试验,模型的学习率和训练次数设置为

0. 001 和 50,批大小设置为 4 较为合适;表中分类准确率

是进行同等条件下 5 次分类试验结果的平均值;后续所

有模型参数均设置成这样。 3 种模型的扬声器异常声测

试集平均计算结果如表 1 所示,训练集的平均损失函数

图 5　 VMD 优化前频谱图

Fig. 5　 Spectrum
 

diagram
 

before
 

VMD
 

optimization

图 6　 VMD 优化后中心频率变化图

Fig. 6　 VMD
 

center
 

frequency
 

change
 

diagram
 

after
 

optimization

值对比如图 9 所示。

表 1　 CNN 的平均计算结果

Table
 

1　 Average
 

calculation
 

results
 

of
 

CNN
模型 准确率 / % 损失函数值 时间 / s

模型 1 优化前 86. 6 0. 225
 

8 1. 076
模型 1 优化后 89. 5 0. 195

 

2 1. 055
模型 2 优化前 96. 7 0. 061

 

5 1. 103
模型 2 优化后 97. 8 0. 043

 

9 1. 094
模型 3 优化前 94. 3 0. 146

 

3 1. 147
模型 3 优化后 93. 8 0. 191

 

1 1. 142

　 　 从表 1 中可以看到模型 2 分类效果最优,使用优化
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图 7　 VMD 优化前中心频率变化图

Fig. 7　 VMD
 

center
 

frequency
 

change
 

diagram
 

before
 

optimization

图 8　 模型 1
Fig. 8　 Model

 

1

后的数据,平均分类准确率达到 97. 8%;同样由图 9 可

知,该模型损失函数值收敛最快,且为最低,所以为最优

模型。 累加层数太少或太多都会降低分类准确率。 另

外,表 1 中优化后的分类时间会更少,进一步验证了 SSA-
VMD 模型优化效果的优良。

图 9　 CNN 的平均损失函数值

Fig. 9　 Average
 

loss
 

function
 

value
 

of
 

CNN

CNN 网络已经可以将异常声分类准确率提高到一

个较高的水平,但是其分类准确率波动较大。 模型 2 为

最优模型,其 5 次分类准确率分别为 98. 7%,99. 4%,
98. 2%,97. 5%,95. 1%;可以看到,最高和最低分类准确

率相差 4. 3%,波动较大。
2)CNN-GRU 分类试验

为了改善 CNN 分类结果波动大的问题,引入了 GRU

网络来减少波动,同时提高平均分类准确率;GRU 网络

是通过对 CNN 所提取特征做进一步挖掘,发现更深层次

的特征;且 GRU 网络加强了数据间的时序联系,提高了

模型的识别率。 试验中,在 CNN 最优模型基础上分别加

入了一层,两层和三层 GRU 层,形成 3 种新的模型,不同

模型测试集的平均计算结果如表 2 所示,训练集的平均

损失函数值对比如图 10 所示。
表 2　 CNN-GRU 的平均计算结果

Table
 

2　 Average
 

calculation
 

results
 

of
 

CNN-GRU
模型 准确率 / % 损失函数值 时间 / s

单层优化前 92. 6 0. 191
 

1 1. 161
单层优化后 94. 3 0. 121

 

7 1. 152
双层优化前 98. 8 0. 016

 

5 1. 256
双层优化后 99. 4 0. 010

 

2 1. 210
三层优化前 98. 3 0. 026

 

6 1. 337
三层优化后 98. 7 0. 023

 

8 1. 313

图 10　 CNN-GRU 的平均损失函数值

Fig. 10　 Average
 

loss
 

function
 

value
 

of
 

CNN-GRU

　 　 从表 2 中可以看到,在 CNN 的基础上加入两层 GRU
层,为最优模型。 使用优化后的数据,平均分类精度为

99. 4%。 其各次分类精度分别为 99. 7%,99. 2%,99. 4%,
99. 2%和 99. 5%,最高和最差分类准确率相差 0. 5%,相
较于 CNN,无论是在平均分类准确率,还是在模型分类准

确率的波动方面,CNN-GRU 网络都会优于 CNN;另外,优
化后的分类时间会更少;模型平均分类准确率较优化前

基本上都有一定提高,进一步验证了 SSA-VMD 模型优化

效果的优良。 同时,最优的 CNN-GRU 模型优化前后,分
类准确率只相差了 0. 4%,且测试集分类平均准确率都在

98. 8%及以上;另外,从图 10 中可以看到优化前后的模

型损失函数值都很小,说明模型实际的输出与预测值之

间差异很小,这些都表明了最优 CNN-GRU 模型具有良

好的鲁棒性。 最优 CNN-GRU 模型具体参数如表 3 所示。
由表 3 可知,模型输入尺寸为(72,1),经 CNN 提取

特征后,输出维度为(8,128),后又经 GRU 网络进行更深

层次特征提取,最后再通过 SoftMax 函数实现扬声器异常

声分类。
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表 3　 CNN-GRU 模型参数设置

Table
 

3　 CNN-GRU
 

model
 

parameter
 

setting

网络层 参数设置 输入尺寸 输出尺寸

卷积 1 层 核大小 70,核数量 16,步长 4,激活函数 ReLU,填充方式 same (72,1) (70,16)

池化 1 层 池化核大小 2,步长 4,填充方式 same (70,16) (35,16)

卷积 2 层 核大小 35,核数量 64,步长 4,激活函数 ReLU,填充方式 same (35,16) (35,64)

池化 2 层 池化核大小 2,步长 4,填充方式 same (35,64) (17,64)

卷积 3 层 核大小 17,核数量 128,步长 4,激活函数 ReLU,填充方式 same (17,64) (17,128)

池化 3 层 池化核大小 2,步长 4,填充方式 same (17,128) (8,128)

GRU1 层 神经元数 100,激活函数 tanh (8,128) (8,100)

GRU2 层 神经元数 50,激活函数 tanh (8,100) (50)

全连接层 激活函数 SoftMax (50) (7)

　 　 3)分类试验总结

通过试验,发现了 CNN-GRU 模型具有良好的鲁棒

性,同时为了说明本文方法的优势,进行了对比实验。
对 7 种扬声器单元进行小波包分解 ( wavelet

 

packet
 

decomposition,WPD) 和 VMD;分解之后对每个子带提

取特征;最后使用 LeNet5,VGG 模型与其对比,这两种

神经网络模型都有优秀的网络结构,在许多领域都有

广泛应用, 通过与这两种模型对比, 可以有效证明

CNN-GRU 模型的价值。 3 种模型平均分类准确率如

表 4 所示。

表 4　 不同模型平均计算结果

Table
 

4　 Average
 

calculation
 

results
 

of
 

different
 

models

信号分解方法 分类模型 准确率 / % 损失函数值

LeNet5 78. 5 0. 566
 

3
VMD VGG 95. 9 0. 256

 

5
CNN-GRU 99. 4 0. 010

 

2
LeNet5 73. 5 0. 839

 

6
WPD VGG 90. 9 0. 307

 

2
CNN-GRU 96. 1 0. 153

 

7

　 　 通过表 4 可知,在 3 个分类器的平均分类准确率对

比中, 可以发现, 经 VMD 后的数据分类效果要好于

WPD,说明了 VMD 可以更有效提取特征。 在分类器方

面,本文所提出的 CNN-GRU 模型分类效果要优于 VGG
和 LeNet5,且在两种特征提取模型中分类效果都是最好

的,说明了 CNN-GRU 模型具有良好鲁棒性。
　 　 SSA 和灰狼优化( grey

 

wolf
 

optimization,GWO) 算法

优化 VMD,在优化时间,VMD 耗时和准确率 3 方面进行

了对比,分类器为 CNN-GRU。 具体数据如表 5 所示。 可

以发现 SSA 优化 VMD 后,在单个音频分解时间和分类

准确率方面都要优于 GWO,而且 GWO 优化更消耗时间;
综上,本文所提出的方法,在扬声器异常声分类中有更好

的效果。

表 5　 特征选择方法对比
Table

 

5　 Comparison
 

of
 

feature
 

selection
 

methods

优化算法
优化 VMD
耗时 / s

单个音频

VMD 耗时 / s
分类准

确率 / %
SSA-VMD 10

 

019 19. 7 99. 4
GWO-VMD 25

 

198 23. 1 95. 7
不优化 0 31. 5 98. 8

3. 4　 模型评价

　 　 为了进一步验证 CNN-GRU 模型的性能,本文采用 K
折叠交叉验证方法。 这种方法将试验数据划分为 K 部

分,其中 K-1 部分为训练集,剩下的为测试集,通过不断

改变训练集和测试集中的数据,可以充分验证模型的

性能。
本文选用了 LeNet5,

 

VGG 和 CNN-GRU 这 3 种模型

进行验证,试验数据为经过优化后的数据,选择 K 为 10,
具体计算结果如表 6 所示;交叉验证的计算过程如图 11
所示。

表 6　 不同模型的评价结果
Table

 

6　 Evaluation
 

results
 

of
 

different
 

models
模型 准确率 / % 模型误差 / %

LeNet5 72. 5 10. 5
VGG 82. 9 6. 4

CNN-GRU 99. 2 0. 6

　 　 由表 6 可知, CNN-GRU 模型表现好于 LeNet5 和

VGG,其平均分类准确率达到 99. 2%,模型误差仅 0. 6%;
图 11 中也可以看出,CNN-GRU 模型在波动和准确率方

面都要优于其他模型。 试验结果表明,本文提出的 CNN-
GRU 模型具有模型训练充分,计算结果优良,误差值较

小的特点,且并未出现过拟合或者欠拟合等现象。

4　 结　 论

　 　 本文提出一种基于 SSA-VMD 和 CNN-GRU 模型的
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图 11　 K 折叠交叉验证计算过程

Fig. 11　 K-fold
 

cross
 

validation
 

calculation
 

process

扬声器异常声分类方法,为了解决 VMD 中二次惩罚因子

和模态分解数的最优值选择的问题,引入 SSA-VMD 模

型,以包络谱特征因子作为评判 VMD 提取特征好坏的标

准,以 SSA 作为寻优算法确定 VMD 中的最优参数;此
外,针对 CNN 模型在扬声器异常声中分类效果不稳定的

情况,引入 CNN-GRU 模型,以 CNN 作为基础特征提取网

络,用 GRU 网络加深总的网络层数,提取更深层特征,进
而提高扬声器异常声平均分类准确率。 近年来模态分解

方法结合神经网络模型在异常声分类方面展现出了极大

优势,但在分类的实时性方面仍存在不足,主要是因为在

现有数据下,模态分解算法提取异常声特征时间较长,在
接下来的工作中,会引入基频陷波后的扬声器异常声数

据,消除异常声响应信号中的激励信号分量,并对模态分

解算法进行改进,提高其提取特征的效率,从而提高扬声

器异常声分类的实时性。
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