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摘　 要:锂离子电池健康状态(SOH)的精确估计是电池管理系统面临的核心问题之一。 针对实际的电池容量很难直接测量和容

量再生导致的 SOH 估计误差问题,提出了一种基于增量能量法和双向门控循环网络(BiGRU)-Dropout 的锂离子电池健康状态估

计方法。 首先分析增量能量曲线随电池老化的衰退规律,提取出最大峰值高度作为电池 SOH 的新健康因子。 通过翻转层和门控

循环网络层所搭建的 BiGRU 网络得出健康因子与 SOH 的映射关系,同时添加 Dropout 机制网络层防止出现过拟合现象,建立 SOH
估计模型用于电池 SOH 精确估计。 实验结果表明,在不同充电倍率条件下,该方法均可快速、准确地估计电池 SOH。
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Abstract:
 

The
 

accurate
 

state
 

of
 

health
 

(SOH)
 

estimation
 

of
 

Lithium-ion
 

battery
 

is
 

one
 

of
 

the
 

core
 

issues
 

faced
 

by
 

battery
 

management
 

systems.
 

Considering
 

that
 

it
 

is
 

difficult
 

to
 

directly
 

measure
 

the
 

battery
 

capacity
 

in
 

practice,
 

and
 

the
 

capacity
 

regeneration
 

problem
 

always
 

cause
 

SOH
 

estimation
 

errors,
 

a
 

SOH
 

estimation
 

method
 

of
 

Lithium-ion
 

battery
 

is
 

proposed
 

based
 

on
 

incremental
 

energy
 

analysis
 

and
 

bidirectional
 

gate
 

recurrent
 

unit
 

( BiGRU)-Dropout.
 

The
 

incremental
 

energy
 

curve
 

is
 

used
 

to
 

analyze
 

the
 

battery’ s
 

degeneration
 

characteristic,
 

and
 

the
 

maximum
 

peak
 

height
 

is
 

extracted
 

as
 

a
 

new
 

health
 

factor
 

of
 

battery
 

SOH.
 

Through
 

the
 

BiGRU
 

network
 

built
 

by
 

flip
 

layer
 

and
 

gate
 

recurrent
 

unit
 

layer,
 

the
 

mapping
 

relationship
 

between
 

health
 

factor
 

and
 

SOH
 

is
 

obtained.
 

At
 

the
 

same
 

time,
 

Dropout
 

mechanism
 

network
 

layer
 

is
 

added
 

to
 

prevent
 

overfitting,
 

and
 

a
 

SOH
 

estimation
 

model
 

is
 

established
 

to
 

accurate
 

estimate
 

the
 

battery
 

SOH.
 

The
 

results
 

indicate
 

that
 

the
 

proposed
 

method
 

can
 

estimate
 

battery
 

SOH
 

quickly
 

and
 

accurately
 

under
 

different
 

charging
 

rates.
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0　 引　 言

　 　 在“双碳”目标下,锂离子电池具备高能量密度、循
环寿命长、自放电率低、成本较低、环境污染小等突出优

势,被广泛地应用于电网储能、航空、航天和电动汽车等

众多领域[1-2] 。 而锂电池在不断的循环使用过程中,健康

状态(state
 

of
 

health,
 

SOH)成为评价电池老化程度的关

键指标。 由于电池老化因素复杂多变,与电池内外部条

件都有很大的关系,故准确地估计锂电池 SOH 是至关重

要
 [3] 。 近年来,许多估计锂电池 SOH 的方法被提出,大

致分为基于模型的方法[4-8] 和数据驱动的方法[9-11] 。
基于模型的方法是指建立锂离子电池的等效模型,

通过模型仿真电池内部结构和材料以及内部所发生的化

学反应。 近年来,锂离子电池模型研究主要有电化学机

理模型、等效电路模型和经验退化模型等[4-8] 。 例如,
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Xiong 等[5] 通过有限分析方法提出了一种简化的伪二维

模型。 Mevawalla 等[6] 提出了一种简化的电化学热模型,
涉及大量的偏微分方程计算。 Yang 等[7] 提出了一种基

于电阻、电感的等效电路模型,采用并行连接的方式提高

模型的精度。 Zheng 等[8] 提出了一种前馈经验模型和反

馈神经网络相融合的电池容量预测方法,通过两种模型

的估计差异对前馈经验模型的参数进行修正。 由于基于

模型的方法原理和计算过程复杂,不利于电池管理系统

的实时监测。
数据驱动法只需对实验测量的历史数据进行分析,

不需要分析锂电池内部电化学反应,可直接根据提取的

电流、电压等特征建立估计模型,因而被广泛的使用。 常

用的数据驱动方法包括极限学习机 ( extreme
 

learning
 

machine,ELM) [9] 、支持向量机( support
 

vector
 

machine,
SVM) [10] 、 长 短 期 记 忆 网 络 ( long

 

short-term
 

memory,
LSTM) [11] 等。 其中 ELM 算法的输入权值是随机的,无
法对数据特征的变化进行微调,可控性较差,模型的输出

结果不稳定。 SVM 对大规模的数据样本难以进行划分

且计算成本会极大增加,需要选择正则化参数,核函数以

及核函数参数。 LSTM 模型不仅复杂度较高,而且收敛速

度慢,训练过程中更加耗时,计算量大不利于处理长时间

序列。 门控循环单元 ( gate
 

recurrent
 

unit, GRU) 作为

LSTM 的变体,利用较少的参数和低的网络复杂度,在计

算成本和收敛速度上具有很大的优势。 双向门循环单元

(bidirectional
 

gate
 

recurrent
 

unit,BiGRU)模型能很好地学

习历史和未来信息,可进一步克服锂电池在实际应用的

再生现象[12] 。 另外,为避免出现模型的过拟合以及更加

合理的解释老化过程,在 BiGRU 网络模型上添加 Dropout
机制再进行建模,可有效地提升网络模型的泛化性和鲁

棒性。
虽然数据驱动的方法能够很好地处理非线性问题,

但是其估计精度的关键在于特征的分析与提取。 Lin
等[13] 提取恒流充电阶段的充电时长作为的电池老化特

征,达到快速估计 SOH 的效果。 Chen 等[14] 对随机的短

期充电数据预测恒流充电过程的整个温度变化,并利用

卡尔曼滤波得到平滑的温差曲线提取电池老化特征进行

SOH 估计。 Liu 等[15] 提取恒流充电阶段和恒压充电阶段

的固定时差内的电压差值作为健康特征进行 SOH 估计。
以上方法均从电压、电流和温度等充电曲线中提取特征,
所提取的特征无法表明电池内部剧烈反应过程[16-17] 。 近

些年增量容量分析法( incremental
 

capacity
 

analysis,ICA)
被广泛地用来分析电池老化特性和提取特征,ICA 将传

统的充放电曲线转化为具有更加明显特征的 IC 曲线。
IC 曲线所包含的特征不仅可有效反应锂电池的衰退过

程,还可以描述锂电池内部老化的反应机理[18] 。 Li
 

等[19] 利用高斯滤波的方法对静态充电曲线进行平滑处

理后提取 IC 曲线的特征,进而得出特征与 SOH 的映射

关系,但并未对不同充放电倍率充电曲线进行讨论。 Liu
等[20] 使用改进的增量容量分析和

 

LSTM
 

神经网络来估

计锂电池 SOH,该方法增加了采样范围,但存在较大的测

量误差噪声干扰导致
 

SOH
 

估计效果一般。
本文针对上述方法的缺点,提出一种基于增量能量

法( incremental
 

energy
 

analysis,IEA) 和 BiGRU 的锂离子

健康状态估计方法,该方法将传统的能量充电曲线转换

为增量能量曲线,采用等压升内的能量变化量与等压差

比值,可以获取更为丰富有效的特征,减少了测量误差和

缩小了计算成本,有利于特征的快速提取。 随后采用

BiGRU 估计的基础上添加 Dropout 层解决网络训练时出

现过拟合问题,进而建立锂离子电池的 SOH 估计模型。
本文提出的方法在 4 种不同充放电倍率的循环老化数据

和 4 种不同比例的训练样本数量上进行验证,实验结果

表明该方法具有较强的泛化能力和稳定性。

1　 增量能量分析

　 　 传统的 ICA 通常应用于恒流充放电模式下的电池老

化机理分析,将原始的充放电数据的容量-端电压(Q-V)
曲线采用一阶微分求导变换成容量增量-端电压( dQ / dV-
V)曲线,变换后的曲线有利于分析和提取出更加有效的

特征来表征电池的老化过程。 本文参考 ICA 提出 IEA 方

法用于电池老化机理分析,并采用更为简便的等压差所

对应的能量变化值 ΔE 与固定的等压差 ΔV 的比值,来代

替函数拟合充电曲线后微分求导的 dE / dV,有效减少了

拟合误差,代替过程为:
E = f(V) (1)
dE
dV

≈ ΔE
ΔV

(2)

式中:E 为充电能量;V 为充电电压; f 为 E-V 的函数

关系。
不同充电倍率的能量-端电压(E-V) 曲线如图 1 所

示,经转换后的能量增量-端电压( dE / dV-V)曲线,即 IE
曲线如图 2 所示。 从图 1 中可以看出,随着充电倍率的

减小,能量曲线向左上方移动(能量增大和电压减小的方

向偏移),可以表明在小电流情况下,能充入的能量更多

并且充电时长会明显增加。 从图 2 中可以看出,随着充

电倍率的减小,IE 曲线向左上方移动( dQ / dV
 

峰增大和

电压减小的方向偏移),且在 0. 5
 

C 倍率时的 3 号和 4 号

峰值被 2 号峰吸收,峰宽明显增加,IE 曲线将图 1 中充电

曲线上电压增加缓慢但内部发生复杂和剧烈的电化学反

应的区间,通过 dE / dV
 

峰值更加明显地展现出来,因此

有利于特征提取。
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图 1　 不同充电倍率下的 E-V 曲线

Fig. 1　 The
 

E-V
 

curves
 

under
 

different
 

charging
 

rates

图 2　 不同充电倍率下的 IE 曲线

Fig. 2　 The
 

IE
 

curves
 

under
 

different
 

charging
 

rates

2　 SOH 估计方法

2. 1　 BiGRU
　 　 LSTM 存在单元内部结构复杂、参数多而导致的计算

量过大等问题。 因此,为保留 LSTM 能长期记忆的同时

减少参数、优化结构,GRU 将传统 LSTM 的输入门和遗忘

门替换成更新门,减少了结构的复杂度和参数的数量,因
此,GRU 能快速有效地处理长时间的信息更新与存储。

GRU 对输入数据的处理过程可以描述为:
1)更新门 zt 衡量前一时刻的信息被保留在当前时

刻的程度,值越大表明前一时刻的信息被保留的越多。
zt = σ(wz·[h t -1,x t] + bz) (3)
2)重置门 rt 用来控制前一时刻的信息被保留在当

前时刻候选隐藏信息 h
~

t 上的多少,值越大,说明前一时

刻的信息被保留在候选隐藏状态的越多。
rt = σ(wr·[h t -1,x t] + br) (4)

3)隐藏状态信息 h
~

t 的更新如下:

h
~

t = tanh(wh·[ rt☉h t -1,x t] + bh) (5)

4)根据 h
~

t 和 h t-1 计算出输出门 h t:

h t = (1 - zt)☉h t -1 + zt☉ h
~

t (6)
式中:w 和 b 分别表示对应门的权值和偏置;σ 和 tanh 分

别为 sigmoid 型激活函数和双曲正切型激活函数。
本文利用 Flip 层构建出反向 GRU 来获取未来信息,

搭建出基本的 BiGRU 模型结构如图 3 所示。

图 3　 Bi-GRU 模型结构

Fig. 3　 Structure
 

of
 

Bi-GRU
 

model

图 3 中 BiGRU 网络层由前向和反向传播的 GRU 层

组成,分别计算前向 GRU 层当前时刻的值与反向 GRU
层当前时刻的值后,二者共同决定最终的输出值。 网络

输出过程如下:

h
➝

t = f(x t,h
➝

t -1) (7)

h
←

t = f(x t,h
←

t -1) (8)

h t =w
➝

t h
➝

t +w
←

t h
←

t + b t (9)

式中: w➝t 和w←t 分别表示前向 GRU 隐藏层输出和反向

GRU 隐藏层输出的权重;h t 为前向隐藏层状态和反向隐

藏层状态的线性叠加。
2. 2　 Dropout 机制

　 　 Dropout 机制对神经元的状态信息取平均和减少神

经元之间共同作用的复杂关系,让部分神经元以一定的

概率停止工作,Dropout 主要结构如图 4 所示。
2. 3　 BiGRU-Dropout 网络模型的结构

　 　 本文采用 Flip 层、Dropout 层、GRU 层、全连接层、级
联层、Softmax 层、输入层、输出层构建 BiGRU-Dropout 的

网络模型,如图 5 所示。
模型每层功能分别如下:
1)Input(输入层),读取从锂电池 IE 曲线中获取的

峰值特征序列和健康状态序列,归一化预处理,划分为训

练集和测试集。
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图 4　 Dropout 结构

Fig. 4　 Structure
 

of
 

Dropout

图 5　 网络模型的结构

Fig. 5　 Structure
 

of
 

network
 

model

　 　 2)Flip(翻转层),采用数据翻转的形式放在 GRU
 

层

前面,让 GRU 层反向学习未来信息。
3)GRU 层,利用 GRU 单元存储关键的信息,遗忘无

用的信息。
4)Dropout 层,随机(备份) 删除网络神经元数量的

隐藏状态。
5)Cat1(级联层),将前向 GUR 和反向 GUR 学习后

存储的信息进行串联连接。
6)Fc(全连接层),将 BiGRU-Dropout 层的输出非线

性变化映射至输出空间。
7)Output(输出层),采用

 

Softmax
 

型激活函数对输入

的信息进行计算,得出估计结果。
2. 4　 SOH

 

估计框架

　 　 本文提出的锂电池 SOH 估计方法流程如图 6 所示,
可分为数据预处理、SOH 估计模型训练以及 SOH 估计共

3 个部分。 首先对电池的充电能量数据绘制 IE 曲线提

取最大峰值特征,并将归一化处理后的特征数据作为网

络输入。 然后按照 1 ∶ 1 划分为训练集和测试集,并基于

训练集构建 BiGRU-Dropout 的电池 SOH 估计模型。 最后

通过测试集和建立的 BiGRU-Dropout 模型对电池 SOH 进

行估计。

3　 实验数据、结果和分析

3. 1　 实验数据和步骤

　 　

图 6　 SOH 估计方法的整体框架

Fig. 6　 Flowchart
 

of
 

SOH
 

estimation

　 　 采用 4 节规格相同的圆柱形 18650 锂离子电池在常 温下进行充放电循环,其电池参数如表 1 所示。 4 节电
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池通过如图 7 所示的电池测试系统进行循环充放电试

验,测量锂电池老化数据。 其中电池测试系统包括上机

位、单体电池测量设备以及恒温箱。 上机位用于记录和

保存电池试验数据。 单体电池测量设备采用新威 BTS-
4000,具有恒流、恒压、恒流恒压等多种充放电模式。

表 1　 电池参数

Table
 

1　 Battery
 

parameters
参数 数值

额定容量 / (A·h) 2. 4
标称电压 / V 3. 6

电压工作范围 / V 3 ~ 4. 2
充电截止电流 / mA 48

图 7　 电池测试系统

Fig. 7　 Battery
 

testing
 

system

　 　 该实验首先在恒流恒压充电模式下分别进行 0. 5
 

C、
0. 3

 

C、0. 2
 

C、0. 1
 

C 恒流充电,直至电池端电压达到上截

止电压,然后保持电压恒定不变,进行恒压充电,直至电

流降低为截止电流,静置一段时间后进行 1
 

C 恒流放电,
直至电池端电压下降为截止电压。 在不同倍率电流进行

循环老化实验时,用容量比来定义锂电池健康状态:

SOH =
Qmax capacity

Qrated capacity

× 100% (10)

式中: Qmax capacity
 为锂电池当前最大放电容量, Qrated capacity

为锂电池出厂时规定的额定容量。
图 8 为不同充电倍率的 4 节锂离子电池,在相同

SOH 时充电的电压曲线,可以看出充电时长会随着充电

倍率的减小而明显增加。 图 9 为各电池健康状态数据,
可以看出电池健康状态随充放电循环而不断地下降,并
伴随着局部再生现象。 由于这 4 节电池的初始健康状态

和下降趋势截然不同,单体之间的差异性会对电池健康

状态的估计带来一定的困难。
对 4 个不同充电倍率的电池进行循环实验,在进行

750 次充放电循环后,0. 5
 

C 倍率充电的电池可用能量从

图 8　 充电时电压曲线

Fig. 8　 Voltage
 

curves
 

when
 

charging

图 9　 电池 SOH 数据

Fig. 9　 Battery
 

SOH
 

data

8. 618 0
 

W·h 下降至6. 478 1
 

W·h;0. 3
 

C 倍率充电的电池

可用能量从 8. 551 4
 

W·h 下降至7. 318 4
 

W·h;0. 2
 

C 倍率

充电的电池可用能量从 8. 481 3
 

W·h 下降至7. 240
 

W·h;
0. 24

 

A 倍率充电的电池,进行 600 次充放电循环后,电池

可用能量从 8. 398 2
 

W·h 下降至7. 239 2
 

W·h。老化参数如

表 2 所示。

表 2　 电池老化参数

Table
 

2　 Battery
 

aging
 

parameters
充电倍率 循环次数 初始能量 / (W·h) 结束能量 / (W·h)

0. 5
 

C(1. 2
 

A) 750 8. 618
 

0 6. 478
 

1
0. 3

 

C(0. 72
 

A) 750 8. 551
 

4 7. 318
 

4
0. 2

 

C(0. 48
 

A) 750 8. 481
 

3 7. 240
 

0
0. 1

 

C(0. 24
 

A) 600 8. 398
 

2 7. 239
 

2

3. 2　 实验数据和步骤

　 　 根据 IE 曲线生成方法,计算得出如图 10( a)、( b)、
(c)和(d)所示的不同充电倍率的 IE 老化曲线。 可以看

到,0. 5
 

C 的 IE 曲线中出现了两个较为明显的峰值,并随
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着循环老化,IE 曲线逐渐向右下方移动(电压增加和峰

值降低方向偏移),且在最高峰降低的同时,其峰值对应

的电压并未发生明显的变化。 而 0. 3
 

C、0. 2
 

C 和 0. 1
 

C
的 IE 曲线中均出现了较为明显的 4 个峰值,随着循环老

化,这 3 个 IE 曲线的峰值,与 0. 5
 

C 的 IE 曲线峰值出现

类似的变化,即 4 个峰值在逐渐地降低,但峰值对应的电

压几乎没有什么变化。 为使利用不同倍率充电的电池快

速有效地估计电池 SOH,本文将 IE 曲线最高峰值作为电

池 SOH 衰退的特征。

图 10　 不同充电倍率下的 IE 老化曲线

Fig. 10　 IE
 

aging
 

curves
 

under
 

different
 

charging
 

rates

3. 3　 实验评判标准

　 　 本文采用平均绝对误差 ( MAE )、 均方根误差

(RMSE)、决定系数(R2 )和运行时间作为估计模型的性

能指标。 其计算公式分别如下:

MAE = 1
n ∑

n

i = 1
ŷ i - y i (11)

RMSE = 1
n ∑

n

i = 1
y i -ŷ i

2 (12)

R2 = 1 -
∑

n

i = 1
(y i -ŷ i)

2

∑
n

i = 1
(y i -y- i)

2
(13)

式中: ŷ i 代表模型的 SOH 估计值, y i 代表实际 SOH 测量

值, y- i 代表测量 SOH 的平均值, i ∈ [1,n] ,n 为实验循

环次数。 对于 MAE、RMSE 来说,值越小,表明模型估计

的准确度越高。 R2 在 0 ~ 1 之间,值越接近 1 表明模型的

拟合效果越好,估计误差的偏离程度小。
3. 4　 SOH 估计结果与分析

　 　 本实验运行环境为 Windows
 

10
 

操作系统、MATLAB
 

2020a 软件、英特尔酷睿 i5、内存 12
 

GB 等。 按照 1 ∶ 1 划

分数据集进行电池 SOH 估计,不同倍率的 SOH 估计结果

如图 11(a)、(b)、( c)和( d)所示,该网络的估计性能如

表 3 所示。 其中 BIGRU 的神经元数量各为 40,学习率由

Adam 算法自适应更新,最大训练次数为 100,Dropout 层
的丢弃率为 0. 5。

从图 11 可以看到,4 种不同的充放电倍率循环的实

验中都取得了较为准确的 SOH 估计结果,并克服了电池

的再生现象。 在 0. 5
 

C、0. 3
 

C
 

、0. 2
 

C 倍率中,都具有相

同的网络参数和充放电循环次数,而 0. 3
 

C 中 MAE 为

0. 206 5%,RMSE 为 0. 246 0%以及运行时间 14. 03 s 与其



　 第 1 期 基于增量能量法和 BiGRU-Dropout 的锂电池健康状态估计 ·173　　 ·

图 11　 不同充电倍率下的 SOH 估计结果

Fig. 11　 SOH
 

estimation
 

results
 

under
 

different
 

charging
 

rates

表 3　 SOH 估计性能

Table
 

3　 Performance
 

of
 

SOH
 

estimation
充电倍率 MAE / % RMSE / % R2 / % 时间 / s

0. 5
 

C 0. 224
 

9 0. 309
 

2 99. 29 16. 71
0. 3

 

C 0. 206
 

5 0. 246
 

0 99. 46 14. 03
0. 2

 

C 0. 215
 

6 0. 255
 

4 98. 02 17. 56
0. 1

 

C 0. 246
 

9 0. 307
 

7 98. 52 16. 54

他倍率下实验相比,都是最小的,具有较高的准确度和较

小的计算成本,同时 0. 3
 

C 的 R2 为 99. 46%具有很好的

拟合度,拟合度越大表明网络模型输入特征与 SOH 具有

越好的解释关系,说明本实验 0. 3
 

C 的增量能量特征能

更有效地追踪电池 SOH 的衰退过程。 对 0. 1
 

C 而言,虽
然有相同的网络参数但循环次数少于 0. 5

 

C、0. 3
 

C、
0. 2

 

C 倍率,所以运行时间相对较短,导致其误差偏大,
但从 0. 1

 

C 的 R2 为 98. 52%可知,该倍率下的增量能量

特征对电池老化过程具有较好的解释程度。 因此,本实

验表明在不同倍率下充放电循环的能量增量特征均能有

效地表征电池的老化过程。
在相同条件下,采用 LSTM、SVM 以及 ELM 对 4 种不

同倍率的电池 SOH 进行估计,对比其估计性能。 实验结

果如图 12(a)、(b)、(c)和(d)所示。 从 4 种估计结果来

看,虽然 LSTM 具有较好的记忆时间序列数据之间的依

赖性,在一定程度上缓解梯度消失以及爆炸问题,但

LSTM 无法准确地估计序列之间的长期依赖性,并且在训

练过程中误差梯度不断累加,导致模型的权重更新较大,
估计精度降低。 而 SVM 核函数的惩罚系数和宽度因子

需要进行不断调节,无法准确地跟踪电池 SOH 的真实衰

退规律,导致估计结果出现多个跳变点。 而 ELM 隐含层

输入的权值是随机初始化的,不可以人为赋值,无法进行

反馈,虽然 ELM 计算速度快,但是 SOH 估计结果波动较

大。 本文提出的 BiGRU-Dropout 网络添加了非线性数据

相关的控制单元,使 SOH 估计值相关的目标函数梯度不

会消失,很好地学习历史 SOH 和未来 SOH,有效克服了

电池 SOH 的再生现象,捕捉了电池 SOH 的老化规律;同
时 Dropout 机制对神经元的状态信息取平均和减少神经

元之间共同作用的复杂关系,提升模型的估计性能,达到

最佳的估计效果。 表 4、5、6 和 7 中记录本文提出的方法

和 LSTM、SVM、ELM 方法的对比结果。 可以看出,本文

所提 BIGRU 方法的 MAE 和 RMSE 误差都是最小,表明

BiGRU-Dropout 网络能准确地估计不同倍率下电池 SOH,
精确地追踪电池 SOH 的老化规律。 本文提出的方法在 4
种不同充电倍率下循环老化的 SOH 估计模型的拟合度

均达到
 

98%以上,都高于 LSTM、SVM 以及 ELM 的 SOH
估计模型的拟合度, 表明提出的基于增量能量法和

BiGRU-Dropout 的锂离子健康状态估计方法具有更好的

适用性与准确性。
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图 12　 对比实验的 SOH 结果

Fig. 12　 SOH
 

estimation
 

results
 

of
 

comparison
 

experiments

表 4　 0. 5
 

C 充电倍率下的性能评估

Table
 

4　 Performance
 

evaluation
under

 

0. 5
 

C
 

charging
 

rate
方法 MAE / % RMSE / % R2 / %

BiGRU-Dropout 0. 224
 

9 0. 309
 

2 99. 29
LSTM 0. 322

 

4 0. 376
 

2 98. 52
SVM 0. 336

 

4 0. 456
 

2 97. 85
ELM 0. 374

 

8 0. 493
 

4 97. 62

表 5　 0. 3
 

C 充电倍率下的性能评估

Table
 

5　 Performance
 

evaluation
under

 

0. 3
 

C
 

charging
 

rate
方法 MAE / % RMSE / % R2 / %

BiGRU-Dropout 0. 206
 

5 0. 246
 

0 99. 46
LSTM 0. 285

 

8 0. 348
 

3 98. 93
SVM 0. 313

 

8 0. 386
 

1 97. 36
ELM 0. 336

 

3 0. 408
 

8 97. 73

表 6　 0. 2
 

C 充电倍率下的性能评估

Table
 

6　 Performance
 

evaluation
under

 

0. 2
 

C
 

charging
 

rate
方法 MAE / % RMSE / % R2 / %

BiGRU-Dropout 0. 215
 

6 0. 255
 

4 98. 02
LSTM 0. 334

 

1 0. 409
 

6 97. 64
SVM 0. 360

 

4 0. 472
 

4 94. 06
ELM 0. 418

 

3 0. 526
 

7 93. 79

表 7　 0. 1
 

C 充电倍率下的性能评估

Table
 

7　 Performance
 

evaluation
under

 

0. 1
 

C
 

charging
 

rate
方法 MAE / % RMSE / % R2 / %

BiGRU-Dropout 0. 246
 

9 0. 307
 

7 98. 52
LSTM 0. 301

 

4 0. 349
 

9 94. 21
SVM 0. 268

 

8 0. 334
 

8 94. 71
ELM 0. 441

 

5 0. 527
 

7 94. 35

　 　 为了进一步证明所提方法的优越性,对 4 种不同倍

率的电池分别采用 50%,40%,30%以及 20%共 4 种不同

比例的训练样本对 SOH 估计进行测试,估计结果如表 8
所示。 从表 8 可以看出,所提方法使用 20% ~ 50%之间

的训练样本比例均可以准确地估计电池 SOH,MAE 和

RMSE 值分别都在 2%和
 

2. 5%以内,R2 均在 75%以上,
且 MAE 和 RMSE 值会随着样本比例的增加而大幅减小,
R2 会随着样本比例的增加而大幅提升。 以 0. 1

 

C 充电倍

率的电池为例,样本比例从 20%增加到 30%
 

时,MAE 和

RMSE 分别降低了 26. 3%和 29. 6%,R2 增加了 8. 4%;样
本比例从 20%增加到 40%

 

时,MAE 和 RMSE 分别降低

了 57. 1%和 59. 6%,R2 增加了 20. 1%;样本比例从 20%
增加到 50%

 

时, MAE 和 RMSE 分别降低了 77. 6% 和
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76. 4%,R2 增加了 29. 7%。 因此经过 SOH 估计结果分

析,本文所提出的基于增量能量法和 BiGRU-Dropout 的

锂电池健康状态估计方法具有较强的泛化能力和稳定

性,在少量样本情况下仍具有较高的 SOH 估计精度。
表 8　 4 种不同训练样本比例的估计性能对比

Table
 

8　 Comparison
 

of
 

estimation
 

performance
 

of
 

four
different

 

training
 

sample
 

proportions
充电倍率 训练样本比例 / % MAE / % RMSE / % R2 / %

0. 5
 

C

50 0. 224
 

9 0. 309
 

2 99. 29
40 0. 454

 

3 0. 551
 

7 97. 44
30 0. 919

 

7 1. 248
 

2 95. 32
20 1. 782

 

5 2. 253
 

6 88. 71

0. 3
 

C

50 0. 206
 

5 0. 246
 

0 99. 46
40 0. 411

 

7 0. 487
 

2 94. 41
30 0. 739

 

4 0. 853
 

4 87. 61
20 0. 924

 

2 1. 138
 

1 83. 69

0. 2
 

C

50 0. 215
 

6 0. 255
 

4 98. 02
40 0. 373

 

9 0. 447
 

4 93. 92
30 0. 640

 

8 0. 819
 

4 85. 91
20 0. 934

 

3 1. 081
 

7 82. 47

0. 1
 

C

50 0. 246
 

9 0. 307
 

7 98. 52
40 0. 473

 

4 0. 527
 

3 91. 24
30 0. 814

 

2 0. 920
 

3 82. 41
20 1. 104

 

3 1. 306
 

4 75. 97

4　 结　 论

　 　 本文提出了一种新的增量能量法提取特征,该方法

更加方便简单,避免了传统方法拟合充电曲线后微分求

导带来的拟合误差。 通过 BiGRU-Dropout 的网络模型有

效地克服了电池的再生现象问题,提高了 SOH 估计模型

的精度。 通过 4 种不同倍率下的循环老化实验对所提方

法的适用性进行了验证,得出所提方法在不同充电倍率

下的增量能量特征均可以贴切地表征出电池老化过程,
而 BIGRU-Dropout 可以准确地估计电池 SOH。 为了进一

步验证所提方法的泛化能力和稳定性,采用四种不同比

例的训练样本进行 SOH 估计,即使在 20%少量样本比例

下,SOH 估计结果的性能指标 MAE 和 RMSE 分别在 2%
和 2. 5%以内,R2 在 75%以上。 因此,本文提出的方法对

锂电池 SOH 估计具有指导性和参考性。 后续将开展不

同温度条件、不同充电模式和放电模式下的锂离子电池

充放电实验,并进而进行锂离子电池健康状态估计,从而

进一步拓展本文方法的适用性。
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