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基于改进 U-net 网络的液压管路分割方法∗
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摘　 要:针对液压管路背景多变、管道弯折、管道重叠排布等复杂现象且现有图像分割方法对管路分割精度不高等问题,提出一

种以 U-net 网络为基础,结合 Mobilenetv3 网络、 SE 注意力机制模块、自校正卷积模块的液压管路分割方法。 该方法以

Mobilenetv3-large 模型作为骨干网络,结合 LR-ASPP 网络处理特征图;在解码过程中,融入 SE 注意力模块和 SC 自校正模块,提
升了特征提取能力;最后采用 Dice 函数和 BCE 函数的组合来作为网络的损失函数,有效地提升了网络的收敛能力。 实验结果

表明本文提出的方法在交并比、像素精度指标上的均值分别达到 90. 8%、95. 2%,且模型体积为 16. 9
 

M,推理每张图像所耗时间

20
 

ms,可应用于需实时部署的场景,为液压管路渗漏的准确识别提供了基础。
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Abstract:
 

Aiming
 

at
 

the
 

complex
 

phenomena
 

such
 

as
 

variable
 

background,
 

bending
 

and
 

overlapping
 

arrangement
 

of
 

hydraulic
 

pipeline
 

and
 

the
 

low
 

accuracy
 

of
 

pipeline
 

segmentation
 

by
 

existing
 

image
 

segmentation
 

methods,
 

a
 

hydraulic
 

pipeline
 

segmentation
 

method
 

based
 

on
 

U-net
 

network,
 

combined
 

with
 

Mobilenetv3
 

network,
 

squeeze-and-excitation
 

networks
 

module
 

and
 

self-calibration
 

convolutional
 

module
 

is
 

proposed.
 

The
 

method
 

selected
 

Mobilenetv3-large
 

model
 

as
 

the
 

backbone
 

network,
 

and
 

the
 

feature
 

maps
 

are
 

processed
 

with
 

Lraspp
 

network.
 

In
 

the
 

decoding
 

process,
 

the
 

squeeze-and-excitation
 

networks
 

module
 

and
 

self-correction
 

module
 

are
 

integrated
 

to
 

improve
 

the
 

feature
 

extraction
 

ability.
 

Finally,
 

the
 

combination
 

of
 

Dice
 

function
 

and
 

BCE
 

function
 

is
 

used
 

as
 

the
 

loss
 

function
 

of
 

the
 

network,
 

which
 

effectively
 

improves
 

the
 

convergence
 

ability
 

of
 

the
 

network.
 

Experimental
 

results
 

show
 

that
 

the
 

mean
 

values
 

of
 

the
 

proposed
 

method
 

in
 

the
 

intersection
 

over
 

union
 

and
 

pixel
 

accuracy
 

are
 

90. 8%
 

and
 

95. 2%,
 

respectively.
 

The
 

model
 

size
 

is
 

16. 9
 

M,
 

and
 

the
 

reasoning
 

time
 

for
 

each
 

image
 

is
 

20
 

ms,
 

which
 

can
 

be
 

applied
 

to
 

the
 

scene
 

requiring
 

real-time
 

deployment.
 

It
 

provides
 

a
 

basis
 

for
 

the
 

accurate
 

identification
 

of
 

hydraulic
 

pipeline
 

leakage.
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0　 引　 言

　 　 液压油泄漏是液压系统在实际工作中经常发生的故

障,研究表明及早发现泄漏区域能够减小液压泄漏造成

的损失[1] 。 目前对液压管路泄漏方面尤其是液压管路渗

漏的准确定位和实时检测研究较少,且主要依靠人眼观

察或通过荧光示踪剂进行观察[2] ,但这些方法对操作人

员的工作状态及专业素质要求较高、且难以达到实时检

测的目的,容易对后续的生产活动造成重大的影响。
近年,随着数字图像处理和机器视觉技术的发展,其

已用到管道渗漏检测。 文献[3-6]通过对渗漏现象的运
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动特征处理和分析来检测液压管路渗漏现象。 然而液压

管路具有小管径、规格多、类型多、管路结构复杂、图像背

景复杂、多角度布置安装等特点,因此为实现液压管路渗

漏的准确识别,首先需对管路图像进行精准分割。 因此,
液压管路的精准分割对液压管路检测和保障其安全运行

具有十分重要的意义。
传统的管道分割方法主要以监督方法分割和阈值分

割为主,李大华等[7]
 

基于细胞免疫机制提出了一种改进

的 OTSU 算法,提取了高温蒸汽管道区域;彭道刚等[8] 通

过改进二维 OTSU 的联合密度计算公式将管道从复杂背

景中提取出来;Shao 等[9] 通过两次阈值分割得到高温管

道区域;王乐等[10] 利用 Canny 算子进行水下管道的边缘

检测并进行分割处理;黄子明等[11] 基于直方图概率密度

函数的 OTSU 双阈值分割方法对管道区域分割。 张艳博

等[12] 利用红外热成像方法提取管道区域并利用热像图

的温差判断泄漏点。 传统管道分割方法大多采取人工设

计特征的方式,易受光照、噪声、目标特征变化等因素干

扰,实际应用中存在分割效果差、识别速度慢等缺点,难
以进行有效的管道区域提取。

近年来,基于卷积神经网络的深度学习方法已经用

于管道图像分割处理。 李伟等[13] 结合 Mask-RCNN 与

CCTV 检测方法来检测排水管道,获得了较高的准确率。
罗东浩[14] 在研究海底管道泄漏检测方法时,同时使用了

FCN 与 U-net 方法,证实了 U-net 网络具有更好的效果。
Zhou 等[15] 借鉴生物神经系统调控免疫系统的机理,设计

一种基于神经免疫网络的复杂背景下红外管道目标的检

测与提取算法,但是实时性较差且相应增加工业成本。
Bharti 等[16] 提出了一种新的自监督机制,用于以实时微

调预先训练的 U-Net 网络模型,对海底管道进行检测与

分割。
尽管研究人员在管道语义分割任务上已经做了许多

研究,但是大多数以水管和大型工业管道为主,此类管道

具有管径大、管道排布整齐、背景相对单一等特点,这与

前述液压管路特点不一致,因此上述方法无法得到准确

的液压管路边缘信息且易出现液压管路图像信息缺失的

情况,故满足不了液压管路的分割要求。 针对此,本文提

出了一种基于改进 U-Net
 

的液压管路分割方法,缩小了

模型体积、提升了特征提取能力和收敛能力。

1　 改进的 U-net 网络

1. 1　 网络结构

　 　 针对液压管路的识别特点,本文对 U-net 网络进行

了改进,结构如图 1 所示,使用 Mobilenetv3 作为主干网

络,右侧为特征融合网络。 输入图像可以是任意大小的

液压管道图像,在输入网络之前,首先对图像进行数据增

强、归一化、减均值等预处理操作。 预处理图像进入网络

后,通过骨干网络对原始图像进行特征提取,得到 1 / 2,
1 / 4,1 / 8,1 / 16 这 4 种不同尺度的特征图。 最小尺度的特

征图会经过 LR-ASPP 模块做进一步处理。 在解码过程

中,本文引入了 SE 特征注意力模块和 SC 自校正卷积层

作为解码层。 在特征图自顶向下的传播过程中,每个解

码层的输出会与对应的编码层得到的输出进行向量拼

接,然后作为下一层的输入,最后经输出层,得到输入图

像的掩模图。

图 1　 改进的网络模型结构图

Fig. 1　 Structure
 

diagram
 

of
 

the
 

improved
 

model
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1. 2　 编码器结构

　 　 在原始的 U-net 网络中,使用的是 5 层常规的卷积层

来进行特征图的提取操作。 但通过这种网络结构并不能

高效充分地提取图像的信息,并且过多参数会使运算速

度较慢和模型体积较大。 为了充分提取图像信息,以及

减少模型体积便于模型后期部署,引入 Mobilenetv3 网络

来替换原有的特征提取结构。 Mobilenetv3 是谷歌开源的

一个轻量化网络结构,可用于模型在移动端的部署。 在

v3 中 采 用 了 神 经 架 构 搜 索 方 法 ( neural
 

architecture
 

search,
 

NAS),该方法可以找到最匹配当前网络结构的

超参数[17] 。 在 Mobilenetv3 中,Block 模块是其最基本的

模块,通过连续堆叠多个 Block 模块得到 Mobilenetv3 网

络。 并且在 Mobilenetv3 中存在 v3-small 和 v3-large 两个

版本,根据实际需求,选择 v3-large 作为骨干网络。 激活

函数 h_swish(x) 是在 ReLU6 激活函数的基础上进行改

进,可减少参数量提升推理速度,如式 1 所示。 并且本文

在 Mobilenetv3 结构后添加了 LR-ASPP 模块,来进一步处

理特征图,其作用在于增加特征图所包含尺度,并且不会

引入过多的计算力,有利于分割任务[16] 。

h_swish(x) = x·ReLU6(x + 3)
6

(1)

式中:x 为输入;ReLU6 为激活函数;h_swish(x)为改进后

的激活函数。
1. 3　 压缩激活模块

　 　 在特征图中,不同位置上的像素重要性是不同的,抑
制背景信息而突出目标特征信息也是提升模型分割精度

的重要方法。 在深度学习中,常使用注意力模块来增强

有意义的目标特征。 SE 模块主要分为两个部分:压缩和

激励[18] ,如图 2 所示。 压缩使用全局平均池化的操作,
降低信息的维度,如式(2) 所示。 激励则是为了获取不

同通道的特征图的权重,具体操作是全连接层-ReLU-全
连接层-sigmoid 函数,如式(3)所示。 最后再加权到各个

通道的特征上,如式(4)所示。

Sc = 1
H × W∑

H

i = 1
∑

W

j = 1
Uc( i,j) (2)

式中:Uc( i,j)表示上个卷积核输出的多维矩阵向量中的

第 c 维矩阵中的第 i 行第 j 列元素;H 和 W 则表示矩阵的

高和宽;Sc 则是 c 维矩阵压缩后的结果。
Ec = σ[W2 f(W1Sc)] (3)

式中:W1 与 W2 分别是全连接层或者卷积层的降维权值

与升维权值;f 则是 ReLU 激活函数;σ 则是 sigmoid 激活

函数;Ec 则是 c 维通道的权重值。

X
~

c = Ec·Uc (4)

式中: X
~

c 表示 c 维的最终特征。

图 2　 压缩激活模块流程

Fig. 2　 The
 

flow
 

chart
 

of
 

the
 

Squeeze
 

Excitation
 

module

1. 4　 自校正卷积模块

　 　 使用常规的卷积核通常难以获得较大的感受野,即
使是添加注意力模块,也会受到这方面的限制。 而自校

正卷积具有更大的感受野,有助于捕获整个特征区域。
SCConv 结构可以通过自校正操作适应地在每个空间位

置周围建立远程空间和通道间依存关系,在不增加额外

参数和复杂性的情况下提高模型的整体性能[19] 。 如图 3
所示,首先是拆分输入特征图,保持宽高不变,通道数为

原来 1 / 2 的两个特征图,如式(5) 所示;输入为 C×H×W
的特征图,输出通道也为 C 的卷积中,卷积核的维度为 C
×C×H×W,然后将卷积核拆分为 4 个部分 K1,K2,K3,K4,
每个部分的维度为 C / 2×C / 2×H×W。 拆分卷积核的目的

主要是为了有效地收集每个空间位置的上下文信息。 然

后对特征图 X1 进行处理,其主要步骤为平均池化-上采

样-sigmoid 激活-卷积操作,如式(6) ~ (9)所示。 然后对

另一条分支上的特征图 X2 经过卷积核 K1 提取得到特征

Y2,最后再对 Y1 和 Y2 进行拼接操作,得到最终的输出特

征。 与传统卷积相比,自校正卷积有效地扩大了卷积层

的感受野,并且不会引入更多的复杂度。
X1,X2 = S(X) (5)

式中:X 表示输入特征图,X1 和 X2 为拆分后的两个特

征图。
T1 = Avgpoolr(X1) (6)

式中:r 为池化处理的下采样率和步长,T1 为经过下采样

得到的低维特征图,Avgpoolr 进行 r 倍的下采样操作。
X′1 = Up[F2(T1)] = Up(T2 × K2) (7)

式中:Up 是双线性上采样操作,K2 为卷积特征变换,F2

为以 K2 为核的卷积过程;X1′为上采样后的特征图。
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图 3　 自校正卷积流程

Fig. 3　 Self-correcting
 

convolution
 

flow
 

chart

Y′1 = F3(X1)·σ(X1 +X′1) (8)
式中:σ 是 sigmoid 函数,F3 为以 K3 为核的卷积过程,Y1

′

为经过 F3 卷积与 sigmoid 函数的注意力特征图相融合的

输出结果。
Y1 = F4(Y′1) =Y′1 × K4 (9)

式中:Y1 自校正部分的输出特征,K4 为卷积特征变换。
1. 5　 混合损失函数

　 　 直接使用交叉熵函数容易造成很多细节信息丢失。
因此,本文采用了混合损失函数来解决输入部分图片中

管道边缘细节丢失和正负样本点不均衡的问题。 Dice
 

Loss[20] 是在 Dice 系数的基础上取得的,Dice 系数是一种

集合相似度度量函数,通常用于计算两个样本点的相似

度,取值范围为[0,1],如式(10)所示。 BCE
 

Loss[21] 的具

体形式如式( 11) 所示。 本文损失函数由 Dice
 

Loss 和

BCE
 

Loss 组成,可有效提升网络收敛的稳定性。 混合损

失函数如式(12)所示。

LDL = 1 - 2 | X ∩ Y |
| X | +| Y |

(10)

式中:X 为网络预测的管道像素区间,Y 为真实标注的管

道像素区间, |X∩Y | 为两个区间求交集, | X | 和 | Y | 分别

代表 X 和 Y 的元素个数,LDL 为 Dice 损失函数。

LBCE(p,y) =
- log2p,y = 1
- log2(1 - p),y = 0{ (11)

式中:p 表示该像素点的预测概率值,y 表示该像素点的

类别,LBCE 为 BCE 损失函数。
L = LBCE(p,y) + LDL (12)

式中:L 为混合损失函数。

2　 实　 验

2. 1　 数据集

　 　 本文所使用的数据集均来自于工厂实地拍摄,且为

了保证图像多样性,通过改变拍摄角度、设置不同的背景

布等方法来模拟不同环境中的液压管道,共收集了 1
 

450
张图片,并且按照 8 ∶ 1 ∶ 1 的比例划分训练集、验证集和

测试集。
2. 2　 数据预处理及增强

　 　 在深度学习中,为了减小模型的计算量以及提升模

型收敛的稳定性,通常会对图像进行预处理,包括图像尺

寸处理、归一化、灰度化等。 本文方法所参与计算的参数

量较少,因此使用彩色图像进行模型训练。 此外,使用图

像归 一 化 和 减 去 均 值 的 方 法 将 图 像 像 素 调 整 到

256×256。
在数据预处理之后,在每批次图像上采用仿射变换、

图像翻转、图像裁剪、颜色扰动方法进行图像增强,以增

加数据的多样性,提升模型的鲁棒性。
2. 3　 实验条件

　 　 实验的所用显卡为 NVIDIA
 

GeForce
 

RTX
 

2070,显存

16 G; CPU 为 Intel ( R)
 

Core ( TM )
 

i5-9400F。 训练集

1
 

160 张图像,验证集 145 张图像,测试集 145 张图像。
最佳超参数如表 1 所示,其中 Epoch 表示模型的迭代次

数,以完成所有训练集图像为一个 epoch;BatchSize 表示

每次输入网络的图片数量;优化器表示网络反向传播所

用方法;Lr 表示学习率。
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表 1　 本文算法最佳超参数

Table
 

1　 The
 

best
 

hyperparameter
 

of
the

 

proposed
 

algorithm
迭代次数 / Number 批大小 / Number 优化器 学习率

100 16 Adam 0. 000
 

1

2. 4　 评价指标

　 　 在分割算法中常用交并比( intersection
 

over
 

union,
 

IoU)和像素准确率( pixel
 

accuracy,
 

PA) 来评判模型。
IoU 是指模型预测的目标像素区间占真实标签中的像素

区间的比例,如式(13) 所示。 PA 是指模型预测正确的

像素点个数占图片总像素点个数的比例, 如式 ( 14)
所示。

IoU = | X ∩ Y |
| X ∪ Y |

(13)

式中:X 表示预测的目标像素区间,Y 表示真实的目标像

素区间, |X∩Y |为 X 和 Y 重合部分的区间, | X∪Y | 为 X
和 Y 的区间总和。

PA =
∑

K

i = 0
p ii

∑
K

i = 0
∑

K

j = 0
p ij

(14)

式中:K 表示目标前景的类别数量,P ii 表示预测正确的

像素数量,P ij 表示所有像素的数量。
2. 5　 实验结果与对比分析

　 　 本文方法与其他常用网络处理的对照实验结果如

表 2 所示。 表 2 中 T 为处理测试图像的平均耗时。 由表 2
可知,本文方法的像素准确率 PA 值达到 95. 2%,交并比

IoU 值达到 90. 8%均高于其他网络,相较于原始 U-net 网

络,改进的 U-net 网络在像素准确率和交并比上分别提高

了 3. 8%、5. 3%,在单张推理时间上减少了 8. 7 ms,模型体

积减少了 56. 9 MB,验证了本文方法的优异性。

表 2　 各模型对比实验

Table
 

2　 Various
 

model
 

comparison
 

experiments
网络模型 准确率 / % 交并比 / % 时间 / ms 模型大小 / M
PSPNet 78. 7 72. 5 14 95. 3

Deeplabv3 87. 5 82. 5 43 155. 2
U-net 91. 6 85. 3 28. 7 73. 6

Our
 

method 95. 2 90. 8 20 16. 9

　 　 为验证各模块对 U-net 网络的性能提升,使用相同

的数据分别进行模型训练,通过测试得到表 3 所示的各

模块分割指标。
　 　 由表 3 可知,将 Mobilenetv3-large 模型代替原有的编

码器卷积模块之后,单张推理时间减少了 13. 9 ms,这证

明了轻量化网络模型的有效性,在 U-net 结构中添加 SE

注意力机制和 SC 自校正卷积之后,PA 和 IoU 值分别提

升了 2. 1%、5%,这验证了在特征图中突出目标特征信息

和增大感受野对于管道区域提取是有效的,将 U-net 原

始损失函数替换为混合损失函数之后,PA 和 IoU 值也有

相应的提升。 对比结果表明了本文方法的有效性。

表 3　 各模块消融实验

Table
 

3　 Ablation
 

experiments
 

by
 

module
模块方法 准确率 / % 交并比 / % 时间 / ms

U-net 91. 6 85. 3 28. 7
U-net+

 

Mobilenetv3 91. 5 84. 5 14. 8
U-net+Mobilenetv3+SE 92. 7 87. 6 17. 8

U-net+Mobilenetv3+SE+SC 93. 6 89. 5 19. 3
U-net+Mobilenetv3+SE+

SC+Loss
 

function 95. 2 90. 8 20

　 　 为了更清晰地说明本方法在管路分割上的优势,选
取了 5 个样本用不同算法进行分割,结果如图 4 所示。
针对图片 1,其他算法均存在管道信息丢失的现象,本文

方法则是完全检测出了管道结构,与标签图基本一致。
针对图片 2,通过本文方法得到的推理图与标签更接近,
其他方法检测出了管路大致结构但管道的轮廓曲线不平

滑。 针对图片 3,本文方法分割出了图片右边管道,而其

他方法则丢失了这部分管道信息。 对于多管路场景,见
图片 4 和图片 5,本文方法可将各管路部分区分明显且边

缘轮廓平滑。 综合来看,本文方法相较于其他模型有更

好的分割精度。

3　 结　 论

　 　 针对液压管路图像中管路背景多变、管道弯折、管路

重叠排布等因素导致图像分割精度低的问题,提出一种

基于改进 U-net 网络的液压管路图像分割方法,通过使

用 Mobilenetv3-large 网络、采用 LR-ASPP 结构、融入 SE
注意力模块和 SC 自校正卷积、引入 Dice 函数和 BCE 函

数,减少了网络体积、提升了特征提取能力和网络收敛能

力。 实验结果表明,所提出的方法对液压管路分割的 IoU
可达 90. 8%、PA 可达 95. 2%,推理时间为 20 ms / 张,模型

体积大小为 16. 9 m,可应用于实时场景。 但本文算法同

样也存在一些不足之处,如分割边缘不够精细、丢失部分

管道信息等。 因此,本文仍需对数据的平衡性以及模型

参数等进行进一步优化。
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