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基于阶段聚焦损失和并行增广策略的
遥感图像场景分类∗

陈　 燕　 杨　 艳　 杨春兰　 邓运生　 李　 壮

(蚌埠学院电子与电气工程学院　 蚌埠　 233030)

摘　 要:随着深度学习的不断普及,卷积神经网络已成为遥感图像场景分类的主要手段,然而当前的研究主要集中于多网络主

干的信息融合以及注意力机制等领域,在提高分类精度的同时也带来更高的计算复杂度。 针对上述问题,分别从改进卷积神经

网络损失函数和设计新的样本训练策略两个角度出发,在不增加计算复杂度的前提下,提升卷积神经网络的分类性能。 首先,
在对传统交叉熵和 Focal

 

loss 损失函数进行分析的基础上,提出一种阶段聚焦损失函数,该损失函数可以在训练阶段对卷积网

络进行有侧重的性能挖掘。 其次,设计了一种并行样本训练策略,将采用 Gridmask 算法增广后的样本图像和原始样本图像,分
为两路输入卷积网络进行并行训练,进一步提升卷积网络的分类性能。 实验结果表明,所提出的算法分别在 AID 和 NWPU-
RESISC45 两个大规模数据库上取得了 96. 72%和 93. 95%的检测精度,可以显著提升遥感图像场景分类的性能。
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Abstract:
 

With
 

the
 

continuing
 

popularity
 

of
 

deep
 

learning
 

techniques,
 

convolutional
 

neural
 

network
 

(CNN)
 

has
 

become
 

the
 

main
 

tool
 

to
 

solve
 

the
 

remote
 

sensing
 

image
 

scene
 

classification
 

tasks.
 

However,
 

current
 

research
 

interests
 

are
 

highly
 

focused
 

on
 

the
 

topic
 

of
 

how
 

to
 

fuse
 

multi-branch-based
 

CNN
 

and
 

how
 

to
 

apply
 

attention
 

models.
 

Despite
 

that
 

these
 

approaches
 

enhance
 

the
 

classification
 

accuracy
 

markedly;
 

it
 

leads
 

to
 

high
 

computational
 

complexity.
 

In
 

this
 

paper,
 

the
 

above
 

problems
 

are
 

addressed
 

by
 

means
 

of
 

introducing
 

a
 

modified
 

loss
 

function
 

and
 

designing
 

a
 

novel
 

data
 

augmentation
 

strategy,
 

which
 

can
 

significantly
 

improve
 

the
 

classification
 

performance
 

of
 

CNN
 

without
 

increasing
 

the
 

computational
 

complexity.
 

First,
 

a
 

stage-based
 

focal
 

loss
 

function
 

is
 

presented
 

to
 

adaptively
 

mining
 

the
 

hard
 

sample
 

during
 

the
 

training
 

process.
 

Second,
 

a
 

parallel
 

training
 

strategy
 

is
 

conducted
 

to
 

feed
 

the
 

original
 

image
 

samples
 

and
 

samples
 

after
 

Gridmask
 

operation
 

into
 

the
 

sharing
 

CNN
 

separately.
 

Experimental
 

results
 

show
 

that
 

the
 

proposed
 

algorithm
 

achieves
 

96. 72%
 

and
 

93. 95%
 

detection
 

accuracy
 

on
 

two
 

large-scale
 

databases
 

of
 

AID
 

and
 

NWPU-RESISC45,
 

respectively,
 

and
 

can
 

significantly
 

improve
 

the
 

performance
 

of
 

remote
 

sensing
 

image
 

scene
 

classification.
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0　 引　 言

　 　 近年来遥感技术发展迅速,相关遥感平台的增加和

观测能力的提高,也使得获取大规模的地球观测遥感图

像数据变得不再困难。 对遥感图像进行高效的分析在自

然灾害监测、农业普查、区域规划、自然资源检测等领域

都发挥着重要作用。 而遥感图像场景分类则是对遥感图

像进行解译分析的一项核心内容。 自从遥感图像场景分

类这一任务提出以来,获得了越来越多研究人员的关注,
目前已成为遥感信息处理领域的一个研究热点。

与传统的图像相比,遥感图像纹理复杂且颜色信息
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不够丰富,呈现出明显的类间差异小,类内差异大的特

点,这给遥感场景的精确分类带来较大的困难。 为了解

决这一问题,各种分类方法层出不穷。 近年来,得益于深

度学习的不断普及,特别是卷积神经网络的强大学习能

力,基于深度学习的遥感场景分类方法已成为当前研究

的主流[1-6] 。 Minetto 等[7] 提出一种对不同的卷积网络进

行多次微调训练,然后将多个网络进行集成的方法来提

高遥感场景分类的精度。 同样采用多个网络集成的策

略,Xue 等[8] 将 CaffeNet、VGG-VD16 和 GoogLeNet 这 3 种

常用的卷积网络特征融合在一起,共同完成遥感图像场

景分类任务。 文献[9]则通过设计一种改进的注意力机

制模块,将均值池化和最大值池化进行融合,从而提高网

络的分类鉴别能力。 Bi 等[10] 在密集连接卷积网络的基

础上,加入残差注意力模块来改进网络的分类性能。 文

献[11]则设计了一种循环注意力结构来挖掘卷积网络

的高层语义信息和空间特征,从而提升系统的分类性能。
然而无论通过注意力机制还是使用多源信息融合手段来

提升遥感场景分类的性能,都需要在原始的卷积网络基

础上增加相应的任务单元,从而不可避免的增加整个分

类网络的参数量和计算复杂度。
针对上述问题,本文从改进网络损失函数和设计新

的训练机制两个角度出发,设计了一种新的遥感图像场

景分类算法,在不改变骨干卷积网络、不增加新的网络结

构的基础上,显著提高了遥感场景分类的性能。

1　 模型的构建
 

1. 1　 主干网络的选择

　 　 本文所提出的整体模型框架如图 1 所示。 不失一般

性的,这里选择被广泛应用的残差网络 Resnet50 作为框

架的主干网络。 自从 Resnet 系列卷积网络被提出以来,
其已被成功应用分类、目标检测等不同的任务场景中,并
展现出优异的性能。 如图 1 所示,Resnet50 的卷积结构

可以分为 5 个部分,在待分类图像进入网络后,首先经过

1 个卷积层 Conv1,然后进入 4 个由残差模块组成的卷积

结构 Layer1 至 Layer4,每一个结构包含残差模块的数量

分别为 3、4、6、3,最后经过全连接层得到最终的分类

输出。

图 1　 本文提出的模型框架

Fig. 1　 The
 

proposed
 

model

1. 2　 阶段聚焦损失

　 　 在基于卷积神经网络的分类任务中损失函数是关键

的一环,不同的损失函数对网络的训练性能和收敛速度

有着不同的影响。
目前,在众多的损失函数中,交叉熵损失函数是应

用最广泛的一种。 以二分类为例,令训练样本为( x i,
y i) ,i= 1,2,…,n。 其中 x i 为样本特征值,y i 则为类别

标签,y i 的取值为{0,1} 。 假定样本 x i 经过卷积神经网

络后的预测值为 p( x i) 。 则其对应的交叉熵损失可以

定义为:
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LCE(x i) =
- log(1 - p(x i)),y i = 0
- log(p(x i),y i = 1{ (1)

进一步的令:

p t(x) =
p(x),y = 1
1 - p(x),其他{ (2)

则上式可以整合为:
LCE(x i) = - y i log(p t(x i)) (3)
观察上式可以看出,预测值 p t(x)的大小在某种程度

上反映了样本的难易程度。 实践证明对困难样本进行正

确的处理更有利于目标的分类。 基于此 Lin 等[12] 提出了

聚焦损失(focal
 

loss,FL)这一概念,并将其成功应用在目

标检测任务中。 聚焦损失的工作原理是通过给传统的交

叉熵损失增加一个加权项,从而对 p t(x)值不同的样本进

行区别对待,如式(4)所示:
LFL(x i) = - (1 - p t(x i)) γ log(p t(x i)) (4)
其中,γ 为幂次,在使用中一般取 2,用于对难易样本

进行区别性对待。
然而通过实践发现在遥感图像场景分类任务中,直

接使用 FL 损失函数并不能提高网络的分类性能。 经过

分析可知,在训练初期卷积网络的分类性能较弱,难以正

确的对易分类样本和困难样本进行区分,此时若直接使

用 FL 损失则可能将被误判的易分类样本当做困难样本

进行着重学习,从而导致最终的分类性能不佳。 基于上

述分析,本文提出一种按照卷积网络所处的训练阶段对

CE 和 FL 损失进行自适应融合的损失函数,称之为阶段

性聚焦损失(stage-based
 

focal
 

loss,
 

SFL)。 给出 SFL 的表

达公式如式(5)所示:
LSFL(x i) = αLFL(x i) + βLCE(x i) (5)
其中,α 和 β 分别为 FL 损失和 CE 损失的权重因子,

且有 α+β= 1。 α 和 β 的值应随着训练 epoch 的增加而改

变,为了更好的体现阶段性聚焦损失的思路,将 α 参数表

达为 sigmoid 函数形式,使 α 和 β 的值可以平滑的变化,
如式(6) ~ (7)所示:

α = 1
1 + exp((SP - s)·ep)

(6)

β = 1 - α = exp((SP - s)·ep)
1 + exp((SP - s)·ep)

(7)

其中,s 为当前训练所处的阶段比值,假定一共训练

ep 个 epcoch,且当前已经训练到第 c 个 epcoch,则有 s= c /
ep。 而 SP 则为阶段性因子,其取值范围为[0,1]。 SP 的

取值可以控制 CE 和 FL 的作用阶段,从而达到两者的有

效融合。
1. 3　 基于并行 Gridmask 数据增广的样本训练策略

　 　 Gridmask 是 Chen 等[13] 提出的一种性能优越的数据

增广方法,与 cutout、mixup 等流行的数据增广方法相比,
其在 ImageNet 等数据集上取得了更好的分类性能。 给

定输入图像 x,则采用 Gridmask 算法增广后的图像可以

表示为:
x- = x × M (8)
其中,M 为预先生成的二值掩膜,其可以采用{ r,d,

tx,ty}4 个参数来唯一的确定,如图 2 所示。 其中 d 为单

个掩膜的边长,r 为去除区域边长与 d 的比值,tx,ty 则为

掩膜在以左上角为原点的原始图像中的坐标位置,上述

参数给定了掩膜的初始位置,以该掩膜为起始,重复去除

对应位置的像素,得到 Gridmask 处理后的最终图像,且
原始图像的保留比例为:

R = 1 - r
d( )

2

(9)

图 2　 二值掩膜示意图

Fig. 2　 Illustration
 

of
 

the
 

binary
 

mask

传统的 Gridmask 数据增广如图 3(a)所示,然而在对

遥感图像进行场景分类时,发现上述方法并不能带来性

能的提升。 针对该问题,本文设计了一种并行的样本增

广训练方法 P-Gridmask,如图 3(b)所示。 该方法将原始

样本和增广后的样本作为两类独立的数据,分别进行输

入到主干网络进行训练。 在训练过程中两种样本信息分

别对应了不同的损失,如图 1(a)所示,令原始的 RGB 图

像经过主干网络后得到的损失为 LSFL_RGB,而 Gridmask 图

像对应的损失为 LSFL_Gridmask,则最终得到的损失为:
LSFL = LSFL_RGB + LSFL_Gridmask (10)
得到 LSFL 后即可采用梯度下降方法对网络参数进行

优化,从而完成网络的训练。

2　 实　 验

2. 1　 实验设置
 

　 　 在实验中采用 AID 和 NWPU-RESISC45 两个被研究

人员广泛使用的大规模数据集作为实验数据来对算法进

行评估。 表 1 给出了这两个数据集的细节信息,其中

AID 数据集包含 30 类不同场景下的 10
 

000 个样本数据,
样本图像的分辨率为 600×600,而 NWPU-RESISC45 数据
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图 3　 P-Gridmask 数据增广

Fig. 3　 The
 

P-Gridmask
 

data
 

augmentation

集则规模更大,其包含了 45 类不同的场景,样本总数则

为 31
 

500。 图 4 给出了两个数据集中部分不同场景类别

的示例图像,从图中看出不同类别的图像往往具备较为

类似的景物信息和纹理分布,这为对场景进行正确分类

带来较大的困难。
表 1　 AID 和 NWPU-RESISC45 数据集详细信息

Table
 

1　 detail
 

information
 

of
 

AID
 

and
NWPU-RESISC45

 

datasets
数据集名称 图像分辨率 分辨率 / m 样本数 场景类别

AID 600×600 0. 5~ 8 10
 

000 30
NWPU-RESISC45 256×256 0. 2 ~ 30 31

 

500 45

　 　 所有实验均在一台 CPU 为 i7 - 8700,GPU 为 GTX
 

1080Ti,内存为 16 G,显存为 11 G 的机器上进行,所采用

的操作系统为 Ubuntu16. 04,实验中所用的深度学习框架

为 Pytorch。 采用 ImageNet 预训练模型作为 Resnet50 的

初始参数,每次实验均对模型训练 100 个 epoch,初始学

习率为 0. 001。 训练的批量大小为 32,优化器采用 SGD
方法。 模型评估时,采用总体分类正确率作为评价指标,
该指标给出了样本集中所有样本被正确检测的比率。

对于训练集和测试集的划分,沿用基线算法的划分

设置,其中 AID 数据集在实验时分别从每类样本中随机

抽取 20%和 50%作为训练集,剩余的样本则作为测试集。
由于 NWPU-RESISC45 数据集的规模更大,在实验时则

分别从每类样本中随机抽取 10%和 20%作为训练集,剩
余的样本则作为测试集。 实验时随机的对数据集进行 5
次划分和训练测试,以测试集上 5 次分类结果的平均值

和标准差作为最终的分类正确率指标。
2. 2　 参数选择　
　 　 在本文提出的分类框架中,除通用的训练设置外,涉
及的参数主要有 Focal

 

loss 中的 γ,Gridmask 生成二值掩

膜的控制参数和 SFL 中的阶段性因子 SP,其中前两类参

数沿用了文献[12]和[13]中的设置,而在本节中将着重

分析 SP 参数对分类性能的影响。 如 表 2 所示, 以

NWPU-RESISC45 数据集采用 20%的训练比为例,给出了

SP 取不同值时所提出算法的分类总体精度。 从表中可

以看出,SP 取值不同,分类总体精度随之发生较大变化,
通过对比可以发现,当 SP 取 0. 6 时取得了最优的分类性

能,因此在实验中将 SP 设为 0. 6。

表 2　 SP 取不同值时对 NWPU-RESISC45
数据集分类性能的影响

Table
 

2　 the
 

influence
 

of
 

classification
 

performance
 

on
NWPU-RESISC45

 

dataset
 

with
 

different
 

value
 

of
 

SP

SP OA(20%)
0. 0 92. 87±0. 36
0. 2 93. 39±0. 32
0. 4 93. 90±0. 25
0. 6 93. 95±0. 22
0. 8 93. 75±0. 29
1. 0 92. 72±0. 34

2. 3　 和其他算法的对比

　 　 为了进一步评估本文所提出算法的综合性能,分别

在 AID 和 NWPU-RESISC45 两个大型数据集上对本文算

法的分类结果进行评估。 在两个数据集上进行实验时,
除了本文算法外,还与近年提出的一系列先进算法进行

对比,这些算法包括 Resnet50 + EAM[9] 、 RADC-Net[10] 、
 

ADFF[14] 、 MLCBF[15] 、 TFADNN[16] 、 MF2Net[17] 以及 MG-
CAP [18] 等。

表 3 给出了在 AID 数据集上采用不同算法时的整体

准确率。 当采用 20%数据集进行训练时,本文算法取得
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图 4　 数据集遥感图像示例

Fig. 4　 Remote
 

sensing
 

image
 

samples
 

in
 

the
 

datasets
 

harbor

了 95. 10%的整体准确率,要高出注意力机制类算法[19]

中最好的 Resnet50+EAM
 

1. 5%,即使与次优算法 MF2Net
相比,本文算法依然得到了 1. 3%的提升。 当采用 50%数

据集进行训练时,由于训练样本的增多,相对采用 20%的

数据进行训练,所有的算法性能都有所提升,其中本文算

法取得了 96. 72%的整体准确率,要高出细粒度算法[20-21]

中的 MG-CAP
 

0. 6%。 整体而言,在 AID 数据集中,不管

采用 20%还是采用 50%的数据集作为训练集时,本文算

法都取得了最高的整体准确率,对检测精度有着显著的

提升。
表 3　 不同方法在 AID 数据集上的分类性能比较

Table
 

3　 Overall
 

accuracy
 

and
 

standard
 

deviation
 

of
 

the
proposed

 

method
 

and
 

other
 

methods
 

on
 

AID
 

dataset

方法 OA(20%) OA(50%)
Resnet50+EAM[9] 93. 64±0. 25 96. 62±0. 13
RADC-Net[10] 88. 12±0. 43 92. 35±0. 19
MLCBF[15] 93. 70±0. 11 95. 84±0. 26
TFADNN[16] 93. 21±0. 32 95. 64±0. 16
MF2 Net[17] 93. 82±0. 26 95. 93±0. 23
MG-CAP[18] 93. 34±0. 18 96. 12±0. 12
ours 95. 10±0. 21 96. 72±0. 15

　 　 NWPU-RESISC45 数据集的实验结果由表 4 给出,由
于 NWPU-RESISC45 数据集的规模远大于 AID 数据集,
因此采用了更小的比例的数据集来构建训练集,实验时

分别采用了 10%和 20%的数据集进行训练,剩余样本则

为测试集。 如表 4 中所示,当采用 10%的数据集时,本文

算法取得了 92. 27%的整体检测率,高出特征融合类算法

2%以上,即使与基于注意力机制的次优算法 Resnet50+

EAM 相比,本文算法依然得到了 1. 4%的提升。 当采用

50%数据集进行训练时,由于训练样本的增多,相对采用

20%的数据进行训练,所有的算法性能都有所提升,其中

本文算法取得了 93. 95%的整体准确率,高出次优算法

Resnet50+EAM
 

0. 44%。 总的来说,在 NWPU-RESISC45
数据集中,不管采用 20%还是采用 50%的数据集作为训

练集时,本文算法都取得了最高的整体准确率,这说明本

文所提出的算法模块是有效的。
表 4　 不同方法在 NWPU-RESISC45

数据集上的分类性能比较

Table
 

4　 Overall
 

accuracy
 

and
 

standard
 

deviation
 

of
 

the
proposed

 

method
 

and
 

other
 

methods
 

on
NWPU-RESISC45

 

dataset
方法 OA(10%) OA(20%)

Resnet50+EAM[9] 90. 87±0. 15 93. 51±0. 12
RADC-Net[10] 85. 72±0. 25 87. 63±0. 28
ADFF[14 86. 01±0. 15 88. 79±0. 17
TFADNN[16] 87. 78±0. 11 90. 86±0. 24
MF2 Net[17] 90. 17±0. 25 92. 73±0. 21
MG-CAP[18] 90. 83±0. 12 92. 95±0. 13
ours 92. 49±0. 18 93. 95±0. 22

2. 4　 消融实验　
　 　 如表 5 所示,通过在原始的 Resnet50 主干网络中选

择是否加入 SFL 和 P-Gridmask,一共可以得到 4 种不同

的方案。 首先只采用 Resnet50 主干网络进行分类,此时

在 10%和 20%的 NWPU-RESISC45 数据集上进行训练,
分别取得了 91. 42%和 92. 72%的总体准确率。 然后将

SFL 损失函数引入到主干网络中,此时两种训练设置下
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的总体准确率均得到显著的提升,分别达到 92. 02%和

93. 68%。 接下来分别将 Gridmask 和 P-Gridmask 两种不

同的数据增广策略引入到训练中考察其对数据集分类性

能的影响,从表中可以看出引入 Gridmask 后,分类性能

不但没有提升反而严重衰减,相对而言,P-Gridmask 策略

则可以进一步的提升主干网络的分类性能,在两种不同

的训练设置下分别取得了 92. 49%和 93. 95%的最优准确

率,分别比 fine-tuning
 

Resnet50 提升 1. 07%和 1. 23%,整
体性能得到显著提升,表明了 SFL 和 P-Gridmask 两种策

略的有效性。
表 5　 各模块对 NWPU-RESISC45 数据集分类性能的影响

Table
 

5　 different
 

module’s
 

influence
 

of
 

classification
performance

 

on
 

NWPU-RESISC45
 

dataset
网络结构 OA(10%) OA(20%)

fine-tuning
 

Resnet50 91. 42±0. 32 92. 72±0. 34
Resnet50+SFL 92. 02±0. 17 93. 68±0. 29

Resnet50+SFL+Gridmask 91. 26±0. 21 92. 81±0. 31
Resnet50+SFL+P-Gridmask 92. 49±0. 18 93. 95±0. 22

　 　 为了更加清晰的对原始的 Gridmask 和本文提出的

P-Gridmask 策略进行直观性对比,在图 5 中分别给出了

采用 10%和 20%的比例设置训练集时,NWPU-RESISC45
数据集上的 OA 曲线。 其中图 5( a) 为采用 10%的样本

集进行训练时在测试集上的 OA 曲线。 从图中可以看

出,随着训练的进行整体准确率逐步提升, 采用 P-
Gridmask 策略要显著优于原始的 Gridmask。 同样的,如
图 5 ( b) 所示, 在采用 20% 的样本作为训练集时, P-
Gridmask 的整体准确率依然要显著高于 Gridmask,充分

表明 P-Gridmask 策略对系统的分类性能有着显著提高。

3　 结　 论

　 　 本文从设计阶段性侧重点不同的损失函数和并行样

本数据增广策略两个角度出发提出了一种新的卷积网络

分类框架来解决遥感图像场景分类问题。 整体分类框架

以 Resnet50 为主干网络,通过设计阶段性聚焦损失,使得

该网络前期集中于提升网络对所有样本的整体分类性

能。 此外,通过对 Gridmask 数据增广方法进行改进,对
原始图样和增广后的图像进行并行训练,进一步的提高

对遥感图像的识别能力。 实验表明本文所提出的方法显

示出较为明显的优势。 然而,本方法中的阶段性因子这

一参数需要手动设定,如何对该参数进行自学习并确定

最优值,将是未来一个值得关注的研究方向。
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