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结合速度控制的时空图网络行人轨迹预测模型∗

王海峰　 桑海峰　 王金玉　 陈旺兴

(沈阳工业大学信息科学与工程学院　 沈阳　 110870)

摘　 要:行人轨迹预测中最重要的任务是建立行人轨迹交互模型,针对在模型中缺乏关于时间和速度等信息的建模,提出了一

种结合速度控制的时空图网络算法来建立行人交互模型并对轨迹进行预测. 整体模型采用条件生成对抗网络架构,其中采用速

度预测模块预测行人未来速度并作为条件生成对抗网络的控制条件,显式地将速度信息引入行人轨迹预测,避免较大偏差速度

对轨迹的影响。 在生成器中设计了基于图卷积注意力机制的时空信息融合模块,在提取行人轨迹序列运动特征并关注其空间

上相互作用关系的同时,显式地编码行人序列的时间相关性。 最后,将结合时空信息和速度信息的轨迹交互特征解码,完成轨

迹的预测。 此外,考虑到现有评价方法的不足,采用平均碰撞次数作为轨迹合理性的评判。 在公开数据集 ETH 和 UCY 上进行

验证,实验结果表明,该文所提出的算法能更好地完成行人轨迹预测,平均位移误差为 0. 40
 

m 和最终位移误差为 0. 79
 

m。
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Abstract:The
 

most
 

important
 

task
 

in
 

pedestrian
 

trajectory
 

prediction
 

is
 

to
 

establish
 

a
 

pedestrian
 

trajectory
 

interaction
 

model.
 

Aiming
 

at
 

the
 

lack
 

of
 

semantic
 

information
 

about
 

time
 

and
 

speed
 

in
 

the
 

model,
 

a
 

spatial-temporal
 

graph
 

network
 

algorithm
 

combined
 

with
 

speed
 

control
 

is
 

proposed
 

to
 

establish
 

pedestrian
 

interaction
 

model
 

and
 

predict
 

trajectory.
 

The
 

overall
 

model
 

adopts
 

the
 

conditional
 

generative
 

adversarial
 

networks
 

architecture,
 

in
 

which
 

the
 

speed
 

prediction
 

module
 

is
 

used
 

to
 

predict
 

the
 

future
 

speed
 

of
 

pedestrians,
 

and
 

the
 

control
 

condition
 

of
 

the
 

conditional
 

generative
 

adversarial
 

networks.
 

The
 

speed
 

information
 

is
 

explicitly
 

introduced
 

into
 

the
 

pedestrian
 

trajectory
 

prediction
 

to
 

avoid
 

the
 

influence
 

of
 

large
 

deviation
 

speed
 

on
 

the
 

trajectory.
 

A
 

spatial-temporal
 

information
 

fusion
 

module
 

is
 

designed
 

in
 

the
 

generator.
 

While
 

extracting
 

the
 

motion
 

features
 

of
 

pedestrian
 

trajectory
 

sequence
 

and
 

paying
 

attention
 

to
 

its
 

spatial
 

interaction,
 

it
 

explicitly
 

encodes
 

the
 

temporal
 

correlation
 

of
 

pedestrian
 

sequence.
 

Finally,
 

the
 

trajectory
 

interactive
 

features
 

combined
 

with
 

space-time
 

information
 

and
 

speed
 

information
 

are
 

decoded
 

to
 

complete
 

the
 

trajectory
 

prediction.
 

In
 

addition,
 

considering
 

the
 

shortcomings
 

of
 

the
 

existing
 

evaluation
 

methods,
 

the
 

average
 

collision
 

times
 

is
 

used
 

as
 

the
 

evaluation
 

of
 

trajectory
 

rationality.
 

The
 

model
 

is
 

verified
 

on
 

the
 

public
 

datasets
 

ETH
 

and
 

UCY.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

proposed
 

algorithm
 

can
 

better
 

complete
 

the
 

pedestrian
 

trajectory
 

prediction,
 

with
 

an
 

average
 

displacement
 

error
 

of
 

0. 40
 

m
 

and
 

a
 

final
 

displacement
 

error
 

of
 

0. 79
 

m.
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0　 引　 言

　 　 在复杂的动态场景中建立行人交互模型并完成轨迹

预测是近年来一个热门的研究方向,广泛应用于众多领

域,例如自动驾驶[1] 、智能移动服务机器人[2] 和智慧城市

交通监控系统[3] 等。 行人轨迹的正确预测有助于智能导

航系统预测其他目标位置以保持安全距离并避免相应的

碰撞,规划出更加合理有效的路径来进行移动[4-5] 。
随着深度学习技术的兴起,行人轨迹预测的研究从

传统的人工定义特征函数[6-7] 来对行人交互进行建模,转
换成通过复杂数据驱动的深度神经网络结构对变量结果

的潜在学习。 长短时记忆网络( long
 

short-term
 

memory,
LSTM)在行人轨迹预测时表现优异,但 LSTM 网络存在

预测所有未来轨迹平均值的问题,这并不符合轨迹预测

多模 态 性 的 要 求。 生 成 对 抗 网 络[8-10] ( generative
 

adversarial
 

networks,GAN)可以很好解决 LSTM 类模型的

缺陷,完成轨迹的多模态预测。 其中,社会生成对抗网络

模型[11] 是应用最为广泛的 GAN 类模型。 在 GAN 模型

的基础上为更好地结合上下文信息,张志远等[12] 在模拟

行人交互时采用注意力机制将行人间的距离及方向信息

纳入模型。 Sadeghian 等[13] 建立 SoPhie 模型将环境信息

纳入考量,结合了场景语义分割模型和生成对抗网络的

特征,完成行人的轨迹预测。
在模拟行人交互行为时,此前大多数研究多采用池

化机制来完成,这导致了大量信息的丢失。 而图卷积神

经网络(graph
 

neural
 

network,GNN)可以获取图结构中的

信息并进行学习,是一种建模行人间交互关系的有效方

法。 Huang 等[14] 基 于 图 注 意 力 网 络 ( graph
 

attention
 

network,GAT)为临近每个行人节点匹配不同的注意力实

现了节点之间有效的加权信息传递;Kosaraju 等[15] 模型

用 GAT 对场景中行人间的交互行为进行编码并结合场

景信息。
上述方法都能很好地模拟行人间的交互关系,但是

还都存在一定的局限。 首先,这些方法在提取行人之间

的交互信息时所考虑的信息是片面的,忽略了显式速度

信息等因素对目标行人未来轨迹的影响,仅仅只考虑了

LSTM 编码中速度的隐式信息;其次,行人在场景中移动

时轨迹具有连续性,大多数现有的方法仅仅只考虑行人

间的空间相关性,而忽略了与场景中涉及的其他行人互

动的时间持续性。 最后,目前大多数方法预测行人轨迹

时仅仅只考虑轨迹预测的精度,而很少考虑到预测轨迹

的合理性。
针对上述问题,本文提出一种结合速度控制的时空

图卷积神经网络算法( spatial-temporal
 

graph
 

network
 

with
 

speed
 

control
 

generative
 

adversarial
 

networks, STGS-GAN)

对轨迹 进 行 预 测。 首 先, 以 条 件 生 成 对 抗 网 络[16]

(conditional
 

generative
 

adversarial
 

networks,CGAN)模型为

主体结构,将预测的速度信息作为 CGAN 的控制条件,更
好地提升模型对速度因素影响的敏感性。 其次, 在

CGAN 模型的生成器中设计了时空信息融合模块,可以

更好地提取行人间的时空交互信息。 此外,将平均碰撞

次数(average
 

collision
 

times,ACT)作为评价指标,作为轨

迹合理性的考量。 最后,经实验分析证明,本文所提出的

模型在数据集上具有较高精度,可以很好的模拟在复杂

场景下的行人交互行为,并生成多条符合日常认知的预

测轨迹,同时避免发生碰撞。

1　 理论分析

1. 1　 问题定义

　 　 行人轨迹预测问题可以定义为一个序列生成问题,
对于场景中的每个行人 i( i = 1,2,…,N) ,其在时刻 t 的
位置用坐标 Y t

i = ( x t
i,y

t
i) 表示,已知行人的位置 Y t

i( t =
1,2,…,Tobs) ,目标是预测它们从 Tobs + 1 到 Tpred 的位置,

用 Ŷ t
i = ( x̂ t

i,
 

ŷ t
i) 表示预测值。

本文研究可以显式地预测行人的运动速度,同时将

其作为控制条件并以此预测多个行人的运动轨迹。 给定

(x t,y t) 作为时间 t 时的坐标,S 代表行人运动速度,本文

设定函数 f 来生成下一个时间段位置坐标 (x t +1,y t +1) ,
如式(1)所示。

(x t +1,y t +1) = f(x t,y t | S) (1)
其中,未来时间段的生成坐标基于速度 S ,会根据速

度不同发生变化。 在预测环境中,未来时间步长的速度

通常是未知的。 为了能够确定整个时间框架的速度,包
括尚未生成的轨迹的未来速度,可以使用从数据中学习

到的估计速度
 

Ŝ 。
1. 2　 模型框架

　 　 STGS-GAN 模型的架构图如图 1 所示。 主体结构为

条件生成对抗网络模型。 本文在生成器中设计了时空信

息融合模块,其中采用空间 LSTM( S-LSTM)网络提取行

人轨迹序列的运动特征,通过 GAT 来关注行人间空间上

的交互信息,同时设置时间 LSTM( T-LSTM)来编码行人

轨迹序列的时间相关性。 为更好地模拟行人运动速度对

行人轨迹预测的影响,额外采用一个由 LSTM 组成的速

度预测模块来从潜在空间预测行人未来速度,并据此作

为 C-GAN 的控制条件。 在解码器中采用 LSTM 网络,以
运动特征,时间特征、交互特征和速度特征的组合作为输

入,输出为未来的轨迹。 最后通过判别器中的 LSTM 网

络输出“真 / 假”评价。
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图 1　 STGS-GAN
 

行人轨迹预测模型

Fig. 1　 STGS-GAN
 

Pedestrian
 

trajectory
 

prediction
 

model
 

in
 

graph
 

structure

1. 3　 预处理

　 　 行人的历史轨迹包含其位置和速度等运动特征信

息,通过这些特征信息可以获取到行人间的相互作用关

系并完成轨迹的预测。 本文在编码行人轨迹信息时,不
直接采用历史轨迹的行人坐标,而是采用相对位置坐标

(Δx t
i,Δy t

i) ,这相当于同时获取行人位置信息和速度信

息,如式(2)和(3)所示。
Δx t

i = x t
i - x t -1

i (2)
Δy t

i = y t
i - y t -1

i (3)
1. 4　 时空信息融合模块

　 　 在建模行人间交互作用时,简单地提取行人间空间

信息不能很好地模拟人与人的互动行为,引入时间信息

可以捕获每个时间步长上的时间交互,更好地避免可能

出现的碰撞情况。 考虑到 LSTM 无法充分地共享不同行

人之间的信息和池化机制会丢失大量行人交互信息等问

题,本文使用 GAT 作为交互信息的共享机制。 如图 2 所

示,将图定为数组 G(V,E,A),其中 V 定义了一组包含

行人运动特征向量的节点, E 是表示各个行人之间交互

的边集, A 是图的邻接矩阵。

图 2　 图结构中行人交互示意图

Fig. 2　 Diagram
 

of
 

pedestrian
 

interaction

本文将 GAT 应用于图上,用图上的边来表示行人间

交互作用的存在,通过关注其周围行人的信息来计算并

叠加每个图节点的特征。

时空信息融合模块如图 3 所示,由 S-LSTM、T-LSTM
和 GAT 组成。

图 3　 时空信息融合模块图

Fig. 3　 Spatial-temporal
 

information
 

fusion
 

module

在完成时空信息融合时, 首先将相对位置坐标

(Δx t
i,Δy t

i) 传入多层感知器和 S-LSTM 中进行运动信息

编码,如式(4)和(5)所示。
e t
i = ϕ1(Δx t

i,Δy t
i;Wee) (4)

m t
i = S - LSTM(m t -1

i ,e t
i;WS) (5)

式中:将多层感知器 ϕ1 作为嵌入函数, Wee 是其权重, e t
i

是特征向量维度为 16。 经 S-LSTM 编码后的运动特征向

量 m t
i 维度为 32, WS 是 LSTM 的权重,在场景内所有行人

间共享。
其次,将在观察行人运动历史轨迹期间运动特征向

量m t
i( t = 1,…,Tobs) ∈ V 作为节点信息输入到 GAT 以获

得注意权重系数 α t
ij ,计算方法如式(6)所示。

α t
ij =

exp LeakyReLU(aT[Wgatm
t
i‖Wgatm

t
j])( )

∑
k∈Ni

exp LeakyReLU(aT[Wgatm
t
i‖Wgatm

t
k])( )

(6)
其中,‖表示数据的连接, N i 表示与节点 i 临近的其

他行人, a 是单层前馈神经网络的权重向量, α t
ij 是节点 j

到 i 在 t 时刻的注意系数, Wgat 是每个节点的共享线性变
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换的权重矩阵。 在进行归一化处理时,增添 leakyReLU
作为激活函数以避免失去节点 i 的信息,导致实际聚合

没有效果。 在获得注意力系数后,
 

m̂ t
i 为在 t 时刻节点 i

的一个图注意层输出如式(7)所示。
 

m̂ t
i = σ(∑

j∈Ni

α t
ijWgatm

t
j) (7)

其中, σ 是一个非线性函数。 GAT 网络存在过度平

滑的问题,在两层模型中性能优异,而单纯叠加层数会导

致降低模型性能的问题,因此本文仅叠加个两层注意

力层。
原始 GAT 体系结构有一个缺陷,即在学习注意力系

数时不使用任何可用的边集信息。 为解决这一缺点,本
文通过添加归一化层,增加节点特征向量的信息,提高了

GAT 层的学习能力,如式(8)所示。

Mt
i =m̂ t

i‖l ij (8)
其中, Mt

i 是节点 i 的增广特征向量, l ij 是连接节点 i
及其邻居 j 的边特征向量。

最后,采用一个 T-LSTM 来显式地多步长建模行人

交互之间的时间相关性,输出如式(9)所示:
g t
i = T - LSTM(g t -1

i Mt
i,;Wg) (9)

其中, g t
i 是 T-LSTM 的输出, Wg 是 T-LSTM 权重,在

所有行人轨迹序列中共享。
在搭建模型时将这两部分结合起来,以完成时空信

息的融合。 在对每个时间步长进行计算时,每个行人的

两个 LSTM 存在 Mt
i 和 g t

i 两个隐藏变量,分别将 Mt
i 和 g t

i

输入到两个不同的多层感知器 (ϕ2,ϕ3) 中并在之后进

行连接,在编码器特征信息中存储,最终 h t
i 如式( 10)

所示。
h t

i = ϕ2(M
t
i)‖ϕ3(g

t
i) (10)

1. 5　 速度预测模块

　 　 此前研究中,大多数模型对速度的预测都采用的是

LSTM 特征向量的隐式信息,而几乎没有显式地提出速度

对于模型预测结果准确性的影响。 本文与此前研究不

同,采用了一个由 LSTM 组成的模块显式地编码速度信

息,并作为 C-GAN 的控制条件,使预测速度对模型精度

的影响更加具体精确,出现较大偏差速度的轨迹不会生

成。 本文根据数据集每两个连续时间帧之间的欧氏距离

计算速度标签,并在(0,1) 范围内缩放。 速度预测模块

图如图 4 所示。
此前研究中,大多数模型对速度的预测都采用的是

LSTM 特征向量的隐式信息,而几乎没有显式地提出速度

对于模型预测结果准确性的影响。 本文与此前研究不

同,采用了一个由 LSTM 组成的模块显式地编码速度信

息,并作为 C-GAN 的控制条件,使预测速度对模型精度

的影响更加具体精确,出现较大偏差速度的轨迹不会生

图 4　 速度预测模块示意图

Fig. 4　 Schematic
 

diagram
 

of
 

speed
 

prediction
 

module

成。 本文根据数据集每两个连续时间帧之间的欧氏距离

计算速度标签,并在(0,1)范围内缩放。
速度预测模块用从编码器中获得的隐藏变量 h t

i 初

始化速度预测模块的隐藏状态 v t
si 。 输入是当前时间帧

的速度 S = (Δx t
i,Δy t

i) ,通过具有信号激活的全连接层

(fully
 

connected
 

layers,FC)传递隐藏状态,计算未来速度

估计
 

Ŝ t +1
i 如式(11)和(12)所示。

v t
si = LSTMsp(S

t
i,v

t -1
si ;Wsp) (11)

 

Ŝ t +1
i = γsp(v

t -1
si ;Wγsp

) (12)
其中, γsp 为 FC 层, Wsp 和 Wγsp

为 LSTM 层和 FC 层

的权重,预测模块与其他组件同时训练,使用地面真相

S t +1
i 作为反馈信号。

1. 6　 解码器　
　 　 在解码器中保持过去行人轨迹序列的特性,本文用

h t
i 初始化其隐藏状态 h t

di, 并在训练期间根据控制条件输

入相对位置的嵌入向量,添加高斯分布噪声 z 获得解码

输入特征向量 d t
i ,如式(13)所示。

d t
i = αd((Δx t

i,Δy t
i)  S t +1

i ;Wαd
)‖z (13)

在预测环境中,本文采用预测模块的估计
 

Ŝ t +1
i 代替

S t +1
i 。 h t

di 是 LSTM 的隐藏状态通过 FC 网络输入,它输出

每个代理的预测相对位置如式(15)所示。
h t

di = LSTMdec(d
t
i,h

t -1
di ;Wdec) (14)

( x̂ t +1
i ,

 

ŷ t +1
i ) = γ d(h

t
di,Wγd

) (15)
其中, Wdec 是 LSTM 的权重,而 Wγd

是 FC 网络的

权重。
1. 7　 判别器

　 　 本文在模型中采用一个 LSTM 编码器块作为判别

器,它约束生成器不仅要生成符合现实和社会可接受的

轨迹,而且要符合 CGAN 的控制条件。 对真实样本与标

签的配对需要接近于 1,对于生成样本与标签需要接近

于 0,对于真实样本与不相符的标签,判别器的输出应该

接近于 0。 对判别器的实际输入可表述如式(16)所示。
Oi = < (Δx t

i,Δy t
i),S t

i | t = 0,…,T > (16)
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包括观察到的 ( t = 0,…,tobs) 和未来地面真相 ( t =
tobs +1,…,T) 的相对位置。 假输入如式(17)所示。

 

Ôi = < (Δx t
i,Δy t

i),S t
i | t = 0,…,tobs >

 < ( x̂ t
i,

 

ŷ t
i),S t

i | t = tobs + 1,…,T >
(17)

结合观察到的和预测的相对位置,判别器输入如式

(18)所示。
h t

dsi = LSTMdsi(ζdi(o
t
i;Wζ),h t -1

dsi ;Wdsi) (18)
其中, ζdi 是具有相应权重 Wζ 的嵌入函数, Wdsi 是

LSTM 权重。 o t
i 是来自真实 Oi 或假序列

 

Ôi 的输入数据。
通过对 LSTM 的最终隐藏状态应用具有修正线性单元的

多层 FC 网络来计算真实的或假的分类分数,如式(19)
所示。

 

Ĉ i = γdi(h
t
dsi;Wγdi

) (19)
式中: γdi 是具有相应权重 Wγdi

的嵌入函数。

1. 8　 损失函数
 

　 　 为更好地提升 C-GAN 训练结果,本文将 L2 损失应用

于生成器所生成的预测轨迹,并将 L1 损失应用于速度预

测模块。 网络训练通过最小化损失函数,依次进行,判别

器损失如式(20)所示。

ℓD( Ĉ i,C i) = - C i ln( Ĉ i) - (1 - C i)ln(1 -
 

Ĉ i)
(20)

生成器整体损失 L2 和 L1 损失如式(21)所示。

ℓG( Ô i) + ℓ2((x t
i,y

t
i),( x̂ t

i,
 

ŷ t
i)) + ℓ1(S

t
i,

 

Ŝ t
i) (21)

对于 t = tobs + 1,…,T 生成器损失是判别器将生成器

生成的数据正确分类为“假”的能力,如式(22)所示。

ℓG( Ô i) = - ln(1 -
 

Ĉ i) (22)

其中,
 

Ĉ i 是判别器的分类分数。

2　 实验验证

2. 1　 数据集与评价指标

　 　 本文在 ETH[17] 和 UCY[18] 这两个公开的行人轨迹数

据集上来评估所采用模型的性能。 ETH 数据集有 ETH
和 HOTEL 两个场景,UCY 数据集有 ZARA1、ZARA2 和

UNIV 这 3 个场景。 所有数据集都采用了监控下视角,并
且还涵盖了具有挑战性的群体行为[19] 。 ETH 和 UCY 数

据集信息统计表如表 1 所示。 实验采用留一法[11] ,使用

4 个数据集进行训练和验证,在剩下一个数据集上进行

测试。 本文采用 3 种评价标准,其中两种同先前的工作

一样[11] :
1)平均位移误差( average

 

displacement
 

error,ADE)。
预测轨迹和地面真实轨迹中所有估计位置上的均方误

差,单位为 m。

ADE = 1
TN ∑

Tpred

t = Tobs+ 1

∑
N

i = 1
‖Y t

i -
 

Ŷ t
i‖2 (23)

2)最终位移误差( final
 

displacement
 

error,FDE),预
测结束时的预测终点与真实轨迹终点间的误差,单位

为 m。

FDE = 1
N ∑

N

i = 1
‖Y t

i -
 

Ŷ t
i‖2 (24)

考虑在行人运动时避免发生碰撞是一个基本特征,
本文将 ACT 作为衡量轨迹合理性的一个评价标准。 ACT
的计算公式如式(23)所示。

ACT = 1
N ∑

N

n = 1
∑

Tobs+Tpred

t = Tobs+1

C t
n (25)

其中,C t
n 表示在 t 时刻,第 n 个样本中发生的碰撞次

数。 在实验中,在 t 时刻两个行人间距离小于阈值 d 记

为一次碰撞,考虑到 0. 3
 

m 为社交中比较舒服的距离,其
中阈值 d 设置为 0. 3

 

m。

表 1　 ETH 和 UCY 数据集信息统计

Table
 

1　 Eth
 

and
 

UCY
 

datasets
 

information
 

statistics
数据集 EHT HOTEL UNIV ZARA1 ZARA2
数据量 5

 

492 6
 

543 21
 

813 / 17
 

953 5
 

153 9
 

722
截取帧数 876 1

 

168 444 / 451 872 1
 

050
行人总数 360 389 415 / 434 148 204

一帧最大行人数 27 18 75 / 52 20 20
一帧最小行人数 1 1 21 / 13 1 1
每帧平均行人数 6. 27 5. 60 49. 13 / 33. 18 5. 91 9. 24

单个行人存在最大帧数 114 100 352 / 289 197 584
单个行人存在最小帧数 2 2 4 / 5 10 7

行人存在平均帧数 15. 26 16. 82 52. 56 / 41. 37 34. 82 47. 66

2. 2　 超参数设置与实验环境

　 　 实验基于 Pytorch
 

建立网络环境,使用 Adam 优化器

进行参数优化,生成器学习率设置为 0. 001,判别器学习

率为 0. 001,批处理大小为 64,训练数据集训练轮数为
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800。 所有实验都在相同的硬件环境下完成,所用的处理

器为 Intel
 

Core
 

i7-8700k
 

CPU@ 3. 70
 

GHz,显卡为 NVIDIA
 

2080TI
 

GPU。
2. 3　 算法对比

　 　 为评估 STGS-GAN 的性能,本文选取了 6 种算法进

行 ADE 和 FDE 的对比,集合了生成对抗网络与图卷积

网络相关模型。 分别为 S-LSTM[20] 、SGAN[11] 、SoPhie[13] 、
S-BIGAT[15] 、CGNS[21] 和 STGAT[14] 。 所有算法所采用的

观测时间为 3. 2
 

s,预测时间为 4. 8
 

s,使用 ADE、FDE 和

ACT 进行评价,最终所有生成多样本的算法均生成 20 个

样本。 STGS-GAN 与其他 6 个算法在 ETH 和 UCY 数据

集上进行对比,对比 ADE 和 FDE 的结果如表 2 所示,
表 2 中黑体为最好的预测结果。

如表 2 所示,STGS-GAN 模型在整体 ADE 和 FDE 上

优于其他方法,在 HOTEL、ZARA1 和 ZARA2 数据集上也

比其他方法更加优秀。

表 2　 本文算法与其他算法的比较结果

Table
 

2　 The
 

results
 

of
 

comparison
 

between
 

our
 

algorithm
 

and
 

other
 

algorithms

数据集
ADE / FDE / m

EHT HOTEL UNIV ZARA1 ZARA2 平均值

S-LSTM 1. 09 / 2. 35 0. 79 / 1. 76 0. 67 / 1. 40 0. 47 / 1. 00 0. 53 / 1. 17 0. 72 / 1. 54
SGAN 0. 81 / 1. 52 0. 72 / 1. 61 0. 76 / 1. 52 0. 34 / 0. 69 0. 42 / 0. 84 0. 58 / 1. 18
SoPhie 0. 70 / 1. 43 0. 76 / 1. 67 0. 54 / 1. 24 0. 30 / 0. 63 0. 38 / 0. 78 0. 54 / 1. 15

S-BIGAT 0. 69 / 1. 29 0. 49 / 1. 01 0. 55 / 1. 32 0. 30 / 0. 62 0. 36 / 0. 75 0. 48 / 1. 00
STGAT 0. 65 / 1. 12 0. 35 / 0. 66 0. 52 / 1. 10 0. 34 / 0. 69 0. 29 / 0. 60 0. 43 / 0. 83
CGNS 0. 62 / 1. 40 0. 70 / 0. 93 0. 48 / 1. 22 0. 32 / 0. 59 0. 35 / 0. 71 0. 49 / 0. 97

STGS-GAN 0. 60 / 1. 19 0. 30 / 0. 51 0. 51 / 1. 10 0. 30 / 0. 59 0. 28 / 0. 57 0. 40 / 0. 79

　 　 其中,在 ETH 数据集中 ADE 和 FDE 指标在所有模

型中表现都相对较差。 由表 1 可知该数据集样本数量较

大,通过分析数据集视频可知在此场景下行人运动大多

数为非线性运动,停留等待时间较长,行人运动的选择具

有多样性。 在 UNIV 数据集中,行人总数和每帧最大行

人数均为所有数据集中最大,说明此数据集中行人密集,
行人间相互作用明显,此数据集要求更好地行人交互模

型,因此采用图卷积的 S-BIGAT,STCAT,CGNS 和本文模

型 STGS-GAN 表现较好。 在 ZARA1 数据集和 ZARA2 数

据集中,测试场景为商店门口,观察测试集视频可以发现

行人运动多为线性。 尤其是在 ZARA2 数据集中,行人密

度不大且其中行人多保持匀速运动或静止不动,所以很

适合采用速度条件的生成对抗网络,因此 STGS-GAN 在

这两个数据集中表现最为突出。
在 ACT 的对比实验中,选取 SGAN[11] 、SGAN-P [11] 、

STGAT[14] 与本文模型 STGS-GAN 进行对比。 在表 3 所示

的结果中可以看出,STGS-GAN 的 ACT 结果较低,在所有

数据集上优于其他方法,表明 STGS-GAN 可以很好地减

少轨迹发生的碰撞,对预测轨迹合理性有明显的提升。
表 3　 ACT 指标对比

Table
 

3　 Comparison
 

of
 

ACT
 

indicators
数据集 EHT HOTEL UNIV ZARA1 ZARA2
SGAN 0. 343

 

6 0. 427
 

4 12. 272
 

1 0. 202
 

1 1. 158
 

3
SGAN-P 0. 391

 

4 0. 465
 

0 16. 679
 

6 0. 439
 

0 3. 839
 

0
STGAT 0. 420

 

7 0. 321
 

3 12. 321
 

9 0. 338
 

9 1. 195
 

0
STGS-GAN 0. 219

 

2 0. 131
 

5 11. 447
 

2 0. 263
 

5 0. 843
 

5

　 　 本文模型与 S-LSTM[18] 和 SGAN[9] 的推理时间对比

如表 4 所示。

表 4　 推理速度对比

Table
 

4　 Comparison
 

of
 

speed
模型 S-LSTM S-GAN-P STGS-GAN

推理时间 / s 97. 12 8. 57 18. 721

　 　 结果显示 STGS-GAN 的推理速度显著高于 S-LSTM,
同时低于 S-GAN-P。 推理速度相比与 S-GAN-P 较慢的

原因在于,本文模型交互方案上采用了 GAT,引入了更多

的信息来模拟行人间的交互行为,在提高预测精度的同

时会影响推理速度。
2. 4　 消融研究

 

　 　 在评估 STGS-GAN 中速度预测模块和时空信息融合

模块对模型的影响时,采取调整算法模块的方法。 本文

算法与调整各项模块后的算法在 5 个数据集上进行预测

精度比较的结果如表 5 所示,表中黑体为最好的预测

结果。
1)

 

算法 1 在时空融合模块中去掉时间 LSTM 模块,
在编码器中仅采用 LSTM 结合 GAT 的运动编码。 研究目

的是确定时间 LSTM 模块是否影响行人轨迹预测的

精度;
2)

 

算法 2 去掉速度预测模块,主要是为比较采用速

度控制的条件 GAN 与普通的 GAN 对模型性能的不同影

响,确定速度预测模块对行人轨迹预测精度的影响;
3)

 

算法 3 训练样本数为 1,测试样本数为 1;
4)

 

算法 4 训练样本数为 1,测试样本数为 20。
算法 3 和 4 设定的主要目的是确定训练样本与测试

样本多样化对模型预测行人轨迹精度的影响。
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表 5　 本文算法在调整指定模块情况下的比较结果

Table
 

5　 Comparison
 

results
 

of
 

our
 

algorithm
 

with
 

different
 

control
 

setting

序号
(ADE / FDE) / m

EHT HOTEL UNIV ZARA1 ZARA2 平均值

算法 1 0. 70 / 1. 24 0. 34 / 0. 53 0. 52 / 1. 15 0. 35 / 0. 71 0. 29 / 0. 61 0. 44 / 0. 85
算法 2 0. 72 / 1. 26 0. 31 / 0. 53 0. 52 / 1. 12 0. 35 / 0. 71 0. 30 / 0. 60 0. 43 / 0. 84
算法 3 0. 88 / 1. 76 0. 39 / 0. 69 0. 55 / 1. 29 0. 41 / 0. 81 0. 35 / 0. 69 0. 52 / 1. 05
算法 4 0. 78 / 1. 44 0. 36 / 0. 63 0. 53 / 1. 21 0. 38 / 0. 76 0. 32 / 0. 66 0. 47 / 0. 94

STGS-GAN 0. 60 / 1. 19 0. 30 / 0. 51 0. 51 / 1. 10 0. 30 / 0. 59 0. 28 / 0. 57 0. 40 / 0. 79

　 　 由表 5 可分析得知,与算法 1 作对比,STGS-GAN 由

于结合行人序列间的时序关系,使行人在交互时会考虑

到其他行人历史轨迹对其行为的影响,STGS-GAN 的预

测结果全面优于对比算法 1;与算法 2 作对比,STGS-GAN
采用了速度控制条件的 GAN,对需要速度因素影响的数

据集表现更为优异,因此 ADE 和 FDE 都较算法 2 下降,
表明部分改进来自速度预测模块;STGS-GAN 与算法 3
和算法 4 作对比,这两种算法采用的训练样本和测试样

本较少,偶然性增大,影响行人轨迹预测精度,而本文算

法考虑了轨迹的多样性和不确定性,在预测误差上明显

小于算法 3 和算法 4,说明 STGS-GAN 满足了轨迹预测

的多模态性,可以生成多条符合日常认知的预测轨迹。
2. 5　 定性评价

　 　 行人轨迹预测研究的最终任务是为了设计出更好的

行人交互模型以提高预测精度,为了更好地分析所设计

的模型效果,本文将模型进行可视化,通过可视化的效果

展示所采用的算法实现结果是否与实际情况相符。 选择

ZARA2 数据集进行可视化,行人轨迹预测可视化如图 5
所示,图中实线代表行人在指定场景内运动的真实轨迹,
虚线代表模型生成的预测轨迹。

图 5　 行人轨迹预测可视化图

Fig. 5　 Visualization
 

of
 

pedestrian
 

trajectory
 

prediction

图 5(a)中所示各个行人的历史轨迹间距离基本未

发生变化各个行人均保持匀速运动,且远端的行人不影

响这个集体的行动轨迹。 图中所示与实际相符,说明本

文算法可以很好地模拟行人在保持匀速动时各个行人间

的交互关系,同时远处的行人对算法的预测没有影响。
图 5(b)与(c)中皆存在行人逆向行走,逆向行走的行人

对运动轨迹有较大影响,相距越近的行人受到的影响越

大,所以他们的轨迹都发生了一定的偏转,这一点也符合

实际。 同时在这两幅图中也存在同向行人交叉运动,当
行人轨迹交叉时,行人间相互作用关系较强,影响轨迹预

测效果,使预测轨迹发生偏转。 虽然预测轨迹与真实轨

迹稍有偏差,但这也说明了所建立的行人轨迹交互模型

是有效果的。 通过分析可视化预测结果,证明本文所建

立的行人轨迹交互模型基本能与实际相符,同时精度

较高。

3　 结　 论

　 　 针对在复杂场景下行人轨迹预测模型缺乏关于时间

和速度等信息的问题,本文提出一种结合速度控制的时

空图卷积神经网络算法对轨迹进行预测。 首先,本文所

采用的模型通过速度预测模块显式地将预测速度作为

CGAN 的控制条件,提升速度信息对模型准确性的影响。
其次,通过时空信息融合模块将行人交互存在的空间信

息和时间信息相结合,更好地模拟了行人间相互作用关

系。 最后,将 ACT 作为行人轨迹合理性的评价标准,对
轨迹的合理进行分析。 在 ETH 和 UCY 数据集上的实验

验证,证明本文的方法对比于同类模型能够更好地模拟

行人间的交互作用,可以有效地提高预测的精度和合

理性。
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