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基于分割注意力的特征融合 CNN-Bi-LSTM
人体行为识别算法∗

余金锁　 卢先领

(江南大学物联网工程学院　 无锡　 214122)

摘　 要:针对传统人体行为识别算法不能有效抑制空间背景信息,网络间缺乏信息交互,以及无法对全局时间相关性进行建模

的问题,提出一种基于分割注意力的特征融合卷积神经网络-双向长短时记忆网络(CNN-Bi-LSTM)人体行为识别算法。 首先以

一定采样率采样 30 帧图像,通过分割注意力网络提取图像的深度特征,并引入特征融合机制增强不同卷积层间的信息交互;然
后将深度特征输入到 Bi-LSTM 网络对人体动作的长时时间信息建模,最后使用 Softmax 分类器对识别结果进行分类。 相较于传

统双流卷积网络,该算法在 UCF101 和 HMDB51 数据集上的准确率分别提高了 6. 6%和 10. 2%,有效提高了识别准确率。
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Abstract:Aiming
 

at
 

the
 

problems
 

that
 

traditional
 

human
 

action
 

recognition
 

algorithms
 

cannot
 

effectively
 

suppress
 

spatial
 

background
 

information,
 

the
 

lack
 

of
 

information
 

interaction
 

between
 

networks,
 

and
 

the
 

inability
 

to
 

model
 

global
 

temporal
 

correlation,
 

a
 

human
 

action
 

recognition
 

algorithm
 

of
 

feature
 

fusion
 

Bi-LSTM
 

based
 

on
 

segmentation
 

attention
 

is
 

proposed.
 

First,
 

30
 

frames
 

of
 

images
 

are
 

sampled
 

at
 

a
 

certain
 

sampling
 

rate,
 

extract
 

the
 

depth
 

features
 

of
 

the
 

images
 

by
 

split-attention
 

network,
 

and
 

introduce
 

a
 

feature
 

fusion
 

mechanism
 

to
 

enhance
 

the
 

information
 

interaction
 

between
 

different
 

convolutional
 

layers.
 

Then
 

input
 

the
 

depth
 

features
 

into
 

the
 

Bi-LSTM
 

network
 

to
 

model
 

the
 

long-term
 

information
 

of
 

human
 

actions,
 

and
 

finally
 

use
 

the
 

Softmax
 

classifier
 

to
 

classify
 

the
 

recognition
 

results.
 

Compared
 

with
 

the
 

traditional
 

two-stream
 

convolutional
 

network,
 

the
 

accuracy
 

of
 

this
 

algorithm
 

on
 

the
 

UCF101
 

and
 

HMDB51
 

datasets
 

is
 

increased
 

by
 

6. 6%
 

and
 

10. 2%,
 

respectively,
 

which
 

effectively
 

improves
 

the
 

recognition
 

accuracy.
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0　 引　 言

　 　 人体行为识别是指利用模式识别、机器学习等方法,
自动分析识别出视频中的人体行为,在视频检索,安全监

控,智能家居等领域有着广泛应用[1-2] 。 与单图像识别相

比,动作识别不仅需要提取动作的空间特征,还要对视频

帧之间的时间相关信息进行建模。 此外视频中的背景、
光照、视角等变化也会影响识别效果,因此设计一个高效

准确的行为识别算法十分具有挑战性。

传统人体行为识别算法通过提取运动目标的特征描

述子[3-5] 等人工特征来表征人体动作,从而达到识别的目

的。 其中最具代表性的算法是密集轨迹算法
 

( dense
 

tnajectory,
 

DT ) [6] 和改进的密集轨迹算法
 

( improved
 

dense
 

trajectory,
 

iDT) [7] 。 然而传统方法所提取的人工特

征受限于人的经验和动作的单一性,鲁棒性和迁移能力

不强。
近年 来, 深 度 学 习 发 展 迅 速, 卷 积 神 经 网 络

(convolutional
 

neural
 

networks,
 

CNN)在图像领域取得了

巨大成功。 使用深度学习中的卷积神经网络通过自学习
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的方式来提取动作特征,成为人体行为识别领域的主流

方法。 文献[8]提出使用独立的空间流和时间流分别提

取视频中的空域信息和时域信息,构成双流卷积神经网

络。 双流网络极大地提高了识别准确率,但是双流网络

在空间流仅操作一帧,在时间流仅操作短片段中的单堆

帧,对视频中的时间信息利用有限。 文献[9] 据此提出

时序分割网络( temporal
 

segment
 

networks,
 

TSN),通过将

整段视频稀疏地采样为多个视频片段,分别对这些片段

进行预测,最后对每个片段得分进行融合。 时序分割网

络充分利用视频的时空信息,有效实现了对长视频的建

模。 文献[10]针对二维卷积无法提取时间信息的缺点,
将卷积神经网络中的卷积层和池化层扩展到三维,提出

C3D 网络。 C3D 网络使用大小为 3×3×3 的卷积核直接

在时间和空间维度操作 16 帧视频输入, 最后使用

Softmax 分类器得到视频分类结果。 C3D 网络仅使用

RGB 视频帧作为输入,不需要计算额外的光流,提升了

数据预处理速度,但是由于其三维结构,网络参数也成倍

增加。 文献[11]将 C3D 中的 3×3×3 卷积核分解为 1×3×3
和 3×1×1,分别用来提取空间和时间信息。 该方法可以

有效减少 3D 卷积的计算量,提高模型训练速度。
循环神经网络( recurrent

 

neural
 

network,
 

RNN)由于

其出色的时间建模能力,也被广泛应用于行为识别领域。
通过使用 CNN 提取视频帧的动作特征,再利用 RNN 的

变体之一长短期记忆网络 ( long
 

short-term
 

memory,
 

LSTM)
 [12] 对动作的时间信息建模,可以有效提高识别精

度,并减少工作量。 但是 CNN 提取的动作特征会直接影

响最后的识别结果。 为了更好地提取视频帧中的运动信

息,并对视频帧之间的长时时间信息建模,本文提出了基

于分割注意力的特征融合 CNN-双向 LSTM ( CNN-Bi-
LSTM)网络模型。 该模型利用卷积神经网络提取动作特

征,并引入分割注意力机制[13] ,使其在学习动作的抽象

信息时,更加关注通道间的信息交互[14-16] 。 其次,通过融

合不同卷积层特征,实现信息的互补,提高特征表达能

力[17-18] 。 卷积神经网络提取的动作特征通过全局平均池

化和全连接层输出尺寸为 1×1×2
 

048 的一维向量,并输

入到 Bi-LSTM 中以建模时间信息,最后使用 Softmax 分类

器得到每个动作的最后得分。

1　 算法框架

1. 1　 分割注意力网络

　 　 为解决空间背景等冗余信息对网络所提取特征精度

的影响,提出使用分割注意力网络(ResNeSt)提取动作的

空间特征。 分割注意力网络继承了残差网络( residual
 

network,
 

ResNet)
 [19] 简单且模块化的优点,并引入通道注

意力机制,在不增加网络复杂度的同时提升特征图精确

性,用该网络提取动作特征可以兼顾准确率和效率的

平衡。

图 1　 ResNeSt 模块结构

Fig. 1　 ResNeSt
 

block
 

structure

如图 1 所示,在网络模块中,首先将输入分成 k 个基

数组,再将每个基数组分成 r 个分割,那么特征图组的总

数可以记为 G = kr 。 对每一个特征图组使用通道维度的

注意力,以提高通道间的交互性,通过这种细化分组并赋

予通道权重的方式来提升特征细粒度。 每个分组的中间

表示为:
U i = F i(X),i ∈ {1,2,…,G} (1)

式中:F i 是对每个独立分组使用的 1×1 卷积和 3 × 3 卷

积。 全局上下文信息 Sk 是嵌入在通道中的全局统计信

息,可以描述视频帧中像素间的关联。 在分割注意力模

块中通过使用全局上下文信息 Sk 计算不同分组在通道

维度的权重 a i。 第 c 通道的全局上下文信息 Sk
c 计算公式

如下:

Sk
c =

1
H·W∑

H

i = 1
∑

W

j = 1
Ûk

c( i,j) (2)

式中:H、W 为特征图的输出大小; Ûk
c( i,j) 表示第 c 个通

道的特征向量卷积后的结果。 利用全局上下文信息 Sk
c

计算得到的特征图组权重 a i 可表示为:

ak
i(c) =

exp(Gc
i( s

k))

∑
r

j = 0
exp(Gc

j( s
k))

,r > 1

1
1 + exp( - Gc

j( s
k))

,r = 1

ì

î

í

ï
ï
ï

ï
ï
ï

(3)

式中:权重函数 Gc
i 是根据全局上下文信息 Sk 确定的每个分

组在第 c 个通道所占的权重,该权重函数使用 BN 层进行归

一化操作,并使用带有 ReLu 函数激活的全连接层初始化。
每个通道的特征图由不同特征图组加权组合产生,

基于通道维度软注意力实现的第 c 个通道特征图可表
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示为:

Vk
c = ∑

r

i = 1
ak
i(c)Ur(k-1) +i (4)

最后,对每一个特征图组沿通道维度进行连接,得到

分割注意力模块的输出:
V = Concat{V1,V2,…,VK} (5)
将原始输入 x与分割注意力块的输出 V进行 shortcut

短接,从而生成残差注意力模块输出:
Y = V + T(x) (6)

式中: T 表示带步长的卷积操作,用于对齐分割注意力块

的输出形状。
1. 2　 多层特征融合

　 　 卷积神经网络中,低层特征分辨率高,具有丰富的位

置,轮廓信息,但其噪声更多,语义信息更少。 随着网络

深度提升,图像分辨率不断降低,特征图中高级语义信息

更丰富却缺乏空间信息,对细节感知能力较差。 多层特

征融合考虑卷积神经网络不同层次特征间的区别,通过

平均池化和拼接等操作融合二者,提高信息的交互,从而

提升人体行为识别算法准确率。 本文以 ResNeSt 为骨干

网络,并在网络中引入特征融合机制以提高 CNN 特征的

表征能力,以下为融合细节。
ResNeSt 网络主要分为 5 个模块,每个模块的输出如

表 1 所示。
表 1　 ResNeSt 网络各层输出尺寸

Table
 

1　 Output
 

size
 

of
 

each
 

layer
 

of
 

ResNeSt
层 输出尺寸

Conv_custom 128×56×56
Layer1 256×56×56
Layer2 512×28×28
Layer3 1

 

024×14×14
Layer4 2

 

048×7×7

　 　 在 Conv_custom 层中使用 3 个 3×3 卷积核替代 7×7
卷积核进行卷积,在不改变感受野的情况下减少了计算

量。 在 Conv_custom 层最后使用最大池化,输出尺寸为

128×56×56 的特征图。 再经过一系列卷积和池化等操

作,在 Layer4 层输出 2
 

048×7×7 的特征图输出。 ResNeSt
网络在前向卷积的同时,将 Layer1 层的输出通过平均池

化操作,使尺寸降低到 7×7,作为浅层特征与 Layer4 层融

合。 这里选择 Layer1 层输出作为浅层特征是因为 Layer1
层相较于 Conv_custom 层,该层经过了更多卷积操作,去
除了冗余的背景和噪声,相对于 Layer2、Layer3 层又保留

了更多的空间位置信息。 经过池化后的浅层特征与

Layer4 层 的 深 层 特 征 在 通 道 维 度 进 行 叠 加

(concatenation),以达到融合特征的目的。 之后再次使用

全局平均池化将融合后的特征展开至 1×1×2
 

048,并将

该一维向量传输至 Bi-LSTM 网络中。

1. 3　 Bi-LSTM
　 　 传统 RNN 网络在反向传播时,容易发生梯度消失和

梯度爆炸问题,难以从长时输入序列中学习时序特征。
RNN 网络变体之一,LSTM 网络通过引入“门”结构来更

新“细胞状态”,有效缓解了梯度消失问题。 其单元结构

如图 2 所示。

图 2　 LSTM 单元结构

Fig. 2　 LSTM
 

unit
 

structure

i t = σ Uix t + Wih t-1 + b i( ) (7)
ft = σ Ufx t + Wfh t-1 + bf( ) (8)
o t = σ Uox t + Woh t-1 + bo( ) (9)
g t = tanh Ugx t + Wgh t-1 + bg( ) (10)
c t = ftc t-1 + i tg t (11)
h t = o t × tanh c t( ) (12)
式(7) ~ (12)为 LSTM 单元处理时间序列数据的过

程。 其中 h t- 1、h t 分别表示前一时刻和当前时刻的输出;
c t- 1 和 c t 用于纪录细胞前一时刻和当前时刻状态;i t、o t

是输入门和输出门,用于控制信息的流入和流出,遗忘门

ft 用于筛选先前序列中有用信息。 u i、u f、uo、ug 以及 w i、
w f、wo、wg 为前一时刻特征向量和当前时刻特征向量经

过控制门的权重,通过反向传播迭代更新;b i 、b f 、bo 、bg 为

偏置项。
LSTM 网络非常适合处理序列数据,然而其单向结构

并未利用序列数据的未来信息。 Bi-LSTM 网络对其进行

修改,在前向传递的同时增加反向传递结构。 该结构在

处理视频数据时不但能够利用之前的视频帧,还依赖于

之后的视频帧,充分利用人体动作的前后相关特性。 Bi-
LSTM 结构如图 3 所示。

h t = σ w1x t + w2h t-1 + b t
(1)( ) (13)

h,
t = σ w3x t + w5h

,
t+1 + b t

(2)( ) (14)
O,

t = tanh w4h t + b t
(3)( ) (15)

O,,
t = tanh w6h

,
t + b t

(4)( ) (16)

Ot =
O,

t + O,,
t( )

2
(17)

式(13) ~ (17) 为 BI-LSTM 网络处理时间序列数据
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图 3　 Bi-LSTM 网络结构

Fig. 3　 Bi-LSTM
 

networks
 

structure

的过程。 式中:w i
 ( i= 1,

 

…,6)表示权重,b t 为偏置项;x i
 

(…,
 

x t- 1,
 

x t,
 

x t+ 1,
 

…)为卷积神经网络提取的特征,以
时间顺序依次输入 Bi-LSTM 中;o t 为时序输出向量,取前

向传播与反向传播的平均值作为输出。 与传统单向

LSTM 相比,Bi-LSTM 利用了序列数据的双向时间信息,
提高了信息利用率。

2　 实验过程及结果分析

2. 1　 数据集及预处理

　 　 UCF101 数据集是佛罗里达大学发布的最具挑战性

的人体行为识别数据集之一。 该数据集收集于 YouTube
视频网站,主要包括体育运动、乐器演奏和人物交互等

101 类动作,共有 13
 

320 个视频,每个视频平均时长约为

7
 

s。 HMDB51 数据集是由布朗大学发布的人体行为识

别数据集,该数据集主要涵盖面部动作,身体动作,人物

交互等 51 类 6
 

849 个视频数据。 由于该数据集视频数量

少、质量较差、背景复杂,使该数据集更具挑战性。 在这

两个数据集提供的 3 个训练测试分割上进行实验,并取 3
个分割的平均值作为最终实验结果。 其中 70%用于训

练,30%用于测试。 此外本文还在 2017 年发布的大型数

据集 Something-something 上进行了实验,该数据集包括

174 种动作类别的 108
 

499 个视频片段,由 80%的训练视

频和 20%的测试视频组成。
分别在上述 3 个数据集上进行训练和测试,以验证

本文所提出算法的有效性。 将数据集压缩包解压后,逐
帧分解每个视频得到视频帧,并保存到对应文件夹中。
视频帧的原始尺寸为 320×240,调整为 224×224 后输入

到网络以进行实验。
2. 2　 实验环境

　 　 本文实验在戴尔 PowerEdge
 

T640 服务器上完成,运
行环境为 Intel( R)

 

Xeon ( R)
 

Silver
 

4110
 

CPU,GPU 为

Tesla
 

P100, 显存 16
 

GB, 服务器操作系统为 Ubuntu
 

16. 04,使用 Pytorch 深度学习框架,CUDA 版本为 10. 0。

训练过程中使用小批量随机梯度下降算法学习网络参

数,动量设置为 0. 9,批训练大小为 64,初始学习率设置

为 1 × 10-3,每 20 个训练周期将学习率调整为原来的

10%,共训练 100 个周期。
2. 3　 自适应采样策略

　 　 主流人体行为识别数据集中存在视频长短不一现

象,导致不同视频用于行为识别的视频帧数量不一定。
对视频帧进行针对性采样至关重要,不同长度视频采用

不同采样率采样,从而最大程度上利用视频帧中的时间

信息。 本文提出自适应视频长度的视频帧采样策略,对
于视频帧小于 60 帧的输入,对其前 30 帧进行密集采样;
视频帧介于 60 ~ 90 帧的输入,以采样率 2 对其采样 30
帧;对大于 90 帧的输入,以采样率 3 对 9 其采样 30 帧。
需要注意的是,采样率不宜过大,过大会导致运动信息丢

失,降低识别准确性。
2. 4　 实验结果分析

　 　 实验结果以识别准确率进行评价,即识别正确的数

量与视频总数的百分比。 实验过程中,以 ResNet101-BI-
LSTM 网络作为基线,采用自适应采样策略在 UCF101 数

据集和 HMDB51 数据集上进行消融实验,分别验证分割

注意力网络和特征融合模块对识别结果的影响。 实验结

果如表 2 所示。
表 2　 在 UCF101、HMDB51 数据集上的消融实验结果

Table
 

2　 Results
 

of
 

ablation
 

experiments
 

on
UCF101

 

and
 

HMDB51
 

data
 

sets

消融模型 参数量 / M
准确率 / %

UCF101 HMDB51
ResNet101-BI-LSTM 45. 4 89. 6 63. 8

ResNeSt101-BI-LSTM 48. 9 93. 4 68. 3
Ours 48. 9 94. 6 69. 6

　 　 如表 2 所示,使用原始的 ResNet101-BI-LSTM 网络

在 UCF101 和 HMDB51 数据集上的准确率分别为 89. 6%
和 63. 8%。 在引入分割注意力机制后,模型参数量增加

了 3. 5
 

M,识别准确率分别提高了 3. 8%和 4. 5%,识别效

果明显提升。 说明 CNN 在提取动作特征过程中,分割注

意力机制在增加少量模型参数的情况下,能够有效地区

分动作发生时的前景与背景,提高通道间信息的交互,提
升识别精确度。

随着卷积层数的不断增加,浅层特征所携带的空间、
轮廓信息逐渐消失,取而代之的是更为抽象的高级语义

信息。 将 Layer1 层与 Layer4 层的特征进行融合之后,识
别准确率分别达到了 94. 6%和 69. 6%,相较于融合前提

升了 1. 2%和 1. 3%。 说明融合浅层特征所携带的空间信

息与深层特征的高级语义信息,可以提高特征图的表征

能力,从而有效提高识别准确率。 此外,由于特征融合过
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程中使用的是池化等操作,所以模型参数量并未明显

提升。
为了更直观地表示本算法在 UCF101 和 HMDB51 数

据集上的表现,制作其识别结果的混淆矩阵图,如图 4 所

示。 其中,混淆矩阵的横轴表示预测的动作类别,纵轴表

示实际动作类别。 对角线位置表示识别正确率,对角线

以外的方块表示误识别为其他动作的概率。 方块颜色表

示概率大小,具体如右侧柱状图所示。

图 4　 HMDB51 和 UCF101 数据集准确率混淆矩阵

Fig. 4　 Accuracy
 

confusion
 

matrix
 

on
HMDB51

 

and
 

UCF101dataset

根据混淆矩阵可以看出,对于背景及运动轨迹相似

的动作,如 UCF101 数据集中的涂口红和剃胡子,扔链球

和扔飞饼,以及 HMDB51 数据集中的笑和微笑等高度相

似动作误识别率较高。 对于其他绝大部分动作能够准确

识别其动作类型,误识别率低。
表 3 为本文所提出方法与现有主流方法的识别结果

对比。 与传统手工制作特征方法相比,本文所提出的算

法准确率在 UCF101 和 HMDB51 数据集上分别提高了

6. 7%和 8. 5%;相较于经典深度学习方法 TwoStream,本

文所提出方法准确率提高了 6. 6%和 10. 2%。 出于平衡

模型参数量与识别精度的考虑,本文使用的骨干网络为

ResNeSt101,这导致了本文方法参数量略大于部分对比

方法。 因此,为进一步验证所提出方法的有效性,本文在

大型数据集 Something 上进行了对比实验,结果如表 3 所

示。 与 ECO 方法相比,本文方法参数量高出 1. 4
 

M,但是

本文方法在 3 个数据集上的识别准确率要高出其 1%左

右;相较于 ECOEn,本文方法的参数量仅为其 1 / 6,但是也

取得了相似的精度。 综合来看,本文方法在模型参数量

与识别精度上达到了较好的平衡。
表 3　 不同算法实验结果对比

Table
 

3　 Comparison
 

of
 

experimental
 

results
of

 

different
 

algorithms

方法 参数量 / M
准确率 / %

UCF101 HMDB51 Someth.
IDT+HSV[6] - 87. 9 61. 1 -
Res3D[20] 33. 3 85. 8 54. 9 -

TwoStream[8] 12 88. 0 59. 4 -
TDD[21] 117. 6 90. 3 63. 2 -

3D
 

Conv[22] 79 91. 8 64. 6 -
R(2+1)D[23] 63. 6 93. 6 66. 6 -

ECO[24] 47. 5 92. 8 68. 5 41. 4
ECOEn[24] 300 94. 8 72. 4 43. 9

Ours 48. 9 94. 6 69. 6 42. 8

3　 结　 论

　 　 人体行为识别是一项具有挑战性的任务,具有广泛

的应用前景。 针对传统算法在提取动作特征时,通道间

信息交互性不强以及特征利用率低的问题,本文提出了

一种基于分割注意力的 CNN-Bi-LSTM 人体行为识别算

法。 该算法使用分割注意力网络提取视频中动作的表观

信息,有效抑制了视频帧中冗余的背景,将目光集中于动

作本身。 同时使用特征融合机制,提升高低层特征间的

交互。 最后利用 Bi-LSTM 网络对动作特征进行时域建

模,并通过 Softmax 分类器得到视频各类别概率,达到动

作识 别 目 的。 实 验 结 果 表 明, 该 算 法 在 UCF101、
HMDB51 以及 Something 数据集上的准确率分别为

94. 6%、69. 6%和 42. 8%,有效提高了算法准确率,验证

了所提方法的有效性。 本文仅利用 RGB 图像作为输入,
避免了复杂的光流图提取和训练过程,这也导致了部分

相似动作识别不理想的情况。 在后续工作中会重点关注

光流图,时序动态图等多模态输入下的识别情况,以及模

型复杂度与识别准确率间的平衡。
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