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基于 SVD-VMD 和 SVM 滚动轴承故障诊断方法∗
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摘　 要:针对故障滚动轴承振动信号中含有干扰信号,难以准确提取出故障信息,提出了一种基于奇异值分解(SVD)、变分模态

分解(VMD)、和支持向量机(SVM)的滚动轴承故障诊断方法。 首先利用奇异值分解对信号进行处理,根据奇异值峰度差分谱

来确定分解后重构矩阵的有效阶数,然后根据该有效阶数重构信号,对重构后的信号进行 VMD 分解,根据上述有效阶数确定分

解的本征模态函数(IMF)分量的个数,从分解后的 IMF 分量中提取故障特征参数,将其作为支持向量机的输入参数进行故障诊

断。 最后采用合肥工业大学轴承试验机进行验证,并与直接进 VMD 分解及基于带通滤波器信号去噪的故障诊断方法进行对

比,结果表明该方法能有效识别滚动轴承的故障类型,可用于滚动轴承故障诊断。
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Abstract:Vibration
 

signals
 

of
 

fault
 

rolling
 

bearings
 

contain
 

interference
 

signals,
 

which
 

makes
 

it
 

difficult
 

to
 

extract
 

fault
 

information
 

accurately.
 

In
 

this
 

paper,
 

a
 

fault
 

diagnosis
 

method
 

for
 

fault
 

rolling
 

bearings
 

was
 

proposed
 

based
 

on
 

singular
 

value
 

decomposition
 

(SVD),
 

variational
 

mode
 

decomposition
 

( VMD)
 

and
 

support
 

vector
 

machine
 

( SVM).
 

First,
 

the
 

singular
 

value
 

decomposition
 

was
 

used
 

to
 

process
 

the
 

signal,
 

and
 

the
 

effective
 

order
 

of
 

the
 

reconstructed
 

matrix
 

was
 

determined
 

according
 

to
 

the
 

kurtosis
 

difference
 

spectrum
 

of
 

the
 

singular
 

value.
 

Then,
 

the
 

reconstructed
 

signal
 

was
 

reconstructed
 

according
 

to
 

the
 

effective
 

order,
 

and
 

the
 

VMD
 

decomposition
 

was
 

performed
 

on
 

the
 

reconstructed
 

signal.
 

The
 

number
 

of
 

the
 

decomposed
 

intrinsic
 

mode
 

function
 

( IMF)
 

components
 

was
 

determined
 

according
 

to
 

the
 

above
 

effective
 

order.
 

From
 

the
 

IMF
 

component
 

of
 

the
 

decomposed
 

to
 

extract
 

the
 

fault
 

characteristic
 

parameters,
 

as
 

the
 

input
 

parameters
 

of
 

support
 

vector
 

machine
 

( SVM)
 

to
 

fault
 

diagnosis.
 

Finally
 

validated
 

bearing
 

tester
 

adopts
 

Hefei
 

university
 

of
 

technology,
 

and
 

directly
 

into
 

the
 

decomposition
 

of
 

VMD
 

and
 

band-pass
 

filter
 

signal
 

denoising
 

based
 

fault
 

diagnosis
 

method
 

is
 

compared,
 

the
 

results
 

show
 

that
 

the
 

method
 

can
 

effectively
 

identify
 

roller
 

bearing
 

fault
 

type
 

and
 

can
 

also
 

be
 

used
 

for
 

rolling
 

bearing
 

fault
 

diagnosis.
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0　 引　 言

　 　 滚动轴承在现代机械设备中应用十分广泛,滚动轴

承的健康状态对机电设备的性能、稳定性和使用寿命有

巨大影响,在现代机械中,由于滚动轴承故障而引起的机

械故障约占总体故障的 30%。 若其发生故障将影响设备

的正常工作,造成巨大的经济损失甚至人员伤亡。 在实

际生产过程中做好滚动轴承的状态监测与故障诊断,对
于提高机械设备的使用效率和减少故障的发生具有重要
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意义。
由于旋转机械工况复杂,采集的振动信号含有大量

噪声以及混叠多种频率成分,所以过滤噪声信号以及有

效的特征提取成为滚动轴承故障诊断的关键。
近年来,许多学者在轴承故障诊断上做了大量的研

究工作。 闫鹏程等[1] 提出了一种基于经验模态分解

(EMD)与奇异值分解( SVD) 的机械振动系统故障分形

诊断方法,可以有效识别系统状态和细微故障差别。 文

成等[2] 提出一种 SVD 和改进 EMD 相结合的信号分析新

方法,在滚动轴承故障诊断中效果很好。 朱丹等[3] 提出

了出了基于奇异值分解改进( multipoint
 

optimal
 

minimum
 

entropy
 

deconvolution
 

adjusted,MOMEDA) 的轴承故障诊

断方法实现高速列车齿轮箱轴承故障的诊断,故障诊断

效果优于互补经验模态分解方法。 Dragomiretskiy 等[4]

提出自适应分解信号的变分模态分解( VMD),实现了不

同频率成分的有效分离。 张莹等[5] 提出一种基于改进

SVD 及参数优化 VMD 的轴承故障诊断方法,
 

可有效地

实现轴承早期故障诊断,具有一定的可靠性和实用性。
VMD 处理信号前需要设定分量个数 K,也就是 VMD

分解层数即 K 个 IMF 分量,K 值的准确判别对信号分解

后的模态影响至关重要,K 值偏小导致某个分量模态无

法识别,K 值偏大导致模态混叠。 文献[6]依据自己的主

观经验来确定 K 值,不够严谨。 文献[7-8]通过求解各个

分解信号的谱相关系数来确定 VMD 的分解层数,但是谱

相关系数的阈值需要人为来指定,对于某些谱相关系数

接近的本征模态分解 ( IMF) 分量无法准确的确定该

阈值。
上述方法是基于主观经验和人为设定阈值等来确定

VMD 分解层数,本文基于以上分析提出一种基于 SVD-
VMD 与支持向量机( SVM)相结合的滚动轴承故障诊断

方法,本文的改进点在于通过奇异值分解得出奇异值矩

阵,然后通过奇异值峰度差分谱,来确定 VMD 分解层数,
避免了人为设定阈值的误差。 该方法的优点在于通过奇

异值峰度差分谱的图像来确定信号与噪声的分界线,同
过该分界线对应的奇异值阶次就是所需要的 VMD 分解

层数,避免了人为选取参数或阈值的误差。 该方法流程

为通过奇异值分解来确定 VMD 分解需要设定的分量个

数,提取特征参数,用支持向量机进行故障诊断。 通过对

试验台的故障数据进行分析表明了该方法的准确性和有

效性。

1　 基本理论

1. 1　 奇异值分解降噪原理

　 　 线性代数中的特征分解是将矩阵分解为由其特征值

和特征向量表示的矩阵之积的方法,不过这种方法对可

对角化矩阵才可以施以特征分解,奇异值分解则是特征

分解在任意矩阵上的推广。 在信号处理、统计学等领域

有重要应用[9-11] 。
取一个长度为 N 的信号序列 FN,设正整数 L 为滑动

窗口的长度,通常信号序列长度选取为 2 的整倍数,所以

设置滑动窗口的长度 L 为 N / 2。 将该窗口逐位嵌入原信

号序列可以构成(N / 2+1)个向量。 其中第 i 个向量为:
X i = [ f i,f i +1,…,f i -1+N / 2] (1)
该轨迹矩阵是 Hankel 矩阵,可以表示为:

Xm×n =

f1 f2 … fN / 2

f2 f3 … fN / 2 +1

… … … …
fN / 2 +1 fN / 2 +2 … fN

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

(2)

Xm×n = Dm×n + Wm×n (3)
其中, Dm×n 为有用信号的分量, Wm×n 为噪声信号

分量。
Hankel 矩阵的特点是下一行的矢量比上一行的矢量

滞后一个数据点。 对矩阵 X 进行奇异值分解,即把上述

矩阵分解为如下形式:
X = UVT (4)
其中,U、V 均为正交矩阵,Σ 仅在主对角线上有值。

一般的 Σ 有如下形式:

Σ =

σ 1 0 … 0
0 σ 2 … 0
︙ ︙ ︙ ︙
0 0 … 0

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

m×n

(5)

其中, σ 是矩阵 H 的奇异值,在对正常信号处理时

保留前面 K 个有效的奇异值,将其他奇异值置为 0,再利

用奇异值分解的逆过程得到重构矩阵 H。 将依据相空间

重构的方法进行逆变换,最后得到降噪后的故障信号。
奇异值能够代表这个矩阵的信息。 当奇异值越大时,它
代表的信息越多。 因此,本文取前面若干个最大的奇异

值,就可以保留数据本身的特征,并且滤除一定的噪声。
1. 2　 基于 SVD 改进的 IVMD 方法

　 　 原始的 VMD
 

算法是将原始信号放入变分模型进行

分解,通过计算得到各个 IMF 分量。 变分模型的构建如

下:1)对每个模态函数 uk( t),经 Hilbert 变换得到解析信

号;2)通过增加指数项 e
-jwkt 调节每个模态的预估中心频

率,将各模态的频谱变换到基带上;3)采用高斯平滑估计

解析信号的带宽,得到变分约束模型,如式(6)。

min
{uk},{ωk}

∑
k

∂t δ( t) + j
πt( )·uk( t)

é

ë
êê

ù

û
úú e

-jωkt
2

2
{ }

s. t. ∑
k
uk = f

ì

î

í

ï
ï

ï
ï

(6)

同时,VMD 算法加入二次惩罚因子 α 和拉格朗日乘
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法算子 λ ,将式(6)构建成无约束问题,其增广的拉格朗

日表达式如式(7)。

L({uk},{ωk},λ)= α∑
k

∂t δ(t) + j
πt( )·uk(t)

é

ë
êê

ù

û
úú e

-jωkt
2

2

+

‖f( t) - ∑
k
uk( t)‖2

2 + 〈λ( t),f( t) - ∑
k
uk( t)〉 (7)

利用交替方向乘子法迭代更新式(7) 的鞍点,就可

获得模态分量
 

ûn+1
k (ω) 和中心频率 ωn+1

k (ω) 的表达式,
进而得到变分模型的最终解[12] 。

VMD 的不足之处是分解层数由经验确定,得到的

IMF 分量会包含噪声,本文提出了基于 SVD 改进的 VMD
方法。 利用奇异值分解对信号进行降噪处理,根据奇异

值峰度差分谱确定奇异值分解后重构矩阵的有效阶数,
然后根据该有效阶数重构信号,对重构后的信号进行

VMD 分解,根据上述的有效阶数确定 VMD 的分解层数,
对分解后的 IMF 分量进行筛选,从筛选后的信号中提取

故障特征参数。
峰值对信号的冲击特性非常敏感,当滚动轴承发生

局部故障时,振动信号会出现冲击特性,因此峰度可以作

为选择有效奇异值的依据。
峰度可以表示为:

k = E(x( t) - μ) 4

σ4 (8)

式中: x( t) 为前 t 个奇异值;μ 为前 t 个奇异值的平均值;
σ 为前 t 个奇异值的标准差。 本文选取了奇异值峰度差

分谱来确定奇异值分解后重构矩阵的有效阶数。
奇异值峰度差分谱法原理如下,根据奇异值峰度分

布曲线,计算相邻两个阶次峰度值的差,根据该差值可以

得出奇异值峰度差分谱序列。
p( i) = dk( i + 1) - dk( i)　 i = 1,2,…,n (9)
p( i)组成的序列称为奇异值峰度差分谱,当相邻两

个重构信号的峰度值相差较大时,在整个差分谱中必然

会出现一个显著峰值,即峰度值的突变点。 突变点不仅

反映了重构信号含有丰富的故障冲击特征,而且表明信

号的性质发生了根本性的变化,这也是有用信号与噪声

信号之间转换的自然反映。 因此,可以通过选择信号奇

异值峰度差分谱峰值对应奇异值阶数重构信号来实现有

用信号与噪声的最佳分离。
根据有效阶数对信号进行重构,对重构后的信号进

行 VMD 分解,由于 VMD 分解是将不同成分的信号分解

为各个独立的 IMF 分量,在上述的方法中,通过对根据信

号重构后的矩阵进行奇异值分解,得出了该信号中有效

的奇异值阶数,所以分解层数即上述的奇异值有效阶数。
1. 3　 SVM 原理

　 　 SVM 是一种基于核学习的模式识别方法。 SVM 是

一种二类分类模型,其基本模型定义为特征空间上的间

隔最大的下线性分类器。 从处理的数据类型而言,支持

向量机可以分为两类,线性支持向量机和非线性支持向

量机。 由于滚动轴承故障特征数据为非线性数据,所以

仅讨论非线性支持向量机构建分类模型[13-14] 。
非线性 SVM 的构建步骤为首先通过一个合适的核

函数,将原始数据映射到一个高维特征空间中,使训练样

本在高维特征空间内线性可分,从而可以在高维特征空

间中,设计线性 SVM,来解决原始空间中的线性不可分问

题。 与其他传统分类方法相比,SVM 具有稀疏性,由于

轴承故障诊断为一多分类问题,对于这类问题,SVM 通

过构建多个二分类器实现多分类。

2　 基于 SVD-VMD 和 SVM 滚动轴承故障诊
断方法

　 　 基于 SVD-VMD 和 SVM 滚动轴承故障诊断方法是本

文提出的一种滚动轴承故障诊断方法,其中 SVD-VMD
是滤除噪声、提取出与故障信号相关的特征分量,SVM
用来分辩不同种类的故障。 该方法流程如图 1 所示。

图 1　 SVD-VMD 故障诊断流程

Fig. 1　 SVD-VMD
 

fault
 

diagnosis
 

flow

1)
 

将已知的各个故障种类的信号和待测信号进行

重构,得到 Hankel 矩阵,对每个矩阵进行奇异值分解。
2)

 

对每个进行奇异值分解之后的矩阵用奇异值峰

度差分谱进行处理,通过奇异值差分谱图像区分信号与

噪声的分界得出奇异值分解的有效阶数,同时根据该有

效阶数来确定 VMD 分解的层数。
3)

 

根据上述的有效阶数重构信号,将有效阶数之后

的阶数置为 0,进行奇异值分解的逆变换,得到奇异值分

解后的重构信号。
4)

 

对奇异值分解后的重构信号进行 VMD 分解,分
解层数即有效阶数。 将分解后的各个 IMF 分量提取特征
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参数,本文选用常用的时域特征参数:
 

平均值、方差、峰
值、均方根、波峰因子、裕度因子、脉冲系数、形状系数、偏
度、峭度共 10 个特征参数。

5)
 

将已知的各个故障种类信号的特征参数矩阵和

待测信号的特征参数矩阵作为输入参数,通过 SVM 判断

该待测信号属于何类故障信号,完成诊断。

3　 实验数据分析

3. 1　 数据来源

　 　 实验数据来源于合肥工业大学轴承试验机测得轴承

故障振动数据。 实验装置如图 2 所示。 试验轴承为单列

圆柱滚子轴承,型号为内圈可拆 NU1010EM
 

和外圈可拆

N1010EM,以方便使用激光打标机和线切割加工出轴承

故障损伤点。 轴承故障类型不仅有内圈、外圈、滚动体的

单点损伤,还包括了多点损伤以及复合型故障损伤,总计

9 种故障类型如表 1 所示。

图 2　 轴承信号采集试验装置

Fig. 2　 Bearing
 

signal
 

acquisition
 

test
 

device

表 1　 滚动轴承故障类型

Table
 

1　 Fault
 

types
 

of
 

rolling
 

bearing
轴承型号 故障模式 损伤点大小及个数

NU1010EM 正常轴承 0
NU1010EM 内圈单点故障 9×0. 2

 

mm-1 处
NU1010EM 内圈多点故障 9×0. 2

 

mm-3 处
N1010EM 外圈单点故障 9×0. 2

 

mm-1 处
N1010EM 滚动体单点故障 9×0. 2

 

mm-1 处
N1010EM 滚动体多点故障 9×0. 2

 

mm-3 处
NU1010EM 内圈滚子复合型故障 9×0. 2

 

mm-1 处
NU1010EM 内圈滚子复合型故障 9×0. 2

 

mm-2 处
N1010EM 外圈滚子复合型故障 9×0. 2

 

mm-1 处
N1010EM 外圈滚子复合型故障 9×0. 2

 

mm-2 处

　 　 试验数据利用 LMS
 

Testlab 软件进行采集,采样频率

为 20. 48
 

kHz,测试了以上 9 种故障类型以及正常状态下

的滚动轴承在 2
 

kN 载荷转速为 3
 

000
 

r / min 稳定转速工

况下的振动信号数据。

3. 2　 数据分析

　 　 选取 2
 

kN 载荷转速为 3
 

000
 

r / min 稳定转速工况下

滚动体单点故障数据进行处理来说明本文的方法。 原信

号时域波形如图 3 所示。 首先对信号进行奇异值分解,
得到奇异值差分谱结果如图 4 所示。

图 3　 原信号时域波形

Fig. 3　 Time
 

domain
 

waveform
 

of
 

original
 

signal

图 4　 奇异值峰度差分谱法

Fig. 4　 Singular
 

value
 

energy
 

difference
 

spectrum
 

method

从图 4 可以看出在 K<4 时,奇异值峰度处于一个较

大波动范围,此时可以认为这些阶次对应的奇异值为有

用信号。 在 K= 4 时,奇异值峰度为-0. 470
 

9,可以认为

该阶次奇异值为有用信号和噪声信号分界线。 在 K> 4
时奇异值峰度趋向于 0,可以认为此阶次以后的奇异值

对应的信号为噪声信号。 因此根据奇异值峰度差分谱,
得到的该信号奇异值分解阶数为 K= 4。

运用 SVD 方法对该信号进行降噪,将奇异值阶数

K>4 的奇异值全部值 0,将信号进行重构。 降噪后的信

号时域波形如图 5 所示。
对 SVD 处理后的信号进行 VMD 分解,VMD 分解层

数即为上述求得奇异值阶数 K = 4;得到的 4 个 IMF 分量

如图 6 所示。
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图 5　 原信号降噪后的时域波形

Fig. 5　 Time
 

domain
 

waveform
 

of
 

original
signal

 

after
 

noise
 

reduction

图 6　 SVD-VMD 分解的各 IMF 分量

Fig. 6　 IMF
 

components
 

of
 

SVD-VMD
 

decomposition

根据分解结果提取出时域特征参数:
 

平均值、方差、
峰值、均方根、波峰因子、裕度因子、脉冲系数、形状系数、
偏度、峭度共 10 个特征参数用于故障诊断。 各类别代号

对应的故障类别如表 2 所示,将各类别故障的特征参数

合并为数据集。
表 2　 各类别代号对应故障类别表

Table
 

2　 Parameters
 

of
 

rolling
 

bearing
 

fault
类别代号

 

故障类别

类别 1
类别 2
类别 3
类别 4
类别 5
类别 6
类别 7
类别 8
类别 9
类别 10

正常轴承

内圈单点故障

内圈多点故障

外圈单点故障

滚动体单点故障

滚动体多点故障

内圈滚子单点型故障

内圈滚子多点型故障

外圈滚子单点型故障

外圈滚子多点型故障

　 　 将上述数据集输入 SVM,进行故障诊断。 将不进行

SVD 降噪的信号,即直接对原始信号进行 VMD 分解后提

取特征参数诊断结果如图 7 所示。

图 7　 基于 VMD 的故障诊断方法结果

Fig. 7　 Fault
 

diagnosis
 

method
 

based
 

on
 

VMD

滚动轴承的元件出现故障时,缺陷部位会产生特定

频率的冲击信号,该特征频率与轴承的基本参数和转速

有关,是对轴承进行故障诊断的重要判据。 假定滚动轴

承各部件表面之间无打滑,可以通过各运动部件理论故

障特征频率计算公式得出某类故障对应的特征频率。 运

用传统的滤波方法对该信号进行处理,设定一个带通滤

波器,允许故障特征频率 1 倍频到 5 倍频通过,进行滤

波,将滤波结果,进行 VMD 分解,将分解结果提取特征参

数进行故障诊断,结果如图 8 所示。

图 8　 基于带通滤波器信号去噪的故障诊断方法结果

Fig. 8　 Fault
 

diagnosis
 

method
 

based
 

on
band

 

pass
 

filter
 

signal
 

denoising

将 SVD-VMD 的故障诊断方法的诊断结果同样用混

淆矩阵形式表示如图 9 所示。 从图 9 可以看出基于

SVD-VMD 的故障诊断方法要优于基于 VMD 的故障诊断

方法,本文方法也同样优于基于带通滤波器的去噪方法。
基于 VMD 的故障诊断方法各类别故障识别准确率平均
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为 92. 6%,基于带通滤波器的信号去噪及 VMD 故障诊断

方法各类别故障识别准确率平均为 93. 9%,基于 SVD-
VMD 的故障诊断方法识别故障准确率平均为 99%。 可

以得出,本文所提出方法识别故障的准确率相较于上述

两种方法有所提高。

图 9　 基于 SVD-VMD 的故障诊断方法结果

Fig. 9　 Fault
 

diagnosis
 

method
 

based
 

on
 

SVD-VMD

4　 结　 论

　 　 本文提出了一种基于 SVD-VMD 的滚动轴承故障诊

断方法,通过 SVD 分解达到降噪目的,同时运用 SVD 分

解来确定 VMD 分解层数,避免了人为设定分解层数的误

差,在此基础上运用支持向量机对待分类的滚动轴承信

号数据进行处理,实现滚动轴承的故障诊断及分类,通过

实验数据分析并与其他方法相对比验证了该方法的有效

性和优越性。
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