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摘　 要:针对质子交换膜燃料电池(PEMFC)寿命预测方法中 PEMFC 特征对其寿命的影响程度未知和模型预测精度低的问题,
提出一种基于 XGBoost-RFECV 算法和长短期记忆(LSTM)神经网络的 PEMFC 剩余寿命预测方法。 首先通过等间隔采样和 SG
卷积平滑法对 PEMFC 原始数据进行重构和平滑处理,有效提取 PEMFC 退化趋势。 然后利用 XGBoost-RFECV 算法计算

PEMFC 不同特征的重要度,并选择平均交叉验证均方误差最小的 10 个 PEMFC 特征组成最优特征子集。 最后将最优特征子集

输入构建的双层 LSTM 神经网络实现 PEMFC 的剩余寿命预测。 实验结果表明,该方法的平均绝对误差和均方根误差分别为

0. 001
 

9 和 0. 002
 

5,决定系数 R2 为 0. 974,与 XGBoost-RNN、XGBoost-LSTM 和 XGBoost-RFECV-RNN 方法相比预测精度更高,能
够有效地预测 PEMFC 剩余寿命。
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Abstract:Aiming
 

at
 

the
 

problem
 

that
 

the
 

influence
 

of
 

PEMFC
 

characteristics
 

on
 

the
 

life
 

prediction
 

method
 

of
 

the
 

proton
 

exchange
 

membrane
 

fuel
 

cell
 

(PEMFC)
 

is
 

unknown
 

and
 

the
 

low
 

prediction
 

accuracy
 

of
 

the
 

model,
 

a
 

PEMFC
 

remaining
 

life
 

prediction
 

method
 

based
 

on
 

XGBoost-RFECV
 

algorithm
 

and
 

LSTM
 

neural
 

network
 

is
 

proposed.
 

First
 

of
 

all,
 

the
 

PEMFC
 

original
 

data
 

is
 

reconstructed
 

and
 

smoothed
 

by
 

equal
 

interval
 

sampling
 

and
 

SG
 

convolution
 

smoothing
 

method,
 

which
 

effectively
 

retains
 

the
 

original
 

data
 

degradation
 

trend.
 

Then
 

the
 

XGBoost-RFECV
 

algorithm
 

is
 

used
 

to
 

calculate
 

the
 

importance
 

of
 

different
 

PEMFC
 

features,
 

and
 

the
 

10
 

PEMFC
 

features
 

with
 

the
 

smallest
 

mean
 

square
 

error
 

of
 

average
 

cross-validation
 

are
 

selected
 

to
 

form
 

the
 

optimal
 

feature
 

subset.
 

Finally,
 

the
 

optimal
 

feature
 

subset
 

is
 

input
 

into
 

the
 

constructed
 

two-layer
 

LSTM
 

neural
 

network
 

to
 

realize
 

the
 

remaining
 

life
 

prediction
 

of
 

PEMFC.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

average
 

absolute
 

error
 

and
 

root
 

mean
 

square
 

error
 

of
 

the
 

method
 

are
 

0. 001
 

9
 

and
 

0. 002
 

5,
 

respectively,
 

and
 

the
 

coefficient
 

of
 

determination
 

R2
 

is
 

0. 974.
 

Compared
 

with
 

the
 

XGBoost-RNN,
 

XGBoost-LSTM
 

and
 

XGBoost-RFECV-RNN
 

model,
 

the
 

prediction
 

accuracy
 

is
 

higher
 

and
 

it
 

can
 

effectively
 

predict
 

the
 

remaining
 

life
 

of
 

PEMFC.
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0　 引　 言

　 　 燃料电池作为一种具有高能量密度、高能量转化率

且无污染的新型发电设备拥有广阔的应用空间[1] 。 其中

质子交换膜燃料电池 ( proton
 

exchange
 

membrane
 

fuel
 

cell,PEMFC)与其他几种类型的燃料电池相比,具有电

流大、启动迅速、模块化安装和噪声低等优点,被视为氢

电动汽车、便携式电源以及中小型发电系统的最佳替代

电源[2-4] 。 然而,当前 PEMFC 仍存在维护成本高和寿命



　 第 1 期 基于 XGBoost-RFECV 算法和 LSTM 神经网络的 PEMFC 剩余寿命预测 ·127　　 ·

短等问题,这成为了其大规模商业化的瓶颈[5-6] 。 因此,
深入开展 PEMFC 的剩余寿命 ( remaining

 

useful
 

life,
RUL)预测研究对于降低维护成本和在寿命结束前对其

进行设备维护具有重大意义。
由于 PEMFC 是一种多输入多输出、变量间高度耦合

的非线性系统,且内部退化机理尚无法完全掌握,因此采

用模型方法很难建立精确的退化模型,用以描述燃料电

池系统的退化机理和过程[7-8] 。 研究发现,采用数据驱动

寿命预测方法,通过测量的历史数据来分析系统的退化

过程,对于受许多因素影响的模型退化机理分析和模型

推理分析困难时非常适用[9-10] 。 目前国内外有许多学者

开展了相关方法研究。 文献[ 11] 采用回声状态网络

(echo
 

state
 

network,ESN)模型将 PEMFC 的 RUL 预测误

差降到 5%以下。 文献[12]利用多输入多输出回声状态

网 络 ( multiple
 

inputs
 

and
 

multiple
 

outputs
 

echo
 

state
 

network,MIMO-ESN)进一步提高了寿命预测精度。 文献

[13] 利用粒子群算法优化灰色神经网络 ( grey
 

neural
 

network,GNN)的权值和阈值从而提高模型的适应能力,
并对不同运行条件下的 PEMFC 进行降解寿命预测。 文

献 [ 14 ] 采 用 核 超 限 学 习 机 ( kernel
 

extreme
 

learning
 

machine,KELM)方法提高了 PEMFC 剩余寿命预测的速

度。 文献[15]对 PEMFC 原始数据进行归一化后输入卷

积神经网络 ( convolutional
 

neural
 

networks,
 

CNN) 预测

PEMFC 的堆栈电压,在原始数据含有大量噪声的情况

下,预测电压的趋势和大小仍能够与实际电压基本一致。
但是上述研究并未说明 PEMFC 具体特征对于其寿命的

影响程度,并且在 PEMFC 剩余寿命预测精度方面仍有提

升的空间。
针对以上分析,本文提出基于 XGBoost-RFECV 算法

和长短期记忆(LSTM)神经网络的 PEMFC 剩余寿命预测

方法。 通过等间隔采样和 SG 卷积平滑法对 PEMFC 原

始数据进行重构和平滑降噪处理,能够保留原始数据的

退化趋势和降低计算复杂度。 之后 XGBoost-RFECV 算

法分析 PEMFC 特征重要度并给出最优特征子集。 最后

将最优特征子集输入构建好的 LSTM 模型预测 PEMFC
堆栈电压,并以此评估 PEMFC 剩余寿命。

1　 相关理论

1. 1　 XGBoost 模型

　 　 XGBoost 是一种对梯度提升决策树( gradient
 

boosting
 

decison
 

tree,GBDT)进行优化,通过不断生成新树以拟合

前一颗树的残差来提高分类或预测精度的模型[16] 。
对于训练样本 D= {(x i,y i) 􀰙 x i ∈Rm,y i ∈R,i =

 

1,
2,…,n},一颗 CART 回归树的预测函数为:

ŷ i = f(x i) (1)

式中: x i 为第 i 组样本组成的向量; ŷ i 为向量 x i 的预

测值。
则 XGBoost 的目标函数表示为:

Obj = ∑
n

i = 1
l(y i,ŷ i) + ∑

t

i = 1
Ω( f t) (2)

其中,

Ω( f t) = γT + 1
2
λ∑

T

j = 1
w2

j (3)

式中: t 为回归树的数量; l 为可微凸损失函数;用来衡量

预测值 ŷ i 与真实值 y i 之间的误差; Ω( f t) 控制模型的复

杂程度; γ 为惩罚系数; λ 为正则项系数; T 为叶子节点

的数目; w2
j 为叶子节点权值的平方。 通过贪心算法求解

目标函数并去掉常数项之后,最终目标函数表示为:

Obj = ∑
T

j = 1
G jw j + 1

2
(H j + λ)w2

j
é

ë
êê

ù

û
úú + γT (4)

式中: G j 和 H j 为第 j 个叶子节点中样本的一阶和二阶导

常数。 将式(4)两边同时对 w j 求导,取其最优解可得:

w∗
j =-

G j

H j + λ
(5)

把 w∗
j 代入式(4)得:

Obj = - 1
2 ∑

T

j = 1

G2
j

H j + λ
+ γT (6)

式(6)为 XGBoost 算法最小化目标函数。 为使目标

函数 Obj 最小化,采用贪婪算法,只考虑当前节点最优对

当前节点进行分裂。 一个叶子节点的分裂前后的信息增

益定义为:

Gain = 1
2

G2
L

HL + λ
+

G2
R

HR + λ
-

(GL + GR) 2

HL + HR + λ
é

ë
êê

ù

û
úú - γ

(7)
一个叶子节点分裂时,计算该叶子节点所有特征相

对应的 Gain ,选择 Gain 最大特征进行分裂。 所有叶子

节点都分裂结束后,XGBoost 模型构建完成。 特征 p 在单

颗回归树的重要度计算公式为:

Ĵ2
p(T) = ∑

L-1

j = 1
î2
j I(v j = p) (8)

式中: L 为回归树叶子节点数目; v j 为与节点 j 相关的特

征; î2
j 为节点 j 分裂之后平方损失的减少值; I 为 sign 函

数,当 v j = p 时值为 1,否则为 0。 特征 p 在 XGBoost 下的

整体重要度通过特征 p 在所有回归树重要度的平均值来

衡量,公式如下:

Jp =
1
t ∑

t

m = 1
Ĵ2
p I(Tm) (9)

1. 2　 XGBoost-RFECV 算法

　 　 递归特征消除( recursive
 

feature
 

elimination,RFE)是

一种搜索特征空间中最优特征子集的贪心算法。 该方法
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通过反复构建模型,逐次删除特征空间中模型评估重要

度最低的特征以更新特征空间,直至得到所需数量的特

征。 交叉验证(cross-validation,CV)用于评估训练好的模

型在新数据上的表现,可以在一定程度上减小过拟合,还
可以从有限的数据中获取尽可能多的有效信息[17] 。

XGBoost-RFECV 算法的伪代码表示为:
输入:样本集 D= {x1,…,xm,y};
输出:最优特征子集 F= {x1,…,x i 􀰙 i≤m};
Begin:
　 　 将 D 划分为 k 份样本子集 D1 ~Dk;
　 　 For

 

j
 

= 1
 

to
 

k
 

do
　 　 　 　 设定验证集为 D j;
　 　 　 　 训练集为 S= {Di􀰙 i=

 

1,2,…,k 且 i≠j};
　 　 　 　 For

 

i= 1
 

to
 

m
 

do
　 　 　 　 　 　 训练集 S 输入 XGBoost 训练模型并同

　 　 　 　 时计算特征 x 的重要度 J ;
　 　 　 　 　 　 验证集 D j 输入训练好的 XGBoost 模
　 　 　 　 型计算均方误差(MSE);
　 　 　 　 　 　 删除训练集 S 和验证集 D j 中最小特

　 　 　 　 征重要度 Jmin 对应的特征 xmin;
　 　 　 　 End

 

For
 

i
　 　 　 　 保存依次删除最小重要度特征得到的m个

　 　 特征子集对应 MSE
　 　 End

 

For
 

j
　 　 计算 k 折交叉验证中 m 个特征子集对应平均交

叉验证均方误差 MSEaverage;
　 　 在 D 中选择最小 MSEaverage 对应特征子集为最

优特征子集 F;
End

 

Begin
1. 3　 LSTM 神经网络

　 　 RNN 因其单元结构的局限性,在处理长时间序列时

很难将较早时间步的有效信息传递到后面的时间步。
LSTM 神经网络能够很好的解决这个问题[18] 。

LSTM 神经网络在 RNN 单元结构中添加了一个状态

单元 c ,并采用遗忘门 f t 、输入门 i t 、输出门 o t 对状态单

元 c 进行控制,LSTM 单元内部结构如图 1 所示。 LSTM
单元在当前 t 时间步的 3 个输入分别为当前时间步

LSTM 的输入 x t 、上一时间步 LSTM 的输出 h t -1 和上一时

间步单元状态 ct -1。 LSTM 单元在当前 t 时间步的 2 个输

出为输出 h t 和单元状态 ct 。 遗忘门的功能为丢弃上一

时间步状态单元 ct -1 中的部分信息。 输入门的功能为将

当前时间步的有效信息加入到上一时间步状态单元 ct -1

中组成当前时间步状态单元 ct 。 输出门的功能为计算向

下一时间步传递的信息状态单元 ct 和输出 h t 。
式(10) ~ (15)为 t 时刻 LSTM 层中内部单元状态的

具体更新过程,即:

图 1　 LSTM 单元内部结构

Fig. 1　 Internal
 

structure
 

of
 

LSTM
 

unit

f t = σ(W fxx t + W fhh t -1 + b f) (10)
i t = σ(W ixx t + W ihh t -1 + b i) (11)

c~ t = tanh(Wcxx t + Wchh t -1 + bc) (12)

ct = f t·ct -1 + i t·c~ t (13)
o t = σ(Woxx t + Wohh t -1 + bo) (14)
h t = o t·tanh(ct) (15)
具体更新过程可分为如下 4 个步骤。
1)

 

LSTM 首先应该判断出从上一时间步状态单元

ct -1 中丢弃哪些无用信息。 LSTM 将当前时间步输入 x t

和上一时间步输出 h t -1 传递给 sigmoid 函数得到当前时

间步遗忘门的激活值 f t。 f t 的范围为 0 ~ 1。 0 和 1 分别表

示完全丢弃和保留上一时间步状态单元 ct -1 信息,
如式(10)。

2)
 

提取当前时间步能够加入到状态单元 ct 的有效

信息。 将当前时间步输入 x t 和上一时间步输出 h t -1 同步

传递入 sigmoid 函数和 tanh 函数分别得到输入门的激活

值 i t 和当前时间步能够加入到状态单元的候选值向量

c~ t, 如式(11)和(12)。
3)

 

计算当前时间步的状态单元 ct 。 步骤 1)保留上

一时间步状态单元 ct -1 有效信息;步骤 2)利用输入门的

激活值 i t 和状态单元的候选值向量 c~ t 得到当前时间步

有效信息。 使用两个步骤结果来对状态进行更新获得新

的状态单元 ct ,如式(13)。
4)

 

计算当前时间步的输出 h t 。 输出 h t 包含了先前

输入的信息。 首先,将上一时间步输出 h t -1 和当前时间

步输入 x t 传递到 sigmoid 函数中,得到输出门的激活值

o t。 然后将新得到的状态单元 ct 传递给 tanh 函数。 最后

将 tanh 函数的输出与输出门的激活值 o t 相乘,以确定输

出 h t 应携带的信息,如式(14)和(15)。
1. 4　 PEMFC 剩余寿命预测模型框架

　 　 PEMFC 剩余寿命预测方法的框架由数据处理、特征

选择和寿命预测 3 个模块组成。 数据处理模块包括等间



　 第 1 期 基于 XGBoost-RFECV 算法和 LSTM 神经网络的 PEMFC 剩余寿命预测 ·129　　 ·

隔采样、SG 卷积平滑法平滑滤波和归一化 3 部分。 特征

选择模块是利用 XGBoost-RFECV 剔除低重要性特征。
寿命预测模块是将前两个模块处理完成的数据输入搭建

LSTM 神经网络模型进行训练,以 PEMFC 堆栈电压作为

预测模型的输出,从而进一步计算得到 PEMFC 剩余寿命

预测结果。
PEMFC 剩余寿命预测方法的流程如图 2 所示。

图 2　 PEMFC 预测模型框架

Fig. 2　 PEMFC
 

prediction
 

model
 

framework

1. 5　 评估指标

　 　 为了评价本文提出方法对 PEMFC 剩余寿命预测的

能力,将 MSE 作为评估 XGBoost 的预测性能指标,并选

择平均绝对误差(mean
 

absolute
 

error,MAE)、均方根误差

(root
 

mean
 

square
 

error,RMSE)和决定系数 R2
 

3 种评价

指标从不同方面评价 XGBoost-RFECV-LSTM 的预测

性能。

MSE = 1
n ∑

n

t = 1
( ŷ t - y t)

2 (16)

MAE = 1
n ∑

n

t = 1
ŷ t - y t (17)

RMSE = 1
n ∑

n

t = 1
( ŷ t - y t)

2 (18)

R2 = 1 -
∑

n

t = 1
( ŷ t - y t)

2

∑
n

t = 1
(y- t - y t)

2
(19)

式中: y t、ŷ t 和 y- t 分别代表 PEMFC 堆栈电压的实际值、预
测值和平均值; n 为测试集数据组数, t 为预测点编号。

2　 实验与分析

2. 1　 实验设备和数据介绍

　 　 实验设备为 IEEE
 

PHM
 

2014
 

Data
 

Challenge 提供的

在标准工况下运行功率为 1
 

kW 的 PEMFC 电堆[19] 。
PEMFC 电堆由 5 片单电池组成,每片单电池的活化面积

为 100
 

cm2,最大电流密度和标称电流密度分别为 1 和
 

0. 70
 

A / cm2。 PEMFC 电堆运行时,通过放置在气体分布

系统中的两个独立加湿器实现空气和氢气送入电堆时的

气体加湿。 开启空气加湿器可得到需要的空气湿度。 氢

气加湿器在室温下可保证氢气的加湿程度。 对主动式电

子负载和冷却水系统进行操控以控制电堆内部的电流和

温度。 反应物的供给速率通过压力阀和流量阀调节。
PEMFC 电堆原理如图 3 所示。

图 3　 PEMFC 电堆原理

Fig. 3　 Schematic
 

diagram
 

of
 

PEMFC
 

stack

对 PEMFC 电堆在下列时刻 ( 0、48、185、348、515、
658、823、991

 

h) 进行一次极化曲线和电化学阻抗的测

量,并利用传感器全程监测 PEMFC 电堆参数变化。 极化

曲线和电化学阻抗只能用于 PEMFC 的状态分析,不能用

于 PEMFC 连续时间寿命预测。 故本文实验数据为

137
 

000 组传感器时间序列监测值,记录了 PEMFC 电堆

从健康到失效的 1
 

152
 

h 的全部运行状态。 每一组的数

据样本 T i 由一个时间 t 和 23 个传感器监测值组成。 传

感器监测的 PEMFC 电堆具体参数如表 1 所示。
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表 1　 传感器监测参数

Table
 

1　 Sensor
 

monitoring
 

parameters
参数 PEMFC 参数 符号

基本参数

U1 单电池电压 / V V1
U2 单电池电压 / V V2
U3 单电池电压 / V V3
U4 单电池电压 / V V4
U5 单电池电压 / V V5
堆栈总电压 / V Utot

电流(A) I

运行参数

氢气入口温度 / ℃ TinH2
氢气出口温度 / ℃ ToutH2
空气入口温度 / ℃ TinAIR
空气出口温度 / ℃ ToutAIR

冷却水入口温度 / ℃ TinWAT
冷却水出口温度 / ℃ ToutWAT
空气入口压力 / mbara PinAIR
空气出口压力 / mbara PoutAIR
氢气出口压力 / mbara PoutH2
氢气入口压力 / mbara PinH2
氢气入口流速 / ( l / mn) DinH2
氢气出口流速 / ( l / mn) DoutH2
空气入口流速 / ( l / mn) DinAIR
空气出口流速 / ( l / mn) DoutAIR
冷却水流速( / l / mn) DWAT
空气入口湿度 / % HrAIRFC

2. 2　 数据处理

　 　 PEMFC 电堆的的降解过程非常缓慢,通过传感器监

测的原始老化数据在较短时间内变化很小,并且原始数

据中具有大量噪声和尖峰,为使预测算法更好地捕捉信

号的趋势变化需要对数据进行处理。 本文首先对

PEMFC 原始数据采取每 50 组提取一组数据的等间隔采

样,共提取 2
 

740 组具有代表性的数据样本。 之后使用

SG 卷积平滑法对重构数据进行平滑处理,其中移动平滑

窗口宽度 n
 

=
 

51,多项式次数 k
 

=
 

9。 最后将平滑数据

归一化到[0,1]使其具有相同的量纲,以减少变量之间

因量纲差异较大对模型产生的影响。 PEMFC 部分参数

特征和 PEMFC 堆栈电压经数据处理后的波形如图 4
所示。
2. 3　 特征选择

　 　 本 文 基 于 Python 机 器 学 习 库 Sklearn 中 的

XGBRegressor 和 RFECV 模块进行 PEMFC 的特征重要度

计算以及特征选择。 XGBRegressor 中参数均设定为默认

值。 递归特征消除从排序后的训练样本中系统的删除重

要度最低的特征更新特征子集,之后对 XGBoost 模型进

行递归重新训练和评估。 递归消除过程中的第 i( i = 1,
2,…,22)个特征子集由重要度前 i 的 PEMFC 特征组成,
且每个特征子集都训练一个相应的 XGBoost 模型。 通过

15 折交叉验法对每个特征子集相对应的 XGBoost 预测模

图 4　 PEMFC 部分运行参数特征和堆栈电压波形

Fig. 4　 Part
 

running
 

parameters
 

characteristics
 

and
stack

 

voltage
 

waveform
 

of
 

PEMFC

型重复运行 15 次,取 15 次预测结果均方误差的平均值

评价特征子集的优劣。
PEMFC 最优特征子集的平均交叉验证均方误差变

化如图 5 所示。 平均交叉验证均方误差越小代表特征子

集对应模型的预测准确率越高。 当特征子集规模小于

10 时,随着所选特征数目的增加平均交叉验证均方误差

在不断变化中逐渐减小,预测准确率总体呈上升趋势。
当特征数为 10 时,平均交叉验证均方误差达到最小,预
测准确率最高。 故本文选择平均交叉验证均方误差最小

的 10 个特征组成最优特征子集。

图 5　 不同 PEMFC 特征子集的平均交叉验证均方误差

Fig. 5　 Average
 

cross-validation
 

scores
 

of
different

 

PEMFC
 

feature
 

subsets
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PEMFC 最优特征子集的平均交叉验证均方误差变

化如图 5 所示。 平均交叉验证均方误差越小代表特征子

集对应模型的预测准确率越高。 当特征子集规模小于

10 时,随着所选特征数目的增加平均交叉验证均方误差

在不断变化中逐渐减小,预测准确率总体呈上升趋势。
当特征数为 10 时,平均交叉验证均方误差达到最小,预
测准确率最高。 故本文选择平均交叉验证均方误差最小

的 10 个特征组成最优特征子集。
XGBoost 特征重要度和 XGBoost-RFECV 最优特征子

集中特征的重要度如图 6 所示。 基本参数重要度较为

均衡,对 PEMFC 堆栈电压有直接影响。 运行参数中

TinH2、 ToutAIR、 ToutWAT 和 DWAT 的 重 要 度 表 明

PEMFC 堆栈电压对温度的变化较敏感。 运行参数中

有关压力的特征重要度均较小。 PEMFC 电堆在标准

工况下易控制压力在较小范围内变化,而受 PEMFC
内部电化学反应和外部条件的综合影响温度控制较

难。 因此标准工况下 PEMFC 温度变化对其使用寿命

较为重要。

图 6　 XGBoost 和 XGBoost-RFECV
 

特征重要度

Fig. 6　 Feature
 

importance
 

of
 

XGBoost
 

and
 

XGBoost-RFECV

2. 4　 剩余寿命预测

　 　 本文构建双层 LSTM 神经网络作为 PEMFC 剩余寿

命预测模型。 将处理完成的 2
 

740 组 PEMFC 数据的前

1
 

310 组数据[0
 

h,550
 

h]设定为训练集,并设置后 1
 

430
组数据[551

 

h,1
 

152
 

h]为测试集。 前 1310 组训练集数

据输入 LSTM 神经网络模型训练模型参数。 然后将后

1
 

430 组测试集数据送入训练完毕的 LSTM 神经网络模

型进行预测,模型输出结果为 PEMFC 堆栈电压。 LSTM
模型参数如表 2 所示。 当 PEMFC 堆栈电压衰退至初始

堆栈电压的 96%时,确定 PEMFC 电堆达到寿命,定义其

失效[20] 。 PEMFC 初始堆栈电压为 3. 349
 

3
 

V,则 PEMFC
的失效电压为 3. 215

 

3
 

V。 时间 t= 808. 9
 

h 的 PEMFC 实

际堆栈电压为 3. 218
 

V,与实际失效电压最为接近。 所以

设定 PEMFC 在 808. 9
 

h 时失效。 由于 LSTM 神经网络模

型在[0
 

h,
 

550
 

h]为训练阶段,所以 PEMFC 的实际 RUL
为 258. 9

 

h。
基于 XGBoost-RFECV-LSTM 方法的预测结果如图 7

所示。 当时间 t = 809. 35
 

h 时,PEMFC 堆栈电压预测值

为 3. 217
 

8
 

V,与实际失效电压 3. 215
 

3
 

V 最接近。 此时,
PEMFC 预测 RUL 为 259. 35

 

h。

表 2　 LSTM 模型参数

Table
 

2　 LSTM
 

model
 

parameters
参数名 设定值

第 1 层 LSTM 神经元 90
第 2 层 LSTM 神经元 63

优化器 Adam
学习率 0. 001

损失函数 MAE
Dropout 0. 1
时间步 1

输入特征维度 10
批大小 80

迭代次数 70

图 7　 基于 XGBoost-RFECV-LSTM 的

PEMFC 剩余寿命预测结果

Fig. 7　 Prognostic
 

results
 

of
 

remaining
 

life
 

of
 

PEMFC
based

 

on
 

XGBoost-RFECV-LSTM
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　 　 为了进一步验证 XGBoost-RFECV-LSTM 方法的预测

性能,本文设计 3 组对比实验 XGBoost-RNN、 XGBoost-
LSTM 和 XGBoost-RFECV-RNN 的预测结果与其作对比。
XGBoost 选择重要度大于 6 的 11 维特征构成特征子集输

入 LSTM 模型。 以 MAE、RMSE 和 R2 作为预测模型准确

度评价指标,结果如表 3 所示。 由方法对比实验结果可

得到 XGBoost-RFECV-LSTM 方法的 MAE 和 RMSE 分别

为 0. 001
 

9 和 0. 002
 

5,决定系数 R2 值为 0. 974,3 个模型

评价指标均好于其他 3 种对比方法,表明了 XGBoost-
RFECV-LSTM 方法在 PEMFC

 

剩余寿命预测方面的精

确性。
表 3　 3 种方法的预测结果

Table
 

3　 Forecast
 

results
 

of
 

three
 

algorithms
模型 MAE RMSE R2

XGBoost-RNN 0. 002
 

8 0. 003
 

3 0. 955
XGBoost-LSTM 0. 002

 

7 0. 003
 

1 0. 96
XGBoost-RFECV-RNN 0. 002

 

4 0. 003 0. 962
XGBoost-RFECV-LSTM 0. 001

 

9 0. 002
 

5 0. 974

3　 结　 论

　 　 针对现有 PEMFC 剩余寿命预测方法的不足,提出了

一种基于 XGBoost-RFECV 算法和 LSTM 神经网络的

PEMFC 剩余寿命预测方法。 在 PEMFC 标准工况下,通
过 XGBoost-RFECV 算法计算特征对 PEMFC 寿命影响重

要度和降低特征维度,并且体现出 PEMFC 温度特征的变

化对使用寿命的重要性。 本文方法预测 PEMFC 寿命的

MAE 和 RMSE 分别为 0. 001
 

9 和 0. 002
 

5,R2 值为 0. 974,
并 设 计 XGBoost-RNN、 XGBoost-LSTM 和 XGBoost-
RFECV-RNN

 

3 组对比实验表明了该方法具有更高的预

测准确度。 本文所提出的剩余寿命预测模型没有考虑

PEMFC 在动态工况和极端工况下是否适用,这是下一步

的工作方向。
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