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摘　 要:高光谱图像具有波段多、波段间相关性强的特点,导致高光谱图像信息冗余,造成维数灾难、难以分类的问题,为此提出

了一种基于线性判别分析(LDA)和极限学习机结合的高光谱图像降维分类方法。 该方法首先通过 LDA 对高光谱数据进行降

维处理,克服高光谱图像信息冗余等问题的同时,尽可能保留图像的特征信息;降低光谱图像维度后,采用极限学习机( ELM)
对高光谱遥感图像进行分类识别。 所提方法应用于 Pavia

 

University 和 Salinas 高光谱图像处理,分类精度分别达到了 98. 78%和

99. 94%,有效提升了高光谱图像的地物分类性能,具有较强的实用性。
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Abstract:Hyperspectral
 

images
 

have
 

the
 

characteristics
 

of
 

multiple
 

bands
 

and
 

strong
 

correlation
 

among
 

bands,
 

which
 

leads
 

to
 

information
 

redundancy
 

of
 

hyperspectral
 

images,
 

resulting
 

in
 

dimensionality
 

disaster
 

and
 

difficulty
 

in
 

classification.
 

Therefore,
 

a
 

dimensionality
 

reduction
 

classification
 

method
 

of
 

hyperspectral
 

images
 

based
 

on
 

LDA
 

and
 

extreme
 

learning
 

machine
 

is
 

proposed.
 

In
 

this
 

method,
 

hyperspectral
 

data
 

are
 

firstly
 

processed
 

by
 

LDA
 

for
 

dimensionality
 

reduction,
 

so
 

as
 

to
 

overcome
 

the
 

problem
 

of
 

hyperspectral
 

image
 

information
 

redundancy
 

and
 

keep
 

the
 

image
 

feature
 

information
 

as
 

far
 

as
 

possible.
 

After
 

reducing
 

the
 

spectral
 

image
 

dimension,
 

ELM
 

is
 

adopted
 

to
 

classify
 

and
 

identify
 

hyperspectral
 

remote
 

sensing
 

images.
 

The
 

method
 

proposed
 

is
 

applied
 

to
 

Pavia
 

University
 

and
 

Salinas
 

hyperspectral
 

image
 

processing,
 

and
 

the
 

classification
 

accuracy
 

reaches
 

98. 78%
 

and
 

99. 94%
 

respectively,
 

which
 

effectively
 

improves
 

the
 

feature
 

classification
 

performance
 

of
 

hyperspectral
 

images
 

and
 

has
 

strong
 

practicability.
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0　 引　 言

高光谱遥感( hyperspectral
 

remote
 

sensing) 技术兴起

于 20 世纪 80 年代,广泛应用于航空航天,遥感科学,生
物医学图像,农业,气象等[1-2] ,当前已成为遥感领域的前

沿技术之一。 高光谱图像分类是高光谱遥感图像处理的

重要内容,也是近年来一个热门的研究方向[3] 。 高光谱

图像反映的是地物分布的复杂情况,由于高光谱图像波

段多、波段间相关性强、空间分辨率高,因此存在大量冗

余数据,产生光谱图像信息冗余问题,需要对高光谱图像

进行降维处理[4-5] 。
主成分分析( principal

 

components
 

analysis,
 

PCA) 是

目前常用的高光谱数据降维处理方法。 文献[6]针对高

光谱图像数据量大和信息冗余的问题,提出了一种基于

PCA 与空间分类相结合的方法;文献[7] 提出了一种基
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于 PCA 的高光谱图像特征提取方法,通过将整个高光谱

图像分割成多个具有相似反射率特性的不同均匀区域,
对其进行 PCA 降维,得到高光谱图像的低维特征空间;
文献[8]针对传统 PCA 降维方法仅依据方差贡献率进行

特征提取,无法有效利用高光谱图像本身信息的问题,提
出了一种利用信息量改进 PCA 的降维方法。 但以上基

于 PCA 的降维方法均没有利用样本的类别信息,属于无

监督学习,不利于提高高光谱图像识别率。 与 PCA 相

比,线性判别分析(linear
 

discriminant
 

analysis,
 

LDA)是一

种监督学习的线性降维方法,不仅计算量小,同时能够提

取出高维数据中的主成分信息,达到提高分类精度的

目的。
由 Huang 等[9] 提出的极限学习机( extreme

 

learning
 

machine,
 

ELM),其较高的分类准确率和训练效率受到极

大关注,并应用于处理高光谱图像的地物识别问题[10-11] ,
文献[12]采用 ELM 对高光谱遥感图像地物识别问题进

行处理,利用光谱特性的局部相关性,提出了基于分层结

构 ELM 的高光谱分类方法,但该方法未对高光谱数据进

行降维处理,无法克服高光谱图像信息冗余问题。
针对以上存在的问题,本文提出了一种基于 LDA-

ELM 模型的高光谱图像降维分类方法。 采用的基于监

督学习的 LDA 降维方法,降低数据维度的同时尽可能保

留数据中的特征信息,降维后的数据消除了高光谱图像

的冗余信息, 采用 ELM 对其进行分类识别, 在 Pavia
 

University 和 Salians 两个高光谱图像处理上的应用表明,
所提出的方法可以取得更高的分类精度。

1　 高光谱图像特征提取与分类方法

1. 1　 LDA 降维

LDA 是一种监督学习的线性降维方法,它的数据集

的每个样本是有类别输出的,投影后类内方差最小,类间

方差最大,即投影后每一种类别数据的投影点尽可能的

接近,而不同类别数据的类别中心之间的距离尽可能的

大[13] 。 本文采用有监督学习的 LDA 作为高光谱特征提

取的方法,可以提高数据分析过程中的精确度,降低因维

度灾难带来的过拟合现象。
LDA 算法利用样本集 X i 的判别信息,构建同类数据

的类内散度矩阵 Sw 和异类数据的类间散度矩阵 Sb,寻求

一个最佳的投影方向,使异类数据的类间散度极大化、同
类数据的类内散度极小化,实现最佳样本可区分性。

类内离散度矩阵 Sw 和类间离散度矩阵 Sb 分别定

义为[14-15] :

Sw = ∑
L

i = 1
∑

li

j = 1
(x i

j -x i)(x i
j -x i)

T (1)

Sb = ∑
L

i = 1
P( i)(x i

j -x i)(x i
j -x i)

T (2)

式中:P( i)是第 i 类样本的先验概率; x j
i 表示第 i 类的第 j

个样本; x i 是第 i 类的均值;L 代表类别个数。 W ∈ Rd×r

代表投影矩阵,则 LDA 的目标函数可表示为:

Wopt =argmax
w

Tr(WTSbW)
Tr(WTSwW)

(3)

本文采用 LDA 作为高光谱图像数据的降维方法,可
以有效地提取出高维空间中的低维数据结构,有利于提

高高光谱图像地物分类的精度。
1. 2　 ELM

ELM 是由 Huang 等提出的一种新型单隐层前馈神

经网络 ( single-hidden
 

layer
 

feedforward
 

neural
 

network,
SLFN),由输入层、隐含层和输出层组成[16] 。 结构如图 1
所示,输入层和隐含层的连接权值、隐含层的偏置是随机

设定的,隐含层和输出层之间的连接权值 β 通过解方程

组方式一次性确定,不再需要迭代调整。 整个训练过程

只需要调整隐含层神经元的个数及隐含层神经元的激活

函数即可[17] 。

图 1　 极限学习机模型

Fig. 1　 Extreme
 

learning
 

machine
 

model

假设训练集 X ={x i,y i}
N
i = 1,有 N 个训练样本,输入样

本为:
x i =[x i1,x i2,…,x il]

T ∈ RL (4)
其中,y i 是样本标签,令隐含层神经元的个数为 L,

则第 j 个隐含层的输出方程为:

o j = ∑
L

i = 1
β ig i(a i·x j + b i)　 j = 1,2,…,L (5)

式中:a i 表示第 i 个隐含层节点和输入层节点之间的连

接权值; β i 表示输出层与隐含层之间的连接权值;b i 表示

第 i 个隐含层节点的偏置;g i 为激活函数。
单隐层神经网络学习的目标是使得输出的误差最

小,即存在 β i、W i 和 b i,使得:

t j = ∑
L

i = 1
b ig i(a i·x j + b i)　 j = 1,2,…,L (6)

最小目标误差可以表示为:
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∑
N

j = 1
‖o j - t j‖ = 0 (7)

输出目标函数为:
y i =[y i1,y i2,…,y im] T ∈ Rm (8)
ELM 网络输出 T 为:
T =[ t1,t2,…,tN] m×N (9)
式(6)可以表示为:
Hβ = T′ (10)

式中: T′ 为矩阵 T 的转置;H 为 ELM 的隐含层输出矩

阵,式(10)等价于求解 min
β

‖Hβ - T′‖, 从而得到最优

输出权重为:
β̂ = H†T′ (11)

式中: H† 为隐含层输出矩阵 H 的 Moore-Penrose 广义逆

矩阵。
目前已有部分工作将 ELM 应用于高光谱遥感图像

地物分类的问题中,且取得了比 BP 神经网络较高的分

类精度[18-19] 。

2　 高光谱图像地物识别

本文提出了 LDA-ELM 模型用于高光谱图像分类识

别,在识别时先对高光谱高维数据特征进行线性判别分

析,再采用 ELM 方法分类识别,结合 LDA 降维后的高光

谱图像数据特征,设计 LDA-ELM 模型下高光谱图像降维

分类步骤如下。
1)获取高光谱数据集,对 L 类高光谱图像进行线性

判别分析,得到降维后的数据集 [x i1,x i2,…,x il]
T。

2)将降维后的数据集分为训练样本集和测试样

本集。
3)将训练样本集和测试样本集作为 ELM 分类器的

输入样本,先对训练样本集进行 ELM 分类建模,将训练

得到的参数作为测试样本的输入参数,再对测试样本集

进行预测识别,得到高光谱图像的输出目标函数, y i =
[y i1,y i2,…,y im] T 即为 ELM 分类结果预测值。

4)采用高光谱图像常见的分类性能评价指标,将

LDA-ELM 模型预测结果和其他降维分类方法作对比,得
出高光谱图像最佳分类模型。

本文提出的 LDA-ELM 高光谱图像降维分类模型流

程如图 2 所示。

3　 实验评价指标

3. 1　 总体精度(OA)
OA 是对分类结果质量的总体评价,等于被正确划分

图 2　 高光谱图像地物识别过程流程

Fig. 2　 Process
 

flow
 

chart
 

of
 

object
 

identification
in

 

hyperspectral
 

image

的样本数除以样本总数。 误差矩阵的主对角线元素为被

正确分类的样本,表示被正确分类到对应地物类型中的

样本个数。 样本总数为地物实际分类中的样本总数。 计

算公式为[20] :

OA =
∑

L

L = 1
CLL

∑
L

L = 1
∑

L

j = 1
CLj

(12)

其中,C 表示混淆矩阵,表示将第 L 类分到第 j 类的

样本个数,L 表示类型总数。
3. 2　 Kappa 系数

Kappa 系数(Kappa
 

coefficient)用来表示分类结果与

训练数据之间的吻合程度,克服了总体分类精度过度依

赖样本类别数和样本数量的缺点,是一种更为客观的评

价指标。 其计算公式为:

Kappa =
(P0 - Pe)

1 - Pe
(13)

其中:

P0 = OA =
∑

L

L = 1
CLL

∑
L

L = 1
∑

L

j = 1
CLj

(14)

Pe = ∑
L

i = 1
∑

L

j = 1

a ib j

n × n
(15)

式中: P0 是每一类正确分类的样本数量之和除以总样本

数,即总体分类精度; a1,a2,…,ak 为每一类的真实样本

个数; b1,b2,…,bk 为预测出来的每一类的样本个数;n 为

总体样本个数。 Kappa 系数越大,分类精度越高。
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4　 高光谱图像识别实验

本实验以 Pavia
 

University 和 Salinas 高光谱图像数据

集为研究对象,由于这两组数据的拍摄场景、样本量、波
段数、空间分布率、数据大小等均不相同,且来自两个不

同的成像传感器,可以更全面的验证本文方法的有效性。
4. 1　 Pavia

 

University 数据集

Pavia
 

University 数据集由反射光学系统成像光谱仪

(ROSIS)在意大利北部的 Pavia 大学于 2013 年拍摄采集

的,光谱仪产生 115 个波段,除去大气和水分吸收影响的

12 个低信噪比波段,共取 103 个波段,波长范围为 0. 43 ~
0. 86

 

μm,空间分辨率为 1. 3 米,图像大小尺寸为 610 ×
340,包含 9 个地物类别。
4. 2　 Salinas 数据集

Salinas 数据集由 AVIRIS 传感器在美国加州 Salians
谷地于 1998 年拍摄采集。 光谱仪产生 224 个波段,除去

20 个水吸收明显的波段,共取 204 个波段,波长范围为

0. 4 ~ 2. 5
 

μm,空间分辨率为 3. 7
 

m,图像大小尺寸为

512×217,包含 16 个地物类别。
4. 3　 训练集和测试集划分

1)Pavia
 

University 数据集

本实验从降维后的每类样本中选取 200 个训练样

本,100 个测试样本,共计 1
 

800 个训练样本集和 900 个

测试样本集,将其作为 ELM 分类器的输入样本。 将训练

样本集 1 ~ 200 标记为标签 1,301 ~ 500 标记为标签 2,
601 ~ 800 标记为标签 3,以此类推,2401 ~ 2600 标记为标

签 9;测试样本集 201 ~ 300 标记为标签 1,501 ~ 600 标记

为标签 2,801 ~ 900 标记为标签 3,以此类推,2601 ~ 2700
标记为标签 9,共 9 个标签,由此得到本次实验 Pavia

 

University 数据集。
 

2)Salinas 数据集

对于 Salinas 数据集,采用同样的方法从降维后的

每类样本中选取 200 个训练样本,100 个测试样本,共
计 3

 

200 个训练样本集和 1
 

600 个测试样本集,将其作

为 ELM 分类器的输入样本。 将训练样本集 1 ~ 200 标

记为标签 1,301 ~ 500 标记为标签 2,601 ~ 800 标记为

标签 3,以此类推,4501 ~ 4700 标记为标签 16;测试样

本集 201 ~ 300 标记为标签 1,501 ~ 600 标记为标签 2,
801 ~ 900 标记为标签 3,以此类推,4701 ~ 4800 标记为

标签 16,共 16 个标签,由此得到本次实验 Salinas 数

据集。
  

4. 4　 LDA、PCA 降维和分类试验分析

本文采用 LDA 和 PCA 对高光谱数据集进行降维,对
Pavia

 

University 和 Salinas 两个高光谱图像数据集进行以

下分类验证。 图 3 和 4 所示为 Pavia
 

University 和 Salinas
高光谱图像数据集在 LDA 和 PCA 降维方式下,降维特征

数和 K 近邻( KNN)、支持向量机( SVM)、ELM
 

3 种分类

方法的精确度关系对比图。 对于 Pavia
 

University 数据

集,在 LDA 降维方式下,前 15 个降维特征数在 KNN、
SVM 和 ELM 分类方式下的 OA 可分别达到 96. 22%、
96%和 98. 78%;在 PCA 降维方式下,前 20 个降维特征数

在 KNN、 SVM 和 ELM 分类方式下的 OA 可分别达到

91. 44%、96. 56% 和 58. 78%,而当降维特征数为 5 时,
ELM 的分类精度最高达到 95. 39%,之后呈急剧下降趋

势且达到一定维度时又基本平稳。

图 3　 Pavia
 

University 数据集降维特征数和 KNN、SVM、ELM 三种分类方法的精确度关系对比

Fig. 3　 Comparison
 

diagram
 

of
 

the
 

accuracy
 

relationship
 

between
 

the
 

dimensionality
 

reduction
 

feature
 

number
 

of
Pavia

 

University
 

dataset
 

and
 

KNN,
 

SVM
 

and
 

ELM
 

classification
 

methods

　 　 对于 Salinas 数据集,在 LDA 降维方式下,前 20 个降

维特征数在 KNN、SVM 和 ELM 分类方式下的 OA 可分别

达到 99%、99. 31%和 99. 94%;在 PCA 降维方式下,前 20
个降维特征数在 KNN 和 SVM 分类方式下的 OA 可分别



·194　　 · 电
 

子
 

测
 

量
 

与
 

仪
 

器
 

学
 

报 第 34 卷

图 4　 Salinas 数据集降维特征数和 KNN、SVM、ELM 三种分类方法的精确度关系对比

Fig. 4　 Comparison
 

diagram
 

of
 

the
 

accuracy
 

relationship
 

between
 

the
 

dimensionality
 

reduction
 

feature
 

number
 

of
Salinas

 

dataset
 

and
 

KNN,
 

SVM
 

and
 

ELM
 

classification
 

methods

达到 96. 44%和 98. 88%,而当降维特征数为 5 时,ELM
的分类精度最高达到了 98. 44%,之后呈急剧下降趋势且

达到一定维度时又基本平稳。
此外,在两类数据集上 PCA-ELM 算法的分类精度在

某个最佳降维特征数时分类精度达到最高,之后随着降

维特征数的增加呈现急剧下降的趋势,如图 3( b)和图 4
(b)所示,表明高光谱图像随着维数的增加,会导致维数

灾难的问题。 此时需要增加更多的训练样本的数量,来
避免此现象的发生。

5　 实验结果对比分析

本实验中 SVM 的参数为 c = 1. 2,g = 2. 8;在 Pavia
 

University 和 Salinas 两类高光谱图像数据集中选择 KNN
分类器 K 值的大小分别为 8 和 2;ELM 的激活函数 g i 为

Sigmoid 函数,隐含层节点个数为 100。
本文将 LDA-ELM 与其他降维分类方法进行比较,在

不进行降维、LDA 和 PCA 降维方式下对其进行分类,分
　 　 　 　 　

类方法包括 KNN、SVM 和 ELM。 表 1 和 2 分别给出了两

个高光谱图像数据集在不同降维分类方式下的分类正确

率对比结果。 该表列出了测试集总样本个数、被正确分

类的样本个数、测试集总体分类精度、Kappa 系数。 由对

比结果可以得到以下结论。
1)

 

ELM 在不进行数据降维时分类精度最差,在

Pavia
 

University 和 Salinas 两个高光谱图像数据集上分类

精确度分别为 53. 22% 和 73. 31%, Kappa 系数分别为

0. 502
 

8 和 0. 720
 

3。
2)

 

对比所有方法,本文所提的 LDA-ELM 模型在

Pavia
 

University 和 Salinas 两个高光谱图像数据集上均取

得了最好的分类效果,总体分类精度分别达到了 98. 78%
和 99. 94%, 相比于 PCA-KNN 分别提高了 7. 34% 和

3. 50%,Kappa 系数也达到 最 大, 分 别 为 0. 986
 

3 和

0. 998
 

7。
3)

 

在降维方式中,LDA 降维后的分类精度要优于采

用 PCA 降维后的分类精度。

表 1　 Pavia
 

University 数据集在不同分类方法下的实验结果对比

Table
 

1　 Comparison
 

of
 

experimental
 

results
 

of
 

Pavia
 

University
 

datasets
 

under
 

different
 

classification
 

methods

数据降维方式 数据分类方式 总样本个数 正确分类样本个数 测试集 OA / % Kappa 系数

不进行数据降维

KNN 900 842 93. 56 0. 928
 

1

SVM 900 877 97. 44 0. 971
 

3

ELM 900 479 53. 22 0. 502
 

8

LDA

KNN 900 866 96. 22 0. 957
 

7

SVM 900 864 96. 00 0. 955
 

2

ELM 900 889 98. 78 0. 986
 

3

PCA

KNN 900 823 91. 44 0. 904
 

8

SVM 900 869 96. 56 0. 961
 

4

ELM 900 529 58. 78 0. 559
 

0
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表 2　 Salinas 数据集在不同分类方法下的实验结果对比

Table
 

2　 Comparison
 

of
 

experimental
 

results
 

of
 

Salinas
 

datasets
 

under
 

different
 

classification
 

methods
数据降维方式 数据分类方式 总样本个数 正确分类样本个数 测试集 OA / % Kappa 系数

不进行数据降维

KNN 1
 

600 1
 

542 96. 38 0. 961
 

4
SVM 1

 

600 1
 

586 99. 13 0. 990
 

7
ELM 1

 

600 1
 

173 73. 31 0. 720
 

3

LDA

KNN 1
 

600 1
 

584 99. 00 0. 989
 

3
SVM 1

 

600 1
 

589 99. 31 0. 992
 

7
ELM 1

 

600 1
 

599 99. 94 0. 998
 

7

PCA

KNN 1
 

600 1
 

543 96. 44 0. 962
 

1
SVM 1

 

600 1
 

582 98. 88 0. 988
 

0
ELM 1

 

600 1
 

575 98. 44 0. 983
 

4

6　 结　 论

本文提出了一种基于 LDA-ELM 模型的高光谱图像

降维分类方法,该方法利用 LDA 降低高光谱图像的数据

维度,消除高光谱图像的冗余信息,提取高光谱图像特

征;对特征向量构成的数据集采用 ELM 进行地物分类识

别。 在 Pavia
 

University 和 Salinas 两个高光谱数据集上的

实验结果表明,该模型在提高分类精度的同时保持了高

效性,因此该算法具有较大的实际意义。
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