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基于 LS 和 MTS 的两阶段滚动轴承故障特征选择方法
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摘　 要:滚动轴承故障预测和健康管理(PHM)方法可以提取大量的故障特征数据,这些数据虽然有很大的潜在价值,但也存在

高维、高冗余性的特点,难以直接分析和利用。 因此,针对轴承故障特征数据的特点,以去除数据冗余性、筛选敏感特征为目的,
提出两阶段特征选择算法。 该方法的第 1 阶段采用拉普拉斯得分(LS)对原始特征按局部保持能力进行排序,利用互信息聚类

算法删除特征集中的冗余特征。 第 2 阶段采用多变量模式识别中的马田系统(MTS)方法对剩余特征进行综合评价,挖掘对故

障分类更有效的特征。 轴承退化仿真试验数据验证结果表明,提出的两阶段特征选择算法可以有效地去除冗余度、提高故障监

测准确率,可以有效的运用到滚动轴承的初期故障检测中。
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Abstract:Rolling
 

bearing
 

prognostic
 

and
 

health
 

management
 

(PHM)
 

method
 

can
 

extract
 

a
 

large
 

number
 

of
 

fault
 

characterization
 

data.
 

Those
 

data
 

are
 

of
 

great
 

potential
 

value,
 

because
 

of
 

their
 

characteristics
 

of
 

high-dimensionality
 

and
 

high-redundancy.
 

However,
 

direct
 

analysis
 

and
 

utilization
 

of
 

them
 

are
 

impossible.
 

Therefore,
 

aiming
 

at
 

reducing
 

the
 

redundancy
 

data
 

and
 

screening
 

sensitive
 

features,
 

a
 

two-stage
 

feature
 

selection
 

algorithm
 

is
 

proposed.
 

In
 

the
 

first
 

stage
 

of
 

the
 

method,
 

the
 

Laplacian
 

score
 

(LS)
 

is
 

used
 

to
 

sort
 

the
 

original
 

features
 

based
 

on
 

their
 

locality
 

preserving
 

power,
 

and
 

the
 

mutual
 

information-based
 

clustering
 

algorithm
 

is
 

utilized
 

to
 

remove
 

the
 

redundant
 

features
 

of
 

the
 

original
 

feature
 

set.
 

In
 

the
 

second
 

stage,
 

the
 

Mahalanobis-Taguchi
 

system
 

( MTS),
 

as
 

a
 

useful
 

multivariate
 

pattern
 

recognition
 

method,
 

is
 

employed
 

to
 

comprehensively
 

evaluate
 

the
 

remaining
 

features,
 

unearthing
 

features
 

which
 

are
 

prone
 

to
 

fault
 

classification.
 

The
 

verification
 

results
 

of
 

the
 

bearing
 

degradation
 

simulation
 

test
 

data
 

show
 

that
 

the
 

proposed
 

two-stage
 

feature
 

selection
 

algorithm
 

can
 

effectively
 

remove
 

redundancy
 

and
 

improve
 

the
 

accuracy
 

of
 

fault
 

monitoring.
 

This
 

method
 

can
 

be
 

effectively
 

applied
 

to
 

the
 

initial
 

fault
 

detection
 

of
 

rolling
 

bearings.
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0　 引　 言

旋转机械被广泛运用到生产和生活中,在航空航天、
轨道交通、机械制造等领域发挥着重要的作用。 在服役

过程中,旋转机械会经历从正常到性能降低再到完全失

效的一系列不同的性能退化的状态。 滚动轴承作为旋转

机械的关键部位,其性能的退化或失效将影响到整个机

械,并有可能会导致机械非计划性停机,造成重大的经济

损失[1] 。 如果能及时检测滚动轴承初期故障,有针对性

的对滚动轴承进行维修或更换,将大大降低成本并提高

生产效率。 因此,滚动轴承初期故障检测对旋转机械运

行和维护具有重要意义[2-3] 。
随着物联网和智能传感器的发展,基于振动信号数

据的滚动轴承故障检测方法逐渐成为热点。 该方法主要

是利用统计特征分析、 快速傅里叶变换 ( fast
 

Fourier
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transform,FFT)、Hilbert 变换等信号处理方法提取振动信

号的时域、频域和时-频域特征,将其作为特征向量进行

故障诊断与评估[4] 。 王玉静等[5] 提出了一种优化的集合

经验模态分解 ( ensemble
 

empirical
 

mode
 

decomposition,
EEMD)特征向量提取方法;赵光权等[6] 利用小波包分解

的能量熵特征对滚动轴承进行故障诊断;徐统等[7] 用变

分模态分解(variational
 

mode
 

decomposition,VMD)方法来

提取故障特征,并运用概率神经网络实现故障模式识别。
尽管这些数据从不同的层面反映了轴承的运行状态,但
提取的特征数据不可避免的呈现高维、高冗余性等特点,
难以直接利用与挖掘。 这些冗余特征在数据集成阶段很

难得以消除,增加了数据处理的难度。 此外,这些数据中

存在大量对轴承故障不敏感的特征,如将其保留,不仅对

故障检测无太大作用,而且还会引发“维数灾难”,同时

还会降低某些对维数敏感的故障检测算法的精度。 因

此,有必要对提取的故障特征进行筛选,有效降低特征数

据的冗余性与无关性,提高故障检测的准确度。
故障特征的筛选问题属于特征选择(或维数约简)

问题,该过程可以降低故障检测算法的复杂度,节省时间

并提高算法效率。 根据维数约简的原理,可将特征选择

算法分为线性特征选择和非线性特征选择两种。 主成分

分析( principal
 

components
 

analysis,PCA) 和独立成分分

析(independent
 

component
 

analysis,ICA)等是典型的线性

维数约简方法,在线性特征数据提取方面效果显著。 当

面对轴承故障的非线性特征时,这些方法往往很难发挥

效用。 相比线性特征选择算法,非线性特征选择方法能

够保持数据间的局部特性,有利于提高数据理解性、提升

故障诊断的准确率。 目前,非线性特征选择算法,如等距

映射(isometric
 

feature
 

mapping,ISOMAP)、拉普拉斯特征

映射(Laplacian
 

eigenmaps,LE) 和局部线性嵌入( locally-
linear

 

embedding,LLE)等,已经成功地运用到轴承故障特

征选择上[8] 。 拉普拉斯分值( Laplacian
 

score,LS) 是在

LE 算法基础上提出的非线性特征选择方法,它结合特征

的局部信息保持能力和 Variant 分值来进行特征选择,在
轴承故障选择方面也得到了广泛的应用[9-10] 。 该算法通

过独立地评价每一个特征维度,并根据评价指标的得分

高低来筛选特征,但也存在如下不足:1)该方法只给出了

特征排序结果,无法给出具体筛选的特征数目;2)特征集

中存在冗余时,相互冗余的特征会得到相近的得分,使得

筛选出的特征都是具有相似局部特性的冗余特征。
马田系统 ( Mahalanobis-Taguchi

 

system, MTS ) 是由

Taguchi 在质量工程学基础上发展起来的多变量模式识

别技术。 与其他的模式识别技术相比,MTS 原理更简单、
运算速度更快,不仅可以在不依靠数据分布的情况下处

理大样本数据,而且能利用质量工具筛选重要特征,成为

评价决策、医疗诊断和质量控制等过程中关键指标筛选

的方法之一。 在滚动轴承的健康管理方面,MTS 方法也

得到了运用[11-13] 。 但是,该方法在轴承故障特征选择方

面也会面临挑战:特征维数过高会导致 MTS 无法使用,
特征之间出现冗余或者具有较高相关性时 MTS 识别的

准确率不高。
因此,针对 LS 和 MTS 方法的不足,结合滚动轴承故

障特征数据高维、高冗余的特点,提出基于 LS 和 MTS 的

两阶段特征选择算法,对故障特征进行降维处理,使得降

维后的特征具有较低的冗余性和较高的故障敏感性,为
更准确的故障检测提供数据基础。

1　 问题描述

1. 1　 滚动轴承故障特征分析

目前,对滚动轴承的故障预测和健康管理( PHM)研

究大多集中在滚动轴承故障模式识别,而对滚动轴承故

障检测的研究较少。 滚动轴承是旋转机械的关键部件,
故障发生的频率高,维修代价高。 因此,有必要对轴承进

行故障检测,在故障初期对轴承进行视情维修,提高轴承

工作效率。
滚动轴承的振动信号属于非线性、非平稳信号,故障

特征提取方法较多,主要集中在时域分析、频域分析和

时-频域分析等方法上。 时域特征分析主要是利用统计

分析方法计算振动信号的特征统计特征,包括均值、均方

根、峭度、峰值、波形因子、峰值因子、脉冲因子等,频域特

征和时 - 频域特征分析则是采用 FFT、 Hilbert 变换和

Hilbert 包络谱等方法计算得出[9] 。 多种不同维度的特征

提取方法相结合,可以使不同特征之间相互弥补不足,形
成高维特征集。 但不可避免的是,在特征提取的过程中,
各特征参数之间的关联性使得高维数据中存在无关特征

和冗余特征,降低了故障检测方法的效率,不利于实际

运用。
因此,本文针对提取的滚动轴承故障特征数据的特

点,采用特征选择方法对数据进行特征筛选,去除冗余特

征,挖掘对故障敏感的重要特征。
1. 2　 故障特征选择问题

特征选择的关键是在全部特征上选择其中的理想子

集使该子集具有最小冗余性和最大相关性[14] ,该过程可

以用数学模型进行描述:
假设 F = { f1,f2,…,fm} 为 m 维特征集合,求解 F 的

子集 S = { f1′,f2′,…,fk}(k < m), 使得:
minR(S) 且 maxD(S) (1)

式中: R(S) 为S的冗余性,指的是所有特征间的相关性,
包括线性相关性与非线性相关性,而 D(S) 为 S 的相关

性,指单个特征对于反映数据样本局部结构作用的大小。
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冗余性与相关性是两个不冲突的性质,可以利用两

阶段的特征选择方法。 第 1 阶段主要消除原始数据集中

的非线性冗余特征,对相关特征进行初步筛选,第二阶段

对特征进行综合评价,筛选相关特征,既能有效避免冗余

性对于相关性筛选的影响,又能避免在第 2 阶段使用复

杂的优化算法。 因此,本文提出两阶段特征选择方法实

现这一思路,得到具有最小冗余性与最大相关性的特征

子集 S。
1. 3　 马氏距离度量与故障检测

距离度量可用来表征两个样本之间的差异度,距离

越小,说明两样本之间的差异就越小,反之亦然。 马氏距

离 ( Mahalanobis
 

distance, MD ) 是 由 印 度 统 计 学 家

Mahalanobis 提出的一种协方差距离,是一种有效的计算

样本与样本集“重心”的最近距离或计算两个未知样本

集的相似度的方法。 其定义如下:
MD2

ij =(x i - x j)
TA -1(x i - x j) (2)

式中: x i ∈Rd 表示 d维空间中的向量; A -1 为 d维空间的

协方差矩阵的逆。 与欧氏距离相比,MD 不受量纲的影

响,同时还能考虑特征之间的联系,排除变量间的相关性

的干扰,能够很好的度量观测样本和已知样本之间的距

离,很适合用在故障检测上[15] 。
Taguchi 在 MTS 中根据马氏距离定义了如下的标准

化马氏距离[11] :

MD2
ij =

1
d

(x i - x j)
TA -1(x i - x j) (3)

使得正常样本的 MD 值在 1
 

附近,而异常样本的 MD 值

随着样本与正常类样本的差异的增加而变大。 不同的

MD 值对应不同的设备运行特征,可通过比较异常样本

到正常样本的 MD 值来定性诊断设备的故障。 因此,本
文将利用 MTS 算法计算的 MD 值构建滚动轴承故障检

测模型,以此来监测轴承的运行状态。

2　 基于 LS 的第 1 阶段特征选择

2. 1　 LS 方法

LS 是一种无监督特征选择方法,利用得分表征邻近

样本点在某个特征的差异。 LS 主要是利用局部保持能

力来衡量特征,通过直接对特征集进行学习提取数据内

在的信息结构。 在初始特征空间中选取分值较小的特征

参数,极大程度地保留了振动信号中含有的结构特征,从
而有利于滚动轴承故障检测[9-10] 。

令 Lr 为第 r( r = 1,2,…,l) 个特征的拉普拉斯分值,
LS 特征选择步骤如下。

1)用 m个样本点构建近邻图 G = (V,E)。 如果两个

样本 x i 和 x j 足够近,将两个样本通过边 (x i,x j) ∈ E 相

连。 可以取 x i 的 k 近邻点,建立近邻图。
2)为了衡量近邻样本点之间的距离,定义 G 的邻接

矩阵 W =(W ij) m×m:

W ij =
e

-| | xi-x j| |
2 / σ,(x i,x j) ∈ E

0,(x i,x j) ∉ E{ (4)

式中:σ 为常数; | |·| | 表示两个样本点之间的欧氏距

离。 W ij(0 ≤ W ij ≤ 1)值越大,说明两个样本点越相近。
3)定义图 G 的拉普拉斯矩阵 L 为:
L = D - W (5)

式中: D = diag(WI) 为对角阵; I =(1,1,…,1) T。
4)计算第 r 个特征的拉普拉斯得分 Lr。

Lr =
∑

ij
f ir - f jr( ) 2W ij

Var fr( )
=

􀭴fT
r L􀭴fr

􀭴fT
r D􀭴fr

􀭴fr = fr -
fT
r DI
ITDI

I

(6)

式中: 􀭴fr 为第 r 个特征的向量值 fr 去均值化后的结果;
Var( fr)

 

为第 r 个特征的方差。
5)根据每个特征的 Lr, 选取前 t 个 Lr 值较小的特征

参数构建评估指标, t ≤ l。 事实上,式(4)的分子和分母

分别表示特征参数的局部信息保持能力和区分能力,在
特征选择时需要选择局部信息保持能力好同时区分能力

越大的特征信息,即要求分子越小越好,同时分母越大越

好。 所以,计算所得的 Lr 与特征重要性成反比,即 Lr 越

低,说明该特征对特征选择越重要。
利用 LS 可以将多维特征按照重要性进行排序。

2. 2　 互信息(MI)原理

MI 是信息论中的一种信息度量,它可以看成是某一

个随机变量中包含的关于另外一个随机变量的信息量,
或者说是某一随机变量由于已知另一随机变量而减少的

不确定性。
设两个随机变量 (X,Y) 的联合分布为 p(x,y), 边

际分布分别为 p(x)、p(y), 则 (X,Y) 的互信息即为

p(x,y) 与 p(x)p(y) 的相对熵,用 I(X;Y) 表示,即:

I(X;Y) = ∑
x∈X

∑
y∈Y

p(x,y)log p(x,y)
p(x)p(y)

(7)

MI 可以有效度量特征集中变量间的冗余性。
2. 3　 LS-MI 特征选择算法

利用 LS 方法可以准确鉴别无关的和性能较差的特

征,但是不能去除冗余特征。 为克服这一缺点,选取最优

特征子集, 本文提出基于 LS 和 MI 的组合 式 方 法

(LS-MI)筛选特征子集,具体算法描述如下。
输入:训练数据集 D。
1)计算 D 中任意两个特征的互信息 Iij ;
2)计算 D 中所有特征的 LS 值 Lr ;
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3)根据 Iij 进行聚类,得到 k 个特征子集;
4)根据聚类结果,在每个特征子集中挑选 Lr 值最大

的特征作为该类特征的代表特征,共 k 个特征构成特征

子集 Dk, 即为筛选结果。
输出:特征子集 Dk。
经过第 1 阶段 LS-MI 算法后,高相关性特征中 LS 较

高的特征得以保留,非线性冗余特征被基本删除。 在剩

余无冗余特征中进行 MTS 特征评价,可以很大程度上避

免重复选择具有相近相关性的特征。

3　 基于 MTS 的第 2 阶段特征选择方法

在 MTS 中, Taguchi 综合利用正 交 表 ( orthogonal
 

arrays,OA)和信噪比(signal
 

to
 

noise
 

ratio,SNR)来筛选重

要特征,具体步骤如下:
阶段 1

 

基准空间构建

该阶段是 MTS 的基础,主要是收集特征数据,确定

正常、异常样本并计算 MD 值,具体如下:
1)收集正常和异常样本数据构建初始特征集。
2)计算正常样本的 MD 值。
设 x i( i = 1,2,…,n) 为 n 个包含 p 维特征的样品,

x i = (x i1,x i2,…,x ip),x ij 为该样品的第 j个变量的观测值,
则该样品的马氏距离平方(马氏距离)为:

MD i =
1
p
ZT

i S
-1Z i (8)

式中: S 表示样本的协方差矩阵; Z i =[ zi1,zi2,…,zip]
T 为

样品标准化后的数据, zij = (x ij - 􀭰x j) / s2
j ,􀭰x j 和 s j 分别为第

j 个变量的均值和标准差。
阶段 2

 

基准空间有效性验证

在优化之前要对基准空间的有效性进行验证。
3)利用正常样本特征均值和标准差对异常样本进行

标准化处理并计算异常样本的 MD 值。 若 MD 均明显大

于基准空间中正常样本的 MD,则认为基准空间有效,反
之,则需重新选择特征变量构建基准空间。

阶段 3
 

基准空间优化

Taguchi 认为并非所有的特征对分类都有贡献,可以

利用 OAs 和 SNR 对其进行筛选,挑选出其中的重要特征

作为分类依据。
4)根据变量个数设计 OAs,将每个特征安排在正交

表的每一列,用“1”和“0”分别表示该变量是否参与构建

基准空间,根据每一行(一次试验)被选择的特征构建特

征空间,计算异常样品的马氏距离 MDk,k = 1,2,…,m 。
5)计算每次试验的 SNR:

η =- 10log
1
m∑

m

k = 1

1
MDk

( ) (9)

6)计算变量 x j 的信噪比增量:

Δ( j) = η- + - η- - (10)
式中: η- + 和 η- - 分别为 x j 参与试验的 SNR 均值和未参与

试验的 SNR 均值; Δ( j) > 0 说明变量可用来反映样本间

的差异,应该保留,反之,应该删除该特征。
阶段 4

 

利用优化的系统进行分类或预测

优化后的特征可以作为分类或预测的重要依据,可
利用其计算 MD,进行分类和预测。

7)利用优化后的基准空间计算正常和异常样本的

MD 值,确定分类阈值,对待测样品进行分类。
在第 1 阶段特征选择的基础上,运用 MTS 能够更好

筛选出与分类有关的关键特征,同时可以计算基准空间

的 MD 值,为后续故障检测和退化评估打下基础。

4　 滚动轴承初期故障检测模型

4. 1　 故障检测模型

利用两阶段特征选择算法得到故障敏感特征后,如
何制定判别准则是故障检测的关键。 在 MTS 中,Taguchi
根据“经济损失” 与“功能波动” 之间的函数关系,

 

提出

利用质量损失函数法( quality
 

loss
 

function,QLF)确定分

类阈值,以此作为区分正常样本和异常样本的依据。 但

是,QLF 方法缺乏合理的统计解释,主要依据领域内知识

确定阈值,具有一定的主观性,而在实际应用中由难以确

定每个样本的相对成本或损失。 针对这种情况,SU[16] 等

提出的概率阈值方法,利用切比雪夫定理设计阈值 T:

T = uMD + 1
1 + λ - ω

sMD (11)

式中: uMD 和 sMD 是正常样本的马氏距离均值和标准差;λ
为小参数,一般取 0. 05;ω 表示正常样本集中马氏距离小

于异常样本马氏距离最小值的比例。
为判断轴承是否出现故障,利用优化后马氏空间计

算待测样本的 MD 值,将其与故障阈值 T 进行对比,若待

测样本的马氏距离 MD t ≤ T, 则属于正常样本;反之,若
MD t > T, 则属于故障样本。
4. 2　 故障检测流程

根据滚动轴承故障检测框架和本文设计的两阶段特

征选择方法,设计如图 1 所示故障检测流程。

5　 实验及结果分析

5. 1　 实验设置

本文利用美国辛辛那提大学智能维护系统中心

(intelligent
 

maintenance
 

systems,IMS)的轴承退化仿真试

验数据来验证所提方法的有效性,其试验装置如图 2 所

示。 试验中共有 4 个同型号轴承,轴承 1 和 4 固定在机
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图 1　 滚动轴承故障检测流程

Fig. 1　 Flowchart
 

of
 

rolling
 

bearing
 

fault
 

detection

体上,轴承 2 和 3 通过杠杆机构向主轴施加恒定径向载

荷。 试验过程中,电机驱动主轴以 2
 

000
 

r / min 的转速持

续运行,在轴承端设置的传感器以 20
 

480
 

Hz 的采样频率

每隔 10
 

min 采集一次振动信号,并通过磁塞不断收集润

滑油中的金属碎屑来反映轴承的退化程度,当吸附的碎

屑积累到一定水平时,试验结束。

图 2　 轴承退化仿真试验平台

Fig. 2　 Test
 

platform
 

of
 

bearing
 

degradation
 

simulation

5. 2　 信号处理与分析

本文选取第 2 个轴承数据集,该过程持续了 164
 

h,
共得到 984 组信号,每组信号包含 20

 

480 个数据点,解体

分析后发现 1 号轴承外圈出现严重剥落。
提取振动信号的 12 个时域特征、13 个频域特征和

Hilbert 包络谱的 13 个频域特征,构建特征集 FS:

FS =

FS1

︙
FSk

︙
FSn

é

ë

ê
ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
ú
úú

=

TF1×12 FF1×13 HF1×13

︙ ︙ ︙
TFk×12 TFk×13 TFk×13

︙ ︙ ︙
TFn×12 TFn×13 TFn×13

é

ë

ê
ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
ú
úú

n×(12+13+13)

式中: n 为样本总数; FSk 为第 k 个样本的多域特征集,
FS 是 n × 38 为的特征矩阵; TFk×12、FFk×13 和HFk×13 分别

表示第 k 个样本的时域特征集、频域特征集和 Hilbert 包
络谱的频域特征。

最终得到 984 个样本的 38 个特征,按样本的先后顺

序进行排序,得到如图 3 所示的特征数据。

图 3　 轴承 1 全寿命周期部分特征数据

Fig. 3　 Features
 

of
 

bearing
 

1
 

during
 

whole
 

lifetime

5. 3　 特征选择分析应用

利用 LS 得分算法和互信息计算公式分别计算特征

的 LS 得分和特征间的互信息 MI,并根据互信息进行特

征聚类,其结果如图 4 所示。

图 4　 根据特征互信息聚类结果

Fig. 4　 Results
 

of
 

cluster
 

based
 

on
 

Mutual
 

Information

利用第 1 阶段特征选择算法最终筛选出 F29、F37、
F23、F5、F16、F36、F17、F35、F8、F12、F1、F15、F18 和 F7
这 14 个特征。

考虑到轴承初期运行不稳定,选取数据集中第 61 ~
260 个样本作为正常样本,第 851 ~ 900 个样本作为异常

样本共同构成训练集,剩余样本作为测试集。 根据 MTS
相关步骤,计算验证基准空间的有效性。 通过验证发现,
正常样本的马氏距离在 1 附近,而异常样本马氏距离的

最小值都远超过 1,说明所建立的基准空间是有效的。
根据 SNR 和 OAs 计算特征的信噪比增量,如图 5

所示。
由图 5 可知,除 F23、F36 和 F18 以外,其余特征的信

噪比增量明显大于 0,因此,选取剩余 11 个特征作为优化
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图 5　 SNR 和 OAs 筛选结果

Fig. 5　 Results
 

of
 

features
 

selection
 

based
 

on
 

SNR
 

and
 

OAs

后特征,构建优化基准空间,计算训练集中各样本的马氏

距离值 MD 和阈值 T, 得到 T = 3. 203
 

。
计算全寿命周期样本的马氏距离,前 934 个样本的

马氏距离和局部马氏距离图像如图 6 所示(由于从 935 ~
984 个样本的马氏距离值变化较大, 不利于观察变

化趋势)。

图 6　 全寿命周期样本的马氏距离值

Fig. 6　 MDs
 

of
 

the
 

full
 

life
 

cycle
 

samples

由图 6 可知,滚动轴承在运行到第 533 个周期时开

始出现初期故障;到第 701 个周期以后,轴承的工作状态

恶化,故障程度加深,直到最终失效。 根据检测结果,如
果能在发现初期故障阶段(第 533 ~ 700 个周期内)实施

维护策略,就可以延长轴承的使用寿命,避免经济损失。
5. 4　 评价与对比

由于方法的目的是去除数据集冗余性、筛选重要特

征并提升故障检测的精度,为此,本文选取剩余冗余度

(RED)和检测准确率( ACC) 来评价两阶段特征选择方

法的有效性。
数据集的剩余冗余度( RED) 可根据剩余特征集中

特征的平均互信息来确定:

RED(S) = 1
S 2 ∑

fi,f j∈S
I( f i;f j) (12)

式中:S 为剩余特征集; I( f i;f j) 为第 i 个特征和第 j 个特

征间的互信息。
ACC 由剩余特征集的灵敏度( Se)和特异性( Sp)来

确定,其公式如下:

Se = TP
TP + FN

,Sp = TN
TN + FP

,

ACC = TP + TN
TP + TN + FP + FN

(13)

式中:TP 表示预测正确的正常样本个数;TN 表示预测正

确的异常样本个数;FP 表示预测错误的正常样本个数;
FN 表示预测错误的异常样本个数。

分别计算全部特征集 F、第 1 阶段特征选择后特征

集 S1 和文献[9]的 LS 方法选择同样数目特征集 S2,计算

剩余冗余度,结果如表 1 所示。

表 1　 特征选择的剩余冗余度结果

Table
 

1　 RED
 

of
 

feature
 

selection
方法 特征个数 RED

全部特征 38 0. 555
 

6
LS-MI 14 0. 437

 

9
LS[9] 14 0. 621

 

6

　 　 结果显示,第 1 阶段特征选择后特征集的剩余冗余

度明显低于全部特征集的剩余冗余度,说明该方法可以

有效的降低特征冗余。 通过与文献中方法对比发现本文

方法在去除特征冗余方面要优于单独使用 LS 方法,而且

效果明显。
分别利用第 1 阶段特征选择算法( LS-MI)和两阶段

特征选择算法( LS-MI-MTS)计算各样本的马氏距离,确
定阈值,结果如图 7 所示。

图 7　 不同特征选择方法结果对比

Fig. 7　 Comparison
 

of
 

the
 

feature
 

selection
 

methods
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由图 7 可知,两种方法计算的马氏距离变化趋势相

同,都是从第 533 个样本点开始 MD 值超过阈值,但是利

用两阶段特征选择算法计算的 MD 值变化趋势更明显,
更有利于故障检测。

根据图 7 的结果,在全寿命周期中,前 532 样本属于

正常状态,后 452 个样本属于故障状态。 根据阈值和 MD
值,对测试集样本进行检测,计算不同特征选择算法的故

障检测的准确度,结果如表 2 所示。

表 2　 特征选择的检测准确率结果

Table
 

2　 ACC
 

of
 

feature
 

selection
方法 特征个数 阈值 ACC
LS-MI 14 2. 879 0. 975

 

5
LS-MI-MTS 11 3. 203 0. 976

 

8

　 　 由表 2 结果可知,两阶段特征选择方法不仅具有更

高的特征选择效率,同时还能提高故障检测的准确率。
所以,两阶段特征选择效果要优于单独使用第一阶段特

征选择方法。
为说明本文方法在滚动轴承早期故障检测的优势,

将本文方法和文献[13] 使用的 MTS 方法对比发现,文
献[13]方法检测到滚动轴承出现故障的时间为第 670 个

周期,比本文方法检测到故障的时间晚。 因此,本文方法

可以更早的识别轴承的故障,更有利于滚动轴承的视情

维修。

6　 结　 论

针对 PHM 中提取的故障特征数据高维、高冗余性的

特点,以去除数据冗余性、筛选敏感特征、改善故障检测

效果为目的,提出了两阶段特征选择算法。 基于 LS 算法

可以对特征按重要的进行排序的特性,提出利用互信息

聚类将每个特征子集中 LS 最高的特征筛选出来作为代

表,得到了低冗余性的特征子集。 结合 MTS 算法特征筛

选的优势,在剩余子集中筛选出其中的重要特征,从而达

到改善故障检测效果的目的。 通过实验平台数据上验

证,并与 LS 和 MTS 算法对比,验证了本文方法去除冗余

性的能力更强,检测效果更优,对初期故障检测更有效。
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