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融合特征金字塔和通道注意力的轻量车辆检测算法*
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摘 要:车辆检测是智能交通、无人驾驶等系统得以实现的重要支撑性技术。低精度或低速度的车辆检测器应用受限,因此

提出了一种快速准确的车辆检测器。首先,前端特征提取网络VGG16由 MobileNetV3_Large替代,减少了参数量和计算量,
并增加了对高维特征的提取能力;其次,利用特征金字塔思想构建双向加权融合网络,有效融合不同尺度的特征,获取多维度

的车辆特征;最后在特征提取层引入高效通道注意力,重新标定不同特征通道的重要性,进一步提高模型性能。与SSD相比,
所提出的模型在KITTI数据集和BDD

 

100
 

K数据集上分别将平均精度提高了7.50%和3.50%,并具有实时检测能力(超过

40
 

fps),在检测精度和速度方面有更好的平衡,说明了方法的有效性。
关键词:车辆检测;SSD;MobileNetV3;特征金字塔;注意力机制
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Abstract:
  

Vehicle
 

detection
 

is
 

an
 

important
 

supporting
 

technology
 

for
 

the
 

realization
 

of
 

intelligent
 

transportation,
 

autonomous
 

driving,
 

etc.
 

Poor
 

accuracy
 

or
 

low
 

inference
 

vehicle
 

detectors
 

are
 

limited
 

in
 

application,
 

therefore
 

this
 

paper
 

proposes
 

a
 

fast
 

and
 

accurate
 

vehicle
 

detector.
 

First,
 

the
 

front-end
 

feature
 

extraction
 

network
 

VGG16
 

is
 

replaced
 

by
 

MobileNetV3_Large,
 

which
 

reduces
 

the
 

number
 

of
 

parameters
 

and
 

computation,
 

and
 

increases
 

the
 

ability
 

to
 

extract
 

high-dimensional
 

features.
 

Next,
 

the
 

feature
 

pyramid
 

idea
 

is
 

used
 

to
 

construct
 

a
 

weighted
 

bi-directional
 

fusion
 

network
 

to
 

obtain
 

multi-dimensional
 

vehicle
 

features;
 

In
 

the
 

end,
 

introducing
 

efficient
 

channel
 

attention
 

in
 

the
 

feature
 

extraction
 

layer
 

to
 

re-calibrate
 

the
 

importance
 

of
 

different
 

feature
 

channels
 

and
 

further
 

improve
 

the
 

model
 

performance.
 

Compared
 

with
 

SSD,
 

our
 

proposed
 

model
 

improves
 

mAP
 

by
 

7.50%
 

and
 

3.50%
 

on
 

KITTI
 

dataset
 

and
 

BDD
 

100
 

K
 

dataset,
 

and
 

with
 

real-time
 

inference
 

(more
 

than
 

40
 

fps),
 

it
 

reports
 

a
 

better
 

trade-off
 

in
 

terms
 

of
 

detection
 

accuracy
 

and
 

speed,
 

illustrating
 

the
 

effectiveness
 

of
 

our
 

method.
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0 引 言

车辆检测是识别、检测和定位车辆目标,在智能交通、
自动驾驶等领域得到广泛的应用。由于车辆图像大多是

在实际道路场景中拍摄的,目标车辆类型多样、背景复杂、
光照条件多变等问题使得如何获取更具区分性的车辆特

征成为一个难点和热点问题。近年来,利用卷积神经网络

(convolutional
 

neural
 

networks,CNN)自主地提取车辆深

度特征成为解决该问题的主流方法,相较于依靠人工设计

特征的传统方法,该方法操作简单易于实现,鲁棒性更好,
为车辆检测提供了新的思路。

基于CNN的车辆检测模型分为两类,双阶段和单阶

段 检 测 算 法。双 阶 段 检 测 算 法 以 R-CNN[1]、Fast
 

R-CNN[2]、Faster
 

R-CNN[3]以及 Mask
 

R-CNN[4]等为代

表,该类算法基于区域候选框,具有良好的检测精度,但速

度较 慢。单 阶 段 检 测 算 法 以 SSD[5]、RefineDet[6]、
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YOLO[7]等为代表,此类算法取消了区域候选框,基于分

类回归思想端到端地使用卷积神经网络提取图像特征信

息,进而定位目标位置并识别目标类别,在检测速度上具

有很大优势,能更好地适用于实时交通场景。然而区域建

议步骤的取消导致该方法定位和分类结果变差,检测精度

不及双阶段检测器。寻找一种快速准确的车辆检测器成

为研究难点和热点。本文基于检测速度较快的单阶段方

法,提高车辆检测器的准确性和获取更快的检测速度。
为了将车辆检测应用于嵌入式平台或低延迟需求场

景,满足自动驾驶领域40
 

fps以上的实时检测速度。刘寒

迪等[8]采用轻量级 MobileNet网络替换VGG-16网络,构
成 MobileNet-SSD模型,提高了检测速度。Sim等[9]使用

ShuffleNet模块替换跨级局部密集连接网络(cross
 

stage
 

partial
 

dense
 

convolutional
 

network,CSP
 

DenseNet)来压

缩网络模型,适用于实时的车辆检测,但车辆检测准确率

也略微降低。上述几种模型通过不同的方法提升检测速

度,但在复杂的应用场景中,并不能保证其检测精度一定

满足。
交通图像和视频中通常包含具有大尺度变化的车辆

目标,为了解决车辆检测器不适应不同大小车辆的问题。
石欣等[10]额外引入浅层特征改进特征金字塔,提取小目

标细粒度特征,提高小目标检测准确率。Hu等[11]结合上

下文感知池化(context-aware
 

RoI
 

pooling,CRP)和多分支

决策网 络 提 出 了 一 种 对 尺 度 不 敏 感 的 卷 积 神 经 网 络

(scale-insensitive
 

convolutional
 

neural
 

network,SINet),
有效检测尺度变化较大的车辆。虽然上述模型证明采用

多尺度的特征图用于检测是至关重要的,但没有很好地利

用局部细节特征和全局语义特征,导致对小目标的检测效

果仍然不好。近年来,采用特征融合或者加入注意力机制

是提升模型性能的重要方法。
在车辆检测场景中,通过充分挖掘车辆特征信息,可

以强化对车辆的检测能力。刘鸣瑄等[12]将高分辨率的浅

层特征和语义较强的深层特征进行融合,通过残差块设计

了一个完整的特征融合结构,准确率有明显提高。Zhao
等[13]继承了SSD的体系结构,并引入一种特征融合模块

从原始特征中学习到更好的特征,在增加很少推理时间的

条件下提高了检测精度。梁继然等[14]通过轻量化通道注

意力机制加强对有效通道特征的表达,并将其作为深层特

征提取层,在复杂交通场景下仍具有良好的检测性能。上

述两种方法对特征提取仍不够丰富,在复杂的应用场景

中,并不能保证其特征提取性能一定满足检测精度需求。
综上所述,本文提出了一种融合特征金字塔和通道注

意力的 轻 量 级 车 辆 检 测 器(MCE-SSD),采 用 Mobile-
NetV3_Large[15]作为SSD的前端特征提取网络,并利用

反残差结构改进网络最后五层的标准卷积,既减少了模型

参数量,提高了检测速度,又有效地提升了模型的识别准

确率;然后在特征提取模块中利用双向加权特征融合网络

(weighted
 

bi-directional
 

feature
 

pyramid
 

network,BiF-
PN)

 [16]的思想,有效融合不同尺度和同一尺度的特征,更
好地形成车辆多维度特征;最后引入高效通道注意力机制

(efficient
 

channel
 

attention
 

network,ECA-Net)
 [17],增强

车辆信息等关键特征的表示,抑制背景及非车辆等无关特

征的表示,获取更具判别性的车辆特征,进一步提升模型

的识别能力。

1 SSD检测算法

SSD目标检测算法是一种端到端的算法,相对于双阶

段方法有着更快的检测速率,在VGG-16网络的基础上使

用两个卷积层替换掉全连接层fc6层和fc7层,并添加了

一系列卷积层获取不同尺度的特征图(尺寸分别是38×
38、19×19、10×10、5×5、3×3、1×1)直接回归目标车辆

的位置和类别,比较大的特征图来用来检测相对较小的目

标,而小的特征图负责检测大目标,实现多尺度特征图预

测。同时借鉴了锚(anchor)的理念,在每个单元设置长宽

比不同的先验框,预测的边界框以这些先验框为基准,在
一定程度上降低了训练难度。最后通过非极大值抑制算

法(non-maximum
 

suppression,NMS)去除多余的候选框,
得到最终的检测结果。根据SSD算法思想进行合理变换

可以提升目标物体的识别定位准确率,同时保持实时性。

2 MCE-SSD算法

本文所提出的 MCE-SSD在保持网络轻量化的前提

下,引入金字塔网络和注意力机制获取更具判别性的车辆

特征,提升模型的识别能力。模型结构如图1所示,大小

为300×300×3的图像经 MobileNetV3_Large后得到车

辆特征图(feature
 

map);选取其中不同尺度的6层特征图

(Conv14、IRSConv1、IRSConv2、IRSConv3、IRSConv4、IR-
SConv5)作为跨级双向加权特征融合网络(cross

 

weighted
 

bi-directional
 

feature
 

pyramid
 

network,CBiFPN)输入,实
现车辆多层特征的加权融合;最后在每个特征提取层后接

入注意力机制ECA-Net,重新标定特征通道权重,赋予含

有更多车辆信息的通道较大的权重,进一步提高检测

精度。

2.1 基于 MobileNetV3_Large的特征提取网络
传统卷积的计算参数量大,导致检测速度较慢。为了

使车辆检测任务应用于嵌入式平台或低延迟需求场景,本
文对SSD网络改进如下:1)使用 MobileNetV3_Large网

络(去掉分类层和输出层)代替VGG16网络作为特征提取

基础网络;2)利用反残差结构代替最后五层网络中的标准

卷积,构成IRSConv1、IRSConv2、IRSConv3、IRSConv4、

IRSConv5。改进后的 MobileNetV3_Large-SSD网络结构

如图1(a)所示。其核心结构 MobileNetV3
 

block结构示

意图如图2所示。

MobileNetV3
 

block首先经过1×1点卷积扩展通道,
然后由3×3深度卷积得到的车辆特征图,再通过全局平
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图1 MCE-SSD网络结构

图2 MobileNetV3
 

block

均池化整合各个车辆特征图的信息,然后接入挤压和激励

网络(squeeze-and-excitation
 

networks,SENet),通过两个

全连接层重新校准输入特征,加强网络的学习能力。最后

再经过1×1点卷积将其映射到一个低维空间。同时使用

分阶段线性函数ReLU6(x+3)/6代替计算成本过高的

sigmoid函数,将swish函数改进为h-swish函数,该激活

函数减少了内存访问次数,显著降低了延迟成本,在深层

网络有着更好的表现,其公式为:

h-swish(x)=xReLU6(x+3)
6

(1)

改进后的 MobileNetV3_Large-SSD网络参数如表1
所示。

2.2 双向加权特征融合网络
在实际道路场景中,车辆尺度变化较大。针对SSD没

有很好地利用局部细节特征和全局语义特征的问题,本文

借鉴BiFPN算法思想,继承SSD体系结构选取Conv14、IR-
SConv1、IRSConv2、IRSConv3、IRSConv4、IRSConv5层的

特征图,将浅层特征与深层特征双向加权融合,实现车辆

特征的多层复用,提高检测精度。CBiFPN具体网络结构

  表1 MobileNetV3_large-SSD网络参数

输入 操作 非线性函数 通道数 s
300×300×3 Conv2d H-Swish 16 2
150×150×16 IRS,3×3 ReLU 16 1
150×150×16 IRS,3×3 ReLU 24 2
75×75×24 IRS,3×3 ReLU 24 1
75×75×24 SE

 

IRS,5×5 ReLU 40 2
38×38×40 SE

 

IRS,5×5 ReLU 40 1
38×38×40 SE

 

IRS,5×5 ReLU 40 1
38×38×40 IRS,3×3 H-Swish 80 2
19×19×80 IRS,3×3 H-Swish 80 1
19×19×80 IRS,3×3 H-Swish 80 1
19×19×80 IRS,3×3 H-Swish 80 1
19×19×80 SE

 

IRS,5×5 H-Swish 112 1
19×19×112 SE

 

IRS,5×5 H-Swish 112 1
19×19×112 SE

 

IRS,5×5 H-Swish 112 1
19×19×112 SE

 

IRS,5×5 H-Swish 160 2
10×10×160 SE

 

IRS,5×5 H-Swish 160 1
10×10×160 Conv2d,1×1 H-Swish 960 1
10×10×960 IRS,3×3 ReLU6 1

 

024 1
10×10×1

 

024 IRS,3×3 ReLU6 512 2
5×5×512 IRS,3×3 ReLU6 256 2
3×3×256 IRS,3×3 ReLU6 256 2
2×2×256 IRS,3×3 ReLU6 128 2
1×1×128 ReLU6

  注:s表示步长

如图1(b)所示。一个节点只有一条输入边而没有特征融

合,去掉以减少参数(Ptd
5 和Ptd

14)。自上而下阶段:最深层

—34—



     国外电子测量技术 北大中文核心期刊

特征经过二倍上采样与上一层融合,融合后的feature
 

map重复迭代该过程,直至最浅层特征Conv14。自下而

上阶段:处理后的浅层特征经过下采样再向深层特征融

合,更多的关注非相邻分辨率的特征。其次为了减少因网

络层级过多造成的信息丢失,在同一尺度特征间添加一条

额外的边。同时本文在中间层新增跨级数据流,更好的融

合不同层级之间的数据。最后通过可学习的权重给不同

的尺度特征分配信息比重,特征的加权融合通过快速归一

化融合方法实现,如式(2)所示。

O =∑
i

wi

ε+∑
j
wj

·Ii (2)

式中:wi≥0;ε取值为1×10-4,是为了避免数值不稳定

而设置的极小值。
以图1(b)的IRSConv3层为例,该特征层融合过程

如下:

Ptd
3 =Conv

w1·Pin
3 +w2·Resize(Ptd

4)
w1+w2+ε  (3)

Pout
3 =

Conv
w'1·Pin

3+w'2·Ptd
3+w'3·Resize(Pout

2 )+w'4·Ptd
2

w'1+w'2+w'3+w'4+ε  
(4)

式中:Pin
3 表示IRSConv3层的输入特征;Ptd

3 表示IR-
SConv3层的中间特征;Pout

3 表示IRSConv3层的输出特

征;wi 表示不同的权重。

2.3 接入ECA通道注意力
在车辆检测场景中,背景及非车辆的特征为无效特

征,其混杂在网络的通道维度中,对有效物体的特征造成

干扰,因此本文在特征提取层后接入高效通道注意力

ECA-Net,从车辆图像深层信息中筛选出有效的特征。

ECA-Net建立了局部跨通道信息融合机制,首先对输入

特征图F 使用全局平均池化,聚合F ∈RW×H×C 各通道的

空间信息,获得特征Favg ∈R1×1×C ,如式(5)所示。

Favg =GAP(F)

GAP(F)=
1

W ×H ∑
W,H

i=1,j=1
Fi,j (5)

式中:Fi,j ∈R(C)是F 在(i,
 

j)位置的全通道特征;Favg

通过卷积核大小为k的一维卷积进行卷积计算,对各个通

道之间的相关性进行建模。之后使用Sgimoid函数计算

一维卷积输出的激活值,获得表示特征通道局部关系和重

要程度的权重W∈R1×1×C 。最后,通过逐元素相乘将生成

的各个通道权重加入到原输入特征图上,完成对F各通道

特征的重新编码,赋予关键特征较大的权重,而无关特征

则被赋予较小的权重。ECA结构如图1(c)所示。

3 实验及结果分析

3.1 实验环境
本实验的环境配置如下:64位 Ubuntu16.04操作系

统;NVIDIA
 

GTX
 

1080Ti
 

GPU;深 度 学 习 框 架 Py-
torch1.1.0;编程语言Python3.6。训练参数的具体设置

如下:每批次训练样本为16张,采用随机梯度下降法

(SGD)进行优化。采用多步衰减学习策略,初始学习率为

10-4,gamma为0.1。

3.2 基于KITTI数据集测试

KITTI数据集[18]由德国卡尔斯鲁厄理工学院和丰

田美国技术研究院联合构建,主要包含城区、乡村和高速

公路等场景下采集的真实图像数据,每张图像中最多达

15辆车,还有各种程度的遮挡与截断。对于车辆检测任

务,KITTI提供了Car、Van、Tram以及 Truck四种不同

的车辆类别标签,共含有7
 

481张图片。为了便于 MCE-
SSD算法进行训练,本文将数据集转化为VOC数据集格

式,并按 照8∶1∶1的 比 例 划 分 为 训 练 集、测 试 集 和 验

证集。
本文所提出的方法使用到了 MobileNetV3_Large网

络、CBiFPN特征金字塔、ECA通道注意力。为验证上述

方法的有效性本文进行了如下实验。

1)MobileNetV3_Large网络对模型速度的影响

如表2所示,对不同基础网络的算法性能,参数量和

传输速率在KITTI数据集上进行了对比。从表2可以看

出,本文改进算法 MobileNetV3_Large-SSD的均值平均

精度(mean
 

average
 

precision,mAP)较VGG16-SSD网络

提高了1.5%,反残差结构将模型输入改为低维度特征,
并用深度卷积替换标准卷积,参数量减少193

 

MB,传输速

率提高1.35倍,达到78.3
 

fps。使用 MobileNetV1和

MobileNetV2作为基础网络,可以通过深度可分离卷积或

反残差结构减少模型参数,提高检测速率,但会使网络层

数加深,引起梯度消失问题,导致准确率提升有限甚至下

降。综合考虑检测精度和速度,使用 MobileNetV3_Large
作为基础网络在保证车辆信息提取能力的同时加快了网

络的计算速度,综合性能最优,故使用此网络作为SSD前

端特征提取的基础网络。

表2 不同基础网络模型性能对比

算法 mAP/%
模型大小

/MB

帧率

/fps
VGG16-SSD 80.4 218.8 57.9

MobileNetV1-SSD 79.8 28.2 69.1
MobileNetV2-SSD 81.5 31.8 66.9

MobileNetV3_Large-SSD 81.9 25.0 78.3

2)多尺度特征融合网络对模型精度的影响

为了验证CBiFPN的有效性,在相同基础网络上对特

征金字塔网络(feature
 

pyramid
 

network,FPN)
 [19]、路径聚

合网络(path
 

aggregation
 

network,PANet)
 [20]、全连接特

征金字塔网络(full-connected
 

feature
 

pyramid
 

network,

FCFPN)、神经架构搜索特征金字塔网络(neural
 

architec-
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ture
 

search
 

feature
 

pyramid
 

network,NAS
 

FPN)
 [21]、BiF-

PN以及CBiFPN网络进行比较,结果如表3所示。传统

FPN只进行深层到浅层的单向特征融合,精度提升有限;

PANet执行双向特征融合,精度相比于FPN进一步提升,
但也引入了额外的参数;FCFPN通过全连接进行特征融

合,增加了大量的参数,精度却没有得到较大的提升;NAS
 

FPN重新组合和融合已经提取的特征图,参数量最小,精
度也有所提升,但训练时间过长;BiFPN与PANet类似均

采用双向特征融合结构,并按照一定权值将不同尺度特征

信息进行累加,在多个金字塔网络中取得较高的精度,同
时参数量较小。本文提出的CBiFPN通过新增跨级数据

流,更好的融合了不同层级之间的数据,mAP相较于原

BiFPN提升了0.4%。

表3 不同金字塔网络模型性能对比

网络 mAP/% 参数大小/MB
FPN 83.0 18.1
PANet 85.2 21.8
FCFPN 83.8 27.4
NAS

 

FPN 84.4 12.5
BiFPN 86.3 15.7
CBiFPN 86.7 17.7

3)加入ECA通道注意力对模型精度的影响

为了使模型重点关注有效特征,同时削弱无效特征的

影响,在每个特征提取层后引入高效通道注意力ECA-Net,
通过局部跨通道信息交互策略,获得表示特征通道局部关

系和重要程度的权重。以MobileNetV3_Large-SSD+CBiF-
PN网络为基础网络,在相同的实验条件下与SENet[22],
卷积块注意模块(convolutional

 

block
 

attention
 

module,

CBAM)
 [23],ECA(手动选取k 值)等注意力模型进行比

较。从图3可以看出,模型自适应选取k值的精度均高于

手动选取k 值(k=3,5,7,9),验证了ECA自适应选取k
值的有效性。在嵌入各种注意力模块的对比中,ECA提

升了1.2%,提升效果最好,且ECA模型参数量最少。因

此,本文引入的ECA注意力在参数量较少的情况下取得

了更高的检测精度。

图3 不同注意力模型对比

4)消融实验

为了验证 MCE-SSD算法各个模块的效果,对不同模

块进行消融实验,实验结果如表4所示。可以看出对每个

单独模块的改进,都能够有效提升车辆的识别准确率。

CBiFPN模块提升效果最为明显,浅层网络包含比较多的

几何信息,但是图像的语义特征并不多,不利于图像的分

类;高层网络虽然能响应语义特征,但是由于feature
 

map
的尺寸太小,拥有的几何信息并不多,不利于目标的检测。
通过双向加权融合浅层特征与深层特征,细节特征的提取

效果得到加强,使得 MCE-SSD易于发现和识别远距离小

目标;对大目标也有较好的判断和定位。通道注意力

ECA的引入将特征通道权重重新标定,为关键特征生成

较大的权重,并加入到原输入特征图上,完成对各通道特

征的重新编码,平均精度达到82.2%。当融合所有模块

时,车辆检测准确率显著提升了7.5%,表明所有模块的

融合能够共同促进车辆特征的学习,更易避免错判、漏判、
误判等情况的发生。

表4 不同模块对网络的影响

MobileNetV3-Large CBiFPN ECA mAP/%
80.4

√ 81.9
√ 85.3

√ 82.2
√ √ 86.5
√ √ 83.4

√ √ 86.8
√ √ √ 87.9

5)与其他方法的对比

如表5所示,在 KITTI数据集上对R-CNN、Fast
 

R-
CNN、Faster

 

R-CNN、DAVE、SSD300、SSD512、SINet以

及本文提出的 MCE-SSD算法进行评估和比较。从表5
可以看出,本文提出的 MCE-SSD算法获得了87.9%的

mAP,并且传输速率达到72
 

fps,均高于其他方法。

R-CNN、Fast
 

R-CNN、Faster
 

R-CNN 分 别 获 得 了

60.9%、62.7%、76.9% 的 mAP,分 别 比 MCE-SSD 低

27.0%、25.2%与11.0%。上述3种方法中检测速度最快

的是Faster
 

R-CNN,但12.8
 

fps仍不适用于对实时性有

较高要求的场合,这是由于双阶段检测算法增加了区域建

议网络提取建议框的步骤,导致速度较慢。DAVE以

79.1%的 mAP超越了上述3种算法,但仍低于本文的

MCE-SSD算法。对于SSD300算法,速度达到57.9
 

fps,
检测精度比 MCE-SSD低7.5%;SSD512模型检测速度为

26.8
 

fps,检测精度也低于SSD300,本文经过分析认为是

SSD512网络对 KITTI数据集图像的尺度和长宽比进行

了较大的改变,无效维度增多,导致检测结果不佳。SINet
基于VGG网络提取特征,对各种类型车辆均有较好的检

测精度,获得84.2%的mAP,比 MCE-SSD低3.7%,同时

速度达到31.3
 

fps,实现了实时检测。
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表5 不同车辆检测模型在KITTI数据集的检测结果

方法 基础网络 帧率/fps
AP/%

Car Van Tram Truck
mAP/%

R-CNN 0.6 62.9 68.4 58.2 54.4 60.9
Fast

 

R-CNN VGG-16 0.6 64.8 57.9 65.3 62.8 62.7
FasterR-CNN VGG-16 12.8 77.2 72.2 78.8 79.5 76.9
DAVE 3.9 83.6 71.4 80.3 81.3 79.1
SSD300 VGG-16 57.9 84.8 80.2 78.1 78.3 80.4
SSD512 VGG-16 26.8 76.1 81.1 76.0 74.4 76.9
SINet VGG 31.3 88.6 83.8 84.0 80.5 84.2
MCE-SSD MobileNetV3-Large 72.3 88.1 87.6 87.5 88.4 87.9

  为了更好地展现算法的性能,进一步可视化了不同方

法在KITTI测试集上的检测结果,如图4所示。可以看

到,Faster-RCNN
 

只能检测到少量车辆目标,检测效果较

差。SSD对中小尺寸目标容易漏检。SINet一定程度上

改善了小目标检测效果,但对遮挡和重叠车辆的鲁棒性较

差。MCE-SSD有效解决了上述问题,可以识别这些较难

目标并进行准确的检测。验证了本文提出的 MCE-SSD
的有效性。

图4 不同方法在KITTI数据集检测对比

3.3 基于BDD100K数据集的通用道路目标测试

BDD100K数据集[24]由伯克利大学 AI实验室发布,
涵盖了6种真实路况场景,6种天气环境以及3个时间段

的复杂图片,是一个大规模、内容多样性的公开驾驶数据

集。该数据集的道路目标数据包含10万张图片,包括

Bike、
 

Bus、
 

Car、
 

Motor、Person、Rider、Traffic
 

light、Traf-
fic

 

sign、Train
 

and
 

Truck十种目标类别标签数据,按照

7∶2∶1的比例划分为训练集、测试集和验证集。
本文提出的 MCE-SSD算法虽然是解决实时复杂环

境下对车辆目标的检测,但算法的泛化性能和适应性较

好,同样适用于常见道路目标的检测。因此,为进一步验

证模型对一般道路目标的定位与识别性能,本文使用包含

10种不同道路目标的BDD100K数据集进行训练和测试,
该部分使用512×512输入的 MCE-SSD算法,检测结果

如表6所示。MCE-SSD相比SSD提升了3.5的mAP,检
测速度为44.8

 

fps,检测精度与检测速度均优于原始SSD
算法,性能也优于其他单阶段方法。此外,MCE-SSD比

RFBNet高3.1
 

mAP的同时检测速度快5.8
 

fps。与精度

最高的CFENet方法相比,MCE-SSD精度较低,但效率要

高得多,实验结果表明,本文方法更好地权衡了准确性和

推理速度。

表6 不同车辆检测模型在BDD100K数据集的检测结果

算法 mAP/% 帧率/fps 输入尺寸

MS-CNN 5.7 6.0 1
 

920×576
SINet 9.2 20.2 1

 

920×576
SSD 14.1 27.6 512×512
ASSD 15.8 27.1 512×512
RefineDet 17.4 22.3 512×512
CFENet 19.1 21.0 512×512
RFBNet 14.5 39.0 512×512
YOLOv3 14.6 42.9 512×512
MCE-SSD 17.6 44.8 512×512

为了更好地理解算法的性能,进一步可视化了不同方

法在BDD100K测试集上的检测结果,如图5所示。显然

MCE-SSD可以检测到其他方法无法找到的远距离小尺寸

对象,执行更精确的目标定位。此外,在夜间环境、遮挡重

叠等场景下,本文方法仍然具有很好的检测能力,证明了

MCE-SSD的优越性。

图5 不同方法在BDD100K数据集检测对比

4 结 论

本文提出了一种快速准确的车辆检测模型 MCE-
SSD,使用 MobileNetV3_Large作为特征提取基础网络,
使模型适用于计算资源有限的车辆检测终端且能保持较

高的车辆检测精度;通过双向加权融合网络获取多维度的

车辆特征,增强模型在多尺度检测场景下的适应性;ECA
通道注意力的引入提升了模型对有效特征的关注,进一步
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提高了检测精度。在KITTI和BDD100K两个公开数据

上的测试结果表明,本文所提方法在检测精度和检测速度

上均可获得较好的检测效果。但当车辆目标出现遮挡等

情况时会对算法造成一定影响,在未来的工作中将着重此

方面进行改进,进一步提高算法识别性能。
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