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摘 要:新能源并网后的供电体系存在具有较高的间歇性和随机性,这将为电力生产和调度的平衡带来巨大挑战,而如何量

化电力负荷的不确定性对电力系统安全经济地运行起着重要作用。为此,提出一种基于多目标和贝叶斯优化(multi-objective
 

optimization
 

and
 

Bayesian
 

optimization,MOBO)的深度学习区间预测模型,能在给定的置信水平下描述电力负荷的变化趋势。
在预测模型的构建过程中,依据分位数回归理论计算出电力负荷在不同分位点处的预测区间,再通过有效性检验,筛选出合

理的预测模型。同时,采用多目标优化和贝叶斯优化算法理论对深度学习模型的超参数进行调优。使用美国纽约州米尔伍

德的电力负荷数据集对所提出的模型进行验证,实验结果表明,与其他模型相比,模型在不同置信水平下均有着更高的预测

区间覆盖率和更窄的区间平均宽度,更能精确地描述未来电力负荷的波动范围。
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Abstract:
  

The
 

grid
 

connected
 

power
 

supply
 

system
 

of
 

new
 

energy
 

has
 

high
 

intermittency
 

and
 

uncertainty,
 

which
 

will
 

bring
 

great
 

challenges
 

to
 

the
 

balance
 

of
 

power
 

production
 

and
 

dispatching.
 

How
 

to
 

quantify
 

the
 

uncertainty
 

of
 

power
 

load
 

plays
 

an
 

important
 

role
 

in
 

the
 

safe
 

and
 

economical
 

operation
 

of
 

power
 

system.
 

Therefore,
 

this
 

paper
 

proposes
 

a
 

deep
 

learning
 

interval
 

prediction
 

model
 

based
 

on
 

multi-objective
 

optimization
 

and
 

Bayesian
 

optimization
 

(MOBO),
 

which
 

can
 

describe
 

the
 

variation
 

trend
 

of
 

power
 

load
 

at
 

a
 

given
 

confidence
 

level.
 

In
 

the
 

process
 

of
 

building
 

the
 

prediction
 

model,
 

we
 

calculated
 

the
 

prediction
 

interval
 

of
 

power
 

load
 

at
 

different
 

points
 

according
 

to
 

the
 

quantile
 

regression
 

theory,
 

and
 

then
 

screened
 

the
 

reasonable
 

prediction
 

model
 

through
 

the
 

validity
 

test.
 

At
 

the
 

same
 

time,
 

multi-objective
 

optimization
 

and
 

Bayesian
 

optimization
 

algorithm
 

theory
 

are
 

used
 

to
 

tune
 

the
 

hyperparameters
 

of
 

the
 

deep
 

learning
 

model.
 

In
 

this
 

paper,
 

the
 

power
 

load
 

dataset
 

of
 

Millwood,
 

New
 

York,
 

USA
 

is
 

used
 

to
 

verify
 

the
 

proposed
 

model.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

proposed
 

model
 

has
 

greater
 

prediction
 

interval
 

coverage
 

probability
 

and
 

smaller
 

prediction
 

interval
 

normalized
 

average
 

width
 

at
 

different
 

confidence
 

levels
 

than
 

other
 

models,
 

besides
 

more
 

accurately
 

describes
 

the
 

fluctuation
 

range
 

of
 

future
 

electricity
 

load.
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0 引 言

在我国,电力行业的碳排放量占全国碳排放量的1/3
以上,为推进双碳目标的达成,《中华人民共和国国民经济

和社会发展第十四个五年规划和2035年远景目标纲要》
明确规定:构建清洁低碳安全高效的能源体系,坚持集中

式和分布式发电并举,持续推进多能互补的清洁能源基地

建设[1]。在此国家重大战略背景下,利用和开发可再生能

源进行发电成为脱碳计划的重要途径,例如风力、光伏和

水力等,新能源发电系统随之大规模接入电网,但由于该

发电方式易受气候变换和地理位置影响,导致获得的电能

具有较大的差异性和间歇性,这将给电力公司的生产和调

度带来重大不确定性,从而影响到电网中电力平衡的维

持。因此,准确的电力负荷预测对于捕捉不确定性发挥了

至关重要的作用,为电网调度人员定制发电计划和发电厂

报价提供重要的依据。
目前,电力负荷预测的研究主要围绕点预测开展,主

要预测方法如下:1)经典的统计学方法[2],如回归分析法、
时间序列法和灰色预测法等;2)人工智能技术[3-5],包括支

持向量机、人工神经网络法和专家系统法。然而,点预测

无法对预测结果可能的波动范围进行预测评估[6],难以满

足新能源并网后对负荷预测更能捕捉随机性的要求;区间

预测却能够从本质上解决这个问题[7],即旨在不同的置信

水平下,将数据中的不确定性约束在可控的范围内。目

前,国内外的区间预测方法主要包括高斯过程回归[8]、分
位数回归[9]与灰色区间预测[10]等。其中,基于分位数回

归的概率预测方法具有灵活、高效的特点,可以与简单的

线性模型或机器学习相结合[11]。
当分位数回归与人工智能方法结合时,超参数的设置

或训练对机器学习模型的预测性能,如模型的准确性、稳
定性和泛化能力等产生重大影响[12-13]。如何训练深度学

习模型的超参数对抑制欠拟合以及过度拟合的出现有着

关键作用,是机器学习的主要任务之一。现有的超参数调

优策略如下:1)人工搜索,该方法缺乏理论的支持且非常

耗时;2)网格搜索,由于受到维数的限制,导致算法效率随

着被优化的超参数数量和数值范围的增大而急速下降;3)
随机搜索,算法原理与网格搜索类似,其效率更高,但精度

降低;4)贝叶斯优化(Bayesian
 

optimization,BO)算法克服

上述算法的不足,通过充分利用已有的评估信息来预测下

一个最佳的超参数组合,这极大地减少了训练超参数组合

所需 的 时 间,使 之 成 为 最 受 欢 迎 的 超 参 数 调 优 策 略

之一[14]。
此外,大部分区间预测的研究倾向于选择单目标函数

作为超参数训练的损失函数,如经验选择方法[15]、均方根

误差[16]以及Pinball损失函数[17]等,这无法兼顾预测区间

覆盖更多真实值、区间平均宽度更小和区间精锐度更高等

多个目标。一个目标的改进往往以牺牲其他目标为代

价[18],如提高区间覆盖率的同时会使区间平均宽度变大,

而缩小区间平均宽度也会导致区间的覆盖率降低。目前,
少有研究将预测区间的构建视为具有多个目标的多目标

问题。因此,引入多目标优化理论对建立可靠的预测区间

有着重要意义。
针对上述问题,本文提出一种基于 MOBO的深度学

习区间预测模型。该模型利用贝叶斯优化算法在超参数

训练过程中收敛速度快、扩展性强的优点,来寻找一组使

多目标损失函数达到理想效果的帕累托最优解,最终使构

建的预测区间能有效地捕捉负荷数据中的不确定性,从而

更准确地描述未来负荷的波动范围。该方法克服了传统

的点预测无法提供负荷数据中的随机性信息,同时还解决

了将区间预测的构建视为单目标问题,导致产生极高的预

测区间覆盖率伴随着较大的区间平均宽度等现象。

1 电力负荷预测相关理论

1.1 分位数回归(QR)
QR由Roger

 

Koenker和Gilbert
 

Bassett提出[19],将
真实值与预测值之间的距离最小化,更加准确地反映解释

变量对于被解释变量在不同分位点下的影响,表达式为:

Qy(τ|X)=X'β(τ) (1)
式中:τ是分位点,τ∈(0,1);Qy(τ|X)是被解释变量y
在解释变量 X'= [x1,x2,…,xt]给定下的条件τ 分位

数;β(τ)=[β0(τ),β1(τ),…,βt(τ)]'是回归系数向量,随
着分位点τ的变化而变化;t=1,2,3,…,N,N 为训练样

本数量。
通过式(1)可得出不同分位点τ处的预测值,最小化

真实值和预测值的目标函数可采用pinball损失函数,表
达式如下:

min
β ∑y≥X'β

τ|y-X'β|+∑
y<X'β

(1-τ)|y-X'β|  
(2)

1.2 基于深度学习的分位数回归
得益于其复杂的隐含层和循环结构,深度学习具备较

强的学习能力、容错能力和泛化能力等优势[20],因此广泛

应用于电力负荷的预测领域。相比于传统的负荷预测方

法,深度学习对时间序列预测精度更高,对外界影响因素

的鲁棒性更好。Taylor将分位数回归与人工神经网络相

结合,提出了用于非线性预测的基于分位数回归的神经网

络模型[21]
 

(quantile
 

regression
 

neural
 

network,QRNN),
其表达式如下:

Qyt
(τ|Xt)=f2 ∑

m

j=1
wj,τf1 ∑

n

i=1
wti,τxti+bi,τ  +

bj,τ (3)

式中:输入层含有n个单元,隐含层含有m 个单元;Xt 是

具有xti 元素的网络输入;Qyt
(τ|Xt)是Xt 的条件τ 分

位数;wti,τ、wj,τ 为权重矩阵;bi,τ、bj,τ 为偏置;f1、f2是神

经网络的激活函数,通常分别取 Sigmoid函数和线性
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函数。

QRNN模型训练过程中实际是通过梯度下降等算法

最小化损失函数[22],从而确定使模型回归效果最佳的网

络参数,损失函数通常采用平均绝对误差(mean
 

absolute
 

error,
 

MAE),表达式如下:

MAE =
1
N∑

N

t=1
|yt-Qyt| (4)

式中:yt、Qyt
分别为样本t的电力负荷真实值和预测值;

根据分位数回归理论,将式(4)损失函数 MAE换成损失

函数Eτ ,从而建立基于深度学习的分位数回归模型,来估

计网络的最优权重和偏置。损失函数Eτ 表达如下:

Eτ =
1
N ∑

N

t=1
ρτ(yt-Qyt

)  (5)

ρτ(u)=
τu, u≥0
(τ-1)u, u<0 (6)

式中:通过调节τ的取值,输出解释变量Xt 在不同分位点

τ 处的分位数Qyt
(τ|Xt)。

2 短期电力负荷区间预测及评价

2.1 预测模型评价指标
在利用预测模型得到未来电力负荷的预测结果后,需

要对区间预测进行评估。本文采用点预测评价指标和区间

预测评价指标来衡量模型的整体预测效果,具体包括平均

绝对百分比误差(mean
 

absolute
 

percentage
 

error,MAPE)、
均方根误差(root

 

mean
 

square
 

error,RMSE)、预测区间覆盖

率(prediction
 

interval
 

coverage
 

probability,PICP)、预测区间

平 均 宽 度 (prediction
 

interval
 

normalized
 

average
 

width,
PINAW)以及温克勒评分(Winkler

 

score,WS)。
1)点预测评价指标

MAPE用来评价真实值和预测值之间的偏差[23],当
MAPE为0%时,表示完美模型,当 MAPE时大于100%
则表示劣质模型。其定义如下:

MAPE =
1
N∑

N

t=1

Qyt -yt

yt
×100% (7)

式中:N 表示测试的样本数量。
RMSE的值越小,表示误差越小。其定义如下:

RMSE =
1
N∑

N

t=1

(yt-Qyt
)2 (8)

2)区间预测评价指标

可靠的预测区间有着更高的覆盖率和更窄的宽度。
为了定性地评估预测区间的这两方面,采用文献[24]的评

价指标PICP和PINAW。PICP也称为预测区间置信水

平,表示未来负荷将被预测区间的上下限覆盖的概率,越
大的区间覆盖率意味着预测区间包含更多的真实值,预测

区间的质量越高。

PICP =
1
N∑

N

t=1
δt

δt=
1, yt∈ [Lα

t,Uα
t]

0, yt∉ [Lα
t,Uα

t] 
(9)

式中:Uα
t 和Lα

t 为预测区间的上下限。虽然PICP是预测

区间准确性的关键指标,但极宽的预测区间覆盖率不能为

决策提供有效的信息,因此引入PINAW 来评价预测区间

的质量。

PINAW =
1

N ×R∑
N

t=1

(Uα
t -Lα

t) (10)

式中:R 表示预测区间平均宽度,通常PICP尽可能大的

前提下,具有越小的PINAW,预测区间的预测精度越高。

WS是评价预测区间质量的一个综合指标,WS评分

越小,意味着不确定预测的效果越好[25],其定义如下:

Sα
t =

υα
t+
2(Lα

t -yt)
α

, yt<Lα
t

υα
t, Lα

t ≤yt≤Uα
t

υα
t+
2(yt-Uα

t)
α

, Uα
t <yt

􀮠

􀮢

􀮡

􀪁
􀪁􀪁

􀪁
􀪁􀪁

WS =
1
N∑

N

t=1
Sα

t

(11)

式中:α与置信水平有关(α=0.1表示90%置信水平);

υα
t =Uα

t -Lα
t 为在置信水平100(1-α)% 下预测区间

的宽度。

2.2 基于多目标和贝叶斯优化的深度学习区间预

测模型
本文基于QRNN模型将4种常见的深度学习模型及

其混合模型,包括卷积神经网络(convolutional
 

neural
 

net-
works,

 

CNN)、径向基函数(radial
 

basis
 

function,
 

RBF)、
长短期记忆网络(long-short

 

term
 

memory,
 

LSTM)、循环

门控单元网络(gate
 

recurrent
 

unit,
 

GRU)、卷积长短期记

忆网 络(CNN-LSTM)以 及 卷 积 循 环 门 控 单 元(CNN-
GRU)等,与分位数回归结合,建立基于深度学习的分位

数回归模型。
为了更精准掌握未来电力负荷的波动规律,通过对消

融实验得到性能较好的预测模型,采用贝叶斯优化算法对

其超参 数 进 行 调 整。同 时,考 虑 到 评 价 指 标 MAPE、

RMSE、PINAW、WS与PICP是相互矛盾的,提高区间覆

盖率的同时会使预测区间上下限与真实值的距离变大、区
间平均宽度变大以及区间精锐度变低,而缩小区间平均宽

度则会导致与上述描述相反的情况。因此,综合相互冲突

的多个评价指标,将其作为超参数寻优的损失函数,来建

立基于多目标和贝叶斯优化的深度学习区间预测模型。
首先,将点预测评价指标和区间预测评价指标作为超

参数寻优的多目标函数,表达如下:

m* =argminF(m) (12)
其中,函数F(m)可以等价地表示为:

F(m)=fMAPE(m)+fRMSE(m)-fPICP(m)+
fPINAW(m)+fWS(m) (13)

式中:m* = [m1,m2,m3,m4]是最小化多目标函数得到

的Pareto最优解,即带来最大收益的超参数组合,依次代

—15—
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表最大训练轮次、初始学习率、学习率衰减周期以及学习

率衰减率。
其次,神经网络的偏置bτ 和权重wτ 的初始化是在神

经网络中分位点τ 处完成,并且通过最小化损失函数ψt
τ

来更新,表达如下:

(wτ
*,bτ

*)=argmin∑
τ
∑

N

t=1
ψt

τ(Xt,wτ,bτ) (14)

s.t.
Ψt

τ(Xt,wτ,bτ)≥τ(yt-f(Xt,wτ,bτ))

Ψt
τ(Xt,wτ,bτ)<(1-τ)(yt-f(Xt,wτ,bτ)) 

(15)

最后,将优化后的超参数组合m* 、权重矩阵wτ
* 和

偏置bτ
* ,作为预测模型的参数输入,并设其隐含层的神

经元数量为M ,则t时刻,输入Xt 得到隐含层的输出向

量H1,H2,…,HM ,再将输出向量作为全连接层的输入,
得到分位点τ 处的输出值:

Qyt
(τ|Xt)=f ∑

M

m=1
w*

τHm +b*
τ  (16)

由式(16)可得不同分位点τ处的分位数Qyt
(τ|Xt),

且Qyt
(τ|Xt)服从 (u(Xt),σ2(Xt))的高斯分布[26],

u(Xt)是测试样本t的平均分位数,
 

σ2(Xt)则为分位数

方差。在给定置信水平100(1-α)% 下,预测区间Iα
t 的

定义如下:

Iα
t = [Lα

t,Uα
t] (17)

Lα
t =u(Xt)-z1-α/2 σ2(Xt) (18)

Uα
t =u(Xt)+z1-α/2 σ2(Xt) (19)

式中:Lα
t 和Uα

t 分别为预测区间的下限和上限;z1-α/2是标

准高斯分布的临界值,取决于置信水平100(1-α)% 。

3 案例分析

3.1 实验设置及流程
以美国纽约州米尔伍德(Millwood)

 

2018年4月1
日~4月30日的电力负荷数据为研究对象,该数据为纽

约独立系统运营商提供的公开数据集。电力负荷数据的

间隔为5
 

min,采用滑动窗口对数据集预处理,其中训练数

据集和测试数据集分别占原始数据集的80%和20%,其
中用于超参数训练和区间预测的数据集划分情况如图1
所示。

图1 实验数据集划分

为了增加模型的可比性和可靠性,将本文所用的各预

测模型参数设置保持统一。

1)滑动窗口的大小设置为12,即用过去1
 

h的负荷数

据预测未来5
 

min的电力负荷。

2)LSTM、GRU、CNN-LSTM 以及 CNN-GRU 网络

均采用动量梯度下降法(stochastic
 

gradient
 

descent
 

mo-
mentum,SGDM)为优化算法。

3)各神经网络的超参数设置如下:隐含层数量均为

30,输入特征大小为12,最大训练轮次为100,梯度阀为1,
初始学习率为0.06,每次训练学习率以0.2倍的速度

更新。

4)分位点τ设置为[0.1,
 

0.9],间隔为0.1,共9个分

位点。
本文研究基于多目标和贝叶斯优化的深度学习区间

预测模型在短期电力负荷中的应用,实现流程如图2所

示。步骤如下:1)模型构建阶段。为了选取合理的预测模

型,采用网络结构相近的CNN、RBF、LSTM、GRU、CNN-
LSTM以及CNN-GRU进行对比研究,建立基于深度学

习的分位数回归模型,并将预处理后的数据集输入预测模

型,得到未来负荷在不同分位点处的预测区间;2)模型筛

选阶段。先计算PICP指标,初步排除预测性能不达标的

模型,再进一步分析所选模型的PINAW 和 WS指标,选
取含有可靠预测区间的模型;3)基于 MOBO的超参数优

化阶段。兼顾 MAPE、RMSE、PICP、PIANW 以及 WS等

指标,建立多目标函数作为贝叶斯优化算法进行超参数寻

优的损失函数,然后输出最佳的超参数组合;4)预测阶段。
将优化的超参数输入所选模型,并预测未来电力负荷的波

动范围;5)评估阶段。通过 MAPE、RMSE、PICP以及

PINAW指标来评估本文所提模型与其他模型的优劣。

3.2 对比试验
在95%、90%、85%和80%四个置信水平下,采用

PICP 指 标 对 预 测 模 型 CNNQR、RBFQR、LSTMQR、

GRUQR、CNN-LSTMQR和 CNN-GRUQR进行初步筛

选和评价,排除预测区间覆盖率低于给定的置信水平的无

效预测区间,计算结果如表1所示。
由表1可以看出,在4个置信水平下,LSTMQR、

GRUQR、CNN-LSTMQR以及 CNN-GRUQR四个模型

中的PICP值大于给定的置信水平,因此,上述模型能有

效量化电力负荷带来的不确定性信息。在95%置信水平

下,上述4个模型的预测区间覆盖率分别为96.96%、

96.17%、97.76%和98.55%,都达到了预期的置信水平;
类似的,在90%置信水平下,LSTMQR、GRUQR、CNN-
LSTMQR以及CNN-GRUQR模型的预测区间覆盖率都

大于90%。相比之下,RBFQR和CNNQR模型的PICP
值在4个置信水平下均低于给定的置信水平,在95%置信

水平 下,上 述 两 个 模 型 的 区 间 覆 盖 率 仅 为 87.56%、

62.55%,应视为无效的预测区间。因此,在进一步实验
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图2 短期电力负荷的区间预测流程

表1 不同置信水平下预测模型的PICP值

预测模型

PICP/%
95%

置信水平

90%
置信水平

85%
置信水平

80%
置信水平

CNNQR 62.55 55.31 49.67 45.34
RBFQR 87.56 81.85 77.44 73.10
LSTMQR 96.96 93.64 90.74 87.13
GRUQR 96.17 92.70 89.15 84.53
CNN-LSTMQR 97.76 95.73 94.07 91.11
CNN-GRUQR 98.55 96.89 94.58 91.68

中,本文排除RBFQR和CNNQR模型。
经过初步筛选,本文再通过PINAW 和 WS指标进一

步评估所选模型,这两个指标可以对预测区间的可靠性和

精锐程度进行评价。表2为不同置信水平下,LSTMQR、

GRUQR、CNN-LSTMQR 以 及 CNN-GRUQR 模 型 的

PINAW 和 WS值。图3和4所示为上述4个模型的

PINAW和 WS指标进行了可视结果。
由表2、图3和4可以看出,相比于两个混合模型

CNN-LSTMQR和CNN-GRUQR的区间预测效果,另外

两个单项模型LSTMQR和GRUQR更好,其PINAW 和

WS指标在4个置信水平下均更低。在95%置信水平下,

CNN-GRUQR和CNN-LSTMQR模型的PINAW指标值

比LSTMQR模型分别高出9.74%、14.52%,比GRUQR
模型分别高出9.98%、14.76%;而关于 WS指标,CNN-
GRUQR和CNN-LSTMQR模型比LSTMQR模型分别

高出18.29、22.17,比 GRUQR 模 型 分 别 高 出 18.23、

   表2 不同置信水平下4种预测模型的PINAW 和 WS值

置信水平/% 预测模型 PINAW/% WS
LSTMQR 18.68 36.54

95
GRUQR 18.44 36.60
CNN-LSTMQR 33.20 58.71
CNN-GRUQR 28.42 54.83
LSTMQR 15.63 31.15

90
GRUQR 15.43 31.35
CNN-LSTMQR 27.78 50.10
CNN-GRUQR 23.78 46.65
LSTMQR 13.73 27.92

85
GRUQR 13.55 28.22
CNN-LSTMQR 24.39 44.66
CNN-GRUQR 20.88 41.58
LSTMQR 12.30 25.59

80
GRUQR 12.14 25.99
CNN-LSTMQR 21.85 40.68
CNN-GRUQR 18.70 37.95

图3 不同置信水平下4种预测模型的PINAW值
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图4 不同置信水平下4种预测模型的 WS值

22.11。LSTMQR和GRUQR模型的区间预测效果相近,
在95%置信水平下,超过96%的电力负荷真实值落在预

测区间内,对应的PINAW 和 WS指标值均在18%和36
左右。在筛选的模型中,两个混合模型的预测区间覆盖率

明显高于两个单项模型,但混合模型的PINAW 和 WS指

标值也更大,即较高的PICP会以较大的PINAW 和 WS
为代价,有可能导致最终的预测结果落在一个较宽的区间

内,从而使得预测者很难精准地获取预测结果的信息。
因此,LSTMQR和GRUQR模型的预测区间质量最

佳;CNN-GRUQR 和 CNN-LSTMQR 模 型 预 测 效 果 次

之;而RBFQR和CNNQR模型中由于预测区间覆盖率不

达标,区间预 测 效 果 较 差。在 CNN-GRUQR 和 CNN-
LSTMQR模型中,两种模型结合使得模型网络层数量增

多,在电力负荷数据的拟合中,深度学习模型的层数过多

会导致模型的复杂度提升、参数过多,从而过度拟合了训

练数据  

中的噪音反而使得预测精度并不理想。故在电力负荷的

预测中,深度学习模型并不是层数越多、越复杂就越好。

3.3 基于 MOBO的短期电力负荷区间预测
为了进一步提高区间预测的精度,实验采用多目标优

化和贝叶斯优化算法来搜寻模型的最佳超参数。由于

GRUQR和LSTMQR模型在上述实验中表现出较好的

预测性能,因此,接下来分别对 GRUQR和LSTMQR模

型中的超参数进行优化,构建基于 MOBO的深度学习区

间预测模型,即 MOBO-GRUQR和 MOBO-LSTMQR模

型,其超参数寻优结果如表3所示。

表3 MOBO-GRUQR和 MOBO-LSTMQR
模型优化后的超参数

参数 范围
MOBO-
GRUQR

MOBO-
LSTMQR

最大训练轮次 [50,500] 464 314
初始学习率 [0.001,0.01] 0.011

 

42 0.099
 

55
学习率衰减周期 [100,500] 444 191
学习率衰减率 [0.1,1] 0.859

 

41 0.151
 

45

然后,选取80%、85%、90%以及95%四个置信水平,
分 别 运 行 GRUQR、LSTMQR、MOBO-GRUQR 和

MOBO-LSTMQR四个预测模型,并将其区间预测的结果

可视化,如图5~7以及表4所示。

图5 GRUQR模型在不同置信水平下的预测区间

  由图5和6可以看出,在电力负荷快速变动及峰谷期

间,时间采样点200~300、550~600以及800~1
 

000,可
以显著地观察到 MOBO-GRUQR 模 型 的 预 测 区 间 比

GRUQR模型更窄,且预测区间随着电力负荷真实值的波

动而往同方向变化,有超出预定义的置信水平的电力负荷

真实值被预测区间覆盖。因此,MOBO-GRUQR模型比

GRUQR模型更能准确地表征未来电力负荷的波动范围。
同时,由图7可以发现,MOBO-LSTMQR模型中预测区

间的变化趋势和电力负荷的波动幅度保持一致;另外,当
置信水平不断增加,MOBO-LSTMQR模型中预测区间也

逐渐变宽,意味着覆盖的电力负荷真实值也随之增加。
表4为不同置信水平下,本文提出的模型以及对比模

型的区间预测精度,预测结果表明,MOBO-LSTMQR模

型在不同置信水平下的预测性能均优于其他预测模型。
在80%置信水平下,MOBO-LSTMQR模型的PICP指标

值比LSTMQR模型提高了0.87%,同时,其PINAW 指
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图6 MOBO-GRUQR模型在不同置信水平下的预测区间

图7 MOBO-LSTMQR模型在不同置信水平下的预测区间

标值比LSTMQR模型降低了0.5%;另外,虽然 MOBO-
GRUQR模型的 PICP指标值比 GRUQR 模 型 增 加 了

1.66%,其 PINAW 指 标 值 比 GRUQR 模 型 减 少 了

0.28%,但是相比于 MOBO-LSTMQR 模型略显逊色,

MOBO-GRUQR模型的PICP指标值下降了1.81%,其
PINAW指标值增加了0.06%。类似地,在85%、90%和

95%三个置信水平下,均有着与80%置信水平下相同的

规律,与其他模型相比,MOBO-LSTMQR模型的 PICP
指标值更大,其PINAW 指标值更小。相比于其他3个置

信水平,MOBO-LSTMQR模型在95%置信水平下的预

测效果更优,能覆盖更多的电力负荷真实值。随着置信水

平的提高,MOBO-LSTMQR模型的预测性能的优越性越

显著,在95%置信水平下,MOBO-LSTMQR模型的预测

区间覆盖了97.18%的电力负荷真实值,而预测区间平均

宽度仅为17.93%。基于 MOBO的超参数调整方法可以

提高模型的预测精度。4个置信水平下的PINAW 和 WS
指标值均表明 MOBO-GRUQR模型优于 GRUQR模型

以及 MOBO-LSTMQR模型均优于LSTMQR模型。
最后,本文从确定性预测方面,通过计算各个分位数

的平均 MAPE和RMSE指标值,进一步评估各模型的整

体预测效果,如表5所示。根据表5可知,点预测评价指

标的结果与区间预测评价指标的结果保持一致,其结果表
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  表4 不同模型在4个置信水平下的预测指标

置信水

平/%
预测模型 PICP/% PINAW/%

GRUQR 96.17 18.44

95
MOBO-GRUQR 97.18 18.02
LSTMQR 96.96 18.68
MOBO-LSTMQR 97.18 17.93
GRUQR 92.70 15.43

90
MOBO-GRUQR 93.71 15.08
LSTMQR 93.64 15.63
MOBO-LSTMQR 94.00 15.00
GRUQR 89.15 13.54

85
MOBO-GRUQR 89.95 13.24
LSTMQR 90.74 13.73
MOBO-LSTMQR 91.83 13.17
GRUQR 84.53 12.14

80
MOBO-GRUQR 86.19 11.86
LSTMQR 87.13 12.30
MOBO-LSTMQR 88.00 11.80

表5 不同预测模型的分位数平均误差

预测模型 MAPE/% RMSE
LSTMQR 3.39 10.00
MOBO-LSTMQR 3.21 9.53
GRUQR 3.51 10.10
MOBO-GRUQR 3.36 9.86
CNN-LSTMQR 4.55 13.16
CNN-GRUQR 5.33 15.51

明,基于 MOBO的超参数调整方法降低了模型的预测误

差。相比于其他模型,MOBO-GRUQR和 MOBO-LST-
MQR模 型 的 预 测 误 差 更 小,MAPE 指 标 值 降 低 了

0.03%~2.12%,且 RMSE指标值降低了0.14~5.98。
其中,MOBO-LSTMQR模型预测精度最高,其 MAPE和

RMSE 指 标 值 比 MOBO-GRUQR 模 型 分 别 降 低 了

0.15%、0.33。

4 结 论

针对新能源并网对电力系统的稳定运行带来重大不

确定性的影响,传统的点预测难以提供电力负荷关于差异

性和不确定性信息,而区间预测更能直观地反映未来电力

负荷的波动范围和变化趋势。因此,本文提出了一种基于

MOBO的深度学习区间预测模型,通过高效的预测区间

来约束数据中的不确定性,更好地规避新能源并网带来不

利因素的影响,从而制订出安全、经济的用发电计划。
本文通过实验得出以下结论:1)与CNN-GRUQR和

CNN-LSTMQR模型相比,LSTMQR和GRUQR模型中

PICP、PINAW和 WS指标更佳,因此,单项模型在电力负

荷的区间预测中表现优于混合模型;2)相比于其他模型,

基于 MOBO的预测模型能以更高的效率寻找到适合目标

任务的最佳超参数组合,且具有更高的预测精度,其中

MOBO-LSTMQR模型的预测精度最高;3)基于 MOBO
的深度学习区间预测模型弥补了单目标问题无法同时考

虑到多个预测区间评价指标的不足,更能有效地刻画未来

电力负荷的波动性。
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