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摘 要:图像分类是极化合成孔径雷达(PolSAR)图像解译的关键。传统卷积神经网络(CNN)逐像素的分类,造成卷积的重

复计算。PolSAR图像存在丰富的信息,包括极化相干信息与极化分解信息,因此如何融合信息实现高效分类至关重要。基

于极化散射特征分析,以U_net网络模型为基础,提出了双通道特征融合编解码网络,该网络使用注意力机制特征融合模块

将极化相干信息和极化分解特征整合到语义分割框架中,辅助深度CNN分类器训练,实现高精度像素级的标记,同时加入空

间金字塔结构有效的提取多尺度特征。该网络结构避免了逐像素切片重复计算,有效提升计算效率。利用 AIRSAR获取的

旧金山地区PolSAR数据和海南博鳌地区机载PolSAR数据进行试验研究,试验结果两个地区总体分类精度(OA)分别达到

97.11%与99.97%,验证了提出的分类方法的有效性与较好的应用价值。
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Abstract:
  

Image
 

classification
 

is
 

an
 

important
 

application
 

of
 

polarized
 

synthetic
 

aperture
 

radar
 

(PolSAR)
 

image
 

interpretation.
 

Traditional
 

convolutional
 

neural
 

network
 

(CNN)
 

classifies
 

pixel-by-pixel,
 

resulting
 

in
 

repeated
 

computation
 

of
 

convolution.
 

PolSAR
 

images
 

have
 

rich
 

information,
 

including
 

polarization
 

coherence
 

feature
 

information
 

and
 

polarization
 

decomposition
 

feature
 

information,
 

so
 

it
 

is
 

crucial
 

to
 

fuse
 

the
 

information
 

to
 

achieve
 

efficient
 

classification.
 

This
 

paper
 

proposes
 

dual-channel
 

feature
 

fusion
 

encoder-decoder
 

network
 

based
 

on
 

polarization
 

scattering
 

feature
 

information
 

analysis
 

and
 

the
 

U_net
 

network
 

model.
 

The
 

network
 

uses
 

an
 

attention
 

feature
 

fusion
 

mechanism
 

to
 

integrate
 

polarization
 

coherence
 

feature
 

information
 

and
 

polarization
 

decomposition
 

feature
 

information
 

into
 

a
 

semantic
 

segmentation
 

framework,
 

assists
 

deep
 

CNN
 

classifier
 

training
 

to
 

achieve
 

high
 

precision
 

pixel-level
 

labeling,
 

and
 

incorporates
 

a
 

spatial
 

pyramid
 

structure
 

to
 

efficiently
 

extract
 

multi-scale
 

features.
 

The
 

network
 

structure
 

avoids
 

the
 

repetitive
 

computation
 

of
 

pixel-by-pixel
 

classification
 

and
 

effectively
 

improves
 

the
 

computational
 

efficiency.
 

We
 

use
 

the
 

PolSAR
 

data
 

acquired
 

by
 

AIRSAR
 

in
 

San
 

Francisco
 

area
 

and
 

the
 

airborne
 

PolSAR
 

data
 

in
 

Boao
 

area
 

of
 

Hainan
 

for
 

experimental
 

study,
 

and
 

the
 

experimental
 

results
 

show
 

that
 

the
 

overall
 

accuracy
 

(OA)of
 

the
 

two
 

areas
 

is
 

97.11%
 

and
 

99.97%
 

respectively,
 

which
 

verifies
 

the
 

effectiveness
 

and
 

better
 

application
 

value
 

of
 

the
 

classification
 

method.
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0 引 言

  极化合成孔径雷达(PolSAR)[1-2]系统通过发射和接

收不同组合形式的极化波获取回波数据,提供不同极化方

式(HH、HV、VH、VV)丰富的目标后向散射信息,为
 

SAR
 

图像解译提供了充足的数据基础[3]。
近几十年来,极化

 

SAR
 

地物分类任务得到学者持续

广泛的关注,涌现出大量优秀的地物分类算法。地物分类

算法可以大致分为监督分类和无监督分类,如文献[4]使
用的 Wishart无监督分类方法,该方法是一个可广泛用于

极化
 

SAR
 

影像协方差矩阵的无监督分类器,这类方法的

缺陷是迭代分类后各个类别丢失了其物理散射机制类型。
文献[5]提出了一个适用于全极化SAR图像非监督分类

的多分量散射模型分解-Wishart算法,利用极化目标分解

和统计分布理论来挖掘数据中的潜在信息,但是无监督分

类效果相对于采用一定数量标签做训练的监督分类效果

较差,只适用于简单的地物分类。因此监督分类也被引入

PolSAR图像分类领域,Chen等[6]提出了结合目标散射机

制解释和极化特征挖掘的专家知识来辅助深度卷积神经

网络(convolutional
 

neural
 

networks,CNN)分类器训练进

行PolSAR图像分类,形成了极化特征驱动的深度卷积神

经网 络。Yang 等[7]基 于 Resnet和 去 噪 自 动 编 码 器

(denoising
 

autoencoder,DAE),提出一种基于切片和像素

的混合分类方法,结果表明该方法分类结果可以保持良好

轮廓及精度,但以上方法为切片预测,切片分类结果为该

切片中心像素点的类别,会造导致分类效率较低。全卷积

神经网络(fully
 

convolutional
 

networks,FCN)[8]的提出实

现了输出与输入相同分辨率的类别预测,它将全连接层改

为卷积层,实现了端到端的分类。但以上方法虽然解决了

像素到像素的问题,仍存在图像位置信息丢失的问题。与

传统的视觉图像不同,极化SAR图像成像机理与光学图

像差异较大,PolSAR图像每个像素点结构为复数矩阵,
结构更为复杂,因此SAR图像分类比光学图像不同,如何

利用好PolSAR的极化相干信息与极化分解信息实现高

效分类亟待解决。同时由于PolSAR图像地物尺寸往往

差异较大,应高效提取目标的多尺度特征。而且目前极化

SAR图像标签数据集较少,因此本文针对PolSAR数据集

的特点设计网络。
针对切片式重复计算的问题,基于编解码全卷积神经

网络结构。同时借鉴U_net网络[9]使用跳跃连接方式连

接低层与高层的特征图来恢复原始图像结构信息,融入网

络较浅的层来进行像素更加精准的定位。为了充分利用

PolSAR图像的极化分解信息,引入极化分解特征辅助分

类,本文提出了双通道特征融合编解码网络的极化分类算

法。其编码器部分由两个网络分支组成,分别从极化相干

矩阵和极化目标分解特征中提取特征,为了更高效地融入

两路信息,引入注意力机制实现在空间与通道特征过滤冗

余信息,以细化PolSAR图像中的重要特征并抑制不必要

的特征,以加权的方式获取两分支的特征融合,实现极化

相干信息与极化分解特征的多级融合辅助。同时为了提

升网络提升对大尺度地物的分辨能力,在处理高维信息时

借鉴deeplabv3+网络[10]加入经过改进的空间金字塔结

构,有效地聚集具有更大感受野的多尺度特征,最终通过

解码器一步步上采样实现像素级的分类结果。

1 研究方案

1.1 双通道特征融合网络

  U_net网络在下采样层和上采样层之间使用跳跃连

接,向网络高层提供图像的低层信息来辅助图像重构。因

为经历多次卷积以及下采样操作后得到的深层特征图分

辨率较低,在上采样时难以恢复。因此 U-net网络共使用

4次跳跃连接,而不是仅仅直接在高级语义特征上进行监

督和损失反传,这样就保证了最后恢复出来的特征图融合

了更多的层次的特征且定位更加精准。U-net网络主要

分为编码器模块、解码器模块两部分。

1)编码器模块由5个卷积层构成,采用3×3卷积层

提取特征,对输出数据进行批归一化处理以加快模型收敛

缓解梯度弥散问题。随后采用ReLu激活函数非线性激

活,然后通过大小为2×2,步长为2的池化层进行下采样。

2)解码器模块,最底层的特征图先上采样,然后按通

道维度与编码阶段对应大小的特征图拼接,同样经过两次

3×3的卷积层和ReLu
 

激活函数后,反复4次,不断逐层

与编码部分传送过来的底层特征融合后上采样,最终通过

1×1的卷积层与Softmax函数得到像素级的标记图。本

文在U-net网络的基础上针对PolSAR图像特征提出特

征融合编解码网络。整体网络结构如图1所示,主要改进

体现在4个方面。
(1)网络输入改进为双通道,不仅包含了目标后向散

射的完整极化信息,还加入了有助于分类的极化分解特

征。两分支分别输入极化分解信息与极化相干信息。近

年来,随着卷积神经网络的兴起,许多网络被用于极化

SAR图像的分类。但是PolSAR系统是相干成像机制,

PolSAR图像包含强烈的斑点噪声。斑点噪声会对自动

分割算法带来影响,且缺少大量的标记样本来训练有效的

深度CNN。因此如何使用较少样本达到较高的分类精度

是亟待解决的问题。
引入极化分解特征,可有效提高分类性能[11]。为了

充分挖掘两种信息,充分利用极化相干信息与极化分解信

息在场景理解中具有互补性的特点,使其互相补充发挥它

们的优势。本文设计具有两路编码层分支的全卷积网络

结构,分别处理极化相干信息与极化分解特征信息。融合

网络架构的关键是特征融合方式,它用于结合两路编码器

分支的特征信息。FuseNet[12]用特征图逐元素加和方式

在不同深度特征层实现逐步融合。但是这种方式存在一

定的局限性,因为T 矩阵元素与极化分解参数量纲可能

不同,可能导致部分特征值被忽略。所以为了避免这种误
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图1 整体网络结构

差,本文对特征融合方式进行改进,特征图逐元素加和改

为特征图按照通道维度拼接的方式对不同深度特征层实

现逐步融合。具体融合方式如图2(a)所示,两分支特征

按通道维度拼接后,经过注意力机制模块,对输入每个部

分赋予不同的权重,抽取出更关键的信息后,经过两次

3×3的卷积与ReLu激活函数进行非线性激活,同时输出

通道数为64,传递到解码模块。
(2)引入轻量的注意力机制(CBAM)[13],改进融合方

式提升分类性能。两条支路进行特征融合后再送入解码

部分。虽然效果不错,但会使网络结构变得更加复杂。本

文针对这一问题对网络进行改进,增加注意力机制,形成

基于注意力机制的特征融合模块。CBAM 同时关注通道

和空间维度,以精炼SAR图像中的重要特征并抑制不必

要的特征。
注意力机制帮助网络对输入每个部分赋予不同的权

重,抽取出更加关键及重要的信息,使模型判断更加准确。

CBAM模块流程如图2(b)所示。通道注意力模块由平均

池化和最大池化操作来学习互补特征,SAR图像的特征

在于像素灰度的强度,并且它们包含随机斑点噪声。本文

使用最大池化从SAR图像中提取局部强特征,使用平均

池化提取全局统计特征,降低SAR图像中噪声的影响,如
图3所示。对于拼接后的特征即S∈RC×H×W 经过通道注

意力模块得到:

AS =σ(Γ(AvgPool(S)+Γ(MaxPool(S))) (1)
式中:σ为Sigmoid函数;Γ 为两层神经网络。对输入特征

S∈RC×H×W 基于H 和W 维度进行均值池化和全局最大池

化,得到两个(C×1×1)的特征图,送入全连接层运算后

相加,再经过Sigmoid激活操作,生成一维通道注意力图

Ac ,再将Ac 与输入元素S 相乘,获得通道注意力调整后

图2 特征融合模块与注意力机制模块

图3 通道注意力模块

的特征图SC :
SC =AC(S)×S (2)
经过通道注意力机制后得到的SC 相较于S 通道维

度不变,空间维度被压缩。相反空间注意力机制得到最终

的输出SCS 相较于输入特征SC 空间维度不变,通道维度
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被压缩,如图4所示,计算如式(3)。

AS =σ(f7×7(AvgPool(S);Γ(MaxPool(S))) (3)
式中:σ为Sigmoid函数;f7×7 为卷积核大小为7×7的卷

积。基于通道进行全局最大池化和均值池化,得到两个

(1×H×W)的特征图,然后两个特征图进行拼接,经过卷

积变为1通道特征,再经过一个Sigmoid特征图得到二维

空间注意力图AS,并与输入特征SC 相乘得到经过通道注

意力机制与空间注意力机制的输出SCS:

SCS =AS(SC)×SC (4)
两路编码层分支能独立学习特征,CBAM 模块在通

道和空间特征自适应选择的方式过滤掉冗余信息,以加权

的方式获取它们的融合结果,实现极化分解信息对极化相

干信息的多级辅助,不仅节约参数和计算力,还可以极大

提升网络性能。

图4 空间注意力模块

(3)加入空洞卷积池化金字塔(atrous
 

spatial
 

pyramid
 

pooling,ASPP)[14]模块,增大了感受野,提升对大尺度地

物的分辨能力。经过4次下采样的底层特征图通过改进

的ASPP模块后作为解码器的初始输入。空洞卷积通过

引入一个称为
 

“扩张率”的参数,增加了感受野,让每个卷

积核感受更大范围的特征,可以有效解决图像语义分割问

题中下采样导致的图像分辨率、丢失信息的问题。
传统ASPP使用具有不同采样率的多个并行的空洞

卷积层进行多尺度特征提取,即一个1×1的卷积分支、空
洞率分别为6、12、18的3个空洞卷积层分支以及一个全

局平均池化层,最后将5个分支提取的特征融合生成结

果,增大感受野,有效获取多尺度特征和上下文信息。由

于本文输入数据大小为128×128,经过编码结构后输入

到ASPP模块数据大小为8×8,ASPP以不同的扩张率能

够有效地捕捉多尺度信息,但是前一层的特征图只有8×
8,那么当将这个3×3的卷积核应用于此特征图的时候,
就会导致存在太多全0填充区域,经捕获不到全局信息没

有意义,且对于PolSAR图像,扩张率过大会增大斑点噪

声的干扰。故将空洞率减少为2、4、6如图5所示,可有效

减少参数量同时扩大感受野,提升网络对大尺度地物的识

别能力。
(4)统一过滤器深度为

 

64,减小网络结构,提升了分

类效率。统一过滤器深度为64效果更令人满意,网络结

构也更小,过滤器深度过深网络不易收敛,分割效率低。
另外设计统一的过滤器数量(64)可以降低时间和空间复

图5 改进ASPP模块

杂度[15],同时降低网络结构设置对实验的硬件设备,尤其

是可以降低对GPU
 

的要求,是一种降低时间和空间复杂

度的综合考虑。且使用统一的过滤器数量会使网络结构

更加清晰,易于编码实现。

1.2 双通道极化SAR
 

特征选取

  为了充分挖掘极化信息,提高地物分类精度,本文设

计具有两路编码层分支的全卷积网络结构。

1)通道1:极化相干矩阵

极化散射矩阵包含了极化合成孔径雷达的极化信息。
每个像素的偏振散射矩阵可以使用2×2极化散射矩阵

表示:

[S]=
Shh Shv

Svh Svv





 




 (5)

由式(5)可以看出,散射矩阵 [S]为一个(2×2)的复

矩阵,通过计算矩阵中元素的相位与幅度,可以了解目标

散射的多极化特性。其中,在单站情况下,满足互易定理

的条件,即Shv =Svh。
对于PolSAR,根据互易条件(Shv=Svh),极化相干矩

阵T[16]可以表示为:

T3 = <kk*T>=
T11 T13 T13

T21 T22 T23

T31 T32 T33















 (6)

k=(1/2)[Shh+Svv,Shh-Svv,2Shv]T是三维Pauli
特征矢量,k*T 是k的共轭转置。相干矩阵T是一个埃尔

米特半正定矩阵,其主对角线元素是实数,其他元素为复

数,并且关于主对角线是共轭对称的,T 的上三角矩阵的

6个元素可以用来完全表示PolSAR数据。因此,使用这

9个元素来构造网络的输入向量
 [17],可表示为:

V = [T11,T22,T33,real(T12),imag(T12),real(T13),

imag(T13),real(T23),imag(T23)] (7)
其中,real()代表取实部,imag()代表取实部。物理散

射机制的特征包含在V 矩阵中。极化相干矩阵包含了目

标后向散射的完整极化信息,为了不丢失目标的散射信

息,选择极化相干矩阵作为通道1的输入量。

2)通道2:极化分解特征参数

仅 仅 采 用 极 化 相 干 信 息 难 以 实 现 更 好 的 信 息 表

征,极化分解特征可以表征目标不同散射机理特征,有
助于目标分类。因此选取极化分解特征参数作为通道

2的输入。
综合多特征信息则需要考虑如何高效地实现特征信

息的融合互补。为了提高分类精度,基于融合CNN将极

化分解特征融入PolSAR分类网络,利用极化相干矩阵的
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对角线元素T11、T22、T33 得到Pauli相干分解的3个散射

分量
 [18],分别代表表面散射、偶次散射、体散射。基于

H/A/α分解得到极化散射参数α、极化散射熵H、极化散

射各向异度A
 [19]。另外Yamaguchi四分量分解将极化协

方差矩阵分为表面散射、偶次散射、体散射和螺旋散射4种

散射机制
 [20]。选取了Pauli分解、H/A/α 以及Yamaguchi

四分量分解组成一个10维的特征集,综合上述极化相干信

息与极化分解信息得到模型的特征输入(表1)。

表1 本文所用特征集

特征名称 物理意义 维数

极化相干矩阵T 相干矩阵对角线元素及其实部虚部分离后的上三角元素 9
H 极化散射熵,衡量散射过程中的极化程度,表征分解目标的统计无序程度 H/A/α分解的参数 1

A 极化散射各向异度,描述第二与第三散射机理的相对重要性;H/A/α分解的参数 1

α 极化散射参数,表征目标的散射机理与目标的朝向极化散射角,是对散射机制的物理解释,取

0°,45°,90°时分别代表表面散射,体散射,偶次散射;H/A/α分解的参数

1

Pauli分解 分解分量表征不同地物散射类型:单次或奇次散射机理、偶次散射机理、45°取向二面角散射体 3

Yamaguchi极化分解 分解分量表征不同地物散射类型:表面散射、偶次散射、体散射和螺旋散射 4

2 实验及分析

2.1 实验数据集

  本文使用滑动窗口操作从实验图像中生成数据切片

集
 [21],并从地面真实图像中生成对应的标签切片集。为

了权衡性能和计算负担,本文采用滑动窗口大小为128,
步长为32的设置。此外,学习率lr设置为0.001,批量大

小设定为8。本文所有非深度学习方法都基于 MATLAB
 

2020实现,基 于 深 度 学 习 的 方 法 均 在 Pytorch框 架 下

实现。
研究数据集采用旧金山地区与海南博鳌地区两个数

据集。

1)旧金山地区,AIRSAR,L波段。旧金山地区Pauli
分解RGB图、地面真实地类分布如图6所示。原始数据

的尺寸为900×1
 

024
 

pixels,空间分辨率为10
 

m。该地物

包括5类,分别为山脉、水体、城市、有角度城市和植被。
图6(b)中黑色区域为未标记类别,每一类的样本数量如

表3所示。由于有角度城市样本总数较少,抽样率为

5.6%,其他类抽样率均小于2%。

图6 旧金山数据Pauli
 

RGB图及真实地类分布

2)海南博鳌地区,L波段,机载。海南地区光学图、

Pauli分解RGB、地面真实地类分布如图7所示。成像

  

图7 博鳌光学图、Pauli
 

RGB图及真实地类分布

时间为2021年2月25日,原始数据的尺寸为1
 

700×
3

 

200
 

pixels,空间分辨率为3
 

m,入射角度为55°。图7(c)
中黑色背景为未标记区域,图7(b)白框内各个地物类别
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实物图示例如图8所示,地物包括6类,分别为水体、水
稻、蔬菜、水田、森林和建筑。每一类的样本数量如表4所

示,每样抽样率为5%。

图8 地面实物图

图9 算法处理流程

2.2 算法处理流程与评估指标

  特征提取模块(图9)过程如下:1)从集合中随机选择

一定百分比的数据作为训练数据输入到网络,这些数据通

过网络的复杂下采样部分向前传播以提取多级特征图;2)
这些低分辨率特征图由上采样部分进行上采样,以生成预

测的标签;3)根据损失函数计算预测的标签与对应的真实

标签之间的误差,迭代更新网络中的参数;4)根据某些条

件,当误差值基本不变时,更新迭代将终止。在分类模块

中,将整个PolSAR数据集输入到训练好的网络中。基于

最后一个Softmax层的输出预测该PolSAR图像中每个

像素的标签。值得注意的是,与预测每个图像块中心的单

个标签的CNN模型相比,
 

编解码网络可以实现像素级标

记,并且可以减少预测期间的计算时间。
本文使用混淆矩阵法和Kappa分析法对极化SAR图

像地物分类结果进行定量评价。根据混淆矩阵可以计算

总体分类精度(overall
 

accuracy,OA)、Kappa系数等。

OA表示整幅图像的预测正确率:

OA =
∑

c

i=1
Mij

n
(8)

Kappa系数反映预测结果与地面真值之间的一致性:

Kappa=
N(∑

c

i=1
Mii)-∑

c

i=1

(∑
c

j=1
Mij∑

c

j=1
Mji)

N2-∑
c

i=1

(∑
c

j=1
Mij∑

c

j=1
Mji)

(9)

2.3 结果与分析

  实验数据包括AIRSAR平台获得的旧金山地区Pol-
SAR数据以及机载获取的海南博鳌地区PolSAR数据。
在两个数据集上分别进行了5组实验,分别为 U_net网

络、FuseNet网络、(M1)双通道特征融合编解码网络、
(M2)双通道特征融合编解码网络+注意力机制、(M3)双
通道特征融合编解码网络+注意力机制+多尺度模块即

本文最终算法,证明本文提出最终算法的有效性。

1)旧金山地区分类结果及分析

混淆矩阵如表2所示,可以看到,主要的混淆发生在

城市和 植 被 之 间。但 城 市 和 植 被 分 类 精 度 分 别 达 到

96.94%与94.74%,说明本文设计算法对于城市与植被

的分类仍能达到较高精度。同时由于其他种类之间存在

巨大的纹理特征差异,因此可以正确地区分。

表2 本文 M3网络旧金山地区分类结果混淆矩阵

类别 山地 水体 城市
有角度

建筑
植被

山地 98.63% 1.17 0 0 0 
水体 0.58 97.47% 0.95 0 1.00
城市 0 0.38 96.94% 0.17 2.51

有角度建筑 0 0 0.58 99.42% 0
植被 0 0.10 4.26 0 94.74%

不同算法分类精度如表3所示,分类结果如图10所

示。M1拼接方式双通道融合编解码网络相比于原始 U_

net网络,OA和Kappa系数分别提升了2.70%、3.46%,
值得注意的是拼接的特征融合方式分类结果更好,并且类

别之间的界限更加清晰。明显看出FuseNet加和的特征

融合方法精度低于 M1拼接的特征融合网络,推测原因如
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上文所述,由于T 矩阵元素与极化分解参数量纲可能不

同,造成部分元素被忽略,分割效果相比于双通道特征融

合网络较差。图10
 

(a)为 U_net网络的分类结果。可以

看出A、B、C区域植被和城市混合严重,有很多分类错误

的区域。图10
 

(b)为 M1双通道特征融合网络的分类结

果。由于加入了有助于分类的极化分解特征,提高了分类

精度,可以看出A、B区域正确率更高。图10(c)为 M2双

通道特征融合网络加入注意力机制模块的分类结果,A区

域相较于 M1网络分类结果明显正确率更高,植被分类精

度明显提升,是因为注意力机制帮助模型对输入特征的每

个部分赋予不同的权重,抽取出更加关键及重要的信息,

使模型做出更加准确的判断,提高分类精度。加入注意力

机制后相比于原始U_net网络,OA和Kappa系数分别提

升了4.30%、6.66%。本文最终算法 M3又加入ASPP多

尺度模块通过不同的空洞率构建不同感受野的卷积核,获

取多尺度物体信息,有利于边缘保持。如图10(d)加入

ASPP模块后,网络感受野增大,可以发现B区域的水体

错误分类几乎消失,C区域的城市预测误差也明显减少,

并且加入多尺度模块后图像中孔洞和离散像素的数量大

大减少。对于 OA、Kappa的评价是最优的,分别达到

  

97.11%和95.63%。以上证明了所提出的算法结构的有

效性,该结构可以捕获更多的区别特征并有效地包含更多

的空间信息。由表3可知,在本文最终 M3网络精度提高

的同时,所消耗的时间变化不大,更体现了本文所提出算

法的高效性。

图10 旧金山地区不同算法的分类结果

表3 旧金山地区不同算法的分类精度

类别 样本数 采样点
精度/%

U_net FuseNet M1 M2 M3

山地 62
 

937 1
 

000 97.48 95.67 98.25 98.5 98.63
水体 338

 

393 1
 

000 94.46 93.83 94.66 96.31 97.47
城市 333

 

022 1
 

500 90.86 94.52 95.02 97.08 96.94
有角度建筑 14

 

552 800 98.85 99.11 98.94 99.07 99.42
植被 84712 1

 

000 85.18 84.52 87.86 91.73 94.74

OA/% — — 92.39 93.39 94.89 96.37 97.11

Kappa/% — — 88.61 90.04 91.68 94.51 95.63
耗时/s — — 2.34 1.68 1.76 1.92 1.93

2)海南博鳌地区分类解结果

如图11(a)所示,U-net网络识别不同类别时表现不

佳,不能很好的识别水田和水体、水田和水稻,这是由于水

田与水体、水稻散射特征较为相似,只用T 矩阵的特征分

类误差较大。图11(b)为本文提出的 M1双通道特征融合

算法,可以看到每一类精度均达到99%以上,证明了双通

道特征融合对于地物分类的有效性。从图11(a)~(d)整
体效果来看,本文最终算法 M4双通道特征融合网络+注

意力机制+ASPP模块网络的分类图明显更接近真实地

图。所有方法的评价指标如表4所示。所有双通道特征

融合的方法都实现了超过99%的 OA。就所有评估指标

而言,所有双通道特征融合的方法对比U_net单通道的方

法都表现了更好的性能。虽然算法 M3在 OA方面相较

于 M2仅获得0.34%的改善,但除水体之外的所有类别都

显示出更高的准确率,这与图11的结果一致。总之,从
图11(a)~(d)和表4来看,对于海南博鳌PolSAR数据集,
本文提出的算法与其他方法相比具有最佳性能,并且具有

区分不同地形类别的强大能力。注意到采用双通道网络后

耗时超过U-net网络,这是由于网络复杂度变高,考虑到精

度显著提高的情况,耗时少量增加在可接受范围内。
图12(a1)~(d1)为海南博鳌区域不同算法图像预测

结果误差图,图12(a2)~(d2)中图像从左到右对应为

图12(a1)~(d1)误差图中的A、B、C三个区域,其中黑色

为未标记区域,绿色为预测正确区域,红色为预测错误区
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图11 海南博鳌地区地区不同算法的分类结果

表4 海南博鳌地区不同算法的分类精度

类别 样本数 采样点
精度/%

U_net FuseNet M1 M2 M3
水体 226

 

697 11
 

334 99.07 99.84 99.62 99.95 99.9
水稻 239

 

883 11
 

994 95.63 98.84 99.34 98.63 99.72
蔬菜 97

 

138 4
 

856 94.76 98.84 99.17 99.2 99.74
水田 252

 

033 12
 

601 94.49 97.1 99.63 99.72 99.85
森林 387

 

799 19
 

389 98.47 98.55 99.11 99.7 99.97
建筑 25

 

264 1
 

263 97.59 98.09 99.99 99.98 100
OA/% — — 96.88 98.91 99.38 99.53 99.87
Kappa/% — — 95.99 98.59 99.2 99.36 99.82
耗时/s — — 4.19 6.26 6.58 7.63 7.72

图12 海南博鳌地区不同算法的误差图

域。A区域为森林和水田混淆区域,从局部误差图中可以

看出,M1改为双通道后预测错误明显减少,使用基于注

意力机制的特征融合模块 M2后,错误几乎消失,这是由

于添加注意力模块后,网络更关注有助于分类的信息,提
升了分类精度。B区域为水稻和蔬菜混淆区域,使用 M1
双通道特征融合网络后,由图12(b2)可知,分类正确的点

明显增加,但是由于水稻和蔬菜纹理较为相似,因此,
图12(c2)加入注意力机制后分类边缘误差仍然存在。C
区域为森林与建筑混淆区域,改为 M1双通道后分类错误

极化没有变化,分析原因可能是这两种类别仅仅极化相干

信息就足以区分。图12(d2)加入ASPP多尺度模块后 M3
网络,感受野增大,有利于边缘保持,精度也得到提升。
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3 结 论

  本文针对极化SAR图像提出了双通道特征融合编解

码网络极化分类算法,利用两路分支结构将极化相干信息

与极化目标分解特征使用注意力机制进行特征融合,同时

加入 ASPP模块,有效的提取多尺度特征,充分地利用

PolSAR图像信息,提高PolSAR图像分类性能。并在旧

金山PolSAR数据与海南博鳌地区PolSAR数据上进行5
组实验,证明算法的有效性。后续将尝试通过挖掘极化不

同分解特征以减少输入特征维度,减轻网络负担提升网络

训练速度,提升分类精度。

致谢:此次海南博鳌极化数据获取得到了中国科学院

空天信息创新研究院航天微波遥感系统部的支持,在此表

示衷心感谢!
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