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摘 要:高校运行数据在采集、传输、存储过程中往往会产生数据缺失。对此,提出一种基于改进长短期记忆神经网络-链式

方程多重插补法的缺失数据修复方法。采用链式方程多重插补法,通过迭代对每个缺失的属性值产生多个填补值,从而产生

多个完整数据集,并进行分析优化得到一个最终的完整数据集。为提高缺失值修复精度,在长短期记忆神经网络的预测任务

中,采用麻雀搜索算法进行超参数寻优,并结合均值匹配模型对缺失数据进行修复。使用北方某高校2019年数据进行验证,
通过无自然缺失算例和自然缺失算例对提出方法进行评估,结果表明,在无自然缺失算例中,整体归因误差为0.106,较其他

模型至少降低29.3%,验证了方法的有效性;对11.8%自然缺失率下的数据进行填补,经提出的方法填补之后的数据有效提

高了高校后续运行数据的预测精度,间接验证了缺失数据填补的有效性。
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Abstract:
  

Data
 

loss
 

often
 

occurs
 

in
 

the
 

process
 

of
 

collection,
 

transmission
 

and
 

storage
 

of
 

university
 

operation
 

data.
 

In
 

this
 

regard,
 

this
 

paper
 

proposes
 

a
 

missing
 

data
 

repair
 

method
 

based
 

on
 

improved
 

long
 

short-term
 

memory
 

neural
 

network-
chain

 

equation
 

multiple
 

interpolation
 

method.
 

The
 

chain
 

equation
 

multiple
 

interpolation
 

method
 

is
 

used
 

to
 

generate
 

multiple
 

filling
 

values
 

for
 

each
 

missing
 

attribute
 

value
 

through
 

iteration,
 

thereby
 

generating
 

multiple
 

complete
 

data
 

sets,
 

and
 

analyzing
 

and
 

optimizing
 

to
 

obtain
 

a
 

final
 

complete
 

data
 

set.
 

In
 

order
 

to
 

improve
 

the
 

accuracy
 

of
 

missing
 

value
 

repair,
 

in
 

the
 

prediction
 

task
 

of
 

long
 

short-term
 

memory
 

neural
 

network,
 

the
 

sparrow
 

search
 

algorithm
 

is
 

used
 

to
 

optimize
 

the
 

hyperparameters,
 

and
 

the
 

mean
 

matching
 

model
 

is
 

used
 

to
 

repair
 

the
 

missing
 

data.
 

The
 

data
 

of
 

a
 

university
 

in
 

the
 

north
 

of
 

China
 

in
 

2019
 

are
 

used
 

for
 

verification.
 

The
 

method
 

proposed
 

in
 

this
 

paper
 

is
 

evaluated
 

by
 

non-natural
 

missing
 

examples
 

and
 

natural
 

missing
 

examples.
 

The
 

results
 

show
 

that
 

the
 

overall
 

attribution
 

error
 

of
 

this
 

method
 

is
 

0.106
 

in
 

non-natural
 

missing
 

examples,
 

which
 

is
 

at
 

least
 

29.3
 

%
 

lower
 

than
 

other
 

models,
 

which
 

verifies
 

the
 

effectiveness
 

of
 

this
 

method.
 

The
 

data
 

under
 

the
 

natural
 

missing
 

rate
 

of
 

11.8
 

%
 

is
 

filled.
 

The
 

data
 

filled
 

by
 

the
 

method
 

proposed
 

in
 

this
 

paper
 

effectively
 

improves
 

the
 

prediction
 

accuracy
 

of
 

the
 

subsequent
 

operation
 

data
 

of
 

colleges
 

and
 

universities,
 

and
 

indirectly
 

verifies
 

the
 

effectiveness
 

of
 

missing
 

data
 

filling.
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0 引 言

  随着高校内设施的不断完善,校园电力系统运行特性

日趋复杂。在校园电力系统中,用电设备类型多、分布广、
差异大,导致智能电表数据采集不确定性增加,数据随机

缺失率升高,难以满足高校对电力数据进行分析决策的需

求。因此,以采集的智能电表数据为研究对象,进行缺失

数据修复方法研究,提升校园智能电表数据的完整性便成

为了电力系统领域的一个重要研究方向[1-2]。
机器学习在缺失数据修复应用广泛。文献[3]通过改

进随机森林算法(random
 

forest,
 

RF)对缺失数据进行修

复;文献[4]通过K-最近邻(K-nearest
 

neighbor,
 

KNN)
对不完整信息进行修复;文献[5]通过建立支持向量回归

(support
 

vector
 

regression,
 

SVR)模型对缺失数据进行修

复。上述研究采用方法均为浅层结构的机器学习算法,忽
略了数据随时间变化的影响和数据前后的关联,不能有效

处理时序数据缺失问题。近年来,深度学习在各个领域不

断发展和应用,循环神经网络(recurrent
 

neural
 

network,
 

RNN)
 

在电力数据时序预测上表现优异,长短期记忆神经

网络(long
 

short-term
 

memory,
 

LSTM)解决了RNN随时

间反向传播中权重消失的问题,能够自动提取时间维度上

的周期特征和模式。文献[6]采用卷积神经网络对时序数

据进行特征提取,结合LSTM 对连续型缺失数据进行修

复;文献[7]通过分析缺失数据前后完整序列,采用LSTM
对缺失数据进行修复;文献[8]利用编码器优化聚类,将特

征相似数据归为一类,再通过LSTM 进行缺失数据修复。
可见LSTM在缺失数据修复中的可行性,但LSTM 中超

参数的选择对其拟合能力具有关键作用,若将其直接应用

于缺失数据修复,则难以充分挖掘数据间的关联性和时序

特征,导致修复精度下降。同时,大多缺失数据修复方法

均只产生单一填补数据集,无法充分考虑时序数据的波动

性,进而影响缺失数据修复精度。
鉴于此,本文提出了一种基于改进LSTM 网络的链

式方程多重插补方法。该方法为每个缺失数据找到多个

填补值,经过有限次迭代形成多个完整数据集,从多个数

据集中选择一个最优的数据集用于后续工作。在预测部

分,针对LSTM中超参数的选择问题,采用麻雀搜索算法

(sparrow
 

search
 

algorithm,
 

SSA)[9-10]进行最佳超参数组

合的寻优,得到超参数最佳的LSTM 网络;在填补部分,
不同数据集采用不同的填补方法;在数据集选择部分,采
用赤池信息准则(akaike

 

information
 

criterion,AIC)[11]和
贝叶斯信息准则(Bayesian

 

information
 

criterion,BIC)[12]

进行最优数据集的选取。为验证填补方法的可行性,先对

完整数据进行随机缺失处理,利用本文填补方法填补,再
利用本文对自然缺失数据进行填补。经过对比实验和验

证,证明了上述方法可行性,可显著提升填补的缺失数据

准确率。

1 多重插补(multiple
 

imputation,MI)法

  MI法[13-14]是一种用于处理缺失数据的统计方法,利
用不完整数据集的现有数据对缺失值进行多次插补,生成

多个完整数据集来估计缺失值。相比于单一填补,MI考

虑缺失值不确定性对分析结果造成的影响,可获得更精确

填补结果。

2 数据修复模型

2.1 改进LSTM 网络

  传统的LSTM 网络通过人工调整参数,效率和准确

性较低,SSA局部搜索能力强,收敛速度快,使用SSA对

LSTM 网络进行参数寻优,可自动选择最佳的超参数组

合,从而 提 高 模 型 性 能,改 进 LSTM 网 络 流 程 如 图1
所示。

图1 改进LSTM网络流程

Fig.1 Flow
 

chart
 

of
 

improve
 

LSTM
 

network

2.2 基于改进LSTM-链式方程多重插补法的缺

失数据修复方法

  在 MI的基础上,通过链式方程进行迭代优化,基于

改进LSTM网络的链式方程多重插补方法共分为3个阶

段,分别为使用改进LSTM网络进行预测,通过预测值中

相近的值对应的原始数据集中的值进行数据填充和通过

最优原则选取最佳数据集。缺失数据修复方法具体流程

如图2所示。
基于改进LSTM网络-链式方程多重插补法的缺失

数据修复方法步骤如下。
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图2 缺失数据修复方法流程

Fig.2 Flow
 

chart
 

of
 

missing
 

data
 

repair
 

method

步骤1)对含有缺失值的数据集,在当前属性中随机

选择一些值对当前属性的缺失值进行填补,得到初始的随

机填补的完整数据集。
步骤2)在初始的完整数据集中,对所有不完整属性

进行缺失值的改进LSTM 预测。例如,初始的完整数据

集中A、B、C
 

3种属性,A属性中存在缺失数据,则利用步

骤1)填补后的B、C属性作为特征矩阵,A属性作为标签

列,采用改进LSTM网络对A属性进行预测,利用预测值

中与缺失属性对应的预测值的值所对应的原始数据中的

值进行填补,再将A、C属性作为特征矩阵,B属性作为标

签列,采用改进 LSTM 网络对 B属性进行预测,依此

类推。
步骤3)在步骤2)得到A属性的预测值后,不使用由

改进LSTM产生的预测值,而是使用与改进LSTM 预测

值中相近值所对应的原始数据中的值进行填补,填补方法

如式(1)所示。

y =
1

m+1∑
m+1

i=1
yi (1)

式中:y 为缺失值;yi 为第i个与预测值中相近值所对应

的原始数据中的值;m 为当前已生成的数据集个数。
步骤4)重复执行步骤2)和3),直至填补完所有空缺

值,得到1个完整数据集。
步骤5)重复执行上述步骤,得到多个完整数据集,对

多个数据集采用AIC准则和BIC准则进行分析,得到最

终的填补结果。

3 基于网络拓扑的能量守恒约束

  校园内通过总表记录共用变压器的运行数据,食堂、
教室、照明等由分表记录各自的运行数据,高校网络拓扑

如图3所示。
图3中,总表记录的数据应等于各分表记录数据和其

他损耗之和,符合能量守恒定律,如式(2)所示。

dz =∑
N

i=1
di+∑

N-M

j=1
dj +eother (2)

式中:dz 为总表的数据;N 为分表的数量;M 为缺失该数

据的分表数量;eother为线路损耗。

图3 高校网络拓扑图

Fig.3 Network
 

topology
 

diagram
 

of
 

campuses

由式(2)可知,在同一时间和属性下,缺失值等于总表

数据与其他完整分表数据和其他损耗的差值,如式(3)
所示。

∑
N

i=1
di =dz -∑

N-M

j=1
dj -eother≤dz -∑

N-M

j=1
dj (3)

因此,在同一时间和属性下,缺失值的上界为总表数

据与其他完整分表数据的差值,当缺失数据的修复值超过

上界时,则将修复值调整为总表数据与其他完整分表数据

的差值。

4 算例分析

  为验证模型的实际修复效果,本文将选取2个算例进

行分析,其中算例1为高校运行数据中无自然缺失的数

据,所有缺失数据均具有对应的真实值,可直接验证模型

的有效性;算例2为高校运行数据中存在自然缺失的数

据,通过能量守恒约束,并与历史数据中具有相同运行情

况的无自然缺失的数据进行比对,可间接验证模型的有

效性。

4.1 数据来源

  本文以北方某高校2019年实际运行数据为例进行验

证,共包含2个公用变电站,即总表2个,共包含宿舍、教
学楼、食堂等38个设施,即分表38个,数据采样间隔为

1
 

h,其中,数据包含5种属性,分别是电压、电流、有功功

率、无功功率和电度,其中部分数据示例如表1所示。

表1 部分高校运行数据示例

Table
 

1 Examples
 

of
 

operational
 

data
 

from
 

some
 

campuses

采样点 电压/V 电流/A
有功功

率/kW

无功功

率/kW

电度/
(kW·h)

1 393.6 422.0 274.1 31.2 6
 

148
 

540.0

2 393.9 433.0 284.9 32.1 6
 

148
 

830.0

︙ ︙ ︙ ︙ ︙ ︙

8
 

759 394.6 560.0 394.0 41.3 8
 

526
 

660.0

8
 

760 395.2 480.0 336.2 21.3 8
 

527
 

030.0
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4.2 评价指标

  为更好地评估模型的实际修复效果,本文选用平均绝

对误差(mean
 

absolute
 

error,MAE)作为每个属性的修复

误差,如式(4)所示。

eMAE=
1
n∑

n

i=1
xi-x̂i (4)

式中:n为样本数量;xi 为实际值;x̂i 为修复值。
为评价模型在多个属性上修复的整体效果,本文使

用广义平均绝对偏差(generalized
 

mean
 

absolute
 

devia-
tion,GMAD)来衡量某个属性上的修复效果,如式(5)
所示。

eGMAD=
1
n∑

n

i=1

xi-x̂i

xmax-xmin

(5)

式中:xmax和xmin分别为缺失值所在属性所有真实值的最

大值和最小值。
随后,本文通过累加多个属性上的GMAD来表示整

体归因误差gsum ,如式(6)所示。

gsum =∑
m

i=1
eGMAD,i (6)

式中:m 为参与修复的属性个数;eGMAD,i 为第i个属性上

的GMAD结果。

4.3 无自然缺失算例分析

  算例采用数据来源整个月数据(12月),为验证模型

对高校缺失数据填补的可行性和准确性,本文采用自定义

函数对无自然缺失的完整数据集进行随机缺失数据处理,
模拟自然缺失是为了对训练后模型的填补精度进行直接

量化。通过改变自定义函数中不同参数的值来设置不同

缺失率,分别为5%、10%、15%、20%和25%。
在不同缺失率下,采用本文提出模型进行缺失数据填

补,在每个缺失率下分别产生5个不同的完整数据集,分
别用①、②、③、④、⑤进行表示,数据集①的缺失数据填补

方式为采用一个相近的值对应原始数据进行填补,数据集

②的缺失数据填补方式为采用2个相近的值对应原始数

据的均值进行填补,依此类推,如式(1)所示。
在不同缺失率下的不同数据集缺失数据填补完成后,

在实际应用中只能选择填补效果最好的数据集进行应用。
对此,本文采用AIC准则和BIC准则进行最优数据集的

选取,AIC准则既考虑了模型的拟合情况,又考虑了模型

复杂度的影响,AIC值越小,越接近真实情况;BIC准则加

入了对样本数量的考虑,可有效避免模型复杂度过高的情

况出现。不同缺失率下不同数据集的AIC、BIC值计算结

果如表2所示,其中最小值加粗表示。

表2 不同数据集AIC、BIC计算结果

Table
 

2 Calculation
 

results
 

of
 

AIC
 

and
 

BIC
 

on
 

different
 

datasets

数据集
5% 10% 15% 20% 25%

AIC BIC AIC BIC AIC BIC AIC BIC AIC BIC
① 5

 

713.25 5
 

736.88 5
 

924.25 5
 

947.31 6
 

079.98 6
 

103.04 6
 

322.99 6
 

346.05 6
 

181.05 6
 

204.11
② 5

 

737.42 5
 

760.47 5
 

793.68 5
 

816.74 5
 

921.35 5
 

944.41 6
 

058.76 6
 

081.82 6
 

051.43 6
 

074.49
③ 5

 

827.69 5
 

850.75 5
 

760.84 5
 

783.90 5
 

891.82 5
 

914.88 6
 

017.69 6
 

040.75 5
 

997.39 6
 

020.35
④ 5

 

731.23 5
 

754.29 5
 

790.44 5
 

813.50 5
 

869.72 5
 

892.78 5
 

981.63 6
 

004.69 5
 

985.01 6
 

008.07
⑤ 5

 

786.67 5
 

809.73 5
 

766.41 5
 

789.47 5
 

849.21 5
 

872.27 5
 

984.44 6
 

007.50 5
 

952.95 5
 

976.01

  由表2可知,在5%缺失率下数据集①的修补效果最

好,即采用一个相近的值对应原始数据进行填补,在10%
缺失率下数据集③的修补效果最好,即采用3个相近的值

对应原始数据进行填补,在15%和25%缺失率下数据集

⑤的修补效果最好,即采用5个相近的值对应原始数据进

行填补,在20%缺失率下数据集④的修补效果最好,即采

用4个相近的值对应原始数据进行填补。同时,本文对进

行误差分析,分别计算各不同缺失率下各完整数据集的

MAE和gsum ,具体计算结果如表3所示,其中最小误差加

粗表示。

表3 不同数据集误差计算结果

Table
 

3 Error
 

calculation
 

results
 

for
 

different
 

datasets

数据集
5% 10% 15% 20% 25%

eMAE gsum eMAE gsum eMAE gsum eMAE gsum eMAE gsum

① 518.17 0.014 2
 

769.29 0.086 3
 

017.80 0.140 3
 

938.48 0.222 4
 

960.63 0.263
② 958.76 0.029 2

 

541.44 0.163 2
 

554.06 0.115 3
 

500.71 0.162 4
 

950.27 0.228
③ 829.87 0.039 2

 

333.29 0.158 2
 

545.81 0.111 3
 

239.30 0.154 4
 

682.54 0.219
④ 736.93 0.034 2

 

386.20 0.159 2
 

586.55 0.110 3
 

174.76 0.150 4
 

646.89 0.217
⑤ 692.57 0.027 2

 

440.54 0.160 2
 

523.78 0.106 3
 

195.10 0.153 4
 

635.51 0.215
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  由表3可知,不同缺失率下的最优数据集误差最小,
表明通过 AIC准则和BIC准则判断最优数据集是合理

的,这对存在自然缺失数据集插补后如何选择最优数据集

提供了可靠的判据。
为验证本文提出方法的有效性,本文构建了多种模型

进行实验与结果的对比。本文考虑了一些应用广泛的机

器学习模型,如RF和KNN等,也构建了具有强大学习能

力的深度学习模型,如多层感知机(multi-layer
 

percep-
tron,MLP)和 LSTM 等。本文提出方法与上述模型在

15%缺失率数据集下的不同属性的实验结果如表4所示。

表4 不同模型的缺失填补效果比较

Table
 

4 Comparison
 

of
 

gap
 

filling
 

effects
 

among
 

different
 

models

模型
电压/V 电流/A 有功功率/kW 无功功率/kW 电度/(kW·h)

eMAE eGMAD eMAE eGMAD eMAE eGMAD eMAE eGMAD eMAE eGMAD
gsum

KNN 1.147 0.070 41.34 0.060 26.05 0.054 8.924 0.082 71
 

061 0.218 0.485
SVR 1.394 0.086 24.34 0.035 25.58 0.053 9.045 0.083 84

 

300 0.259 0.517
RF 0.814 0.050 31.77 0.046 24.58 0.051 8.322 0.076 67

 

406 0.207 0.431
MLP 0.287 0.017 31.09 0.045 27.18 0.056 4.653 0.042 19

 

707 0.060 0.223
LSTM 0.301 0.018 23.03 0.033 9.618 0.020 3.210 0.029 15

 

993 0.049 0.150
本文方法 0.248 0.015 12.94 0.018 8.014 0.016 1.825 0.016 12

 

595 0.038 0.106

  由表4可知,在15%模拟自然缺失率下,本文提出方

法的填补结果更接近真实值,在电流、电压、有功功率、无
功功率和电度5种属性上均优于其他模型,而且相较于排

名第2的模型在结果上领先较多,其中,电度误差相较于

其他属性大是因为电度本身是百万级数据,基数很大。参

照 MAE指标,在电流上领先0.17,在电压上领先0.43
等。gsum 指标是将模型在所有属性上的GMAD进行求和,
以表示模型在所有属性缺失值上的综合归因效果,本文提

出方法取得了0.106的填充效果,排名第2的是LSTM,
结果为0.150,其次是 MLP,结果为0.223,可以看出,本
文提出方法相较于其他模型更有优势,获得了更优的缺失

数据填补效果。

4.4 自然缺失算例分析数据来源

  算例采用数据来源整个月数据(3月),该月公用变电

站1共有数据3
 

720个,自然缺失率为11.8%,由表2可

知,采用3个相近的值对应原始数据进行填补所得完整数

据集填补效果最优。

2019年3月处于春季且非疫情期间的正常运行状

态,此时,校园处于刚开学状态,各项设施尚未到达满载状

态,相同的,2019年9月处于秋季且非疫情期间的正常运

行状态,从现实角度考虑,与3月的运行状态整体相同。
在对2019年3月中缺失数据填补完成后,选取一周与

2019年9月运行曲线进行对比,结果如图4所示。
由图4可知,本文提出方法对2019年3月中缺失数

据填补完成后,整体运行趋势与2019年9月相似,其中电

压整体处于380~400,属于正常运行波动;电流、有功功

率、无功功率和电度波动情况均与2019年9月吻合,间接

验证了本文提出方法在实际情况下也具有优良的性能。
由于算例中的自然缺失数据没有真值,无法直接量化

不同模型填补的自然缺失数据精度,为对填补模型的误差

进行间接量化,
 

进而验证模型的填补效果,
 

采用时间卷积

网络(temporal
 

convolutional
 

network,TCN)[15]和极限梯

度提升算法(extreme
 

gradient
 

boosting,XGBoost)[16]对数

据中的各种属性进行预测。模型的输入是含自然缺失高

校运行数据在不同填补模型下填补得到的结果,包括5种

属性7
 

d的数据(168个时间采样点),输出是未来1
 

d(24
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图4 运行曲线比较

Fig.4 Comparison
 

chart
 

of
 

operating
 

curves

个时间采样点)的数据。其中,用于训练的168个时间采

样点来自不同模型的填补数据,而24个预测点的真实数

据来源于原始数据集。预测误差结果如图5所示。
由图5可知,本文提出方法的平均 MAE为818.49,

较其他几种填补模型的误差最低,较次优的LSTM 模型

降低7.6%。由此可知,本文提出方法通过多次填补得到

图5 不同方法下不同模型填补数据预测误差结果

Fig.5 Results
 

of
 

filling
 

data
 

prediction
 

errors
 

with
 

different
 

models
 

under
 

different
 

methods

多个完整数据集,在不同缺失率下选择最优填补方式,可
有效对缺失数据进行修复,进而提升预测模型的泛化能

力,使得预测模型可以获取更精确的信息,从而提高了预

测结果精度,因此,使用本文提出方法填补后的数据进行

时序预测的效果优于其他填补模型,间接验证了本文提出

方法对缺失数据填补效果最优。

5 结 论

  本文针对高校运行数据存在缺失的问题,提出了一种

基于改进LSTM网络的链式方程多重插补法,并利用北

方某高校2019年实际运行数据进行验证,得到如下结论。

1)本文提出方法可以对高校运行过程中的缺失数据

进行填补,验证了模型的有效性。同时,本文提出方法可

以处理具有多种属性的数据,自主学习参数之间的相关

性,使用改进LSTM网络的方法进行预测,不需要太多超

参数调整,降低了填补复杂性,提高了填补精度。

2)本文通过人为构造不同缺失率下的数据集,采用本

文提出方法进行填补,在填补过程中,针对不同的数据集

采用不同的填充方式,并通过 AIC准则和BIC准则选取

最优数据集,通过验证,发现了在高校运行数据中不同缺

失率下数据的最佳填充方式,为自然缺失数据中缺失值的

填充提供了依据。

3)基于不同模型填补的数据对高校运行数据进行时

序预测,表明本文提出方法可有效对缺失数据进行修复,
进而提升预测模型的泛化能力,使得预测模型可以获取更

精确的信息,从而提高了预测结果精度,因此,使用本文提

出方法填补后的数据进行时序预测的效果优于其他填补

模型,间接验证了本文提出方法对缺失数据填补效果

最优。
对缺失数据进行填补后,后续将构建校园用电行为特

征,建立校园综合能源系统,进而节能减排。
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