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摘 要:在自动视频监控应用中,准确地识别出人类的异常行为是非常困难的任务。为了解决监测系统中异常人类活动的高

效识别问题,提出了一种加强局部以及全局特征信息融合的异常行为识别模型ICBAM-ResNet50。在 UTI和CASIA两个数

据集上进行实验,结果表明该研究比ResNet50模型准确率分别提高了7%和8%。ICBAM 模块引入一维卷积替换了原始

CBAM中通道注意力的 MLP操作,将局部的时间特征整合到通道描述符中,缓解了通道维度由于全局处理产生的忽略信息

交互的问题;其次引入时空注意力机制替换CBAM中的单一空间注意力机制,来提高模型的时空表征能力。最后,将优化的

CBAM模块嵌入到ResNet50中,通过在ImageNet上对其进行预训练,在两个基准数据集上该模型分别达到了98.8%和

97.9%的准确率。使用相同的数据集,将实验结果与原始识别方法进行了比较,结果表明该模型优于所比较的其他方法。
关键词:异常行为识别;CBAM;注意力机制;ResNet50
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Abstract:
  

In
 

automatic
 

video
 

surveillance
 

applications,
 

accurately
 

identifying
 

abnormal
 

human
 

behavior
 

is
 

a
 

very
 

difficult
 

task.
 

To
 

solve
 

the
 

problem
 

of
 

efficient
 

recognition
 

of
 

abnormal
 

human
 

activities
 

in
 

the
 

monitoring
 

system,
 

an
 

abnormal
 

behavior
 

recognition
 

model
 

ICBAM-ResNet50
 

that
 

strengthens
 

the
 

fusion
 

of
 

local
 

and
 

global
 

feature
 

information
 

is
 

proposed.
 

Experiments
 

are
 

carried
 

out
 

on
 

the
 

UTI
 

and
 

CASIA
 

datasets,
 

and
 

the
 

results
 

show
 

that
 

the
 

accuracy
 

of
 

the
 

study
 

is
 

7%
 

and
 

8%
 

higher
 

than
 

that
 

of
 

the
 

ResNet50
 

model,
 

respectively.
 

The
 

ICBAM
 

module
 

introduces
 

one-
dimensional

 

convolution
 

to
 

replace
 

the
 

MLP
 

operation
 

of
 

channel
 

attention
 

in
 

the
 

original
 

CBAM,
 

integrating
 

local
 

temporal
 

features
 

into
 

channel
 

descriptors.
 

Which
 

alleviates
 

the
 

problem
 

of
 

ignoring
 

information
 

interaction
 

caused
 

by
 

global
 

processing
 

in
 

the
 

channel
 

dimension.
 

Secondly,
 

the
 

spatiotemporal
 

attention
 

mechanism
 

is
 

introduced
 

to
 

replace
 

the
 

single
 

spatial
 

attention
 

mechanism
 

in
 

CBAM
 

to
 

improve
 

the
 

spatiotemporal
 

representation
 

ability
 

of
 

the
 

model.
 

Finally,
 

the
 

optimized
 

CBAM
 

module
 

is
 

embedded
 

in
 

ResNet50,
 

and
 

by
 

pre-training
 

it
 

on
 

ImageNet,
 

the
 

model
 

achieves
 

98.8%
 

and
 

97.9%
 

accuracy
 

on
 

two
 

benchmark
 

datasets,
 

respectively.
 

Using
 

the
 

same
 

dataset,
 

the
 

experimental
 

results
 

are
 

compared
 

with
 

the
 

original
 

recognition
 

method,
 

and
 

the
 

results
 

show
 

that
 

the
 

model
 

is
 

superior
 

to
 

the
 

other
 

methods
 

compared.
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0 引 言

  近年来,随着人工智能技术的飞速发展,视频监控系

统在安防领域已经成为当代社会不可或缺的一部分[1]。
在传统的视频监控中,大量的视频信息需要在屏幕上进行

人工监控,这不但需要大量人力,而且效率也不尽人意。
为了提高视频监控的效率,传统视频监控逐渐发展为智能

视频监控,该技术有效地运用了图像智能分析、视频智能

分析、人工智能等技术[2]。与传统的视频监控相比,它可

以实时检测、识别和理解图像,同时也减少了时间和人力

的浪费[3]。本文主要研究智能视频监控中的视频智能分

析技术,能够快速准确地分析监控视频中的不同画面信

息,高效识别视频中的异常行为。
卷积神经网络(convolutional

 

neural
 

network,CNN)
是主流的深度学习方法,大多数新的神经网络都是在此基

础 上 延 伸、优 化 的[4],包 含 AlexNet[5]、VGG-Nets[6]、

GoogLeNet[7]等,这些经典的网络都曾在图像分类、目标

检测等领域获得过优秀的成绩[8]。在基于视频的人体异

常行为识别任务中,除了从每个单独的图像中提取空间特

征外,还需要提取视频帧之间的时间信息。Ji等[9]提出的

3D
 

CNN框架是一种有效的策略,其在二维空间卷积的基

础上增加了一维时间信息,从而将不同视频帧联系起来。
该网络分别对空间域和时间域的x、y 方向进行特征提

取,其提取的特征更具有代表性,且在 KTH 数据集表现

优秀,也为行为识别提供了新思想。受此启发,Simonyan
等[10]提出了双流CNN,其将视频帧和对应的光流信息分为

两个分支,分别用于提取空间和时间特征。然而,3D
 

CNN
和双流CNN的计算成本高,对硬件设备的要求高,无法在

移动设备或嵌入式设备上进行部署,一定程度地限制了其

在实际中的应用。对于异常行为识别,上述方法不能较好

地捕获时间维度的的依赖关系,因此,识别性能较差。
为了进一步提高网络的性能,很多学者开始对注意力

机制进行研究,其能够直接嵌入到2D
 

CNNs中,使其关注

重要的特征,抑制不必要的特征。基于此,Hu等[11]提出

了SE(squeeze-and-excitation)注意力机制,其是在通道维

度上增加注意力机制,通过对获取到特征图的每个通道赋

予不同的权重,从而实现重点关注某些特征通道。然而,
该网络中的降维操作会给通道注意力机制带来副作用,并
且捕获所有时间之间的依赖关系效率很低。在此基础上,

Wang等[12]提出了高效通道注意力(efficient
 

channel
 

at-
tention,ECA)机制,该模块通过使用一维卷积来完成跨通

道间的信息交互,卷积核的大小通过一个函数来自适应变

化,使得通道数较大的层可以更多地进行跨通道交互。该

模块避免了维度缩减,并有效捕获了跨通道交互。此外,
卷积块注意力模块(convolutional

 

block
 

attention
 

module,

CBAM)[13]从通道和空间两个维度出发,实现从通道到空

间的顺序注意力结构。空间注意力可使神经网络更加关

注图像中对识别起决定作用的像素区域而忽略无关紧要

的区域,通道注意力则用于处理特征图通道的分配关系,
同时对两个维度进行注意力分配增强了注意力机制对模

型性能的提升效果。将这些注意力机制模块嵌入到残差

网络[14]中可以提高识别人体异常行为的性能,然而,这些

方法仅仅只关注了空间或时间特征中的其中一个,对于视

频行为识别任务而言,捕获空间和时间依赖关系缺一不

可。
本文提出对传统的CBAM 算法进行优化,通过将时

间特征提取整合到通道以及空间注意力机制中,来提高通

道时空信息的特征融合能力。并且,将ICBAM 模块插入

到经典的ResNet50中,该模块沿着通道和时空两个独立

的维度对视频帧的重要信息进行提取,从而获得其此时每

个通道以及时空信息的权重[15]。此外,采用迁移学习对

ICBAM-ResNet50模型进行训练,从而提高模型的更新速

度以及鲁棒性。

1 网络设计

1.1 基于CBAM 的改进注意力模块

  CBAM 注意力机制主要通过学习不同通道之间以及

不同空间位置的重要性,来提取具有区分性的空间和通道

特征,以便模型更好地关注特征“在哪里”和“是什么”。其

参数量较小,并且在多个数据集的检测和分类任务上表现

出良好的泛化性能。但异常行为数据集往往具有背景复

杂、姿态多样、大小不一等特点,并且在时间维度上表现出

极强的复杂性,因此本文对CBAM 注意力机制进行了优

化,将时间特征学习整合到通道和空间注意力机制中,进
一步提高其识别性能。改进后的CBAM注意力机制的结

构如图1所示。

图1 ICBAM结构

Fig.1 ICBAM
 

structure
 

diagram

原通道注意力机制首先分别采用全局最大池化和平

均池化对特征图的空间信息进行聚合,之后再采用 MLP
对中间特征图进行先降维后升维,最后再经过Sigmoid操

作[16]生成最终的通道注意力特征。这一系列操作对捕获

通道之间的交互信息是低效的,因此本文对CBAM 的通

道注意力机制进行了改进。采用时间维度的一维卷积替

换原始的 MLP操作,避免维度缩减,从而减少了特征损

失,实现高效的跨通道交互。并且,通过固定的时间滤波

器将局部的时间关系整合到通道描述符中,有助于模型更

好地关注特征“在何时”和“是什么”。最后,经过Sigmoid
操作生成最终的通道注意力掩码,并通过元素式的乘法操
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作来激活原始特征。通道注意力计算公式如下:

MIC(F)=σ(conv1dk=3(AvgPool(F)))=
σ(W(Fc

avg)) (1)
式中:σ为Sigmoid函数;conv1dk=3 表示卷积核大小为3
的一维卷积;AvgPool表示平均池化操作;W 表示各个通

道所占的权重。改进后的CBAM注意力机制的通道注意

力(ICA)模块如图2所示。

图2 ICBAM的通道注意力模块

Fig.2 Channel
 

attention
  

module
 

of
 

ICBAM

原空间注意力机制主要是对通道注意力机制的输出

特征图进行空间维度的处理。首先沿着通道维度对输入

特征图进行最大池化和平均池化操作,然后采用卷积核对

聚合后的特征图进行空间特征提取,从而捕获到全局的空

间信息,最后经过Sigmoid操作生成最终的空间注意力特

征。由于现在大多数行为识别数据集都是视频格式,而此

操作只关注了空间维度,而忽略了时间维度的信息,因此

本文改变了原始CBAM 的空间注意力机制,采用时空注

意力机制来更好地提取时间和空间维度的信息。首先,在
时间维度上应用通道方向的一维卷积来融合时间信息,不
仅能够学习通道维度的信息还可以降低计算量。此操作

可表述为:

Gc,t=∑
i
Kc

iF*
c,t+i (2)

式中:Kc
i 表示属于通道c的时间组合核权值;i是时间核

的索引值;F*
c,t+i 表示输入特征的序列;Gc,t表示通道时序

融合特征的更新结果。然后,再通过卷积核为3×3的二

维卷积对局部空间信息进行建模。改进后的CBAM注意

    

力机制的时空注意力(ISA)模块如图3所示。

图3 ICBAM的时空注意力模块

Fig.3 Spatiotemporal
 

attention
  

module
 

of
 

ICBAM

1.2 ICBAM-ResNet50模型整体架构

  所提出的ICBAM 注意力机制通过在通道维度以及

时空维度为输入数据进行特征提取,对局部信息和全局信

息进行了高效融合,从而极大提高了模型的识别性能。该

注意力机制采用通道注意力模块和时空注意力模块,能够

以全局和局部融合的模式来捕获视频中的短期和长期的

信息,同时还能够减少模型的计算成本。此外,所提出的

ICBAM注意力机制和原始CBAM一样,能够以即插即用

的方式嵌入到2D
 

CNN中。
为进一步提取高效的空间表示来验证ICBAM 注

意力机 制 的 有 效 性,本 文 采 用 ResNet50实 例 化 该 机

制。首先,将ICBAM 注意力机制嵌入到 ResNet50的

瓶颈块中 从 而 构 建ICBAM-block。然 后,使 用 构 建 的

ICBAM-block来替换ResNet50的Conv_2至Conv_5的

所有残差单元,从而构建出了一个加强局部以及全局

特征信息融合的异常行为识别模型ICBAM-ResNet50。
最后,应用时间平均池化来聚合所有的帧级预测,从而

得到视 频 级 的 预 测 结 果。网 络 的 整 体 架 构 如 图4所

示。ICBAM 的引入可以提高ResNet50的性能,使其能

够更高效地捕捉特征信息并提高识别准确率。通过使

用通道和时空注意力机制,ICBAM 模块能够自适应地

选择和调整特征图中的重要信息,从而提高网络的表

达能力和感知能力。

图4 ICBAM-ResNet50网络的整体架构

Fig.4 The
 

overall
 

architecture
 

of
 

the
 

ICBAM-ResNet50
 

network

2 实验结果与分析

2.1 数据集与实验细节

  为了验证所提出的异常行为识别模型ICBAM-
 

ResNet50的有效性,本文在UTI[17]和CASIA数据集(ht-
tp://www.cbsr.ia.ac.cn/china/Gait%20Databases%
20CH)[18]上进行实验。由于这两个数据集属于小规模数

据集,因此训练集和测试集都遵循4∶1的分配比例。UTI
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数据集含有6种行为,由160段视频剪辑组成,其中训练

集有128段视频,测试集有32段视频。CASIA数据集主

要包括15种人体行为,总共1
 

446个视频,其中包括1
 

213
段训练视频和233段测试视频。

由于这两个数据集规模都比较小,从头开始训练一个

鲁棒性好的识别异常行为的网络还比较困难。因此,本文

使用迁移学习[18]对ICBAM-ResNet50模型进行训练。在

本实验中,将UTI以及CASIA行为数据集作为目标域,
而ImageNet数据集作为源域。先使用源域对ICBAM-
ResNet50网络进行训练,再使用迁移学习将其模型应用

在目标域上,并对其参数进行微调。采用 UTI和CASIA
行为数据集用来评估所提出识别异常行为的整体网络框

架的性能。
本文在Pytorch框架上实现所提出的ICBAM-Res-

Net50,并利用小批量梯度算法优化模型,其动量设置为

0.9,权重衰减系数为0.0005,初始化学习率为0.001,并
在训练到30、40和45轮次时,学习率衰减10倍。最后,
网络在UTI和CASIA数据集上都训练50轮次。为了减

少过拟合,采用多尺度裁剪技术、水平翻转和垂直翻转作

为数据增强[19],并在全局平均池化层之后添加一个比例

为0.5的dropout层[20]。

2.2 网络模型实验对比

  为了客观评价本文方法的性能,实验对ICBAM-Res-
Net50与2D

 

CNN、双流CNN、3D
 

CNN以及一些经典网

络组合算法分别在UTI和CASIA数据集上进行对比,量
化的比较结果如表1所示。

表1 本文算法与其他经典网络组合算法的性能对比

Table
 

1 The
 

performance
 

of
 

the
 

proposed
 

algorithm
 

is
 

compared
 

with
 

other
 

classical
 

network
 

combination
 

algorithms

UTI数据集 CASIA数据集

方法 准确率/% 方法 准确率/%
YOLO

 

v3+

VGG16[21]
83.8

2D-CNN+

LSTM[23] 89.7

Inception
 

v3+

LSTM[22] 92.31
Farneback
光流算法[24] 92.33

CNN,
 

Kalman+

LSTM[21] 97 双流深度残差 97.5

本文算法 98.8 本文算法 97.9

由表1可知,本文算法在UTI、CASIA数据集上均取

得了先进的结果。在UTI数据集上,本文算法要明显地优

于相同实验条件下的2D
 

CNNs架构,YOLO
 

v3+VGG
 

16
(98.8%

 

vs
 

83.8%),进一步验证了时间建模在异常行为

识别任务中的必要性。相比于CNN+LSTM 的架构,本
文采用了ResNet50作为主干网络,有利于提取到更加深

层次的特征,并有利于缓解梯度消失和网络退化的问题。
此外,本文通过在ResNet50中引入ICBAM 注意力机制,

进一步提升了网络的时间特征学习能力。同时,长短期记

忆网络(long
 

short
 

term
 

memory,LSTM)在建模时序信息

时会引 入 大 量 的 参 数,不 利 于 网 络 的 后 期 优 化。在

CASIA数据集上,与2D-CNN+LSTM和Farneback光流

算法 相 比,本 文 算 法 的 准 确 率 分 别 提 升 了 8.2% 和

5.57%。原因在于CASIA数据集存在视角变化、背景混

乱等问题,本文算法通过采用ICBAM 注意力机制过滤掉

与识别任务无关的背景信息而只保留人体相关信息,减少

了噪声的干扰。本文算法与双流深度残差相比,准确率提

升了0.4%。此外,双流网络的时间流网络需要将预先提

取的光流图像作为输入模态,而提取光流的时间开销较

大,会导致设备延迟的问题,不利于在移动端或者嵌入式

设备上进行部署。本文算法只采用了RGB视频帧作为输

入,对硬件设备要求相对较低,具有较高的实际应用价值。

2.3 消融实验

  针对人体异常行为识别的应用需求,进一步证明本文

所提出的ICBAM注意力机制的子模块ICA模块和ISA
模块的有效性,以ResNet50模型作为主干网络在UTI数

据集上进行消融实验,定性的比较结果如表2所示。

表2 消融实验结果

Table
 

2 Results
 

of
 

ablation
 

experiments

+
 

CBAM +
 

ICA +
 

ISA +
 

ICBAM 准确率/%
— — — — 91.2
√ — — — 93.4
— √ — — 96.9
— — √ — 97.5
— — — √ 98.8

由表2可知,在ResNet50基础上引入CBAM注意力

机制对UTI数据集的识别结果有较小的准确率提升,这
表明缺少时间建模难以处理复杂的行为动作。采用ICA
模块替换原始CBAM 的通道注意力机制,准确率提升了

3.5%,这是由于一维卷积避免了维度缩减,从而实现高效

的跨通道交互,同时,ICA将局部的时间关系整合到通道

特征中,提高了模型的时间表征能力。采用ISA模块替换

原始CBAM的空间注意力机制,使其更好地在时空维度

捕获特征的同时,降低网络计算量。引入ICBAM 注意力

机制在原CBAM基础上提高了5.4%,这进一步强调了时

间建模的必要性。其不仅能够以全局和局部融合的模式

捕获视频中的短期和长期的信息,显著提升了模型的泛化

性能。

2.4 可视化研究

  为了验证ICBAM-ResNet50模型对视频中人体异常

行为的建模能力,对ICBAM-ResNet50的行为推理过程

进行了可视化研究。该研究主要通过绘制类激活映射图

来评估ICBAM-ResNet50对运动显著区域的定位能力。

ICBAM-ResNet50中Conv_4的中间帧类激活映射图如
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图5所示,颜色越深的区域表明该模型在学习过程中越关

注的地方。由图5可知,ICBAM-ResNet50在特征学习的

过程中,能够显式地聚焦于运动显著区域,如在人体在打

拳、踢、指和推时,模型更加关注手部、腿部行为的细节,这
将进一步提高模型预测的准确性。这些实验结果表明,所
提出的ICBAM注意力机制通过运动显著区域的类激活

响应来描述行为,从而进一步提高模型对运动显著区域的

定位能力。

图5 ICBAM-ResNet50模型的类激活映射图

Fig.5 Class
 

activation
 

map
 

of
 

the
 

ICBAM-ResNet50
 

model

3 结 论

  由于异常行为数据集具有背景复杂、姿态多样、大小

不一等特点,本文提出了一种基于优化CBAM 改进Res-
Net50的异常行为识别方法。该模型采用ResNet50作为

主干网络,用改进后的ICBAM-block替换其原有基本残

差单元。ICBAM注意力机制通过ICA模块来实现通道

维度上的原始特征重标定,通过ISA模块来建模通道方向

的时空特征,使其能够在降低计算量的同时提升其时空表

征能力。此外,在没有任何3D卷积和预计算光流的情况

下,所提出的ICBAM-ResNet50模型在人体异常行为相

关数据集上均能取得先进的结果,与ResNet50基线相比,
准确率均得到了提升,为异常行为识别提供了一种高效的

方案。
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